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Unapredenje detekcije abnormalne moZdane aktivnosti klasifikacijom
vremenskih serija elektroencefalografskih podataka koriS¢enjem
modela dugoroé¢ne kratkoro¢ne memorije neuronskih mreza
optimizovanih metaheuristikama

Apstrakt

Doktorska disertacija istrazuje detekciju abnormalne mozdane aktivnosti kod pacijenata poput
epileptickih napada, koriséenjem elektroencefalografskih podataka (EEG) i optimizovane dugorocne
kratkorocne memorije neuronske mreze (LSTM). IstraZivanja je motivisano cinjenicom da tradicionalne
metode analize EEG signala ne postizu zadovoljavajuci nive tacénosti, zbog inherentne sloZenosti
podataka, nelinarnosti EEG signala, postojanja suma u podacima koje je tesko detektovati manuelnim
pretragama. Uprkos brojnim pokusajima primene tradicionalnih algoritama masinskog ucenja, kao sto
su Support Vector Machines, k-Nearest Neighbors i drugi, ovi pristupi su davali ogranicene rezultate
kada su se bavili finim i suptilnim promenama u mozdanoj aktivnosti pacijenata. To dovodi do pogresnih
ili nepotpunih medicinskih dijagnoza, a $to ima direktan uticaj na izbor terapijskih mera i konacne
zdravstvene ishode. Kao odgovor na ove izazove, predlaze se upotreba LSTM, koje su posebno
dizajnirane za rad sa vremenskim serijama i koje mogu da zadrze informacije tokom duzih vremenskih
perioda, nudeci poboljsanja u identifikaciji i klasifikaciji EEG obrazaca.

Kljucni deo prediozenog reSenja leii w optimizaciji hiperparametara LSTM primenom
stohastickog pristupa primenom metaheuristickih algoritama. Ovi algoritmi omogucavaju automatsko
podesavanje parametara LSTM kao §to su broj slojeva, velicina vremenskog prozora i broj neurona po
sloju, cime se postize inovativno i optimalno podeiavanje modela u odnosu na karakteristike EEG
podataka. Metodologija istraZivanja obuhvata nekoliko faza. Prvo se vrsi analiza EEG podataka kako
bi se identifikovale karakteristike EEG signala koje su relevantne za detekciju epileptickih napada.
Nakon toga, LSTM se trenira na definisanom skupu podataka, koriséenjem metaheuristickog algoritma
optimzacije pretrage susedsiva radi optimizacije hiperparametara. Proces ireniranja se iterativho
sprovodi, gde se na svakom koraku meri tacnost, preciznost, osetljivost i specificnost modela. Rezultati
evaluacije pokazuju da predloZeni model postize znacajno bolje performanse u odnosu na prethodno
koriscene metode, kako u pogledu tacnosti detekcije epileptickih napada, tako i u pogledu smanjenja
laznih pozitivaih detekeija.

Disertacija se osvrée | na praktichu primenu resenja u realnim kiinickim uslovima, gde
efikasnost predloZenog pristupa se ogleda kroz optimizovano vreme obrade i resursa potrebnih za
treniranje, §to omogucava analize EEG signala u realnom vremenu. Takode disertacija ukazuje na
buduce pravece razvoja u oblasti automatske analize biomedicinskih podataka 1 koriséenje
multimodalnog pristupa. Dalja istraZivanja treba da se fokusiraju na razvoy ,, lightweight " modela koji
su jos efikasnifi i manje zahtevni sa aspekta racunarskih resursa. Zakljucno, ova disertacija predstavija
sveobuhvatan pristup unapredenju detekcije abnormalne mozdane aktivnosti kroz primenu naprednih
tehnika analize EEG podataka kombinacijom LSTM i metaheuristicke optimizacije hiperparametara.

Kljuéne redi: Elektroencefalografski podaci (EEG), Dugoroéne kratkorocne memorije neuronskih
mreza (LSTM), Epilepticki napadi, Klasifikacija vremenskih serija, Metaheuristika, Stohasticka
optimizacija




Enhancement of Abnormal Brain Activity Detection Through Time Series
Classification of Electroencephalographic Data Using Long Short-Term
Memory Neural Network Models Optimized by Metaheuristics

Abstract

This dissertation explores the detection of abnormal a parimbmm activity, such as epileptic
seizures, using e!ec!mencepham'aphy (EEG) data and optimized Long Short-Term Memory (LSTM)
ra( networks. The research is motivated by the fact that traditional methods of EEG signal analysis
do not achieve a satisfacto el of accuracy due to the inherent complexity of the data, the non-
linearity of EEG signals, and the presence of a‘e in the data that is difficult to detect through manual
searches. Despite numerous attempts to apply traditional machine learning algorithms, such as Support
Vector Machines, k-nearest Neighbors, and others, these approaches have vielded limited results when
dealing with fine and subtle changes in patients' brain activity. This leads to incorrect or incomplete
medical oses, which directly impacts the choice of therapeutic measures and ultimate health
outcomes. In response to these challenges, the use of LSTMs is proposed, which are specifically designed
to work with time series data and can retain information over longer periods, offering improvements in
the :'drzn%cmr'on and classification of EEG patterns.

A key part of the proposed solution lies in the optimization of LSTM hyperparameters by
applying a stochastic approach u.ﬁ metaheuristic algorithms. These algorithms enable the automatic
optimization adjustment of LSTM parameters, such as the number of layers, time window size, and the

er of neurons per layer, thereby achieving an innovative and optimal model configuration relative
to the characteristics of EEG data. The researchthodology encompasses several phases. First, EEG
data is analyzed to identify the characteristics QEEG signals relevant to the detection of epileptic
seizures. Subseguently, the LSTM is trained on a defined dataset, using a neighborhood search
memmrisrr'c algorithm to optimize hyperparameters. The training process is carried out iteratively,
with the ac@fuicy, precision, sensitivity, and specificity of the model being measured at each step. The
.'uan'(m results demonstrate that the proposed model achieves si@camly better performance
compared to previously used methods, both in terms of the accuracy of epileptic seizure detection and
in terms of reducing false positive detectio

The dissertation also addresses the practical application of the solution in real clinical settings,
where the efficiency of the proposed approach is reflected in the optimized processing time and
resources required for tr@ing, enabling real-time analysis of EEG signals. It also points to future
directions meve.‘opmem in the field of automarted biomedical data analysis and the use of a mu.’rhﬁa.‘
approach. Further research should focus on the development of lightweight models that are even more

ient and less demanding in terms of computational resources. In conclusion, this ?erraﬁ(m
presents a comprehensive approach to improving the detection of abnormal brain activity through the
application of advanced EEG data analysis technigues, combining LSTM and metaheuristic
hyperparameter optimization.

Keywords: Electroencephalography data (EEG), Long Short-Term Memory (LSTM) neural network
model, Epileptic seizures, Time-series classification, Metaheuristics, Stochastic optimization
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1. Uvod

Elektroencefalografija (EEG) predstavlja jednu od najvaznijih neurodijagnostickih
tehnika koja omogucava pracenje i analizu moZzdane aktivnosti. Ova tehnika se sprovodi
pomocu seta elektroda koje su smeStene na povrSini glave pacijenta, gde tako postavljene
elektrode beleZe elektri¢ne signale koji poticu iz neuronskih aktivnosti u mozgu pacijenta.

Elektriéni impulsi koji su generisani sinhronizovanom aktivnocu velikih grupa neurona
u mozgu pacijenta, detektuju se kao oscilacije elektri¢nih signala koje se prikazuju u obliku
talasnih obrazaca. Svaka promena u ovim talasnim obrascima moZe ukazivati na neuroloske
poremecaje kod pacijenta, te shodno tome moze implicirati potrebu za adekvatnim medicinskim
tretmanom i monitoringom pacijenta.

Posto je EEG metoda po svojoj prirodi dijagnostike neinvazivna metoda, ona predstavlja
pre svega bezbedan i bezbolan nacin za otkrivanje i razlikovanje normalnih od abnormalnih
elektri¢nih praZnjenja u mozgu pacijenta. Neinvazivnost kao glavna karakteristika ovog tipa
medicinske dijagnostike, ¢ini EEG dijagnosticku metodu izuzetno pogodnom za kontinurirano
pracenje stanja pacijenata. Zahvaljujuéi ovoj izuzetno vaznoj osobini neinvazivnosti, EEG
dijagnostika se cesto koristi u rutinskim dijagnostickim pregledima, omogucavajuci
kontinuirano prac¢enje funkcionalnog stanja mozga pacijenta bez ikakvog rizika od oste¢enja
tkiva ili pak mogucih komplikacija povezanih sa nekim drugim invazivnim metodama
dijagnostike i lecenja.

Analiza EEG signala je jedan od klju¢nih medicinsko dijagnostickih alata u
identifikovanju epilepsije, bolesti u kojoj su napadi posledica abnormalnog elektri¢nog
praznjenja u grupama neurona pacijenta (Benbadis et al., 2020). Primena EEG dijagnostike
omogucava ne samo identifikaciju epileptickih napada, ve¢ i razgrani¢avanje razlicitih tipova
epileptickih napada, $to je od izuzetne vaznosti za pravilno planiranje terapije kod pacijenata.

Pored epilepsije, analiza EEG signala kao medicinski dijagnosticki alat se Siroko koristi
i za dijagnostiku drugih neuroloskih stanja kod pacijenata. Na primer, metod analize EEG
signala pomaze u identifikaciji poremecaja spavanja, kao §to su apneja u snu i nesanica, jer
putem analze EEG signala je moguce analizirati promene u mozdanoj aktivnosti pacijenta
tokom razli¢itih faza spavanja. Takode, analiza EEG signala je izuzetno korisna i u dijagnostici
neurodegenerativnih bolesti poput Alzheimerove i Parkinsonove bolesti, gde se mogu uociti
karakteristi¢ni obrasci mozdane aktivnosti, kao i u otkrivanju poremecaja svesti, §to dodatno
doprinosi sveobuhvatnoj dijagnozi i kasnijem le¢enju pacijenata.

Osim dokazane dijagnosticke vrednosti, EEG dijagnostika se koristi i za pracenje
efekata propisane terapije kod pacijenata. Kontinuirano pracenje EEG signala omogucava
lekarima i klini¢arima da procene efikasnost propisane i sprovedene terapije, te samim time
prilagode lec¢enje u skladu sa promenama u moZzdanoj aktivnosti pacijenta. Na taj nacin, analiza
EEG signala doprinosi dinamickoj evaluaciji klinickog stanja, §to je posebno vazno kod
pacijenata kod kojih se sprovode dugotrajni terapijski rezimi koji zahtevaju kontinurani
monitoring pacijenata.

Analiza EEG signala kao dijagnosticka metoda, zahvaljuju¢i kako svojoj
neinvazivnosti, tako i dokazanoj klinickoj praksi, omogucava pracenje i analizu moZzdane
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aktivnosti pacijenta u realnom vremenu. Na taj na¢in se otvara mogucénost za rano otkrivanje
promena u mozdanoj aktivnosti koje bi mogle biti indikatori progresije bolesti ili pak pocetka
epileptickih napada kod pacijenta. U kontekstu savremene medicine, analiza EEG signala se
sve vise integriSe u automatizovane dijagnosticke sisteme za kontinuirano pracenje pacijenata,
¢ime se omogucava brza intervencija u hitnim situacijama.

Jedna od glavnih prednosti EEG signala jeste njegova visoka vremenska rezolucija, $to
omogucava detekciju trenutnih promena u mozdanoj aktivnosti pacijenta. Ovo zna¢i da EEG
signal moze da detektuje i analizira vrlo brze i suptilne promene mozdane aktivnosti kod
pacijenta, poput onih aktivnosti koje se deSavaju u vremenskim okvirima od nekoliko
milisekundi. Moguénost detekcije i analize tako suptilnih i brzih promena mozdane aktivnosti
je kljuéno za pracenje trenutnih reakcija mozga pacijenata, kako na razli¢ite nadrazaje i
identifikaciju abnormalnosti, poput epileptickih napada, tako i pracenje drugih poremecaja u
moZdanoj aktivnosti pacijenta.

Sa druge strane prostorna rezolucija EEG signala je ograni¢ena u poredenju sa drugim
tehnikama medicinske neurodijagnostike, kao $to su magnetna rezonanca (Magnetic Resonance
Imaging, MRI) ili pozitron-emisiona tomografija (Positron Emission Tomography, PET). Kao
jedan od bitnijih problema primene analize EEG signala u medicinskoj neurodijagnostici jeste
i ¢injenica da EEG signali mogu biti vrlo ¢esto ometeni razlifitim stimulusima, kao $to su
misiéni pokreti, treptanje, pa ¢ak i spoljne elektromagnetne smetnje, §to u konaénoj instanci
otezavaju tumacenje rezultata EEG zapisa kod pacijenata.

Zbog mnogih faktora, ne samo gore navedenih, pouzdanost oCitavanja EEG signala
moZe znacajno varirati od slu¢aja do slucaja, 8to pak moZe da oteZa proces medicinske
neurodijagnostike. Jedan od kljuénih faktora koji uticu na preciznost oc¢itavanja EEG zapisa
jeste svakako subjektivnost interpretacije EEG podataka, $to zavisi od iskustva, znanja i
specifi¢nih metoda rada razli¢itih medicinskih struénjaka, specijalista za oblast medicinske
neurodijagnostike. Razli¢iti neurolozi i EEG tehni¢ari mogu interpretirati iste EEG zapise na
razli¢ite nacine, jer se tumacenje podataka Cesto oslanja na individualne procene, prethodna
iskustva i subjektivno iskustvo kliniCara (Benarous et al., 2019). Ova varijabilnost u
interpretaciji dodatno komplikuje proces medicinske neurodijagnoze, narocito u slu¢ajevima
kada su abnormalnosti moZdanih aktivnosti veoma suptilne ili prelazne, $to zahteva izuzetno
iskustvo i struénost klini¢ara za pravilno prepoznavanje i interpretaciju EEG zapisa kod
pacijenata.

Pored individualnih razlika medu interpretatorima (neurolozi i EEG tehnicari),
pouzdanost o¢itavanja EEG signala zavisi i od faktora kao $to su kvalitet dijagnosti¢ke opreme,
pravilno postavljanje elektroda, kao i uslovi u kojima se samo snimanje EEG zapisa vrsi.
Nedoslednosti u tehnickoj realizaciji EEG snimanja, kao §to su lo%a povezanost elektroda ili
pak prisustvo eksternih elektromagnetskih smetnji, mogu dodatno uticati na kvalitet EEG
zapisa, te samim time i otezati samu interpretaciju EEG signala. U ovakvim uslovima, ¢ak i
najiskusniji neurolozi mogu doneti dijametralno razlic¢ite zakljucke, §to definitivno dovodi do
nesigurnosti u postavljenim dijagnozama i problema u kasnijim terapeutskim terapijama.

Ova problematika ukazuje na potrebu za razvojem standardizovanih metoda
interpretacije EEG signala, kao i na implementaciju automatizovanih dijagnostickih sistema
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koji mogu pruziti objektivne analize, smanjujuci uticaj subjektivnosti i povec¢avajuci doslednost
rezultata medica(e neurodijagnostike.

Ono $to je za oCekivati da ¢e se u bliskoj buducnosti pojaviti industrijski (1SO) standardi
koji u potpunosti defini$u kori$cenje automatizovanih dijagnostickih alata, koji kao osnovne
mehanizme analize i intepretacije podataka koriste pre svega tehnologije vestacke inteligencije
(Artificial Intelligence, Al) i maSinskog uc¢enja podataka (Machine Learning, ML).

Tehnologije veStacke inteligencije i maSinskog ufenja podataka imaju izuzetan
potencijal da unaprede interpretaciju EEG podataka time $to mogu identifikovati suptilne
promene obrazaca u EEG zapisima, kao posledicu promena mozdane aktivnosti pacijenata, koje
ljudsko oko lako moze prevideti, te samim time doneti pogresnu dijagnozu. Ovakav pristup ne
samo da bi omogucio preciznije i brze postavljanje dijagnoza, vec bi povecala produktivnost
klinicke prakse, smanjilo opterecenje neurologa i EEG tehnicara, a §to kao direktnu posledicu
bi imalo bolju raspodelu resursa u zdravstvenim ustanovama i znacajno poboljSanje obuhvata i
kvaliteta zdrastvene zastite u celini.

S obzirom na prethodno navedene izazove, automatizovani dijagnosticki sistemi za
analizu EEG signala, zasnovani na veStackoj inteligenciji i metodama maSinskog ucenja
podataka, ¢e se sve vise koristiti za podrsku klini¢arima prilikom utvrdivanja dijagnoze. Ovi
sistemi mogu doprineti pre svega standardizaciji tumacenja EEG zapisa, te samim time ce se
smanjiti varijabilnost i povecati preciznost dijagnoze kod pacijenata. Rana dijagnoza i le¢enje
epilepsije mogu znacajno uticati na ishod bolesti, jer epilepti¢ni napadi imaju na Zalost izuzetno
izrazen potencijal da trajno ostete mozak pacijenta ukoliko se ne kontroliSu na adekvatan na¢in
i sa propisanom terapijom (Benbadis et al., 2020).

Vestacka inteligencija ve¢ je pokazala znacajan potencijal u brojnim industrijskim
granama, a naroc¢ito u medicini, gde igra klju¢nu ulogu u medicinskoj dijagnostici (Kaur et al.,
2021). Kroz primenu sofisticiranih algoritama vestacke inteligencije, procesi donosenja odluka
umedicinskim ustanovama postaju brzi, precizniji i efikasniji, $to direktno utie na poboljsanje
zdravstvenih ishoda pacijenata (Saqlain & Saeed, 2024). Tehnologija kada se primenjuje na
prethodno opisane nacine, ne samo da omoguc¢ava brzu obradu podataka, E i integrisano
(multimodalno) tumacenje kompleksnih obrazaca u medicinskim signalima, $to moze biti od
presudne vaznosti u kritiénim situacijama kod pacijenata.

Dok su mnoge oblasti u medicini ve¢ uspe$no integrisale tehnologiju vestacke
inteligencije i masinskog uc¢enja podataka u svoje radne procese, medicinska neurodijagnostika,
posebno kada je re¢ o analizi mozdane aktivnosti, ostaje relativno slabo istrazena naucna oblast.
Mozdana aktivnost je inherentno dinami¢na i promenljiva tokom vremena, te zahteva
specijalizovane pristupe za posmatranje i adekvatno tumacenje, a posebno je vazno da se
implicira integrisan princip neinvanizovnosti. U ovom kontekstu, primena tehnika klasifikacije
vremenskih serija EEG signala postaje logi¢no resenje za obuku efikasnih matematickih modela
koji su sposobni da prepoznaju kako vremenske, tako i prostorne obrasce u kompleksnim
podacima EEG signala koji opisuju mozdane aktivnosti kod pacijenata (Devi et al., 2023;
Tochaiwat et al., 2023).

Primena ve$tastacke inteligencije i madinskog ucenja podataka u medicinskoj
neurodijagnostici omogucava automatsko otkrivanje i interpretaciju suptilnih promena u
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mozdanoj aktivnosti pacijenata koje bi inac¢e mogle biti propustene prilikom tradicionalnih,
rucnih analiza.

Ovi napredni algoritmi mogu da integrisu i analiziraju razli¢ite izvore podataka, §to
pomaze u diferencijaciji izmedu normalnih i patoloskih obrazaca mozdane aktivnosti kod
pacijenata. Time se omogucava ne samo ranija dijagnoza, ve¢ i kontinuirano pracenje stanja
pacijenata, §to je posebno znacajno u upravljanju hroni¢énim neuroloskim poremecajima.

Razvoj tehnologija vestacke inteligencije i masinskog uCenja podataka u medicini
otvara mogucnosti za personalizovanu medicinu, gde se terapijski pristupi mogu prilagoditi
specificnom obrascu mozdane aktivnosti svakog pojedinac¢nog pacijenta. Automatizovani
sistemi za dijagnostiku zasnovani na tehnologiji vestacke inteligencije i maSinskog ucenja
podataka, mogu pruziti kontinuirani nadzor i analizu kompleksnih podataka, $to omoguc¢ava
pravovremene intervencije i optimizaciju le¢enja.

Uprkos svim pomenutim prednostima, imanentni su izazovi u implementaciji vestacke
inteligencije i maSinskog ucenja podataka u medicinskoj neurodijagnostici. Pre svega se tu misli
na izazov u pogledu nedostatka adekvatnih i visoko kvalitetnih oznadenih podataka, kao i
potreba za standardizacijom metoda akvizicije i analize podataka. Svi ovi izazovi ostaju
znacajni u modernoj medicinskoj neuroodijagnostici, te zahtevaju dodatna istraZzivanja i razvoj.

U skladu sa prethodno opisanim izazovima, u prethodnom periodu se pristupilo primeni
rekurentnih neuronskih mreza (Recurrent Neural Networks, RNN) kao jednog od najcesce
koris¢enih matematickih modela za obradu vremenski zavisnih podataka. Arhitektura
rekurentnih neuronskih mreza ukljuéuje povratne veze koje omogucavaju prenosenje
informacija izmedu ¢vorova vestacke neuronske mreze u sukcesivnim vremenskim koracima.
Ova sposobnost da zadrze informacije iz prethodnih stanja, sistemi rekurentnih neuronskih
mreza dobijaju sposobnost neke vrste unutrasnje memorije neuorna, $to je kljuéno za analizu
podataka gde trenutne vrednosti podataka zavise od prethodnih, poput vremenskih serija.
Poznato je da EEG signali ¢esto sadrze obrasce koji zavise od prethodnih uzoraka aktivnosti, a
matematickih modeli rekurentnih neuronskih mreza su u stanju da prepoznaju te obrasce,
odnosno iz datih obrazaca izvuku korisne informacije.

Analiza sekvencijalnih podataka, podataka koji imaju dimenziju sekvencijalnosti poput
vremenskih serija, putem rekurentnih neuronskih mreza omogucava bolji uvid u dinamicku
prirodu EEG signala, te samim time ¢ineci rekurentne neuronske mreze izuzetno pogodnim za
zadatke kao $to su predikcija, klasifikacija, i detekcija anomalija. Za trening rekurentnih
veitackih neuronskih mreza koristi se obi¢no algoritam Backpropagation Through Time
(BPTT), koji prilagodava tezine matematickog modela na osnovu prethodnih gresaka
izraunatih za sekvencijalne podatke i razli¢ite vremenske trenutke. Primarna prednost
rekurentnih neuronskih mreza lezi u rekurentnim vezama, koje omogucavaju vestackoj
neuronskoj mreZi da na nivou veStackog neuorna ,,pamti” kljuéne informacije iz duzih
vremenskih perioda, ¢ime pruZza dodatnu analiticku dubinu za sloZene sekvencijalne podatke
kao 3to su EEG signali.

Iako su rekurentne neuronske mreze pokazale odredeni uspeh, u praksi se suocavaju sa
znadajnim izazovima. Jedan od glavnih problema je pojava eksplodiraju¢ih i nestajucih
gradijenata tokom procesa obuke (Pascanu, Mikolov, & Bengio, 2013), Sto otezava tacnu

13




analizu dugoroénih zavisnosti u podacima. Ovaj problem eksplodirajucih i nestajucih
gradijenata moze dovesti do losijih performansi matematickih modela, naro¢ito kada se radi o
slozenim vremenskim serijama kao $to su EEG podaci, koji najée8¢e sadrze izuzetno suptilne
anomalije koje je izuzetno tesko prepoznati.

Zbog ovih izazova, razvijene su naprednije tehnike modeliranja neuronskih mreza, kao
§to su Dugorocne-Kratkorotne Memorije vestackih neuronskih mreza (Long-Short Term
Memory, LSTM). LSTM vestatke neuronska mreza je specificna vrsta vestacke rekurentne
neuronske mreze, koja koristi dodatne mehanizme kako bi zadrzala relevantne informacije
tokom duzeg vremenskog perioda, $to omogucava efikasnije prepoznavanje obrazaca u
vremenski zavisnim podacima. Ova tehnika pokazuje izuzetan potencijal u detekciji anomalija
u EEG signalima, naro€ito kada je re¢ o epilepsiji, gde je cilj tacno identifikovati abnormalne
mozdane aktivnosti koje prethode ili prate epilepti¢ne napade kod pacijenta. Nauéni cilj ove
doktorske disertacije i samog nau¢nog istrazivanja je razvoj matematiCkih modela detekcije
anomalija u EEG signalima, zasnovanog na LSTM veStackim neuronskim mreZama,
optimizovanog za analizu EEG podataka, kako bi se unapredila dijagnostika i olakSala
identifikacija epilepti¢nih napada kod pacijenata.

Dalji napredak u ovoj oblasti mogao b@ omoguci Siru primenu tehnologija vestacke
inteligencije u medicinskoj neurodijagnostici, ne samo za epilepsiju, ve¢ 1 za druge neuroloske
poremecaje, kao §to su demencija ili Parkinsonova bolest, ¢ime bi se znacajno unapredili
procesi donosenja dijagnostickih odluka i samim time povecala preciznost u dijagnostici.

Cilj ovog nau¢no-istrazivackog rada je predlaganje i implementacija pristupa
zasnovanog na klasifikaciji vremenskih serija EEG podataka koriste¢i matematitke modele
LSTM vestacke neuronske mreze za detekciju nepravilne mozdane aktivnosti, poput
epileptiénih napada. Uzimajuéi u obzir sloZenost i dinamicku prirodu EEG podataka,
matematicki model LSTM vestacke neuronske mreze su odabrani zbog njihove sposobnosti da
prepoznaju dugoro¢ne zavisnosti u vremenskim serijama i efikasno detektuju abnormalnosti u
signalima. Ovaj nau¢no-istrazivacki rad se fokusira na specifiéne izazove u analizi EEG
podataka, naroito u kontekstu prepoznavanja epilepti¢nih napada, gde je pravovremena i tacna
dijagnoza od sustinskog znacaja za adekvatne zdrastvene ishode kod pacijenata.

Struktura LSTM vestatke neuronske mreze bi¢e izabrana empirijski, gde pre
sprovodenja glavnih eksperimenata, bi¢e sprovedeni manji eksperimentalni testovi kako bi se
matematicki modeli LSTM vestacke neuronske mreze uporedili sa drugim osnovnim modelima
rekurentnih neuronskih mreza, kao Sto su klasi¢ni RNN i Gated Recurrent Units (GRU). Cilj
ovih poredenja je da se proceni prednost LSTM vestacke neuronske mreZe u odnosu na druge
modele (RNN/GRU) kada se primenjuju na EEG podatke, kao i da se ustanove optimalne
konfiguracije hiperparametara za obuku matemtickog modela.

Kako bi se postigle poboljSane performanse matematickog modela LSTM vestacke
neuronske mreze, posebna paZnja bice posvecena optimizaciji izbora hiperparametara samog
matematickog modela. U ovom nau¢no-istraZivackom radu koristice se metaheuristicki
algoritmi optimizacije, koji su poznati po svojoj sposobnosti da efikasno pretrazuju velike
prostore reSenja i pronalaze globalno optimalna reSenja u NP slozenim problemima.
Metaheuristi¢ki pristupi pruZi¢e efikasne metode za podeSavanje kljuénih hiperparametara
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LSTM vestacke neuronske mreze, kao $to su broj slojeva, broj jedinica u slojevima, stope

ucenja, 1 veli¢ina batch-a.

Dodatno, bi¢e uvedena modifikovana varijanta algoritma varijabilne pretrage susedstva
(Variable Neighborhood Search, VNS) (Mladenovi¢ i Hansen, 1997), koji je prilagoden
specifi¢nim zahtevima ovog istrazivanja. Klasi¢ni algoritam varijabilne pretrage susedstva se
zasniva na ideji pretrage razli¢itih susedstava radi pronalazenja boljih reSenja. U ovom nau¢no-
istrazivackom radu, modifikovana verzija algoritma varijabilne pretrage susedstva bice
prilagodena tako da unapredi performanse matematickog modela LSTM vestacke neuronske
mreze u kontekstu detekcije anomalne mozdane aktivnosti pacijenta. Ova modifikacija
omogucava dinamicku adaptaciju tokom procesa optimizacije, $to dovodi do preciznijeg i
brzeg pronalaZenja optimalnih hiperparametara.

PredloZeni pristup ima za cilj ne samo postizanje visoke tacnosti u detekciji epilepti¢nih
napada, ve¢ i optimizaciju vremena potrebnog za obuku matematickog modela, kao i smanjenje
gresaka u klasifikaciji. Uspe$no implementiran, ovaj matematicki model mogao bi pruziti
znacajne prednosti u oblasti medicinske neurodijagnostike i pomo¢i neurolozima u
pravovremenom prepoznavanju i le¢enju epilepsije kod pacijenata.

Skup empirijskih podataka za potrebe ovog istraZivanja sastojace se od segmenata
podataka koji su javno dostupni putem NeuroTechnology and Systems Analysis (NTSA) grupe
sa Univerziteta Pompeu Fabra u Barseloni (https://www.upf.edu). Ovi podaci predstavljaju
stvarne i ve¢ oznacene EEG snimke pacijenata, sa svim neophodnim atributima, koji su
dostupni na njihovom sajtu (NTSA, https://www.upf.edu/web/ntsa/downloads 2024).
Korid¢enje ovog oznafenog seta podataka omogucava testiranje uvedenog pristupa sa
relevantnim, stvarnim medicinskim zapisima anonimiziranih pacijenata, ¢ime se doprinosi
pouzdanosti i praktiénoj primenjivosti rezultata ovog istraZivanja.

Testiranje matematickog modela sprovesce se kroz tri eksperimenta na osnovu modela
LSTM vestacke neuronske mreZe. Prvi eksperiment obuhvati¢e osnovni matemati¢ki model
LSTM vestacke neuronske mreze sa unapred podesenim hiperparametrima kako bi se odredila
polazna tacka za dalju optimizaciju matematickog modela. Drugi eksperiment fokusirace se na
primenu metaheuristickih algoritama za optimizaciju hiperparametara, ukljucujuc¢i veli¢inu
batch-a, broj slojeva i jedinica u slojevima, kao i stopu ufenja. Konacno, tre¢i eksperiment
uvodi modifikovanu varijantu algoritma varijabilne pretrage susedstva (Mladenovi¢ i Hansen,
1997), prilagodenu specifi¢nostima EEG podataka, kako bi se postigla dalja optimizacija i
poboljsale performanse matemati¢kog modela. Ovi eksperimenti omogucavaju da se proceni
uticaj razli¢itih tehnika optimizacije na tacnost detekcije anomalne moZdane aktivnosti,
narocito u slu¢ajevima epilepti¢nih napada kod pacijenata.

Ocekivani nautni doprinosi ovog rada su:

¢ Formiranje sveobuhvatnog EEG skupa podataka radi olak3anja evaluacije detekcije
epilepti¢nih napada i anomalija.

e Unapredenje postojece tehnike klasifikacije za obradu EEG signala primenom
klasifikacije vremenskih serija sa matematickim modelom LSTM vestacke
neuronske mreze, ¢ime se doprinosi softverskoj detekciji abnormalne mozdane
aktivnosti kod pacijenata.
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e Uvodi se modifikovani metaheuristicki pristup za precizno prilagodavanje
matematickog modela LSTM vestacke neuronske mreze i optimizaciju
hiperparametara modela, koji omoguéava efikasnu klasifikaciju EEG signala.

e Biraju se efikasne klasifikacione vestacke neuronske mreze sa smanjenim brojem
slojeva i neurona, ¢ime se smanjuje potreba za brojem epoha treniranja i smanjuju
se potrebni radunarski resursi za treniranje.

e Ispituju se matematicki modeli sa najboljim performansama kako bi se utvrdili
znacaj karakteristika u detekceiji anomalija kada se koriste EEG podaci.

e Pruza se detaljno objasnjenje i istraZivanje rada na ovu temu, adresiraju¢i uocenu
prazninu u postoje¢im naucnim istraZivanjima vezanim za upotrebu rekurentnih
vestackih neuronskih mreza u detekciji anomalija u EEG signalima.

1.1. Metodolo$Sko-hipotetic¢ki okviri istraZivanja

U okviru ovog rada postavlja se osnovno istrazivacko pitanje: Da li optimizacija
LSTM veitatke neuronske mreZe pomoéu metaheuristi€kih algoritama moZe poboljSati
tacnost detekcije epilepti¢kih napada na osnovu EEG podataka?

Istrazivanje se fokusira na testiranje hipoteze da kombinacija naprednih tehnika
veStackih neuronskih mreza, sa posebnim osvrtom na modele LSTM vestackih neuronskih
mreza, 1 primena metaheuristickih algoritama optimizacije hiperparametara moZe znacajno
poboljsati proces detekcije, cime se olakSava rano otkrivanje i klasifikacija epileptickih napada
kod pacijenata.

S obzirom na vaZnost tatne detekcije neurolo3kih poremecaja, cilj ovog nauéno-
istrazivackog rada je da potvrdi da optimizovani matematicki modeli mogu znac¢ajno doprineti
preciznosti i pouzdanosti u dijagnostici koriste¢i EEG signale. Kroz primenu specifi¢nih
metaheuristi¢kih pristupa za podeSavanje hiperparametara modela LSTM vestackih neuronskih
mreza, ocekuje se da ¢e istrazivanje pokazati poboljsanja u performansama matematickog
modela u poredenju s tradicionalnim metodama.

Ova istrazivacka pitanja ¢ine osnovu metodoloskog okvira ovog nau¢no-istrazivackog
rada, gde ¢e predloZena reSenja biti podvrgnuta sveobuhvatnoj analizi, implementaciji i
rigoroznom testiranju kako bi se pruzila validacija postavljene hipoteze.

1.1.1. Problem istraZivanja

Ovaj nau¢no-istrazivacki rad se fokusira na problem koji proistice iz imanentnih
ogranic¢enja tradicionalnih metoda za detekciju epileptickih napada kod pacijenata na osnovu
EEG podataka. Tradicionalne metode vrlo ¢esto nisu pruzale zadovoljavajucu tacnost,
prvenstveno zbog slozene prirode i inherentne nelinearnosti EEG signala. Kao §to je poznato,
EEG signale karakteriSe visoki nivo inherentnog $uma koji po prirodi stvari moze maskirati
kljuéne obrasce EEG podataka u mozdanoj aktivnosti pacijenta. Nelinearna dinamika EEG
signala dodatno oteZzava modeliranje i otkrivanje zavisnosti u okviru EEG podataka, gde
svakako treba spomenuti i visok stepen varijabilnosti izmedu pacijenata.
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Sve prethodno navedene c¢injenice dodatno oteZavaju generalizaciju podataka i
predstavljaju problem u implementaciji adekvatnog matematickog modela neophodnog za
pravilan rad sistema dijagnostika i analize EEG signala. Mnogi tradicionalni pristupi se i dalje
oslanjaju na metode ruénog ekstrahovanja karakteristika EEG signala, za koje je potvrdeno da
nisu u stanju u potpunosti da objasne izuzetno suptilne promene i obrasce u EEG podacima, a
koji su opet izuzetno relevantni za detekciju epileptickih aktivnosti kod pacijenata.

S obzirom na ove izazove, postoji potreba za unapredenjem metodoloskog pristupa kroz
primenu naprednih metoda medicinske neurodijagnostike baziranih na naprednim
matematickim modelima veStacke inteligencije 1 masinskog ucenja podataka, poput modela
LSTM vestacke neuronske mreze, a koji su posebno pogodni za analizu vremenskih serija u
EEG signalima, jer mogu .,pamtiti* relevantne informacije kroz duze vremenske intervale i
ignorisati manje znaCajne Sumove u podacima. Na taj nacin, unapredenje ovih novih
metodoloskih i nau¢nih pristupa pruza se potencijal za znaCajan doprinos u medicinskoj
neurodijagnostici epilepsije i detekciji napada u realnom vremenu kod pacijenata.

1.1.2. Ciljevii zadaci istraZivanja

Cilj ovog nau¢no-istrazivatkog rada je dvostruk: naucni i drustveni. Nauéni cilj ove
disertacije je razvoj naprednog matematickog modela za automatsku detekceiju epileptickih
napada iz EEG zapisa koriste¢i matematicki model LSTM vestatke neuronske mreze, €iji su
hiperparametri optimizovani metaheuristickim tehnikama.

Drustveni cilj ove disertacije je unapredenje dijagnostike epilepsije i pruzanje
dijagnostickog alata koji bi omogucio brzu i precizniju analizu EEG signala, $to moze doprineti
efikasnijem lec¢enju i boljoj kontroli epileptiénih napada kod pacijenata. Zadaci ovog nauéno-
istrazivackog rada obuhvataju slede¢e nau¢ne premise:

« Analizu postojec¢ih metoda detekcije epileptickih napada iz EEG podataka.

« Razvoj novog matematickog modela LSTM vestacke neuronske mreze, specificno
prilagodenog za analizu EEG signala.

e Implementaciju metaheuristickih algoritama za optimizaciju hiperparametara
matematickog modela LSTM vestacke neuronske mreze.

e Evaluaciju performansi matematickog modela kroz eksperimentalno testiranje na
relevantnim javnim skupovima medicinskih podataka.

1.1.3. Hipoteze u istraZivanju

Na osnovu prethodno postavljenih nauénih i druStvenih ciljeva ovog nauéno-
istrazivackog rada, formulisane su sledece hipoteze koje su detaljno analizirane u okviru ove
doktorske disertacije.

Opsta  hipoteza: Optimizacija LSTM  veStacke neuronske mreze pomocu
metaheuristickih algoritama mozZe poboljsati tacnost detekcije epileptickih napada kod
pacijenata na osnovu EEG podataka.
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Pojedinacne hipoteze su:

H1: LSTM vestatke neuronske mreZe mogu efikasno klasifikovati EEG podatke i
detektovati anomalije u moZdanoj aktivnosti kod pacijenata.

Ova hipoteza istrazuje sposobnost modela LSTM vestacke neuronske mreze da
prepoznaje sloZene obrasce u EEG signalima, a koji su kljuéni za identifikaciju neuroloskih
poremecaja, kao $to su epilepti¢ni napadi kod pacijenata. Pretpostavka je da primena ovih
matematickih modela vestacke inteligencije moZe dovesti do znac¢ajnog unapredenja tacnosti
detekcije abnormalnih mozdanih aktivnosti kod pacijenata.

H2: Metaheuristi¢ki algoritmi mogu zna¢ajno unaprediti performanse modela
LSTM vestacke neuronske mreZe u detekciji epilepti¢nih napada kod pacijenata.

Ova hipoteza se fokusira na moguénosti optimizacije modela LSTM vestacke neuronske
mreze kroz primenu metaheuristickih algoritama, kao 3to su genetski algoritmi (Genetic
Algorithm, GA) i optimizacija roja Cestica (Particle Swarm Optimization, PSO). Cilj je da se
istrazi kako ovi algoritmi optimizacije mogu poboljSati preciznost i brzinu detekcije
epilepti¢nih napada kod pacijenata optimizacijom hiperparametara LSTM vestacke neuronske
mreze .

H3: Modifikovana pretraga putem algoritma varijabilne pretrage susedstva (VNS)
moZe dodatno poboljSati prilagodavanje modela LSTM veStacke neuronske mreZe
specifitnostima EEG signala.

Ova hipoteza sugeriSe da primena modifikovane verzije algoritma varijabilne pretrage
susedstva (Variable Neighbourhood Search, VNS) moZze povecati tacnost i efikasnost
matematickog modela LSTM vestacke neuronske mreze u analizi EEG podataka. Testira se
kako ovaj pristup moZe optimizovati hiperparametre LSTM ve$tacke neuronske mreze, a
samim time i proces detekcije epilepti¢nih napada kod pacijenata, posebno u situacijama sa
ograni¢enom koli¢inom podataka.

PredloZene gore nevedene naucne hipoteze postavljaju okvir za razvoj naprednog
matematickog modela LSTM vestacke neuronske mreze radi analize EEG signala, a sa ciljem
da se unapredi preciznost i brzina detekcije neuroloskih poremecaja kod pacijenata i sa
posebnim fokusom na epilepsiju kao jednu od najcescih i najsloZenijih neuroloskih stanja kod
pacijenata kod nas i u svetu.

1.14. Metode istraZivanja
U ovom nauc¢no-istrazivackom radu su primenjene slede¢e nau¢no-istrazivacke metode:

« Analiticko-sinteticka metoda: Za analizu relevantne literature i dostupnih podataka o
EEG signalima i epilepsiji, kao i za sintezu postojecih matematickih modela i tehnika u
svrhu razvijanja novog poboljsanog matematickog modela.

« Komparativna metoda: KoriS¢ena je za uporedivanje performansi razvijenog
matemati¢kog modela sa postojeéim reSenjima, kao i za evaluaciju razli¢itih pristupa
optimizaciji hiperparametara modela LSTM vestacke neuronske mreze.
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¢ Eksperimentalna metoda: Ova metoda je primenjivana u fazi treniranja i testiranja
modela LSTM vestacke neuronske mreze na stvarnim EEG podacima, gde su mereni
klju¢ni indikatori performansi, uklju¢ujuéi tatnost, preciznost i osetljivost.

¢ Metaheuristicke metode optimizacije: U ovom naucno-istrazivackom radu primenjeni
su algoritmi optimizacije kao §to su genetski algoritam (Genetic Algorithm, GA) i
algoritam optimizacije roja Cestica (Particle Swarm Optimization, PSO), kako bi se
optimizovali hiperparametri modela LSTM wvestacke neuronske mreze, ukljucujuci
veli¢inu slojeva, broj neurona i duzinu vremenskog prozora.

Primena metaheuristickih algoritama optimizacije u ovom kontekstu je kljuéna za
reSavanje problema visokog nivoa varijabilnosti u EEG podacima, pre svega jer omogucava
dinami¢nu optimizaciju hiperparametara ve$tacke neuronske mreze u skladu sa specifi¢nostima
EEG signala (nelinearnost, sum,...).

Uvodnim delom naué¢no-istrazivackog rada postavljen je osnov za dalju analizu i
istraZivanje koje ce se sprovesti u glavnim odeljcima ove doktorske disertacije. ldentifikovan
je problem detekcije epileptickih napada kod pacijenata iz EEG signala, predloZena su reSenja
kroz primenu matematickog modela LSTM vestacke neuronske mreze optimizovanog
metaheuristickim algoritmima, a zatim su formulisani ciljevi i metodoloski okvir istrazivanja.

Dalji tok nau¢no-istrazivackog rada bi¢e usmeren na analizu i implementaciju
predlozenih metoda optimizacije, kao i na eksperimentalnu evaluaciju performansi
implementiranih metoda optimizacije matematickog modela LSTM veStacke neuronske mreze
koji je optimizovan metaheuristi¢kim algoritmima.

1.1.5. Naut¢na i druStvena opravdanost istraZivanja

Cinj@a je da primena vestacke inteligencije u medicinskoj dijagnostici neuroloskih
poremecaja u zemljama u razvoju, kao $to je Republika Srbija, jos uvek nije dostigla nivo
razvijenih zemalja. Ovaj nau¢no-istrazivacki rad se temelji i na potrebama da se premoste
postojec¢e praznine u znanju i tehnologiji, ka i da se izvrsi adekvatna priprema za transfer
tehnologije i znanje iz razvijenih zemalja u domenu primene moderne medicinske dijagnostike
neuroloskih poremecaja kod pacijenata.

Ovaj naucno-istrazivacki rad nije samo doprinos razvoju inovativnih metoda
medicinske neurodijagnostike, vec je i korak ka unapredenju celokupnog sistema zdravstva u
Republici Srbiji. Ova doktorska disertacija, te nau¢no-drustveni doprinosi iste, naravno mogu
potencijalno dati doprinos u razvoju medisincke neurodijagnostike i u drugim zemljama sa
sli¢nim izazovima u medicini i klini¢koj praksi. U nauénom smislu, ovaj nau¢no-istrazivacki
rad istrazuje mogucnosti primene i optimizacije hiperparamatera matematickog modela LSTM
veitacke neuronske mreZe za klasifikaciju EEG zapisa uz pomo¢ metaheuristickih algoritama,
pruzajuci temelje za nove naucno-istrazivacke radove u oblasti medicinske neurodijagnostike
u Republici Srbiji.

Napredne metode vestackih neuronskih mreZa, naro¢ito rekurentnih modela
prilagodenih za vremenske serije, dopunjene su modifikovanim algoritmima optimizacije
popute metode varijabilne pretrage susedstva koja ¢e u svojoj modifikaciji detaljno biti opisana
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u nastavku ove doktorske disertacije. Ove inovacije unapreduju preciznost detekcije
abnormalnih EEG signala, $to ima direktne implikacije na bolju dijagnostiku epilepsije kod
pacijenata.

Razvijeni matematicki modeli i pristupi ne samo da pro$iruju postojeée nauéno znanje
u oblasti primene vestacke inteligencije i maSinskog ucenja podataka za medicinsku
neurodijagnostiku, ve¢ predstavljaju metodoloski okvir koji se moZze dalje razvijati i
primenjivati na razli¢ite medicinske podatke (multimodalnost) 1 primeniti u $iroj medicinskoj
praksi.

Drustvena opravdanost ovog nau¢nog istrazivanja ogleda se u sposobnosti da se
znacajno poboljSa kvalitet Zivota pacijenata kroz efikasniju dijagnostiku i kontinuirano pracenje
efekata pripisane terapije. Preciznija i brza identifikacija neuroloskih poremecaja kod
pacijenata, pre svega kod oboljenja poput epilepsije, moze imati pozitivne posledice na Zivote
obolelih i njihovih porodica, smanjujuéi trajanje i intenzitet simptoma epilepsije i
omogucavajuci adekvatniji tretman pacijenata.

U Republici Srbiji, ali i zemljama na slicnom nivou ekonomske razvijenosti, gde su
resursi za ovakvu verstu medicinske neurodijagnostike ¢esto ograniceni, implementacija
naprednih matematickih modela vestacke inteligencije i masinskog uenja podataka moze
znaciti transformaciju u kvalitetu zdravstvene nege na svim nivoima (primarni — sekundarni —
tercijarni), doprinoseci ujedno povecanju iskorisc¢enosti postojecih resursa i smanjenju troskova
zdravstvenog sistema u celini.

Pored direktnog uticaja na zdravstvenu praksu, rezultati ovog nau¢no-istrazivackog rada
imaju potencijal da unaprede istrazivacku i akademsku infrastrukturu u Republici Srbiji. Ovaj
naucno-istrazivacki rad koristi rezultate i tehnologije razvijene u evropskim zemljama kao
osnovu za lokalna istraZivanja, olakSavaju¢i na taj nacin institucijama Republike Srbije da
usvoje inovativne pristupe u analizi EEG podataka i medicinskoj neurodijagnostici pacijenata.
Ovaj aspekt nau¢ne mobilnosti, odnosno usvajanja i transfera znanja iz razvijenih zemalja,
omogucava brzo prilagodavanje domace prakse svetskim standardima i otvara put ka daljem
napretku medicinske neurodijagnostike u Republici Srbiji.

Disertacija takode naglasava potrebu za strateSkim investicijama i inovacijama u
oblastima vestacke inteligencije i medicinske odijagnostike, podsti¢u¢i saradnju izmedu
akademskih, istrazivackih i industrijskih aktera kako u Republici Srbiji tako i u regionu. Kroz
razvoj inovativnih softverskih i hardverskih reSenja zasnovanih na vestatkoj inteligenciji i
masinskom ucenju podataka, pogotovu u domenu medicinske dijagnotike, ovakva istraZivanja
mogu da sluze kao primer kako dodatna ulaganja u zdravstvenu tehnologiju stvaraju pozitivan
sistemski uticaj na drustvo u celini.

U zaklju¢ku, ovaj naucno-istrazivacki rad pokazuje jasnu nauénu i drustvenu
opravdanost kroz znacaj za unapredenje medicinsko dijagnostickih metoda u Republici Srbiji,
poboljsanje kvaliteta zivota pacijenata, kao i postavljanje temelja za dalja istrazivanja i primenu
veStacke inteligencije i masinskog ucenja podataka u medicinskoj praksi u Republici Srbiji.

Rezultati ove doktorske disertacije ¢iji je deo objavljen u casopisu Complex &
Intelligent Systems (M22 kategorije) u radu "Optimizing Long-short Term Memory Neural
Networks for Electroencephalogram Anomaly Detection using Variable Neighborhood Search

20




with Dynamic Strategy Change" (Radomirovic et al., 2024), prosli su strogu verifikaciju
eminentnih strué¢njaka iz ove oblasti i znac¢ajni su za podrugje detekcije abnormalne mozdane
aktivnosti kod pacijenata.

1.2. Struktura rada

S obzirom na kompleksnost istraZivanja u oblasti medicinske neurodijagnostike, kao i
potrebe za detaljnim uvidom u razli¢ite aspekte primene vestacke inteligencije i maSinskog
ucenja podataka u analizi EEG signala, struktura ovog nau¢no-istrazivackog rada pazljivo je
osmisljena kako bi pruZila jasan tok naué¢no-istrazivacke misli i omoguéila bolji uvid u ciljeve
i doprinose ovog nauc¢nog istrazivanja.

Rukovodeci se time, sadrzaj ovog nau¢no-istrazivackog rada je podeljen na 3est klju¢nih
celina, pri ¢emu svaka celina (odeljak) pruza neophodne informacije i rezultate, pofevii od
teorijskog osnova, preko prethodnih istrazivanja, do detalja o naucno-istrazivackoj
metodologiji, eksperimentalnim postavkama i postignutim rezultatima nauéno-istrazivatkog
rada.

Zakljuéni deo ovog naucno-istraZivackog rada objedinjuje glavne nalaze i daje
preporuke za buduca istrazivanja u oblasti medicinske neurodijagnostike. Na taj nacin se
zaokruzuje kompletan nauc¢no-istrazivacki rad jednom logi¢nom strukturom i celovitim
prikazom kako matematicki modeli LSTM ve$tacke neuronske mreZze, sa optimizovanim
hiperparametrima uz pomo¢ metaheuristickih algoritama, omogucavaju koris¢enje vestackih
neuronskih mreZa za detekciju anomalne moZzdane aktivnosti putem analize EEG signala.

o Odeljak 1 predstavlja sveobuhvatnu teorijsku osnovu koja uvodi klju¢ne pojmove i
aktuelnosti u domenu vestackih neuronskih mreza, sa posebnim fokusom na
matematicke modele koriS¢ene u nau¢nom eksperimentu ovog nau¢no-istrazivackog
rada. U okviru ovog odeljka se diskutuje o osnovama EEG tehnike i njenom znacaju za
medicinsku dijagnostiku neuroloskih poremecaja kod pacijenata. Detaljno su opisani
svi faktori koji uti¢u na pouzdanost EEG o¢itavanja, ukljucujuci varijabilnost medu
posmatra¢ima (klini¢arima), gde ujedno dat i opis sa tumacenjem izazova u
interpretaciji EEG podataka. Ovo poglavlje pruza i svojevrsan uvid u ulogu vestacke
inteligencije i maSinskog u¢enja podataka u analizi EEG signala, odnosno kona¢no
defini$e nau¢ne i drustvene ciljeve ovog naucno-istrazivackog rada.

« Odeljak 2 izlaze dosadasnja nau¢na istrazivanja koja ¢ine osnovu ovog nauéno-
istraZivackog rada. Prikazana je sva neophodna matemati¢ka teorija potrebna za
razumevanje modela vestacke inteligencije i masinskog ufenja podataka primenjenih u
okviru ovog istraZivanja. Detaljno su prikazana kljuéna dostignuéa u primeni
rekurentnih ve$tackih neuronskih mreza (Recurrent Neural Network, RNN) i modela
LSTM vestatkih neuronskih mreza u analizi vremenskih serija, sa naglaskom na
izazove 1 ograni¢enja sa kojima se istrazivaci susrecu u analizi vremenskih serija i
nelinearnih signala. Navedeni su relevantni zakoni, regulative i protokoli koji se odnose
na primenu vestacke inteligencije u medicinskoj neurodijagnostici na globalnom nivou,
sa posebnim osvrtom na napredak u Republici Srbiji, te su posebno analizirani eticki
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izazovi u primeni vestatke inteligencije kao osnovne tehnologije u modernoj
medicinskoj neurodijagnostici.

Odeljak 3 detaljno opisuje metodologiju istraZivanja primenjenu u okviru ovog nauéno-
istrazivackog rada. U okviru ovog odeljka je prikazan detaljan pristup u detekciji
anomalija u EEG signalima koji se zasniva na klasifikaciji vremenskih serija
koriS¢enjem modela LSTM vestacke neuronske mreze. Objasnjena je struktura
matematickog modela LSTM vestacke neuronske mreZze i postupak optimizacije
hiperparametara uz pomo¢ metaheuristickih algoritama (Genetic Algorithm GA,
Particle Swarm Optimization PSO). Takode, navedena je i detaljno opisana optimizacija
putem modifikovane varijante algoritma pretrage varijabilnog susedstva (Variable
Neighborhood Search, VNS), razvijena posebno za potrebe ovog istraZivanja.

Odeljak 4 prikazuje eksperimentalne postavke i krajnje rezultate ovog naucno-
istrazivackog rada. Opisan je skup podataka koris¢enih u istrazivanju, ukljucujuci
segmente stvarnih i oznacenih podataka pacijenata iz javnog dostupnog repozitorija
medicinskih podataka. Dati su detaljni rezultati eksperimenata sprovedenih kori$¢enjem
modela LSTM vestacke neuronske mreze. Prikazano je poredenje performansi
matemati¢kog modela LSTM veitatke neuronske mreZe sa drugim rekurentnim
modelima ve$tackih neuronskih mreza radi omogucavanja boljeg uvida u prednosti
predloZenog pristupa. Opisane su metodoloSke i algoritamske metode, kao i mere koje
su preduzete za povecanje tacnosti i efikasnosti matematickog modela LSTM vestacke
neuronske mreZe koriS¢enjem metoda optimizacije hiperparametara kori$¢enjem
metaheuristickog pristupa.

Odeljak 5 bavi se detaljnom analizom postignutih rezultata ovog nau¢no-istrazivackog
rada. Prikazani su nau¢ni doprinosi ovog nauéno-istraZivackog rada, ukljuCujuéi
unapredenja u klasifikaciji vremenskih serija EEG podataka i predlozeni modifikovani
metaheuristi¢ki pristup za optimizaciju hiperparametara modela LSTM veStacke
neuronskeeie. Analizirana je vaznost karakteristika u detekciji anomalija na EEG
podacima i date su preporuke za buduca istrazivanja u ovoj izuzetno vaznoj oblasti
medicinske neurodijagnostike.

Odeljak 6 donosi zakljucke doktorske disertacije sumiranjem kljuénih nalaza
istraZivanja u odnosu na prvobitno usvojene hipoteze, razmatranjem ogranicenja
naucno-istrazivacke studije i diskusijom o potencijalnim pravcima daljeg razvoja u
oblasti primene veStatke inteligencije i maSinskog ucenja podataka u medicinskoj
neurodijagnostici. Naglasene su mogucnosti za dalja istraZivanja i razvoj u ovoj oblasti,
kao i preporuke za primenu predloZenih reSenja u praksi, uz osvrt na specificne pravce
razvoja medicinske neurodijagnostike u Republici Srbiji. ZavrSni deo sumira glavne
naucne doprinose i istie druStveni znacaj ovog istraZivanja za unapredenje medicinske
dijagnostike neuroloskih poremecaja primenom tehnologija veStacke inteligencije i
masinskog ucenja podataka.
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2. Vestaska neuronska mreZa i primena u neurodijagnostici

Vestacke neuronske mreze (Artificial Neural Network, ANN) predstavljaju jedan od
najznacajnijih metodoloskih i nauénih dostignuc¢a u domenu vestacke inteligencije i masinskog
uéenja podataka, inspirisane bioloskim neuronskim mrezama ljudskog mozga (Haykin, 2009).

Historijski gledano vestacke neuronske mreze razvijene su saciljem da imitiraju procese
uéenja i adaptacije koji se odvijaju u ljudskom mozgu, prenose¢i ih u matematicke modele
sposobne da distribuirano obraduju i interpretiraju velike koli¢ine podataka.

Ova'@ris‘mp omogucava automatsko otkrivanje i ekstrakciju skrivenih obrazaca u
podacima, Sto je od kljuénog znafaja za reSavanje kompleksnih problema u razli¢itim
industrijskim i nau¢nim oblastima, od prepoznavanja slika i obrade prirodnog jezika, pa sve do
biomedicinske dijagnostike (Goodfellow, Bengio, & Courville, 2016).

Vestacke neuronske mreze su se pokazale kao izuzetno korisne u biomedicinskoj
dijagnostici, omogucavajuci analizu medicinskih slika, genetskih podataka, EEG signala i
drugih tipova podataka. Njihova sposobnost da automatski identifikuju karakteristike iz
podataka, te da na bazi datih karakteristika uce i prepoznaju sloZene (suptilne) obrasce u samim
podacima, ¢ini ih idealnim za detekciju bolesti, predvidanje ishoda le¢enja i personalizovanu
medicinu.

2.1. Uvod u vestacke neuronske mreze

Prvi matematicki modeli neuronskih mreza pojavili su se sredinom 20. veka,
postavljajuci temelje za razvoj matematickih modela savremene veStacke inteligencije. Medu
pionirima ove oblasti svakako se isticu Warren McCulloch i Walter Pitts, koji su 1943. godine
predlozili prvi formalni model vestackog neurona. Njihov rad se zasnivao nmlalogiji izmedu
funkcije bioloSkog neurona i matematickih logickih operacija. Ovaj rad je je imao za cilj da
pokaze kako se kognitivni procesi mogu opisati formalnim jezikom matematike i logike
(McCulloch & Pitts, 1943).

McCulloch-Pitts model vestatkog neurona bio je izuzetno jednostavan: predstavljao je
binarnu jedinicu koja prima vise ulaza, sabira ih i zatim primenjuje prag aktivacije (threshold)
da bi generisala izlaz. Ulazi i izlazi su imali samo dve moguce vrednosti (0 i 1), $to je model
¢inio izuzetno pogodnim za izrazavanje osnovnih logickih operacija kao $to su AND, OR i
NOT. Na ovaj na¢in McCulloch i Walter Pitts su demonstrirali da je moguée modelovati skoro
bilo koju rac¢unsku funkciju kori$¢enjem kombinacije ovakvih vestackih neurona $to je bio
revolucionaran uvid koris¢enje matematicke logike u to vreme.

Iako je sam model vesStackog neurona bio ogranicen, viSe teorijski model n sa
realnom prakti¢nom primenom, vrednost McCulloch i Walter Pitts veStackog neuronaEi u
¢injenici da je u ovom istrazivanju prvi put formalno povezana neurobiologija sa matemati¢kom
teorijom automata i racunarstva. Nau¢ni rad McCullocha i Pittsa je tako otvorio vrata za dalji
razvoj vestackih neuronskih mreza, ali i za Siru oblast kognitivne nauke, gde je ideja da se

kognitivni procesi mogu matematicki modelovati, $to je imalo ogroman filozofski i nauéni
odjek.
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Slika 1: Model ve$tatkog neurona McCulloh-Pitts, prilagodeno iz Hajialiasghari et al. (2020).

Na Slici 1 prikazana je struktura McCulloch-Pitts ve§tackog neurona, koja ilustruje
osnovni princip funkcionisanja McCulloch-Pitts vestackih neuronskih jedinica u okviru
veStacke neuronske mreze. Model pokazuje kako se ulazne informacije (stimul) transformisu
pomocu matematickih logickih funkcija i kako se kroz sabiranje ulaznih signala, u odnosu na
definisani prag aktivacije (threshold), donosi odluka o aktivaciji vestackog neurona. Iako ovaj
model ne ukljucuje tezinske faktore u savremenom smislu, njegova arhitektura je omogucila
razvoj logickog formalizma koji je postavio temelje za kasnije, naprednije modele vestackih
neuronskih mreza.

McCulloch-Pitts model veStackog neurona je postao temelj za buduce arhitekture
veStackih neuronskih mreza i inspirisao kasnije mnogobrojne istraZivace poput Franka
Rosenblatta, koji je 1958. godine razvio perceptron model, prvi model sposoban za ucenje
putem podeSavanja tezina, ¢ime je pak napravljen izuzetno vazan pomak od teorijskih ka
prakti¢no primenljivim sistemima ve$tackih neuronskih mreza.

Uprkos svojoj ociglednoj teorijskoj eleganciji, McCulloch-Pitts model veStackog
neurona je imao znacajna ogranic¢enja. Konkretno, nije bio sposoban da reprezentuje funkcije
koje nisu linearno separabilne, poput XOR funkcije (iskljucivo ili), $to znac¢i da nije bilo
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moguce precizno razdvojiti klase podataka pomocu jednostavne linearne granice. Ovo
ograni¢enje je postalo ocigledno tek kasnije i motivisalo je razvoj slozenijih arhitektura
veStatkih neuronskih mreZa koje uklju¢uju vise slojeva uéenja i sofisticiranije mehanizme
ucenja, aktivacije vestackih neurona.

Godine 1958, Frank Rosenblatt je predstavio Perceptron model, prvi operativni model
veStacke neuronske mreze sposoban za uenje putem prilagodavanja tezinskih koeficijenata i
klasifikaciju binarnih podataka (Rosenblatt, 1958). Za razliku od McCulloch-Pitts modela,
Perceptron model je ukljucivao koncept tezina koje odreduju znacaj pojedinac¢nih ulaza, kao 1
mehanizam za njihovu iterativhu modifikaciju tokom procesa ucenja. Osnovna struktura
perceptrona sadrzi ulazni sloj, jednostavan algoritam za sabiranje i primenu aktivacione
funkeije vestackog neurona, i izlaz koji odrazava odluku vestacke neuronske mreZze.

Perceptron je bio revolucionaran jer je pokazao da se masine-automati mogu samostalno
prilagodavati podacima bez eksplicitnog programiranja, otvaraju¢i vrata za razvoj oblasti
masinskog ucenja. Primena Perceptron modela u prepoznavanju obrazaca, jednostavnim
klasifikacionim zadacima i reSavanju problema linearno separabilnih klasa bila je dokaz da
vestatke neuronske mreze imaju praktican potencijal. lako je kasnije pokazano da klasi¢ni
perceptron ne moZe rediti nelinearno separabilne probleme (npr. XOR funkciju), ovaj
matematicki model je posluzio kao vaZna prekretnica koja je inspirisala razvoj viseslojnih
perceptrona (Multilayer Perceptron, MLP) i algoritama kao S§to je propagacija unazad
(Backpropagation).

OUTPUT

INPUT
IT'S ONE!

e
W | !(A(

Slika 2: Sema Rozenblatovog Perceptron modela, prilagodeno iz Foreman i saradnici (2017).

Na Slici 2 je prikazana Sema koja prikazuje strukturu Perceptron matematickog modela
Frenka Rozenblata, koji se sastoji od tri sloja: ulaznih jedinica (S-jedinice), asocijativnih
jedinica (A-jedinice) i izlaznih jedinica (R-jedinice) (Foreman et al. (2017)). Dati matematicki
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model vestackog neurona demonstrira osnovnu arhitekturu ranih vestackih neuronskih mreza i
predstavlja temelj za razvoj savremenih modela masinskog ucenja.

Istorijska je ¢injenica da Perceptron je imao znacajna ogranicenja, narocito u reSavanju
nelinearnih problema, $to je dovelo do odredenog razocaranje kod istrazivaca u to vreme. Bez
obzira na uo¢ene nedostake u pogledu obrade i analize nelinearnih podataka koje poseduje
Perceptron model, Rosenblatt nau¢ni rad je postavio temelje za dalji razvoj slozenijih
matematickih modela vestacke inteligencije koji ¢e se pojaviti u drugoj polovini XX veka.

Tokom 1960-ih i 1970-ih, istrazivanje u oblasti vestackih neuronskih mreZa je donekle
stagniralo zbog ograni¢enja Perceptron modela i nedostatka odgovaraju¢ih algoritama za
obuku sloZenijih matematickih modela. Ovaj period se Cesto naziva "zima veStacke
inteligencije", jer su ogranicenja Perceptron modela doveli do smanjenog interesovanja kako
nau¢ne zajednice tako i industrije za dalje istraZivanja u ovoj oblasti, odnosno kasniju
potencijalnu primenu u industrijskoj praksi.

X_\_.’

o —

input-layer hidden-layer output-layer
Slika 3: ViSeslojni Perceptron (MLP), preuzeto i prilagodeno iz Bendjoudi & Benyettou (2014).

Na Slici 3 je prikazana tipicna arhitektura viSeslojnog Perceptron modela, koja
obuhvata ulazni sloj, skrivene slojeve sa viSe ve§tackih neurona, kao i izlazni sloj. Svaki
vestacki neuron u okviru vestacke neuronske mreZe je povezan sa svim veStackim neuronima
prethodnog i narednog sloja putem tezinskih veza, koje odreduju relativni znacaj ulaznih
podataka.

Kao 5to je opisano, 1980-¢ su donele znacajan napredak, pre svega razvoj viseslojnih
Perceptron modela (Multilayer Perceptron, MLP) i algoritma propagacije unazad
(Backpropagation) (Rumelhart, Hinton, & Williams, 1986) sto je omogucdilo veitackim
neuronskim mreZama da efikasno uce sloZene nelinearne funkcije, $to to tada nije bilo moguce
sa osnovnim Perceptron modelom. Algoritam propagacije unazad je omoguéio optimizaciju
tezina u ve§tackim neuronskim mrezama kroz iterativno prilagodavanje gresaka, §to je zna¢ajno
unapredilo mogucnosti ucenja i kasniju primenu vestackih neuronskih mreza u razlic¢itim
oblastima industrije i nauke.
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Tokom 1980-ih, viseslojni Perceptron modeli (MLP) su postali dominantni u
istrazivanju vestackih neuronskih mreza, omogucavajuci modeliranje kompleksnih nelinearnih
funkcija. U otprilike isto vreme, pojavio se koncept Representation Learning (utenje
reprezentacija) koji je postao centralni deo nauc¢nog istraZivanja u oblasti vestacke inteligencije.
Ovaj koncept se odnosi na sposobnost veStackih neuronskih mreza da automatski u¢e osobine
(karakteristike) iz sirovih podataka, bez potrebe za manuelnim definisanjem ulaznih
karakteristika. Ovo je bio klju¢ni korak ka razvoju dubokog ucenja (Deep Learning), jer je
omogucéio matemati¢kim modelima da sami otkrivaju relevantne obrasce u podacima, ¢ime se
smanjila potreba za ljudskom ekspertizom u domenu (Goodfellow, Bengio, & Courville, 2016).

2.2. Matemati¢ki modeli u veStaé¢kim neuronskim mreZzama

Matematic¢ki modeli koji se primenjuju u veStackim neuronskim mrezama predstavljaju
slozenu mreZzu matematickih teorija i koncepata, ali se posebno isticu odredene matematicke
oblasti koje su kljucne za razumevanje funkcionisanja vestackih neuronskih mreza. Te oblasti
omogucavaju da se pronikne u samu srz vestackih neuronskih mreZa, od njihovog osnovnog
koncepta do slozenih mehanizama ucenja i prilagodavanja (generalizacija).

Linearna algebra igra fundamentalnu ulogu u predstavljanju i manipulaciji podacima
unutar veStatkih neuronskih mreza. Vektori i matrice koriste se kako za kodiranje ulaznih
podataka tako i tezinskih faktora veza izmedu neurona vestacke neuronske mreze. Operacije sa
vektorima i matricama, kao $to je mnoZenje matrica, omogucava propagaciju signala kroz
veStacku neuronsku mrezu, dok sabiranje i oduzimanje vektora sluZze za azuriranje tezinskih
faktora tokom procesa u¢enja. Dekompozicija sopstvenih vrednosti i sopstvenih vektora pruza
uvid u stabilnost i konvergenciju vestacke neuronske mreze, $to je pak od sustinskog znacaja
za pravilno funkcionisanje vestacke neuronske mreze.

Matematicka analiza omogucava da se razumeju koncepti kako se vestacke neuronske
mreze optimizuju i prilagodavaju podacima. Izvodi i gradijenti, kao fundamentalni alati za
raunanje brzine promene (konvergencije) funkcije, koriste se za izratunavanje gradijenta
funkcije gubitka, koji predstavlja meru greske matematickog modela. Ovaj gradijent se zatim
koristi za optimizaciju tezinskih faktora matematickog modela, ¢ime se minimizira greska i
poboljsava performansa matematickog modela vestacke neuronske mreze. Integrali se koriste
za regularizaciju matematickog modela vestacke neuronske mreze, Sto sprecava prekomerno
prilagodavanje trening podacima (overfitting). Teorija optimizacije pruza alate za pronalaZzenje
optimalnih vrednosti tezinskih faktora, $to je klju¢no za postizanje najboljih rezultata, odnosno
optimizaciju resursa neophodnih za treniranje i kori§¢enje sistema vestacke inteligencije.

Teorija verovatnoce i statistika omogucavaju da se modelira neizvesnost u podacima
i predvidanjima vestackih neuronskih mreZa. Distribucije verovatnoce koriste se za opisivanje
verovatnoce razlicitih ishoda dogadaja, dok Bayesova statistika omogucava azuriranje
verovanja o parametrima matematickog modela na osnovu novih podataka. Statisti¢ko ucenje
omogucava metode za procenu performansi matematickog modela i sposobnost generalizacije
matematickog modela na nove podatke.
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Informaciona teorija pruza alate za merenje i razumevanje informacija koje se
obraduju unutar vestackih neuronskih mreza. Entropija se koristi za merenje neizvesnosti u
podacima i matemati¢kim modelima, dok informaciona divergencija omoguéava merenje
razlike izmedu distribucija verovatnoce. Teorija kodiranja omogucava kompresiju i
rekonstrukciju podataka, $to je korisno za efikasno skladiStenje i prenos informacija u okviru
veStackih neuronskih mreZza.

Teorija grafova omogucava da se modelira struktura vestackih neuronskih mreza i
odnosi izmedu neurona. Grafovi se koriste za predstavljanje vestacke neuronske mreze, dok
algoritmi pretrage grafova omogucavaju pronalazenje optimalnih puteva za propagaciju signala
kroz ve$tacku neuronsku mrezu. Teorija mreza definiSe alate za analizu sloZzenih vestackih
neuronskih mreZa i njihovih svojstava.

Metode optimizacije igraju kljuénu ulogu u ci i funkcionisanju vestackih
neuronskih mreza. Gradijentni spust i njegove varijante (Stochastic Gradient Descent SGD,
Adaptive Moment Estimation Adam, Root Mean Square Propagation RMSProp, Adaptive
Gradient Algorithm AdaGrad, Adaptive Delta AdaDelta, Nesterov-accelerated Adaptive
Moment Estimation Nadam, Adam with Adaptive Moment Scheduling AMSGrad) omogucavaju
iterativno aZuriranje parametara matematitkog modela (teZine, pristrasnost) u smeru
minimizacije funkcije greske. Metode drugog reda poput Njutnove (Newton) metode, Broyden-
Fletcher-Goldfarb-Shanno (BFGS) metode koriste informacije o drugom izvodu funkcije za
brzu konvergenciju, dok metaheuristicki algoritmi (npr. genetski algoritmi) reSavaju sloZene
probleme optimizacije, gde regularizacija spre¢ava prekomerno prilagodavanje matematickog
modela.

Ove matematicke oblasti ¢ine temelj za razumevanje i razvoj vestackih neuronskih
mreza a njihova primena omoguéava da se modeliraju sloZzene odnosi u podacima,
optimizujemo performanse matematickog modela i analiziramo ponaSanje vestacke neuronske
mreze. U nastavku ovog nauéno-istrazivackog rada opisani su detaljnije prethodno navedene
oblasti matematike kao i njihova primena u modernim vestackim neuronskim mrezama.

2.2.1. Linearna algebra i primena u vestackim neuronskim mreZama

Linearna algebra predstavlja temelj za predstavljanje i manipulaciju podacima u
veStatkim neuronskim mreZzama. Ova grana matematike omogucava da se ulazni podaci,
tezinski faktori, prag aktivacije neurona i ostale numericke vrednosti matematickog modela
veStatke neuronske mreZe predstave pomocu vektora i matrica, ¢ime se obezbeduje sistematski
i efikasan nacin prikaza i obrade informacija.

U vestackim neuronskim mrezama, operacije poput matri¢nog mnoZenja, sabiranja i
skalarnog mnozZenja su klju¢ne za transformaciju podataka kroz veStatku neuronsku mrezu i za
prenos informacija izmedu slojeva vestackih neurona. Ovi koncepti omogucavaju precizno

e

izra¢unavanje ulaznih vrednosti svakog veStatkog neurona, ¢ime se postize pravilno "$irenje",
odnosno propagacija informacija kroz veStacku neuronsku mrezu.
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Razvoj linearne algebre prosao je kroz nekoliko kljuénih istorijskih i evolutivnih faza,
gde raniji doprinosi velikih matematicara, kao 3to su Gauss, Hamilton i1 Strang, su postavili
temelje za moderne matemati¢ke metode koje se danas koriste u obradi podataka.

Gauss je znacajno unapredio koncept resavanja sistema linearnih jednacina, dok je
Hamilton uveo teoriju kvaterniona, $to je uticalo na razvoj visedimenzionalnih algebarskih
operacija. Gilbert Strang, jedan od vodecih autoriteta u ovoj oblasti, svojim radom i knjigama,
kao 3to je Introduction to Linear Algebra (Strang, 1993), pruzio je jasan i sveobuhvatan pregled
osnovnih principa koji se primenjuju danas u vestackim neuronskim mrezama.

U nastavku su opisani osnovni gradivni elementi linearne algebre kao matematicke
discipline i primena elemenata linearne algebre u domenu vestackih neuronskih mreza:

« Vektori se definiSu kao uredene n-dimenzionalne liste skalara. Oni sluze za
predstavljanje ulaznih podataka, kao i izlaza pojedina¢nih neurona u vestackoj
neuronskoj mrezi. Ulazni podaci u veStatkim neuronskim mreZama mogu biti
predstavljeni kao vektor x ¢iji su elementi pojedinacne karakteristike signala, u nasem
sluéaju to su pojedina¢ne karakteristike EEG signala.

e Matrice su dvodimenzionalni nizovi brojeva i koriste se za predstavljanje tezinskih
parametara i pragova aktivacije ve§tatkog neurona izmedu slojeva. Tezinska matrica W
povezuje ulazne vektore sa skrivenim slojevima vestacke neuronske mreZe, a njeni
elementi odreduju jac¢inu veze izmedu neurona u okviru vestacke neuronske mreze.

« Matricno mnoZenje je klju¢na operacija koja omogucava transformaciju ulaznih
podataka kroz vestacku neuronsku mrezu. Kada se ulazni vektor x pomnoZzi sa
tezinskom matricom W i doda se vektor pristrasnosti b (bias) koji omogucava
matematickom modelu vestacke neuronske mreZe da pomeri izlaz aktivacione funkcije
f tako da se bolje uklopi sa stvarnim podacima, ¢ime se poboljSava tac¢nost
matematickog modela, dobija se transformisani ulaz koji se zatim prosleduje
aktivacionoj funkciji f ve§tacke neuronske mreze:

h = f(Wx + b) (h

gde h predstavlja izlaz skrivenog sloja, a f je aktivaciona funkcija vestacke neuronske
mreze.,

e Sabiranje i oduzimanje matrica vrsi se element-po-element i koriste se za
kombinovanje informacija iz razli¢itih izvora podataka, na primer, prilikom dodavanja
vektora pristrasnosti b u proizvod tezinske matrice W i ulaznog vektora x.

e Skalarno mnoZenje ukljucuje mnozenje svih elemenata vektora ili matrice odredenim
brojem (skalarom). Ovo je korisno za skaliranje podataka, $to moze biti neophodno u
procesu normalizacije podataka pre njihove obrade u samoj vestackoj neuronskoj mrezi.

Matematicki modeli u vestackim neuronskim mreZama se oslanjaju na kombinaciju
operacija linearne algebre za transformaciju podataka i njihove pripreme za obradu kroz
veitacku neuronsku mrezu. U vestackoj neuronskoj mreZzi skriveni slojevi predstavljaju osnovu
veStacke neuronske mreze, gde se odvija sva obrada podataka i u€enja, a sastoje se od vestackih
neurona koji primaju podatke iz ulaznog sloja, vrie se nelinearne transformacije i prenos
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rezultate dalje kroz potpuno povezanu vestacku neuronsku mrezu (feedforward neural
network).

Svaki vestacki neuron u skrivenim slojevima vesStacke neuronske mreze ima teZinske
parametre i aktivacionu funkciju, koji omogu¢avaju da veStatka neuronska mreza nauci
kompleksne obrasce u podacima, gde se ulazni podaci predstavljaju kao vektor x, teZinske
matrice kao W, a pristrasnosti u okviru samih podataka kao vektor pristrasnosti b.

Izra¢unavanje izlaza skrivenog sloja vestacke neuronske mreze se vrii pomocu sledece
formule:

h=f(Wx+b) (2)

gde f predstavlja aktivacionu funkciju (npr. ReLU, Sigmoid funkcija ili hiperboli¢ka
tangens funkcija Tanh). Ova formula demonstrira kako se ulazni podaci transformisu kroz
linearnu kombinaciju i zatim obraduju nelinearnom aktivacionom funkcijom, ¢ime se
omogucava modelu da "nauci" slozene obrasce i odnose izmedu ulaznih podataka. Vise detalja
o samim aktivacionim funkcijama vestackih neuronskih mreZza ¢e biti prikazano u nastavku
disertacije, odnosno konkretno u okviru sledec¢ih poglavlja ovog nau¢no-istrazivackog rada koji
defini$e matematicke modele naprednih vestackih neuronskih mreza.

Kroz operacije matricnog mnoZenja, sabiranja i skalarnog mnoZenja, veStacke
neuronske mreze mogu da obraduju visoko-dimenzionalne podatke i efikasno ih prenose
izmedu razli¢itih slojeva vestacke neuronske mreze. Bez ovih matematickih osnova, ne bi bilo
moguce implementirati algoritme za ucenje kao 3to je propagacija unazad (Backpropagation),
koji se oslanja na izra¢unavanje gradijenata funkcije greske i optimizaciju parametara vestacke
neuronske mreZe.

Optimizacija u vestackim neuronskim mrezama, koja je kljuéna za proces ucenja,
oslanja se na operacije linearne algebre. Prilikom azuriranja teZina u vestackoj neuronskoj
mrezi, izmedu velikog broja tehnika, koristi se i stohasti¢ki gradijentni spust (Stochastic
Gradient Descent, SGD), a koji se zasniva na sledec¢oj formuli:

Whovi = Werari — 1 - VE(W) (3)

gde n predstavlja stopu ucenja, a VE (W) je gradijent funkcije greske u odnosu na teZine.
Gradijent VE(W)se izracunava koriste¢i operacije diferencijalnog racuna, a zatim se
primenjuje na tezine koje se predstavljaju kao vektori i matrice. Efikasnost ovih operacija
direktno zavisi od sposobnosti linearne algebre da rukuje velikim koli¢inama podataka kroz
precizne matri¢ne operacije gde veliki izazov predstavlja ¢injenica da se date operacije
matricnog mnozenja velikog skupa podataka sprovode na racunarskim resursima sa
ograni¢enom numeri¢kom preciznoscu, jer se ipak radi o kontinuiranim matematickim
operacijama nad realnim brojevima u okviru racunarskog procesora koji podrzava diskretne
matematicke operacije. Potrebno je samim time paZzljivo odabrati adekvatne algoritme koji su
numericki stabilni i otporni na ocekivane greSke zaokruzivanja. Takode je potrebno
implementirati i tehnike za kontrolu i minimizaciju gubitka preciznosti operacija linearne
algebre tokom obrade tako velikih koli¢ina podataka.

Razumevanje ovih osnovnih koncepata omoguc¢ava ne samo dublje razumevanje
funkcionisanja vestackih neuronskih mreza, ve¢ i mogucnost razvoja naprednih matematickih
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modela koji su sposobni da ree kompleksne probleme kako u razli¢itim industrijskim tako i u
nau¢nim oblastima poput medicinske neurodijagnostike. Linearna algebra, zajedno sa teorijom
verovatnoce i informacionom teorijom, predstavlja temelj za kreiranje i optimizaciju veSta¢kih
neuronskih mreza, ¢ime se otvaraju nove moguc¢nosti u razvoju i primeni vestacke inteligencije
u razli¢itim industrijskim i nauénim oblastima.

2.22. Teorija verovatnoce i statistika sa primenom u veitatkim neuronskim
mreZama

Teorija verovatnoce i statistike imaju dugu 1 bogatu istoriju, a sami poceci sezu jo§ od
doba 17. veka. Prvi koraci u razvoju teorije verovatnoce vezani su uz igre na srecu, gde su
znacajan doprinos dali su matematicari kao Sto su Blaise Pascal i Pierre de Fermat. U 18. veku,
Jacob Bernoulli je postavio temelje Zakona velikih brojeva, a Abraham de Moivre je otkrio
normalnu raspodelu slué¢ajne promenljive.

Razvoj statistike kao naucne discipline usko je povezan sa radovima Carl Friedrich
Gauss, koji je razvio matemati¢ku metodu najmanjih kvadrata te ujedno dao i zna¢ajan doprinos
teoriji greSaka. U 19. veku, statistika se pocela primjenjivati u razli¢itim druitvenim i nauénim
oblastima, uklju¢ujuéi biologiju i medicinu, gde je Karl Pearson bio jedan od utemeljivata
statistike kao moderne nauéne discipline. Tokom 20. veka, teorije verovatnoce i statistike su se
nastavile razvijati, a Andrey Kolmogorov je predstavio aksiomatsku definiciju verovatnoce. U
danasnje vreme ove dve grane matematike imaju Siroku primenu u razlié¢itim oblastima kako
nauke i tehnologije, tako i drustva u celini.

Teorija verovatnoce i statistika kao kljuéne matematicke discipline se koriste kako za
modeliranje slu¢ajnih dogadaja koji nisu deterministi¢ki odredeni, odnosno poseduju
nesigurnost kao atribut dogadaja, tako i za analizu varijacija i donoSenje odluka na osnovu
prikupljenih podataka u okviru datog eksperimenta. Teorija verovatnoce i statistike je od
izuzetne vaznosti za veliki broj kako drustvenih aktivnosti tako i nau¢nih oblasti koje uklju¢uju
kvantitativnu i kvalitativnu analizu izuzetno masovnih skupova podataka.

U kontekstu vestackih neuronskih mreza, koncepti koji su definisani u okviru teorije
verovatnoce i statistike, omogucavaju kreiranje matemati¢kih modela koji kvantifikuju
nesigurnost u svojim predvidanjima, definisu funkcije greske i poboljsaju robusnost sistema u
celini. U nastavku ovog nauéno-istraZzivackog rada su predstavljeni osnovni koncepti iz teorije
verovatnoce i statistike, odnosno pokazano je kako se ovi matematicki principi primenjuju u
razli¢itim domenima vestackih neuronskih mreza. Teorija verovatnoce i statistike pruza okvir
za kvantifikovanje i analizu slucajnosti i nesigurnosti u podacima, pa tako i u podacima koje
koristi ve§tacka neuronska mreza. Esencijalni pojmovi teorije verovatnoce i statistike pre svega
ukljuéuju definicije i pojmove verovatnoca, slu¢ajna promenljiva, distribucija verovatnoca i
statisticki model. Verovatnoca predstavlja meru $anse da sﬂredeni slucajni dogadaj desi, gde
u matemati¢kom smislu, verovatnoca se definise kao broj izmedu 0 i 1, pri ¢emu 0 oznacava
nemogu¢ dogadaj, a 1 siguran dogadaj. Slucajan dogadaj je dogadaj koji se deSava sa
neizvesnim ishodom i ne moze se predvideti unapred sa sigurno$cu deSavanja. Teorija
verovatnoce i statistike, definise slu¢ajan dogadaj kao deo skupa svih mogucéih ishoda u jednom
eksperimentu. U kontekstu vestackih neuronskih mreza, verovatnoca se koristi za modeliranje
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nesigurnosti, stohastike u ulaznim podacima i pri donoSenju odluka, kao i za procenu
performansi samog matemati¢kog modela vestacke neuronske mreze.

Sluc¢ajne promenljive su promenljive ¢ije vrednosti zavise od ishoda slu¢ajnog dogadaja,
gde slu¢ajne promenljive mogu biti diskretne (npr. broj uspesnih eksperimenata) ili neprekidne
(npr. vreme do pojave dogadaja). Za diskretne slu¢ajne promenljive, verovatnoca da sluc¢ajna
promenljiva X uzme odredenu vrednost x opisuje se funkcijom raspodele verovatnoce
(Probability Mass Function, PMF), ¢esto obeleZzenom sa p(x) ili P(X = x). Ova funkcija
dodeljuje verovatnocu svakoj mogucoj vrednosti slucajne promenljive X, pri ¢emu zbir svih
verovatnoca mora biti jednak 1. Za neprekidne slu¢ajne promenljive, verovatnoca da slucajna
promenljiva X uzme odredenu vrednost x (u stvari, verovatnoca da se nade u nekom
infinitezimalnom intervalu oko x) opisuje se funkcijom gustine verovatnoce (Probability
Density Function, PDF), ¢esto obelezenom sa f(x). Ova funkcija ne predstavlja direktno
verovatnocu, ve¢ "gustinu" verovatnoce u datoj tacki. Verovatno¢a da se X nade u nekom
intervalu (a, b) izracunava se kao odredeni integral funkcije gustine verovatnoce u datom
intervalu.

Osnovna razlika izmedu funkcije raspodele verovatno¢e (PMF) i funkcije gustine
verovatnoce (PDF) je u tome $to se PMF koristi za diskretne slu¢ajne promenljive, a PDF za
neprekidne. Kod diskretnih promenljivih, PMF direktno daje verovatnocu za svaku vrednost,
dok kod neprekidnih promenljivih, PDF daje "gustinu" verovatno¢e, a verovatnoca se
izratunava integracijom, odnosno primenom odredenog integrala na funkcije gustine
verovatnoce u datom intervalu (a, b). Razumevanje funkcija raspodele verovatnoce i funkcija
gustine verovatnoce klju¢no je za analizu podataka i modeliranje slu¢ajnih pojava. Ove funkcije
omogucavaju da se opiSu varijacije u podacima, da se izracunaju verovatnoce razli¢itih ishoda
i da se donose informisani zakljuci na osnovu podataka. U kontekstu primene funkcija
raspodele verovatnoce i funkcija gustine verovatnoce kod vestackih neuronskih mreza, ove
funkcije se koriste za modeliranje ulaznih podataka, za definisanje funkcija gubitka i za procenu
nesigurnosti u predikcijama matemati¢ckog modela.

U analizi podataka, slu¢ajne promenljive omogucavaju matemati¢kim modelima da
predstave varijacije u podacima i da kvantifikuju nesigurnost. Na primer, u medicinskoj
neurodijagnostici, vreme izmedu epileptickih napada kod pacijenata moZe se modelovati kao
sluéajna promenljiva ¢ija distribucija pruza detaljan uvid u dinamiku bolesti.Distribucije
verovatnoce se opisuju kako su vrednosti sluéajnih promenljivih rasporedene. Najcesce
koris¢ene distribucije u okviru matematickih modela koji su primenjuju u sistemima vestacke
inteligencije su:

« Normalna distribucija (Gaussova distribucija) opisuje raspodelu podataka koja je
simetri¢na oko proseka. Cesto se koristi u statistickim modelima zbog Centralne
grani¢ne teoreme, koja kaze da ¢e zbir velikog broja nezavisnih sluc¢ajnih promenljivih
teziti ka normalnoj distribuciji (Draper & Smith, 1998).

e Binomnu distribuciju: Koristi se za modeliranje broja uspeha u fiksiranom broju
nezavisnih Bernoullijevih eksperimenata.

« Poasonovu distribuciju: Primenjuje se kada se modeluje broj dogadaja u fiksnom
vremenskom intervalu ili prostoru, naro¢ito kada su dogadaji retki.
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Statisticki modeli su matematicke reprezentacije odnosa izmedu sluc¢ajnih promenljivih
i koriste se za identifikaciju obrazaca u podacima i donoSenje predvidanja dogadaja. U domenu
veStackih neuronskih mreza, statisti¢ki modeli pomaZu u definisanju funkcija gredke, regulaciji
matematickog modela i u optimizaciji samog procesa ucenja u okviru vestacke neuronske
mreze. Kroz upotrebu statistickih metoda, matematicki (statisticki) modeli mogu bolje
generalizovati na nove podatke (proces ucenja), $to je kljuéno za primene vestackih neuronskih
mreza u industriji i nauci.

Bayes teorija predstavlja statisticki pristup koji omogucava azuriranje verovanja o
parametrima matemati¢kog modela na osnovu novih podataka. Bayesova teorema se formalno
izrazava prema slede¢oj formuli:

P(w|D) = e(Djw)xe(w)

P(D)

4)
gde je:

e P(w|D) posteriorna verovatnoc¢a parametara w nakon §to se uzmu u obzir podaci D,

e P(D|w) x P(w) verodostojnost, odnosno verovatnoc¢a podataka datih parametrima w,

e P(w) apriorna verovatnoca parametara,

e P(D) normalizaciona konstanta.

U sklopu Bayes teorije apriorna verovatnoca predstavlja nase pocetno uverenje o
vrednostima parametara matematickog modela, pre nego $to su prikazni bilo kakvi podaci. U
sluéaju vestackih neuronskih mreza, apriorna verovatnoca omogucava da matematicki model
veStacke neuronske mreze ugradi prethodno znanje ili pretpostavke.

Sa druge strane prema Bayes teoriji posteriorna verovatnoca predstavlja nase azurirano
uverenje o vrednostima parametara nakon $to su uzeti u obzir podaci, prakticno to zna¢i da
posteriorna verovatnoca daje uvid u to koliko su sigurne naucene vrednosti tezina i pragova
aktivacije vestackih neurona u okviru vestacke neuronske mreze.

Bayesova statistika za potrebe matematickog modela vestackih neuronskih mreza se
koristi za:

« Procenu nesigurnosti u teZinama i pragovima: Umesto da se tezine i pragovi
aktivacije veStackih neurona tretiraju kao fiksne vrednosti, Bayesov pristup ih tretira
kao distribucije verovatnoce. To omogucuje procenu nesigurnosti u tim parametrima,
§to je posebno korisno u situacijama gde se ima ograniceni ili pak nepotpuni skup
podataka.

e Odabir najboljeg matemati¢kog modela: Kada se ima vise kandidata za matematicki
model vestacke neuronske mreze, Bayesova teorija omoguéuje poredenje posteriornih
verovatnoca i odabir onog matematickog modela koji najbolje odgovara podacima.

« Regularizaciju: Bayes statistika omogucuje ugradnju apriornih verovatnoca o
parametrima matemati¢kog modela, $to moZe delovati kao oblik regularizacije i
sprecava pretreniranosti vestacke neuronske mreze kada se matematicki model previse
prilagodi podacima i time na primer usvoji Sum ulaznih podataka kao deo samog
mateamtickog modela veStacke neuronske mreze (overfitting).
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« Kbvantifikaciju nesigurnosti predvidanja: Bayesov pristup omoguéuje kvantifikaciju
nesigurnosti predvidanja veStacke neuronske mreze, $to je klju¢no u aplikacijama gde
je vazno znati pouzdanost predvidanja.

Prypena statistickih metoda u vestatkim neuronskim mrezama omogucava razvoj
robusnih matematickih modela koji su sposobni da se nose sa nesigurnoicu i varijabilnoséu
ulaznih podataka. Jedan od kljuénih aspekata je definisanje funkcije greske koja meri
odstupanje izmedu predvide izlaza matematickog modela i stvarne vrednosti. Najcesce
koriS¢ena funkcija greske je srednja kvadratna greska (Mean Squared Error, MSE), koja se
definiSe prema sledecoj formuli:

1 n
MSE =) (i~ 9)? )
=1

gde su:
» y; stvarna vrednost,
» ¥; predvidena vrednost,
e nbrojuzoraka.

Ova funkcija je osnova za proces optimizacije ucenja u okviru vestacke neuronske
mreze, jer se minimizacijom srednje kvadratne greske (MSE) postize bolja aproksimacija
podataka. Kroz proces ucenja, vestacke neuronske mreze koriste metode optimizacije kao Sto
je stohasticki gradijentni spust (Stochastic Gradient Descent, SGD) da bi prilagodile parametre
veStacke neuronske mreZe i smanjile vrednost funkcije greske.

Matematicke modele optimizacije vestackih neuronskih mreza su detaljnije opisane u
okviru Poglavlja 2.2.5 Metode optimizacije i primena u ve§tackim neuronskim mreZzama.

Statisticki modeli, sa svojim inherentnim pretpostavkama o raspodeli podataka i
odnosima izmedu slu¢anih promenljivih, igraju kljuénu ulogu u regularizaciji matematickog
modela vestackih neuronskih mreZa. Umesto da slepo prate svaki detalj u trening podacima,
statisti¢ki modeli namec¢u odredenu strukturu i ograni¢enja na sloZenost prethodno naucenih
odnosa. Moguce je u okviru matematickog modela nametnuti koncept regularazacije, gde na
primer ako uvedemo model linearne regresije koja pretpostavlja linearan odnos izmedu ulaznih
i izlaznih varijabli, time se ograni¢ava fleksibilnost matematickog modela i smanjuje rizik od
preprilagodavanja kompleksnim nelinearnim Sumovima u podacima. Ova ugradena
regularizacija, koja proizlazi iz same prirode statistickog modela, Cesto je suptilnija od
eksplicitnih tehnika regularizacije, ali je podjednako vaZzna za osiguravanje dobre
generalizacije.

Metode poput L1 (Lasso) i L2 (Ridge) regularizacije predstavljaju eksplicitne tehnike
koje se primenjuju, posebno u kontekstu sloZenijih modela kao $to su veitacke neuronske
mreze, pre svega kako bi se direktno kontrolisala veli¢ina i raspodela tezina u okviru samog
matematickog modela. Dodavanjem kaznenog ¢lana u funkciju gubitka (engl. loss function)
tokom treninga, ove metode efektivno "kaZnjavaju" mateamaticki model za koriScenje
prevelikih tezinskih faktora. Na taj na¢in se primorava da model pronade reSenje sa manjim i/ili
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redim (u slucaju L 1) tezinskim faktorima, $to ga ¢ini manje osetljivim na fluktuacije i Sum u
trening podacima. Regularizacija osigurava da matematicki model vestacke neuronske mreze
ne nauéi previde specifi¢nih, a ¢esto irelevantnih detalja iz trening skupa podataka, ve¢ umesto
toga da izdvaja sustinske obrasce i efikasno generalizuje nauceno znanje na potpuno nove,
nevidene podatke. Putem regularizacije se postize bolja prediktivna mo¢ i robusnost
matematickog modela veStactke neuronske mreZe u realnim industrijskim i nauénim
aplikacijama.

Generalizacija na novim podacima zapravo predstavlja osnovni cilj uc¢enja vestacke
neuronske mreze 1 tezi se tome da veStatke neuronske mreZze postignu visok stepen
generalizacije kroz tehnike optimizacije i regularizacije. Ove tehnike su kljuéne za odrzavanje
ravnoteze izmedu tacnosti i esencijalne sposobnosti matematickog modela vestacke neuronske
mreze da se prilagodi novim podacima kroz generalizaciju.

2.23. Informaciona teorija i primena u veftatkim neuronskim mrezama

Informaciona teorija bavi se kvantifikovanjem informacija i merenjem neizvesnosti
unutar podataka. Ova oblast je od izuzetnog znacaja u razvoju vestackih neuronskih mreza, jer
omogucava istrazivatima da analiziraju koliko informacija se prenosi kroz sistem, u ovom
slué¢aju sistem vestacke neuronske mreze. Na taj naCin se optimizuju matematicki modeli tako
da minimizuju gubitak informacija prilikom transformacije podataka.

Informacionu teoriju utemeljio je Klod Senon 1948. godine svojim nau¢nim radom "A
Mathematical Theory of Communication". Ovaj naucni rad je postavio temelje za modernu
teoriju informacija, uvodeci koncepte entropije i medusobne informacija koji su kasnije postali
osnova za razvoj razli¢itih komunikacionih sistema, odnosno kasnije za primenu u oblasti
vestatke inteligencije i vestatkih neuronskih mreza. Prakti¢no Senonov nau¢ni rad omoguéio
je sistematsko merenje koli¢ine informacije i postavio je teorijski okvir koji se danas koristi za
optimizaciju procesa ucenja u vestackim neuronskim mrezama (Shannon, 1948).

Informaciona teorija pruza alate za merenje koli¢ine informacije koja se prenosi kroz
sistem. Kljuéni pojmovi ukljucuju entropiju (Entropy), koja meri nesigurnost ili neizvesnost
podataka, kao i medusobnu informaciju (Mutual Information), koja kvantifikuje koli¢inu
informacije koju jedna promenljiva pruZa o drugoj u okviru sistema. Entropija H(X) se definise
prema sledec¢oj formuli:

HOO = = ) P(x)log P(x) ©)

gde P(x;) predstavlja verovatnocu da slu¢ajna promenljiva X ¢e poprimiti vrednost x;.
Veca entropija ukazuje na veci stepen neizvesnosti u podacima. Medusobna informacija I (X;Y)
izmedu dve promenljive X i ¥ definiSe prema sledecoj formuli:

) = _Pey) )
10X Y) = ; PCuY)log gt
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gde P(x,y) predstavlja zajedni¢ku verovatnocu promenljivih X i Y. Ovi koncepti
omogucavaju istraziva¢ima da identifikuju koje osobine podataka su najrelevantnije za
donoSenje odluka u okviru ve§ta¢kih neuronskih mreZza, $to je od klju¢ne vaznosti u optimizaciji
procesa uc¢enja koje se desava u okviru samih vestackih neuronskih mreza.

Unakrsna entropija funkcija greske (Cross-Entropy Loss) se Siroko koristi u zadacima
klasifikacije, pri ¢emu unakrsna entropija meri razliku izmedu stvarne distribucije kategorija
kojoj posmatrani podatak pripada, i predvidene distribucije matemati¢kog modela. Formula za
unakrsnu entropiju H(y, #) se definiSe prema sledecoj formuli:

HE.9) = ) v log(3) ®

gde y; predstavlja stvarne oznake, a ¥; predvidene verovatnoc¢e. Minimiziranje unakrsne
entropije funkcija greske omogucava da predvidanja matematickog modela se pribliZe stvarnoj
distribuciji verovatnoce, 5to je klju¢no za postizanje visoke tacnosti u klasifikacionim
zadacima.

Informaciona teorija ima viSestruke primene u razvoju i optimizaciji ve$tackih
neuronskih mreZa gde neki od klju¢nih nac¢ina na koje se ovi koncepti primenjuju ukljucuju:

e Merenje nesigurnosti i optimizacija matematickog modela: Entropija se koristi za
merenje stepena neizvesnosti u podacima i matematickim modelima. Visoka entropija
izlaza moze ukazivati na to da matematicki model nije siguran u svoje predvidanje, 5to
moZe biti signal za dodatno pode$avanje samog matematitkog modela. Kroz
minimizaciju entropije, matematicki modeli mogu posti¢i bolju preciznost u
predvidanjima i generalizaciji.

¢ Redukcija dimenzionalnosti: Koris¢enje koncepta medusobne informacije
omogucava se identifikacija onih klju¢nih osobina koje sadrze najvise informacija. Ovo
je od presudnog znacaja za optimizaciju vestackih neuronskih mreza, posebno kada se
radi sa visokodimenzionalnim podacima, kao 3to su EEG signali. Preko ovih tehnika
moguce je eliminisati suvisne ili redundantne informacije, ¢ime se pobolj§ava efikasnost
ucenja, smanjuje kompleksnost matematitkog modela, te samim time optimizuju
potrebni racunarski resursi za treniranje i koris¢enje veStackih neuronskih mreZza.

¢ Definisanje funkcija greSke: Funkcija greske, kao 3to je unakrsna entropija, igra
kljuénu ulogu u procesu treniranja vestackih neuronskih mreza. Minimiziranje unakrsne
entropije omogucava matematickim modelima da prilagode svoje tezine i pragove
aktivacije veStackih neurona tako da predvidanja budu Sto preciznija, Sto je posebno
vazno u zadacima klasifikacije. Ova funkcija greSke koristi se za iterativno
prilagodavanje parametara teZzina veStatke neuronske mreze, Sto omogucava
kontinuirano poboljSanje matematickog modela tokom treninga same veStacke
neuronske mreze.

« Informaciona efikasnost: Pojmovi iz informacione teorije omogucavaju istrazivaéima
da kvantifikuju koliko informacija se efektivno prenosi kroz ve§tacku neuronsku mrezu.
Ova analiza moZze pomo¢i u dizajniranju matematickih modela koji minimiziraju
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gubitak informacije tokom transformacija podataka, ¢ime se postize veca efikasnost u
treniranju vestacke neuronske mreze.

Kao sto je prethodno objasnjeno informaciona teorija se primenjuje u metodama za
redukciju dimenzionalnosti, gde se cilja da se odredi minimalna koli¢ina informacija koja je
potrebna za opis podataka i bez gubitka znacajnih karakteristika. Ovakvi pristupi su posebno
korisni u analizi visokodimenzionalnih podataka, kao $to su EEG signali, gde je vazno izdvojiti
samo one informacije koje su najrelevantnije za odredeni zadatak i izbe¢i inherentne Sumove u
ulaznim podacima.

Jedan od prakti¢nih primera primene informacione teorije u veStatkim neuronskim
mrezama moze se videti u zadacima prepoznavanja slika (Computer Vision, CV). U ovakvim
sistemima vestacke inteligencije, ulazni podaci se transformi$u kroz niz skrivenih slojeva
veitacke neuronske mreze, a svaka transformacija moZe biti analizirana pomoc¢u entropije.
Prakti¢no to znaci da analiza entropije moze otkriti koje slojeve vesStacka neuronska mreze
karakterie veca nesigurnost, to moZe ukazivati na to da matemati¢ki model nije uspeo da
otkrije sve relevantne osobine iz ulaznih podataka. Koris¢enjem ovih informacija, istraZivaci
mogu dodatno optimizovati arhitekturu veStacke neuronske mreze i pobolj$ati njenu sposobnost
da precizno klasifikuje slike.

Sli¢an pristup primenjuje se i u analizi EEG signala, gde posto su EEG signali cesto
veoma kompleksni i sadrze veliki broj varijacija koje se manifestuju kroz razli¢ite vremenske i
frekvencijske komponente, primena informacione teorije omogucava da se kvantifikuje
koli¢ina informacije u svakom segmentu EEG zapisa, i time identifikuju kljuéne karakteristike,
odnosno eliminiSe inherentni 3um. Ovo omogucéava ve$tatkim neuronskim mreZzama da se
fokusiraju na relevantne aspekte EEG signala prilikom donosenja odluka, $to direktno uti¢e na
ta¢nost i pouzdanost medicinske neurodijagnostike.

Informaciona teorija, u kombinaciji sa linearnom algebrom i teorijom verovatnoce,
pruza sveobuhvatan okvir za razvoj i optimizaciju vestackih neuronskih mreza. Operacije nad
matricama i vektorima (linearna algebra) omogucavaju efikasno predstavljanje i manipulaciju
podacima, dok teorija verovatnoc¢e omogucava matematickim modelima da kvantifikuju
nesigurnost u svojim predvidanjima. Informaciona teorija potom doprinosi identifikaciji
relevantnih osobina kroz merenje entropije i medusobne informacije. U procesu treniranja
veStatke neuronske mreZe, gradijenti funkcije greske se izracunavaju pomocu diferencijalnog
racuna, a zatim se vrednost funkcije greSke moze dodatno analizirati koris¢enjem koncepta
entropije, kako bi se osigurala efikasnost ucenja.

Ova sinergija matematickih disciplina omogucava kreiranje matematickih modela koji
su robusni, precizni i sposobni da se prilagode slozenim, dinami¢nim podacima. Sveobuhvatan
i multimodalan pristup omogu¢ava matematickim modelima da minimiziraju gubitak
informacije i time optimizuju performanse samog matematickog modela, Sto je kljuéno za
primenu u realnim zadacima, kao $to je analiza EEG signala u biomedicinskoj
neurodijagnostici.

Informaciona teorija predstavlja kljuénu komponentu u razvoju savremenih vestackih
neuronskih mreza. Kroz primenu osnovnih koncepata kao S$to su entropija, medusobna
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informacija i unakrsna entropija, istraziva¢i mogu kvantifikovati koli¢inu informacije u
podacima i optimizovati matematicke modele kako bi postigli to vecu preciznost.

Istorijski razvoj Informacione teorije, od revolucionarnog rada Kloda Senona do
savremenih primena u Deep Learning modelima, pokazuje koliko su ovi koncepti postali
integralni deo modernih algoritama vestacke inteligencije i masinskog uc¢enja podataka. Ovi
matematicki alati su neophodni za kreiranje robusnih matemati¢kih modela koji mogu da
generalizuju na nove podatke, Sto je posebno vazno u kritiénim aplikacijama, kao 3to su
medicinska neurodijagnostika.

U integraciji sa drugim matematic¢kim osnovama, informaciona teorija pruza temelj za
dalju optimizaciju veStackih neuronskih mreza. Razumevanje ovih koncepata omogucava
istraziva¢ima da razviju napredne matematicke modele koji mogu da se nose sa slozenim i
visokodimenzionalnim podacima, otvaraju¢i put ka novim inovacijama u oblastima vestacke
inteligencije i masinskog ucenja podataka.

2.24. Matematicka analiza i primena u veStackim neuronskim mreZama

Matematicka analiza se razvijala kroz vekove, pocevsi od rane primene infinitezimalnog
rac¢una. Kljuéni doprinosi u ovoj oblasti dali su matematicari kao $to su Blaise Pascal, Pierre de

Fermat i Jakob Bernoulli, ¢iji su radovi postavili temelje modernog diferencijalnog i integralnog
racuna.

Kasniji doprinosi Isaka Njutna i Gottfrieda Wilhelma Lajbnica dodatno su razvili ove
koncepte, omogucavajuéi precizno modeliranje promena u funkcijama, §to je postalo
neophodno za razvoj teorijskih osnova u mnogim disciplinama, uklju¢ujuci naravno i vestacku
inteligenciju (Rudin, 1976; Stewart, 2015).

Matematicka analiza, koja obuhvata koncepte kao $to su izvodi i integrali, predstavlja
osnovu za razumevanje i implementaciju procesa u¢enja u vestatkim neuronskim mrezama.
Ovi koncepti omogucavaju precizno izrafunavanje promena funkcija, optimizaciju tezinskih
parametara kao i analizu performansi samog matematickog modela vestacke neuronske mreze.

Matematicka analiza za potrebe treninga vestacke neuronske mreZe se koristi za
definisanje funkcija greske, izratunavanje gradijenata a koji se zatim koriste u algoritmima
optimizacije parametara, kao §to je stohasticki gradijentni spust (Stochastic Gradient Descent,
SGD). Integralni racun igra znacajnu ulogu u modelovanju akumuliranih vrednosti i moze se
primeniti u arhitekturama koje koriste sekvencijalno procesiranje podataka, kao §to su na primer
rekurentne neuronske mreze (Recurrent Neural Network, RNN). Osnovni koncepti
matematicke analize u domenu treniranja vestackih neuronskih mreZa su:

e Izvod funkcije predstavlja meru trenutne brzine promene funkcije, gde se izvod u
okviru sistema vestacke inteligencije koristi za izraunavanje gradijenta funkcije greske
veStatke neuronske mreze. Na taj nain se omogucava prilagodavanje teZzinskih
parametara u vestackoj neuronskoj mrezi kako bi se minimizirao gubitak i optimizovala
sama funkcija greske. Na primer, ako se posmatra funkcija greske E (w) u odnosu na
tezine w, gradijent VE(w) daje informacije o tome u kojem smeru se funkcija greske
najbrze menja.
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« Gradijent: Gradijent je vektor parcijalnih izvoda funkcije u odnosu na svaku od njenih
promenljivih. Gradijent pokazuje smer najveceg porasta funkcije i kljucan je za
algoritme optimizacije tezinskih parametara veStatke neuronske mreze, kao $to je
stohasticki gradijentni spust, koji koristi negativan gradijent za aZuriranje teZinskih
parametara u vestackoj neuronskoj mrezi, a prema slede¢oj formuli:

Wnovi = Wstari — 1] * VE(W) ©)
gde n predstavlja stopu uc¢enja. Ova formula omogucava iterativno smanjenje funkcije
greske kroz prilagodavanje parametara vestacke neuronske mreze.

« Integral funkcije predstavlja meru povrsine ispod krive funkcije greske i koristi se za
odredivanje akumulirane vrednosti. U nekim arhitekturama vestackih neuronskih
mreza, integrali mogu biti korisni za modeliranje agregiranih efekata ili za formulisanje
specifi¢nih regularizacionih tehnika.

« Lanéano pravilo je tehnika za izraCunavanje izvoda sloZenih funkcija koje se sastoje
od kompozicija viSe funkcija. U vestatkim neuronskim mrezama, lan¢ano pravilo
omogucava propagaciju greSke wunazad kroz vestatku neuronsku mrezu
(Backpropagation), ¢ime se azuriraju parametri tezine ve§tacke neuronske mreze. Na
primer, ukoliko je L funkcija greske, z; izlaz neurona j, a; aktivacija neurona i, i w;
tezina izmedu neurona i i j, lanCano pravilo se moZe izraziti prema sledecoj formuli:

oL oL 9z dq

a_uq h dz; - da; dw;

(10)

pri cemu ova formula je klju¢na za razumevanje kako se greska propagira kroz vestacku
neuronsku mrezu i kako se podesavaju teZzinski parametri vestacke neuronske mreze
kako bi se postigla minimizacija funkcije greske.

Linearna algebra, teorija verovatnoce i informaciona teorija zajedno sa diferencijalnim
ratunom omogucéavaju realizaciju procesa treniranja veStatkih neuronskih mreZa. Pored
osnovnih operacija, primena diferencijalnog ra¢una u kontekstu vestackih neuronskih mreza
omogucava da se funkcija greske, na primer srednja kvadratna greska (MSE), minimizira kroz
iterativno azuriranje parametara tezina vestacke neuronske mreze. Kori¢enjem stohastickog
gradijentnog spusta, vestacka neuronska mreza prilagodava svoje parametre teZina tako da se
smanji gre$ka izmedu predvidenih i stvarnih vrednosti. Ovaj proces se oslanja na izracunavanje
gradijenata funkcije greske, §to je klju¢no za pravilno treniranje vestackih neuronskih mreza
(Pascanu, Mikolov, & Bengio, 2013).

U prakti¢noj primeni, prethodno opisana matematicka teorija i primenjeni matematicki
koncepti omogucavaju razvoj robustnih matematickih modela koji mogu da generalizuju na
nove podatke. Kroz iterativni proces treniranja, ve§tacke neuronske mreze koriste principe
diferencijalnog racuna da minimiziraju funkciju greSke, a operacije linearne algebre
omogucavaju efikasno rukovanje podacima ¢ak i u sluc¢aju veoma visokih dimenzija.

Matematicka teorija, sa svim svojim aspektima, od linearne algebre do teorije
verovatnoce i diferencijalnog racuna, predstavlja temelj za razumevanje i primenu vestackih
neuronskih mreza u praksi. Ovi koncepti omogucavaju precizno modeliranje podataka,
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definisanje funkcija greske i optimizaciju procesa ucenja, $to je neophodno za efikasnu primenu
veitackih neuronskih mreza u realnim industrijskim aplikacijama i nauénim istraZivanjama.
Razumevanje matemati¢kih osnova pruza istraziva¢ima i inZenjerima mogucénost da razviju
napredne matematicke modele sposobne za reSavanje kompleksnih problema, kao 5to je analiza
EEG signala u medicinskoj neurodijagnostici.

Kroz ovaj pregled matematicke teorije, jasno je da su linearna algebra, teorija
verovatnoce, matematicka analiza i informacijska teorija medusobno povezani i kljuéni za
kreiranje robusnih i preciznih vestackih neuronskih mreza. Ovi matematicki alati ne samo da
omogucavaju matematickim modelima da uce i generalizuju, ve¢ i da se prilagode promenama
u podacima, ¢ime se otvaraju nove mogucnosti za unapredenje tehnologije i nove koncepte
ucenje (treniranja) vestackih neuronskih mreza.

2.2.5. Metode optimizacije i primena u ve§ta¢kim neuronskim mreZzama

Optimizacija predstavlja klju¢ni deo procesa ucenja veStackih neuronskih mreza, jer je
efikasno prilagodavanje matematickog modela direktno povezano sa sposobnos¢u veitacke
neuronske mreze da minimizira funkciju greske i time generalizuje (uci) dobro na novim
podacima. U ovom poglavlju se detaljno razmatra osnovne metode optimizacije koje se
primenjuju prilikom treniranja vestackih neuronskih mreza, njihove varijante, matematicke
osnove, kao i prakti¢ne primene u kontekstu refavanja problema kao $to je klasifikacija slika
ili analiza EEG signala.

Gradijentni spust je iterativni algoritam koji se koristi za pronalaZenje minimuma
funkcije greske. Osnovna ideja je da se matematicki model postepeno prilagodava tako $to se
u svakom koraku pomera u smeru suprotnom od gradijenta funkcije greske. Ova metoda
omogucava matematickim modelima da minimiziraju razliku izmedu predvidenih i stvarnih
vrednosti.

« Batch gradijentni spust (Batch Gradient Descent): Ova varijanta izraCunava gradijent
funkcije greske koristeci Citav skup podataka za obuku. lako pruza stabilnije i tacnije
gradijente, batch pristup je Cesto spor, jer zahteva obradu celokupnog skupa podataka
pre svakog aZuriranja parametara teZina ve$tacke neuronske mreZe.

» Stohasticki gradijentni spust (Siochastic Batch Gradient Descent): Za razliku od
batch gradijentnog spusta, stohasticki gradijentni spust aZurira parametre teZina nakon
obrade svakog pojedinainog uzorka. Ovaj pristup ubrzava proces obuke, ali moze
dovesti do vecih oscilacija u vrednosti funkcije greSke zbog varijabilnosti gradijenata
po uzorcima.

« Mini-batch gradijentni spust (Mini-batch gradient Descent): Ova metoda predstavlja
kompromis izmedu batch i stohastickog pristupa. Umesto da se gradijent izracunava na
osnovu celokupnog skupa podataka ili samo jednog uzorka, mini-batch metoda koristi
male grupe uzoraka (mini-batches) za izracunavanje gradijenta. Ovo omogucava
stabilnije aZuriranje parametara tezina veStatke neuronske mreze nego kod Ccistog
stohastickog gradijentnog spusta, dok se istovremeno povecava brzina obuke u
poredenju sa batch gradijentnim spustom.
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« Momentum: Momentum je tehnika koja se koristi za ubrzavanje konvergencije
gradijentnog spusta i smanjenje oscilacija u procesu obuke. Osnovna ideja je da se pri
azuriranju parametara teZzina uzme u obzir prethodni gradijent, ¢ime se "nakuplja"
brzina u smeru konstantnog gradijenta. Matematic¢ki, momentum se mozZe izraziti kao:

Ve =YV,1 +nVL(W,) (11)

Wit =W — V¢ (12)

gde v, predstavlja trenutni moment, y je koeficijent momenta, n je stopa ucenja, a
VL(w,) gradijent funkcije greSke. Ovaj metod pomaZe da se stabilizuju promene teZina i ubrza
proces konvergencije.

Adaptivne metode ucéenja prilagodavaju stopu ufenja svakom parametru tezine
pojedinacno, §to omogucava efikasnije azuriranje parametara teZina vestatke neuronske mreze
i brzu konvergenciju matemtickog modela vestactke neuronske mreze.

e Adaptive Gradient (Adagrad) je metod koji prilagodava stopu ucenja na osnovu
istorijskih kvadratnih gradijenata. On smanjuje stopu ucenja za parametre teZina koji
imaju ¢este i velike gradijente, dok onemogucava prevelika aZzuriranja zaretko azurirane
parametre tezina. Ovo omoguc¢ava matematickom modelu da se koncentrise na vaZznije
karakteristike podataka, ali moze dovesti do prebrzog smanjenja brzine uenja $to
ograni¢ava dugoro¢no ucenje.

= Root Mean Square Propagation (RMSprop) je unapredena verzija Adagrada, koja
koristi eksponencijalno opadajuci prosek kvadratnih gradijenata kako bi se sprecilo
prebrzo smanjenje stope u¢enja. Ovaj metod omogucava da se stopa ucenja prilagodi na
dinamican nafin, $to rezultira stabilnijim i brzim konvergencijama funkcija u mnogim
prakti¢nim aplikacijama.

« Adaptive Moment Estimation (Adam) kombinuje ideje momenta i RMSprop pristupa.
On odrzava eksponencijalno opadajuci prosek prvih i drugih momenata gradijenata, $to
omogucava adaptivno podeSavanje stope uéenja za svaki parametar. Adam je postao
jedan od najpopularnijih optimizacionih algoritama zbog svoje sposobnosti da brzo
konvergira i efikasno se nosi sa bu¢nim podacima (inherentni §um). Osnovna formula
azuriranja tezina u Adam algoritmu (pojednostavljeno) je:

my = pyme_y + (1 — B1)VL(we) (13)
Ve = Bovey + (1= B)[VL(w))? (14)
m, = 1’:“;: b, = :f@f (15)

(16)

m,
Wep1 = W = ————
\/v_t +e€
gde su B, i B, parametri koji odreduju eksponencijalno opadajuce proseke, € je mali
broj koji sprecava deljenje sa nulom, m, predstavlja prvi moment (srednja vrednost)
gradijenata, a v, drugi moment (varijansa). Adam je poznat po svojoj sposobnosti da se efikasno
nosi sa visoko dimenzionalnim problemima i buénim podacima (npr. EEG signal), odnosno
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podacima koji imaju veliku koli¢inu inheretnog $uma $to otezava proces ucenja i generalizacije
na nove podatke.

Izbor odgovarajuceg algoritma optimizacije je kljucan za efikasnu obuku vestackih
neuronskih mreza. Razli¢iti algoritmi imaju svoje prednosti i nedostatke, a njihov izbor zavisi
od specifiénih karakteristika problema i skupa podataka. Kao primer se moZe navesti da
prilikom obuke matematickog modela vestackih neuronskih mreza za klasifikaciju slika, cilj je
minimizacija razlike izmedu predvidenih vrednosti i stvarnih oznaka. U ovom slu¢aju, algoritmi
kao 5to je Adam mogu vrlo brzo prilagoditi parametre tezine veStacke neuronske mreZe i postici
brzu konvergenciju, dok metode poput mini-batch gradijentnog spusta pruzaju stabilnost u
iterativnom aZzuriranju parametara tezina vestacke neuronske mreze.

U praksi se vrlo cesto prilikom obuke veStactke neuronske mreZe primenjuje pravilo
azuriranja gradijentnog spusta:

Wy =w, — 1 VL(w,) (17)

gde w, predstavlja teZine u trenutnom koraku, 1, a VL(w,) gradijent funkcije greske.
Kroz iterativno aZuriranje parametra tezina, matematicki model veStacke neuronske mreze
postepeno uci da minimizira funkciju greske i da poboljsa svoje predikcije. Primena adaptivnih
metoda, kao Sto su Adagrad, RMSprop i Adam, omogucava da se stopa ucenja dinamicki
prilagodava specifi¢nostima podataka. Ovi algoritmi omogucéavaju brze i preciznije
prilagodavanje matematickog modela veStackih neuronskih mreza, ¢ime se poboljsava
sposobnost modela da generalizuje na nove, nepoznate podatke.

Metode optimizacije, kao $to su gradijentni spust i njegove adaptivne varijante, imaju
brojne prednosti, ove metode omogucavaju brzu konvergenciju, automatsko prilagodavanje
parametara tezina vestackih neuronskih mreZza i efikasno minimiziranje funkcije greske, §to je
kljutno za uspe$nu obuku vestackih neuronskih mreza. Bez obzira na ocigledne benefite
metoda optimizacije, postoji takode i nekoliko izazova koji se javljaju prilikom primena
opisanih metoda optimizacije:

« Nestabilnost gradijenata: Standardni gradijentni spust moZe biti podloZan problemima
poput nestajucih ili eksplodiraju¢ih gradijenata, Sto otezava ufenje u dubokim
neuronskim mrezama.

« Odabir stope udenja: Previsoka stopa uc¢enja moze dovesti do oscilacija u funkciji
greske, dok preniska stopa ucenja moZe znacajno usporiti proces konvergencije
funkcije.

« Racunarska sloZenost i resursi: Adaptivne metode, poput Adam algoritma, zahtevaju
dodatne proracune za odrzavanje prvih i drugih momenata gradijenata, §to povecava
racunarsku slozenost i potrebu za znacajnim racunarskim resursima Sto samim time
poskupljuje proces treniranja vestacke neuronske mreZe i njenu eksploataciju u praksi.

« Generalizacija i overfitting: lako su adaptivne metode veoma efikasne na trening
skupu, postoji rizik da matematicki model vestatke neuronske mreze postane previse
prilagoden specifi¢nostima podataka, prakti¢no da kao svoj sastavni deo matematicki
model usvoji i inheretni 3um u podacima, §to samim time moZe negativno uticati na
sposobnost vestac¢ke neuronske mreze da generalizuje nove podatke.
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Svakako treba naglasiti da su optimizacione metode od sustinskog znacaja za obuku
veitackih neuronskih mreza. Kroz primenu gradijentnog spusta, njegovih varijanti (Batch,
Sotchastic, Mini-Batch) i adaptivnih algoritama (Adagrad, RMSprop, Adam), moguce je
efikasno minimizirati funkciju greske i postepeno poboljsavati performanse matematickog
modela.

Matematicki modeli zasnovani na diferencijalnom racunu i operacijama linearne algebre
omogucavaju precizno prilagodavanje tezina i1 praga aktivacije funkcije u okviru vestackih
neuroan, ¢ime se otvara put ka razvoju robusnih n@matiﬁldh modela vestackih neuronskih
mreza koji mogu da generalizuju na nove podatke. lako se suocavaju sa izazovima kao $to su
nestabilnost gradijenata i potreba za finim podeSavanjem tezinskih parametara, napredne
metode optimizacije predstavljaju kljuéni alat u savremenoj primeni vestackih neuronskih
mreza. Ovi pristupi omoguc¢avaju ne samo brzu i efikasniju obuku matematickog modela
vestackih neuronskih mreza, ve¢ i povecanje njihove sposobnosti da precizno prepoznaju i
klasifikuju kompleksne obrasce u podacima.

2.2.6. Teorija grafovai primena u veStackim neuronskim mreZama

Teorija grafova je grana matematike koja proucava strukture nazvane grafovima,
odnosno skupove pojedina¢nih ¢vorova povezanih ivicama. Ova oblast ima Siroku primenu u
mnogim disciplinama, od ra¢unarstva i operacionih istrazivanja, preko komunikacionih mreza,
pa sve do modeliranja arhitektura veStackih neuronskih mreza. U domenu vestackih neuronskih
mreza, grafovi se koriste za predstavljanje arhitekture veStatke neuronske mreze, gde svaki
¢vor simbolizuje vestacki neuron, a ivice predstavljaju veze izmedu vestackih neurona. Ova
reprezentacija omogucava analizu strukture vestacke neuronske mreze, identifikaciju klju¢nih
¢vorova, ispitivanje povezanosti, kao 1 proufavanje protoka informacija kroz vestacku
neuronsku mrezu.

Teorija grafova ima dugu i bogatu istoriju koja seZe do 18. veka, gde je znacajan
doprinos u oblikovanju moderne teorije grafova dao Leonard Ojler, ¢iji su radovi postavili
temelje za sistematsko proucavanje struktura grafova. Od tada, teorija grafova se razvijala kroz
radove mnogih matematicara, a danas predstavlja klju¢nu disciplinu koja se primenjuje u
mnogim tehnoloskim i nau¢nim oblastima. Osnovni koncepti teorije grafova su:

« Graf: Osnovni objekat u teoriji grafova je graf, koji se definiSe kao skup ¢vorova V i
skup ivica E koje povezuju parove ¢vorova. Graf moze biti reprezentovan kao
neusmereni ili usmereni. U neusmerenom grafu, ivice nemaju definisan smer (npr. A &
B), dok u usmerenom grafu svaka ivica ima odreden smer (npr. A = B), §to omogucava
modeliranje asimetri¢nih veza.

e Tezinski graf: U mnogim aplikacijama, ivice grafova mogu imati pridruZene teZine
koje kvantifikuju jac¢inu ili vaznost veze. Tezinski grafovi omogucavaju detaljniju
analizu, na primer, pri odredivanju vaznosti pojedinac¢nih veza neurona u vestackoj

neuronskoj mrezi.

« Matrica susedstva: Graf se moze predstaviti matricom susedstva A, gde se svaki
element a;; postavlja na vrednost koja oznacava postojanje (eventualno tezinu) ivice
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izmedu ¢vorova i i j. Ovaj pristup omogucava primenu algebarskih tehnika za analizu
strukture grafova, kao $to je izracunavanje spektra (eigen vrednosti) koje se dalje koriste
u analizi mreZe grafa.

« Laplasijeva matrica: Jedna od najvaznijih matrica u teoriji grafova je Laplasijeva
matrica, definisana kao:

L=D—-A (18)

gde je D dijagonalna matrica stepena ¢vorova (svaki element d; predstavlja broj ivica
povezanih sa ¢vorom i), a A je matrica susedstva. Laplasijeva matrica se koristi za analizu
strukture grafova, identifikaciju klastera, kao i za spektralno klasterisanje. Spektralno
razlaganje Laplasijeva matrice omogucava da se otkriju vazne karakteristike strukture, poput
povezanosti i centralnosti pojedinadnih ¢&vorova. Ova tehnika koristi svojstvene vektore
Laplasijeve matrice za redukciju dimenzionalnosti podataka i klasterovanje ¢vorova u grafu.

U domenu vestackih neuronskih mreza, spektralno klasterisanje Laplasijeve matrice
moze se koristiti za analizu i optimizaciju arhitekture ve$tacke neuronske mreZe,
omogucavajuci identifikaciju grupa vestackih neurona koje su medusobno veoma povezane i
koje mogu obavljati specifi¢ne funkcije u obradi informacija.

Prakti¢no to znaci da se veStatka neuronska mreza koris¢enjem teorije grafova moze
modelovati kao graf, gde su vestacki neuroni ¢vorovi, a sinapticke veze u okviru vestacke
neuronske mreze ivice grafa. Ova reprezentacija omogucava detaljnu analizu arhitekture
veitacke neuronske mreZe, sto ukljucuje:

e Analizu povezanosti: Proucavanje kako su vestacki neuroni medusobno povezani
moze otkriti koje oblasti veStacke neuronske mreze imaju kljuénu ulogu u prenosenju
informacija u okviru same vestacke neuronske mreze.

o Identifikaciju centralnih &vorova: Analizom centralnosti, moguce je identifikovati
¢vorove koji su najvazniji za funkcionisanje vestacke neuronske mreze, $to moze biti
kljuéno za optimizaciju i interpretaciju matematickog modela veStacke neuronske
mreze.

o Spektralno klasterisanje: Zasnovano na svojstvenim vrednostima Laplasijeve matrice,
omogucava da se otkriju podgrupe vestackih neurona koje imaju sli¢ne funkcije ili
obraduju sli¢ne informacije. Ove tehnike mogu pomo¢iu dizajniranju novih arhitektura,
kao Sto su graf vestacke neuronske mreze (Graph Neural Network, GNN), koje direktno
rade sa podacima predstavljenim kao grafovi.

U konvolucionim vestaCkim neuronskim mrezama (Convolutional Neural Network,
CNN), teorija grafova moze se koristiti za modeliranje prostornih odnosa izmedu piksela na
slici, ¢ime se omogucéava automatsko otkrivanje lokalnih karakteristika kao $to su ivice i
teksture. Sli¢an princip primenjuje se u potpuno povezanim (feedforward) vestatkim
neuronskim mrezama za analizu strukture interne arhitekture vestacke neuronske mreze, §to
omogucava identifikaciju kljuénih grupa vestackih neurona koje su odgovorne za prenos
specifi¢nih informacija kroz potpuno povezanu (feedforward) vestatku neuronsku mrezu.
Teorija grafova se ne moZe posmatrati izolovano, njeni koncepti se integriSu sa drugim
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matematickim disciplinama koje se koriste u modeliranju vestackih neuronskih mreza, kao na
primer:

e Sa linearnom algebrom: Reprezentacija grafa putem matrice susedstva i Laplasijeve
matrice omoguéava primenu algebarskih tehnika za analizu strukture vestacke
neuronske mreze. Matri¢ne operacije, kao 5to je mnoZenje i inverzija, pomaZu u
pronalazenju klju¢nih svojstava grafova, $to moZze biti direktno primenjeno na
optimizaciju same arhitekture vestacke neuronske mreze.

« Sateorijom verovatnoce: Statisticki modeli i distribucije verovatnoc¢e se mogu koristiti
za kvantifikovanje verovatnoce u strukturi grafa, na primer, u slu¢ajevima kada su veze
izmedu ¢évorova neodredene ili promenljive.

« Sa informacionom teorijom: Pojmovi entropije i medusobne informacije mogu se
primeniti na grafove kako bi se odredilo koliko su informacije efikasno prenete kroz
vestacku neuronsku mrezu. Ovo je od izuzetne vaznosti za optimizaciju performansi
veStacke neuronske mreze, jer omogucava dizajniranje arhitektura koje maksimalno
iskoris¢ava raspolozivu informaciju.

Sinergija izmedu ovih oblasti omogucava razvoj sofisticiranih matematickih modela
koji mogu da analiziraju i interpretiraju kompleksne strukture podataka. Teorija grafova
predstavlja mocan alat za modeliranje i analizu strukture vestackih neuronskih mreza. Kroz
definisanje grafa kao skupa ¢vorova povezanih ivicama, istraziva¢i mogu precizno analizirati
arhitekturu vestacke neuronske mreze, identifikovati kljuéne ¢vorove i klastere, te optimizovati
protok informacija.

Povezivanje ovih koncepta sa osnovama linearne algebre, teorije verovatnoce i
informacione teorije omogucava stvaranje robusnih matemati¢koj modela vestackih neuronskih
mreza koji se mogu efikasno trenirati i primenjivati u razliitim industrijskim i nau¢nim
oblastima.

Integrisana primena ovih matematickih disciplina stvara temelj za razvoj inovativnih
arhitektura vestackih neuronskih mreza, ukljucujuc¢i grafovske neuronske mreze (Graph Neural
Networks, GNN), koje direktno modeliraju podatke kao grafove. Ova sinergija omogucava
bolje razumevanje unutrasnjih mehanizama veStackih neuronskih mreza i otvara nove
moguénosti za unapredenje performansi matematickih modela ve§tackih neuronskih mreza,
¢ime se direktno utice na kvalitet i efikasnost primene veStacke inteligencije u kompleksnim
aplikacijama poput medicinske neurodijagnostike.

2.27. Matematicke teorije i prakse u primeni veSta¢kim neuronskim mreZzama

Vestacke neuronske mreZe predstavljaju sintezu viSe matematickih disciplina ¢ija se
medusobna integracija odrazava u sposobnosti matematickog modela da u¢i iz podataka, da
generalizuje sloZene obrasce i donosi precizne odluke.

Naravno da nije bilo moguce u okviru ovog nau¢no-istrazivackog rada detaljno prikazati
sve pojedina¢ne matematicke discipline koje se primenjuju u oblasti vestacke inteligencije, tako
da su ¢ak i odredene matematicke discipline izostavljene iz sadrzaja samog naucno-
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istrazivackog rada. Pre svega ideja je bila da se prikaZe osnovni teorijski prikaz fundamentalnih
matematickih disciplina koje se koriste za potrebe matematickih modela vestacke inteligencije
i kasnije u toku ove disertacije se po potrebi referencira na konkretna poglavlja tokom izvodenja
samog eksperimentaﬁrikaza zakljucaka ovog naucno-istrazivackog rada.

Nauéni cilj ove doktorske disertacije jeste da se na osnovu predstavljenih javno
dostupnih informacija o EEG signalima pacijenata razvije napredni matemati¢ki model za
detekciju epileptickih napada iz EEG podataka. U nastavku je detaljno opisano kako se ovo
naucno istrazivanje oslanja na prethodno opisane osnovne matematicke koncepte, kao $to su
linearna algebra, teorija verovatnoce, statistika, matemati¢ka analiza, informaciona teorija,
optimizacione metode i teorija grafova, koje zajedno ¢ine temelj ekosistema vestackih
neuronskih mreZa. Medutim, s obzirom na obim i kompleksnost ovih disciplina, nije moguce u
ovom nauéno-istraZzivatkom radu detaljno obraditi svaku pojedina¢nu oblast. Stoga, u daljim
istrazivanjima 1 nekom buduéem razvoju projekta zapocfetog u okviru ovog nauéno-
istraZivackog rada, bilo bi korisno razmotriti i dodatne matematicke discipline koje doprinose
unapredenju vestackih neuronskih mreza, kao Sto su numericka analiza, teorija diferencijalnih
jednacina, Bayesova statistika i napredne metode ucenja reprezentacija.

Kroz integraciju ovih matemati¢kih osnova i metodoloskih pristupa, ovaj nauéno-
istrazivacki rad nastoji da ispuni oba cilja, da doprinese unapredenju nau¢nog znanja u oblasti
primene ve$tackih neuronskih mreza za medicinsku neurodijagnostiku, odnosno kao izuzetno
vazan druStvenoi cilj obezbedi alate za brzu, precizniju i pouzdaniju detekciju epileptickih
napada kod pacijenata. Ovim pristupom, cilj je ne samo unaprediti tehnologiju, ve¢ i zna¢ajno
poboljsati kvalitet zdravstvene zastite u celini na teritoriji Republike Srbije. Razvoj i primena
vestackih neuronskih mreza oslanjaju se na sinergiju linearne algebre, teorije verovatnoce i
statistike, informacione teorije, matematicke analize, teorije grafova i metode optimizacije. Ova
interdisciplinarna integracija predstavlja temelj za funkcionisanje vestackih neuronskih mreza
u raznim oblastima, od biomedicinskih istrazivanja, istrazivanja i razumevanje jezika, pa sve
do sistema autonomnog upravljanja.

Linearna algebra pruZza osnovu za predstavljanje i transformaciju podataka unutar
veStacke neuronske mreze. Podaci, kao i parametri matemickog modela (tezine i vrednosti
pristrasnosti), predstavljeni su pomoc¢u vektora i matrica. Operacije poput matricnog mnozenja
omogucavaju prenos informacija izmedu slojeva vestacke neuronske mreze, dok se dodavanje
vrednosti pristrasnosti (bias) koristi za podesavanje izlaza. Bez ovih osnovnih algebarskih
operacija, implementacija slozenih arhitektura vestackih neuronskih mreza bila bi neizvodljiva
(Strang, 1993).

Teorija verovatnoée i statistika klju¢na je za modeliranje nesigurnosti u podacima i
definisanje funkcija greske. Primena statistickih modela omogucava kvantifikaciju
varijabilnosti podataka, dok metode poput srednje kvadratne greske (MSE) sluZe za evaluaciju
razlike izmedu stvarnih i predvidenih vrednosti. Bayesove metode, koje omogucavaju
azuriranje verovanja o parametrima matematickog modela na osnovu novih informacija,
posebno su korisne u aplikacijama gde su ulazni podaci inherentno neizvesni, kao $to su EEG
signali (Ross, 2014).

Informaciona teorija se bavi kvantifikacijom koli¢ine informacije i nesigurnosti u
podacima. Koncepti poput entropije i medusobne informacije omogucavaju istrazivatima da
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identifikuju kljuéne karakteristike podataka te da dizajniraju funkcije greSske koje minimizuju
gubitke informacija tokom obuke matematickog modela. Minimizacija unakrsne entropije

osigurava da izlaz matemati¢kog modela §to preciznije odrazava stvarnu distribuciju podataka
(Cover & Thomas, 2006).

Matematic¢ka analiza, posebno diferencijalni racun, omogucava izraunavanje
gradijenata funkcije greske, $to je kriticni korak u procesima optimizacije matematickog
modela veStacke neuronske mreze. Algoritmi poput propagacije unazad (backpropagation)
oslanjaju se na principe diferencijacije kako bi iterativno prilagodavali parametre tezina
vestacke neuronske mreze u cilju minimizacije greSke. Ovaj proces, koji koristi lan¢ano pravilo,
omogucava da vestacka neuronska mreza pobolj$a svoju preciznost kroz kontinuirano uéenje i
generalizaciju na novim podacima (Pascanu, Mikolov, & Bengio, 2013).

Optimizacione metode su primenjene kako bi se postigla efikasno podeSavanja i
prilagodavanje parametara tezina matematickog modela. Standardni algoritmi poput
gradijentnog spusta, zajedno sa adaptivnim varijantama kao Sto su Adam i RMSprop,
omogucavaju balansiranje brzine ucenja i stabilnosti konvergencije funkcije. Efikasna
optimizacija je presudna za obuku dubokih neuronskih mreZza, jer se na taj nacin osigurava
minimizacija funkcije grefke ali isto tako se povecava tatnost matematickog modela
(Goodfellow, Bengio, & Courville, 2016).

Sinergija matematickih disciplina ogleda se u nacinu na koji se ovi koncepti
medusobno nadopunjuju u okviru ve$tackih neuronskih mreza. Linearna algebra omogucava
predstavljanje i transformaciju podataka, dok teorija verovatnoce i statistika kvantifikuju
nesigurnost i varijabilnost. Matemati¢ka analiza osigurava precizno izra¢unavanje gradijenata,
a informaciona teorija doprinosi maksimizaciji efikasnosti prenosa informacija. Optimizacione
metode koriste sve ove alate za prilagodavanje parametara matemati¢kog modela ve§tatke
neuronske mreze, ¢ime se postize robustan sistem sposoban za automatsko ucenje i
generalizaciju sloZzenih obrazaca u podacima koji predstavljaju ulaz u veStacku neuronsku
mrezu.

U obradi EEG zapisa, linearne operacije omogucavaju transformaciju ulaznih EEG
signala kroz ve$tatku neuronsku mrezu, dok se statisticki modeli koriste za procenu
nesigurnosti u podacima. Diferencijalni ratun omogucava prilagodavanje tezina vestacke
neuronske mreZe kroz iterativnu minimizaciju funkcije greske, a informaciona teorija pomaze
u identifikaciji najrelevantnijih karakteristika EEG signala koje treba sacuvati. Ovakva
integracija matematickih koncepata omogucava da se podaci u okviru EEG signala, ¢ak i kada
sadrze visok nivo inheretnog Suma i varijacija (nelinearnosti), transformisu u pouzdane
informacije za donosenje preciznih odluka iz domena medicinske neurodijagnostike.

Iako su teorija verovatnoce i statistika temelj za modeliranje ve$tackih neuronskih
mreza, njithova primena nije bez izazova. Kljuéni problemi ukljuéuju izbor odgovarajucéih
modela i metoda za kvantifikaciju nesigurnosti u podacima, §to je posebno kriticno u
slu¢ajevima kada su ulazni podaci neizvesni, kao $to su EEG signali. Implementacija Bayesovih
pristupa zahteva precizno definisanje apriornih verovatnoca, §to moZe biti zahtevno u
dinami¢nim okruzenjima. Pored toga, regularizacija matematickog modela vestackih
neuronskih mreZa, koja spreCava pretreniranost, ¢esto se resava primenom statistickih tehnika
poput L1 (Lasse) i L2 (Ridge) regularizacije, ¢ime se postize balans izmedu tacnosti
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matematickog modela veStackih neuronskih mreza i njegove sposobnosti da generalizuje na
nove podatke.

Buduéi razvoj u kontekstu vestackih neuronskih mreza usmeren je na unapredenje
algoritama ucenja i povecanje interpretabilnosti matemati¢kog modela. Istrazivaci se fokusiraju
na razvoj adaptivnih matemtickih modela koji automatski prilagodavaju svoje parametre tezina
modela vestackih neuronskih mreza na osnovu promena u podacima, kao i na integraciju
Bayesovih toda za precizniju procenu nesigurnosti. Primena hibridnih modela, koji
kombinuju konvolucione neuronske mreze (Convolutional Neural Network, CNN) i vestacke
neurnske mreze bazirane na transformerima (Transformer), otvara mogucnost za bolju
ekstrakciju i obradu informacija. Sveobuhvatna integracija ovih matematickih koncepata,
linearne algebre, teorije verovatnoce, matematicke analize, informacione teorije i
optimizacionih metoda, omogucava veStatkim neuronskim mreZzama da funkcioni$u kao
koherentan sistem za obradu podataka. Ova sinergija omogucava matematickim modelima
veStackih neuronskih mreZa ne samo da uce iz podataka, vec i da se adaptiraju na promene u
okruZenju, $to je od kljuéne vaznosti za primenu u realnim zadacima. U okviru ovog poglavlja
je prikazana integrisana perspektiva fundamentalnih matematickih disciplina koje predstavljaju
klju¢ vestacke inteligencije na €ijem kontinuiranom razvoju se i dalje rade. Kao primer treba
spomenuti da se o¢ekuje u buduénosti unapredenje metoda optimizacije koje ¢e doprineti
stvaranju matematickih modela ve$tackih neuronskih mreza koji su precizniji, brzi i
prilagodljiviji na promene u podacima, a ¢ime ¢e se dodatno poboljsati performanse ve$tackih
neuronskih mreza u realnim industrijskim aplikacijama i nauénim istrazivanjima. Naredna
poglavlja ove disertacije posvecena su istraZivanju i unapaenju razliitih tipova vestackih
neuronskih mreza, naro¢ito rekurentnih neuronskih mreza (Recurrent Neural Network, RNN),
konvolucionih neuronskih mreza (Convolutional Neural Network, CNN) i modela dugoroéne
kratkoroéne memorije (Long Short Term Memory, LSTM).

U nastavku su predstavljeni kljuéni pravci razvoja koji ¢e biti obradeni, uz naglasak na
unapredenje performansi, efikasnosti, multimodalnosti i interpretabilnosti ovih matematic¢kih
modela. Ovi pravei istrazivanja imaju za cilj ne samo unapredenje teorijskih modela i
algoritama, ve¢ i njihovu primenu u realnim, kriticnim aplikacijama. Integracija naprednih
arhitektura vestackih neuronskih mreza sa modernim optimizacionim tehnikama predstavlja
obecavajuci pravac koji ¢e doprineti daljem razvoju vestacke inteligencije 1 njenoj primeni u
industriji, posebno u oblasti medicinske neurodijagnostike.

2.2.8. Savremene veStatke neuronske mreze: Struktura i funkcionalnost

Vestacke neuronske mreze predstavljaju jedno od najznacajnijih tehnoloskih dostignuéa
u savremenoj vestackoj inteligenciji koje su pak inspirisane bioloskim neuronskim mreZzama
ljudskog mozga (Haykin, 2009). One su razvijene s ciljem da imitiraju procese ucenja i
adaptacije u ljudskom mozgu, prenoseci ih u matematicke modele sposobne da obraduju i
interpretiraju ogromne koli¢ine podataka, te na osnovu uofenih obrazaca vrSe proces
generalizacije na novim podacima. Ovaj pristup omogucava automatsko otkrivanje i ekstrakeiju
skrivenih obrazaca podataka, $to je od kljuénog znacaja za reSavanje kompleksnih problema u
raznim oblastima, kao Sto su prepoznavanje slika, obrada prirodnog jezika i biomedicinska
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dijagnostika (Goodfellow, Bengio, & Courvig, 2016). VesStacke neuronske mreze su slozeni

sistemi koji se sastoje od tri glavna sloja: ulaznog sloja, skrivenih slojeva i izlaznog sloja
ve§tackih neurona. Svaki od ovih slojeva vestackih neurona ima specifinu ulogu u obradi
podataka i uéenju kompleksnih obrazaca podataka, te zbog toga vestacka neuronska mreza
predstavlja izuzetno mocan alat sa vrlo razli¢itim primenama u industrijskim i nau¢nim
oblastima.

Ulazni sloj veStacke neuronske mreZe predstavlja poCetnu tacku u procesu obrade
podataka. Dati pocetni sloj vestacke neuronske mreZe prima sirove ulazne podatke, koji mogu
biti razli¢ite prirode, kao Sto su na primer vremenske tatke EEG signala, pikseli slike, re¢i u
tekstu ili pak bilo koja druga vrsta podataka koji se u okviru vestatke neuronske mreze
transformisu u adekvatnu numericku formu. Glavna uloga ulaznog sloja vestackih neurona je
da prihvati ove podatke i da ih distribuira na sledece slojeve vestacke neuronske mreze.Vazno
je napomenuti da ulazni sloj vestatke neuronske mreZe ne vrii nikakvu transformaciju
podataka, jedina funkcija ulaznog sloja vestackih neurona je da prenese podatke dalje u sledece
slojeve vestacke neuronske mreze. Konkretno u slu¢aju EEG signala, ulazni sloj bi primio
podatke koji se odnose na vremenske sekvence EEG signala i prosledio ih skrivenim slojevima
veStacke neuronske mreze na dalju obradu. Skriveni slojevi su osnova ve$tacke neuronske
mreze, gde se odvija vecina obrade podataka i u¢enja, odnosno kasnija generalizacija na nove
podatke. Ovi slojevi se sastoje od ve$tackih neurona koji primaju podatke iz ulaznog sloja
veitacke neuronske mreZe, vrie nelinearne transformacije i prenose rezultate dalje u okviru
veStacke neuronske mreze. Svaki neuron u skrivenim slojevima veStacke neuronske mreze ima
tezinske parametre i aktivacionu funkciju, koji omogucavaju vestackoj neuronskoj mrezi da
nauc¢i kompleksne obrasce u podacima i kasnije vrii generalizaciju na novim podacima.
Osnovni elementi vestackih neuronskih mreza su:

o TeZinski parametri: Ovi parametri odreduju koliko ¢e svaki ulazni podatak uticati na
izlaz veStackog neurona u okviru vestacke neuronske mreze. Tokom procesa ucenja,
tezine se prilagodavaju kako bi se minimizirala funkcija greska u predvidanjima
vestacke neuronske mreze.

« Aktivacione funkcije: Aktivacione funkcije uvode nelinearnost u vestacku neuronsku
mrezu, $to joj omogucava da matematicki modelira sloZene odnose u podacima. Neke
od najéesce koricenih aktivacionih funkcija ukljucuju:

o Rectified Linear Unit (ReLU): ReLU je popularna zbog svoje jednostavnosti i
efikasnosti u u¢enju dubokih vestackih neuronskih mreza. ReLU funkcija vrata
ulaznu vrednost x ako je pozitivna, a nulu ako je negativna. Ova jednostavnost
¢ini ReLU vrlo efikasnom za racunanje i Siroko se koristi u dubokim neuronskim
mrezama. Takode, ReLU pomaze u ublazavanju problema nestajucih
gradijenata, koji se ¢esto javlja kod drugih aktivacionih funkcija.
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ReLU aktivacijska funkcija
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Slika 4: Dijagram ReLU aktivacione funkcije ve§tacke neuronske mreze

Grafikon ReLU funkcije prikazuje horizontalnu liniju na nuli za x < 0 i linearno
rastucu liniju zax = 0. Ovajasna razlika izmedu negativnih i pozitivnih vrednosti omogucava
intuitivno razumevanje ReLU funkcije i njenih efekata na prenos signala kroz vestacku
neuronsku mrezu. U nastavku je Python code za ReLU aktivacionu funkciju.

import numpy as np
import matplotlib.pyplot as plt
def relu(x):
"""RelU aktivacijska funkcija."™
return np.maximum(0, x)
mwaranje niza ulaznih vrednosti

x = np.linspace(-5, 5, 100)

# |zratunavanje izlaznih vrednosti primenom RelU funkcije
y = relu(x)

# Crtanje grafikona

plt.plot(x, y)

plt.xlabel("Ulaz (x)")

plt.ylabel("Izlaz (y)")

plt.title("ReLU aktivacijska funkcija")
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plt.grid(True)
plt.show()

Algoritam 1: Python code ReLU aktivacione funkcije ve§tatke neuronske mreZe

o Sigmoidalna funkcija (Sigmoid): Ova funkcija se cesto koristi u binarnim
klasifikacionim zadacima. Sigmoidna funkcija pretvara ulaz u opseg izmedu 0 i 1, §to
je ¢€ini pogodnom za binarne klasifikacione zadatke. Glatka S-oblikovana kriva
sigmoidne funkcije omogucava diferencijabilnost, $to je vazno za algoritme treniranja
vestacke neuronske mreze, ali moZe dovesti do problema sanestajanjem gradijenata kod
velikih vrednosti ulaza.

Sigmoid aktivacijska funkcija

1.0 A1

0.8 -

0.6 -

1zlaz (y)

0.4

0.2 1

0.0 A

-10.0 -7.5 -5.0 -2.5 0.0 2.5 5.0 7.5 10.0
Ulaz (x)

Slika 5: Dijagram Sigmoid aktivacione funkcije veStacke neuronske mreze

Na grafikonu Sigmoid funkcije, primetic¢ete S-oblikovanu krivu koja za vrlo negativne
vrednosti x teZi nuli, dok za vrlo pozitivne vrednosti x tezi 1. Ova tranzicija osigurava da se
izlaz aktivacione funkcije moze interpretirati kao verovatnoca, Sto je izuzetno korisno u
zadacima klasifikacije. U nastavku je Python code za Sigmoidnu aktivacionu funkciju.

import numpy as np
import matplotlib.pyplot as plt
def sigmoid(x):

"""Sigmoid aktivacijska funkcija.

return 1/ (1 + np.exp(-x))
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1zlaz (y)

# Stvaranje niza ulaznih vrednosti
X = np.linspace(-10, 10, 100) # Raspon od -10 do 10 za bolji prikaz sigmoid funkcije
# |zraéunavanje izlaznih vrednosti primenom Sigmoid funkcije
y = sigmoid(x)
rtanje grafikona
plt.plot(x, y)
plt.xlabel("Ulaz (x)")
pltylabel("lzlaz (y)")
plt.title("Sigmoid aktivacijska funkcija")
plt.grid(True)
plt.show()

Algoritam 2: Python code Sigmoid aktivacione funkcije ve§tacke neuronske mreze

o Hiperbolicki tangens (Tanh): Sli¢na Sigmoid aktivacionoj funkciji je
hiperboli¢na tangens funkcija (Tanh), gde su izlazne vrednosti u opsegu [-1, 1],
§to omogucava simetriniji raspored vrednosti u poredenju sa sigmoidnom
aktivacionom funkcijom. Ovo moze doprineti brZzoj konvergenciji
matematickog modela i boljem balansiranju podataka u vestatkoj neuronskoj
mrezi.

Hiperbolicka tangens funkcija (tanh)

1.00 A

0.75 A

0.50 A1

0.25 4

0.00 A

-0.25 1

—0.50 A

—=0.75 1

—1.00 A

-4 -2 0 2 4
Ulaz (x)

Slika 6: Dijagram Tanh aktivacione funkcije ve§tatke neuronske mreZe
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Grafikon Tanh funkcije pokazuje glatku S-oblikovanu krivu centriranu oko nule. Za
velike pozitivne vrednosti x, funkcija se priblizava 1, dok za velike negativne vrednosti,
priblizava se -1. Ova simetrija omoguc¢ava veStatkoj neuronskoj mreZi da bolje procesira
podatke koji su centrirani oko nulte vrednosti. U nastavku je Python code za Tanh aktivacionu
funkciju.

import numpy as np
import matplotlib.pyplot as plt
def tanh(x):

"""Hiperbolitka tangens funkcija.

wan

return np.tanh(x)

mwaranje niza ulaznih vrijednosti

% = np.linspace(-5, 5, 100) # Raspon od -5 do 5 za bolji prikaz tanh funkcije
# |zratunavanje izlaznih vrednosti primenom Tanh funkcije

y = tanh(x)

rtanje grafikona
plt.plot(x, y)
plt.xlabel("Ulaz (x)")
plt.ylabel("Izlaz (y)")
title("Hiperbolitka tangens funkcija (tanh)")
plt.grid(True)
plt.show()

Algoritam 3: Python code Tanh aktivacione funkcije veitacke neuronske mreze

Aktivacione funkcije su kljuéne u vestackim neuronskim mrezama jer omogucavaju
uvodenje nelinearnosti, $to je neophodno za modeliranje slozenih odnosa u podacima. ReLU,
Sigmoid i Tanh funkcije predstavljaju tri primarna izbora, pri ¢emu svaki ima specifi¢ne
prednosti i primene. Dok ReLU omogucava brzu i efikasnu obradu podataka, Sigmoid se idealno
koristi u binarnim zadacima, a Tanh pruza simetrian izlaz koji olakSava ucenje vestacke
neuronske mreze.

Gore navedeni graficki prikazi aktivacionih funkcija vestackih neuronskih mreza, gde
ReLU pokazuje jasan linearni rast za pozitivne ulazne vrednosti, Sigmoid funkcija pokazuje S-
oblikovanu krivu koja transformiSe ulazne vrednosti u opseg izmedu 0 i 1, odnosno Tanh
aktivaciona funkcija simetricno rasporeduje vrednosti oko nule, pomazu u vizuelnom
razumevanju uticaja razli¢itih aktivacionih funkcija na prenos signala u vestatkoj neuronskoj
mrezi.

Izbor odgovarajuce aktivacione funkcije zavisi od specifi¢nih zahteva zadatka koji se
reSava koriS¢enjem vestacke neuronske mreze i same prirode podataka, a pravilna primena ovih
funkcija direktno uti¢e na performanse i preciznost matematickog modela same veStacke
neuronske mreze. Dalji razvoj u ovoj oblasti usmeren je na kreiranje novih aktivacionih funkcija
koje mogu jo3 bolje balansirati brzinu ucenja i stabilnost matematickog modela, kao i na
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adaptivno podesavanje aktivacionih funkcija tokom procesa treniranja veStacke neuronske
mreze. Ono §to se moze oc¢ekivati da buduca istrazivanja dodatno doprinesu razvoju efikasnijih
i robusnijih ve$tackih neuronskih mreza, sa direktnim uticajem na primenu u kritiénim
oblastima poput medicinske neurodijagnostike, kao 1 prepoznavanja obrazaca, posebno kod
podataka sa izraZzenim Sumom u podacima i nelinearnosti u samim podacima, §to je ekletantna
primer sa EEG signalima.

Vestacke neuronske mreze su sistemi visoke slozenosti ¢iji skriveni slojevi igraju
kljuénu ulogu u automatskom ucenju i ekstrakeiji hijerarhijskih reprezentacija iz podataka. U
okviru ovog nau¢no-istrazivackog rada detaljno je razmotrena uloga skrivenih slojeva vestackih
neurona, njihove matematicke osnove, arhitekturu i primenu, sa posebnim osvrtom na primere
iz medicinske neurodijagnostike.

Skriveni slojevi vestackih neurona se nalaze izmedu ulaznog i izlaznog sloja vestackih
neurona u veitatkoj neuronskoj mrezi. Njihova osnovna funkcija je da transformi$u ulazne
podatke iz prvobitnog, ¢esto sirovog oblika, u apstraktne reprezentacije koje bolje odrazavaju
atribute relevantne za zadatak koji se reSava. Ovo se postize kroz niz nelinearnih transformacija,
koje omogucavaju vestackoj neuronskoj mrezi da uhvati i modelira sloZene obrasce i odnose
izmedu podataka. Na primer, u kontekstu prepoznavanja slika, niZi skriveni slojevi mogu otkriti
osnovne karakteristike kao Sto su ivice, linije i teksture, dok dublji slojevi mogu nauditi da
identifikuju komplekse strukture poput oblika, objekata ili ¢ak scena (LeCun, Bengio, &
Hinton, 2015).

Ovako opisana hijerarhijska struktura ucenja je osnova tzv. ,,representation learning™
(u¢enje predstavljenih karakteristika), omoguc¢ava vestackoj neuronskoj mreZi da sama generiSe
relevantne osobine, eliminidu¢i potrebu za manuelnim definisanjem atributa na bazi nekog
domenskog znanja, kao i prepoznavanjem potrebnih hijerarhija u okviru datih podataka.

Skriveni slojevi se sastoje od velikog broja vestackih neurona, pri ¢emu svaki vestacki
neuron u jednom sloju prima ulaz iz prethodnog sloja, gde primenjujuci teZinske parametre i
neku od prethodno opisanih aktivacionih funkcija, izvr$ava nelinearnu transformaciju podataka.
Tokom procesa ucenja, tezinski parametri se prilagodavaju kako bi se minimizirao zbir funkcije
greske izmedu predvidenih i stvarnih izlaza, ¢ime se postepeno usavrSava sposobnost ve§tacke
neuronske mreze da prepoznaje relevantne obrasce u okviru dostupnih podataka. U
matemati¢kim modelima viSeslojnog perceptrona (Multilayer Perceptron, MLP) i dubljim
vestackim neuronskim mrezama (Deep Neural Network, DNN), skriveni slojevi omogucavaju
transformaciju ulaznih podataka x kroz sledecu operaciju:

h = f(Wx + b) (19)

gde Wpredstavlja matricu teZina veStatke neuronske mreze, b je pristrasnost (bias), a f je
aktivaciona funkcija koja uvodi nelinearnost. Ova formula ilustruje osnovni princip propagacije
podataka kroz skriveni sloj veStackih neurona u okviru vestacke neuronske mreze, gde se ulaz
pretvara u apstraktnu reprezentaciju koja se potom prosleduje dalje kroz vestacku neuronsku
mrezu (Goodfellow, Bengio, & Courville, 2016). U oblasti medicinske neurodijagnostike,
skriveni slojevi vestackih neurona imaju posebnu vaznost prilikom analize sloZzenih podataka
kao §to su EEG signali. U medicinskoj neurodijagnostici epilepsije, EEG signali sadrze brojne
informacije o elektri¢noj aktivnosti mozga, ali su ¢esto zagadeni Sumom i varijabilno§cu zbog
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razli¢itih faktora, kao $to su pokreti pacijenta ili interferencije sa spoljnih izvora. Skriveni
slojevi vestackih neurona u vestackoj neuronskoj mrezi mogu automatski nau¢iti da izdvoje
relevantne obrasce iz ovih podataka EEG signala, identifikujuci suptilne promene koje ukazuju
na epilepticke napade kod pacijenata. Ovakav pristup omogucava brzu i precizniju dijagnozu,
smanjuju¢i moguénost greSaka koje se javljaju prilikom ruéne interpretacije EEG signala
(Acharya et al., 2018).

Jos jedan primer primene skrivenih slojeva, odnosi se na analizu snimaka magnetne
rezonance mozga (Magnetic Resonance Imaging, MRI) u medicinskoj dijagnostici
Alzheimerove bolesti. U ovom slucaju, arhitekture dubokih neuronskih mreza mogu nauditi da
prepoznaju strukturalne promene u mozgu pacijenta, kao $to su smanjenje volumena
hipokampusa i amigdale. Ovi apstraktni obrasci, koji se ne mogu lako otkriti ruénom analizom,
omogucavaju ranu identifikaciju Alzheimerove bolesti i pomo¢ u planiranju terapije kod
pacijenata (Zhang et al., 2020).

Hijerarhijsko u€enje kroz skrivene slojeve vestackih neurona omogucava vestackim
neuronskim mrezama da postepeno apstrahuju sve viSe informacija iz dostupnih ulaznih i
obradenih podataka. Ova sposobnost je posebno vazna u industrijskim i nauénim aplikacijama
kao §to je prepoznavanje obrazaca u slikama ili analizi vremenskih serija, gde se sirovi podaci
moraju transformisati u forme koje su pogodnije za donosenje odluka. U kontekstu medicinske
neurodijagnostike, automatsko udenje hijerarhijskih karakteristika omoguéava preciznije
otkrivanje abnormalnosti koje mogu biti presudne za ranu dijagnozu i pravovremeno le¢enje
pacijenata.

Skriveni slojevi ve§tackih neurona u okviru ve§tacke neuronske mreZe ne funkcionisu
izolovano, ve¢ se oslanjaju na prethodno opisane matematicke koncepte, gde se ovde samo
pomenuti neki od njih, dok kompletan opis je dat u okviru prethodnih poglavlja:

« Linearna algebra omoguéava predstavljanje podataka kroz vektore i matrice, kao i
transformacije podataka kroz operacije mnozenja matrica.

o Teorija verovatnoce i statistika omogucava matematickim modelima da kvantifikuju

nesigurnost i varijabilnost podataka, $to je posebno vazno u aplikacijama sa visokim
nivoom Suma, kao §to su EEG signali.

« Matematicka analiza omogucava izratunavanje gradijenata funkcije greske, Sto je
osnova za algoritme optimizacije kao §to je backpropagation.

« Informaciona teorija pomaze u identifikaciji kljuénih informacija u podacima kroz
merenje entropije i medusobne informacije, Sto doprinosi efikasnijem ucenju i
minimizaciji gubitaka informacija.

Primena skrivenih slojeva u vestackim neuronskim mrezama prakticno omogucava
efikasnu analizu medicinskih podataka. U obradi EEG signala kod pacijenata sa epilepsijom,
skriveni slojevi mogu automatski identifikovati suptilne promene u elektri¢noj aktivnosti koje
ukazuju na pocetak epilepti¢kog napada. Ove informacije se dalje prenose kroz vestacku
neuronsku mrezu, gde se na osnovu kombinacije razli¢itih nivoa apstrakeije donosi konaéna
dijagnoza. Sli¢an pristup se koristi i u analizi snimaka magnetne rezonance, gde skriveni slojevi
omogucavaju identifikaciju abnormalnosti u strukturi mozga pacijenta koje mogu biti indikatori
neurodegenerativnih bolesti.
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Razumevanje i primena skrivenih slojeva u ve§tackim neuronskim mrezama predstavlja
kljuéni korak ka razvoju efikasnih matematickih modela za automatsku analizu podataka. Kroz
hijerarhijsko ulenje, veStatke neuronske mreZe mogu automatski otkriti i ekstraktovati
relevantne karakteristike podataka, ¢ime se znacajno unapreduje preciznost u reSavanju
kompleksnih zadataka. Primena ovih metoda u medicinskoj neurodijagnostici, kao §to su
detekcija epileptickih napada i identifikacija neurodegenerativnih bolesti, pokazuje potencijal
ovih tehnologija da unaprede klini¢ku praksu i doprinesu ranijoj dijagnozi, §to je od izuzetnog
znacaja za pravovremenu intervenciju i poboljsanje zdravstvenih ishoda kod pacijenata.

2.29. Primer primene veStacke neuronske mreZe u klasifikaciji EEG Signala

U kontekstu medicinske neurodijagnostike, klasifikacija EEG signala predstavlja jedan
najvainijih izazova zbog inherentne sloZenosti, varijabilnosti i prisustva §uma u podacima
koji se koriste za treniranje matematickog modela vestatke neuronske mreze. Savremene
veStatke neuronske mreZe postaju kljuéni alat u ovoj oblasti medicinske neurodijagnostike, jer
omogucavaju automatsko otkrivanje skrivenih obrazaca u okviru EEG signala koji mogu biti
presudni za identifikaciju abnormalne mozdane aktivnosti kod pacijenata, kao §to su epilepticki
napadi, a potencijalno i neka druga stanja (npr. poremecaji spavanja).

U nastavku je dat primer primene koriS¢enja vestackih neuronskih mreza u klasifikaciji
EEG signala koji po definiciji arhitekture samih ve§tackih neuronskih mreza obuhvata nekoliko
kljuénih komponenti: ulazni sloj, skriveni slojevi 1 izlazni sloj, pri ¢emu svaki od ovih slojeva
ima specifi¢nu ulogu u procesu obrade EEG zapisa i donoSenju odluka tokom obrade EEG
signala. Ulazni sloj vestatke neuronske mreze je prva tacka kontakta sa sirovim EEG podacima
koji se dobijaju iz EEG signala. Opste je poznato da EEG signal, koji se cesto sastoji od
vremenskih serija sa visokim stepenom $uma i fluktuacija, zahteva efikasnu predobradu kako
bi se podaci transformisali u odgovarajuci numericki format. U ovoj fazi, podaci EEG signala
se mogu normalizovati, filtrirati upotrebom Butterworth ili Chebyshev filtera, odnosno na taj
nacin segmentirati u manje vremenske epohe. Segmentacija omoguc¢ava matematickom modelu
da obraduje manje, homogenije jedinice EEG zapisa, ¢ime se olakSava identifikacija klju¢nih
karakteristika podataka ekstrahovanih iz EEG signala.

Kao ekletantan primer transformacije podataka iz ulaznih kroz skrivene slojeve
veStackih neurona, navodi se primer kako prilikom analize EEG signala za detekciju
epileptickih napada ulazni sloj veStatke neuronske mreze prima serije EEG podataka koje
sadrze informacije o frekvencijama i amplitudama EEG signala, a nakon toga ovi sirovi EEG
podaci se zatim prosleduju skrivenim slojevima veStacke neuronske mreze, koji ¢e izvrsiti dalju
ekstrakciju osobina EEG signala. U nastavku ovog nauc¢no-istrazivatkog rada su detaljno
prikazani razradeni primeri prethodno opisanih obrada podataka sa opisima grafikona koji
ilustruju svaki korak.

Primer 1: Normalizacija podataka EEG signala

Proces normalizacije obezbeduje da svi EEG kanali imaju podatke u istom skalarnom
rasponu. U slucaju da se ne primeni proces normalizacije mozZe se desiti da matematicki model
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veitatke neuronske mreze moZe davati prioritet kanalima sa ve¢im amplitudama (npr. frontalni
kanali) umesto onima sa manjim ali informativnijim signalima (npr. potiljac¢ni alfa talasi).

U tom smislu proces normalizacije obezbeduje da svi EEG kanali imaju podatke u istom
skalarnom rasponu i na taj nacin se izbegava moguénost da matematicki model vestacke
neuronske mreZe daje prioritet kanalima sa ve¢im amplitudama.

150 Nenormalizovani EEG signali Min-Max Normalizovani EEG signali
5 T

100

-]
>

amplituda (V)

Normalizovana amplituda
e
4

— Fz
—
— PZ

=150

3 4 5 ] 1 2 3 4 5
vreme (s) vreme (s}

Slika 7: Uticaj Min-Max normalizacije na EEG signale

e Levi panel: Na levom panelu grafikona su prikazani nenormalizovani EEG signali za
cetiri kanala: F,, C,, P, 1 0,. Na a X-osi je vreme od 0 do 5 sekundi, dok je ¥-os izrazen
u mikrovoltima (pV) sa opsegom od -150 do 150 uV. Primetic¢ete da kanali Fz i Cz
imaju vece amplitude, dok su amplitude kanala P, i O, znatno nize. Ova razlika moze
dovesti do pristrasnosti u modelima za analizu podataka.

o Podaci: Nenormalizovani EEG signal sa 4 kanala (F,,C,, P, i 0,).
o Osi: X-osa Vreme (0-5 s), Y-osa Amplituda (uV) u rasponu [—150, 150] pV.

o ZapaZanje: Kanali 0, i P, imaju niZe amplitude (-50 do 50 puV) u odnosu na F,
i€, (-150 do 150 pV).

« Desni panel: Na desnom panelu prikazani su isti signali nakon primene Min — Max
normalizacije. Svi kanali su skalirani tako da su njihove vrednosti unutar opsega [0, 1].
Ova standardizacija omogucava da svaki kanal ima jednak uticaj prilikom obrade EEG
signala, ¢ime se smanjuje moguc¢nost da matematicki model vestacke neuronske mreze
favorizuju kanale sa ve¢im amplitudama.

o Podaci: Normalizovani signal koriste¢i Min-Max metod (raspon [0, 1]).
o Osi: X-osa Vreme (0-5 s), Y-osa Normalizovana amplituda.

o ZapazZanje: Amplitude svih kanala EEG signala su skalirane na isti raspon, §to
olakSava poredenje.

Normalizacija smanjuje uticaj varijabilnosti uredaja i povecava stabilnost gradijenata
tokom obuke matematickog modela veStacke neuronske mreze. Prethodno su diskutovane
aktivacione funkcije, ali u ovom kontekstu, kljuéni je grafikon koji ilustruje efekat
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normalizacije EEG signala. Na grafikonu se jasno vidi kako se amplituda svih kanala
izjednacava, §to omogucava precizniju obradu podataka.

Min — Max normalizacija je esencijalna u obradi EEG podataka jer omogucava
uniformnost u ulaznim EEG signalima, ¢ime se matematickim modelima vestacke neuronske
mreze osigurava da svi kanali doprinose jednako. Ovo je naro¢ito vazno u aplikacijama
medicinske neurodijagnostike, gde preciznost u detekciji abnormalnosti direktno utice na
kvalitet dijagnoze i, posredno, na zdravstvene ishode pacijenata.

Prethodno prikazni grafikon Min — Max normalizacije EEG signala, generisan je na
osnovu simuliranih sintenti¢kih podataka, te pruza vizuelnu potvrdu vaZznosti normalizacije u
analizi EEG signala, "Slika 7. Uticaj Min — Max normalizacije na EEG signale (adaptirano
prema eksperimentalnoj simulaciji, Radomirovic, 2025)."

Izvorni Python kod za _Slika 7. Uticaj Min — Max normalizacije na EEG signale
(adaptirano prema eksperimentalnoj simulaciji, Radomirovic, 2025)*.

import numpy as np

import matplotlib.pyplot as plt

# Generisanje vremenskog vektora (0 do 5 sekundi)
t = np.linspace(0, 5, 500)

# Simulacija EEG signala:

# Kanali Fz i Cz imaju veée amplitude (multiplikator 150)
Fz =150 *np.sin(2 * np.pi * 1 * 1)

Cz=150*np.cos(2 *np.pi *1 *t)

# Kanali Pz i Oz imaju nize amplitude (multiplikator 50)
Pz = 50 * np.sin(2 * np.pi * 1 * 1)

Oz =50 * np.cos(2 * np.pi * 1 * 1)

# Kreiranje levog panela: Nenormalizovani EEG signali
plt.figure(figsize=(14, 6))
plt.subplot(l, 2, 1)

plt.plot(t, Fz, label="Fz’)

plt.plot(t, Cz, label='Cz)

plt.plot(t, Pz, label="Pz')

plt.plot(t, Oz, label='0z")
plt.xlabel('Vreme (s)")
plt.ylabel('Amplituda (V)"
plt.title('Nenormalizovani EEG signali')
plt.ylim([-150, 1507)

58




plt.legend()

# Funkcija za Min-Max normalizaciju
def min_max_normalize(x):

return (x - np.min(x)) / (np.max(x) - np.min(x))

# Normalizacija signala za svaki kanal
Fz_norm = min_max_normalize(Fz)
Cz_norm = min_max_normalize(Cz)
Pz_norm = min_max_normalize(Pz)

0Oz_norm = min_max_normalize(Oz)

# Kreiranje desnog panela: Normalizovani EEG signali
plt.subplot(, 2, 2)

plt.plot(t, Fz_norm, label="Fz")

plt.plot(t, Cz_norm, label="Cz)

plt.plot(t, Pz_norm, label="Pz")

plt.plot(t, Oz_norm, label="0z")
plt.xlabel('Vreme (s)")
plt.ylabel('Normalizovana amplituda’)
plt.title('Min-Max Normalizovani EEG signali’)
plt.ylim([0, 1])

plt.legend()

plt.tight_layout()
plt.show()

Algoritam 4: Python kod Min-Max normalizacije na EEG signale

Primer 2: Filtriranje Suma u EEG signalima

Opste je poznata ¢injenica da su EEG signali podlozni $umu iz vise izvora, gde na primer

u okviru EEG signala mogu se javiti artefakti pokreta ociju (Electrooculography, EOG),
miSi¢ni Sum (Electromyography EMG) ili elektromrezni $um od 50/60 Hz, koji se ¢esto
detektuje kao periodiéni impulsi u EEG signalu. Ovi Sumovi mogu znatno oteZati analizu EEG
podataka, posebno u aplikacijama poput onih u domenu medicinske neurodijagnostike, gde su
preciznost i pouzdanost klju¢ni. Da bi se smanjio uticaj neZeljenih visokofrekventnih

komponenti, ¢esto se primenjuju digitalni filteri.

Butterworth filter je jedan od najée$ce koriScenih filtera zbog svoje glatke frekventne

karakteristike. Niskopropusni Butterworth filter, sa grani¢nom frekvencijom od 40 Hz, izuzetno
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efikasno uklanja visokofrekventne komponente iz EEG signala. Nasuprot tome, Chebyshev
filter moZze pruziti strmiji pad u frekventnom domenu, ali uz moguénost pojave oscilacija u
propusnom opsegu EEG signala, §to pak moZe biti neZeljeno u nekim primenama.

U kontekstu filtriranja EEG signala, cilj je ocuvati bitne informacije, kao $to su alfa
talasi, koji se obi¢no javljaju u frekvencijskom opsegu oko 8-12 Hz, dok se eliminiu neZeljeni
Sumovi. Na dole prikazanom grafikonu ,,Slika 8: Filtriranje Suma u EEG signalima Butterworth
niskopropusnim filterom™, gornji deo prikazuje sirovi EEG signal sa vidljivim 50 Hz $umom,
dok donji deo prikazuje isti EEG signal nakon primene Butterworth filtera Cetvrtog reda.

Ovaj pristup omogucava bolju vizuelizaciju relevantnih talasnih obrazaca, jer se
amplituda EEG signala normalizuje kroz sve kanale, ¢ime se smanjuje pristrasnost prema
kanalima sa ve¢im amplitudama.

Sirovi EEG signal sa 50 Hz Sumom
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Slika 8: Filtriranje $uma u EEG signalima Butterworth niskopropusnim filterom

o Gornji panel: Prikazuje sirovi EEG signal sa dodatim 50 Hz Sumom. Ovaj Sum
se manifestuje kao periodi¢ni imuplsi koji mogu preplaviti EEG signal i samim
time oteZati detekciju obrazaca bitnih za kasnije procese obrade a koji se nalaze
u samom EEG zapisu.

o Donji panel: Prikazuje filtrirani EEG signal nakon primene Butterworth filtera
¢etvrtog reda sa grani¢nom frekvencijom od 40 Hz. Filtrirani EEG signal
pokazuje znacajno smanjenje visokofrekventnog $uma, $to pak omogucéava
jasnije prepoznavanje relevantnih talasnih obrazaca kao $to su alfa talasi.

Ovakav proces filtriranja je klju¢an u obradi EEG siganala, jer normalizacija EEG
podataka omogucava da matematicki modeli vestacke neuronske mreZze i drugi analiticki alati
preciznije detektuju promene u mozdanoj aktivnosti, ¢ime se poboljSava tac¢nost dijagnoze
neurolo8kih poremecaja kod pacijenata.
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Primena digitalnih filtera, kao $to su Butterworth i Chebyshev filteri, omogucava
istraziva¢ima da eliminiSu nezeljene komponente EEG signala, ¢ime se fokus prebacuje na
vazne komponente EEG signala koji su bitni za klini¢ku interpretaciju EEG zapisa (Oppenheim
& Schafer, 2010).

Izvorni Python kod za "Slika 8. Filtriranje Suma u EEG signalima Butterworth
niskopropusnim filterom (adaptirano prema eksperimentalnoj simulaciji, Radomirovi¢, 2025)."

import numpy as np
import matplotlib.pyplot as plt
from scipy.signal import butter, filtfilt

# Definisanje funkcije za kreiranje pip
def butter_lowpass(cutoff, fs, order=4):
nyqg = 0.5 * fs # Nyquist frekvencija
normal_cutoff = cutoff / nyq
b, a = butter(order, normal_cutoff, btype='low', analog=False)
return b, a

# Funkcija za primenu filtera

def lowpass_filter(data, cutoff, fs, order=4):
b, a = butter_lowpass(cutoff, fs, order=order)
y = filtfilt(b, a, data)

returny

# Parametri simulacije
fs = 500 # Frekvencija uzorkovanja u Hz

t = np.linspace(0, 5, fs * 5) # VVremenski vektorza 5 sekundi

# Kreiranje sintetickog EEG signala: osnovni signal + 50 Hz um

# Osnovni EEG signal: sinusoidni signal koji predstavlja alfa talase (10 Hz)
eeg_signal = 100 * np.sin(2 * np.pi * 10 * 1)

# Sum: sinusoidna komponenta na 50 Hz koja simulira mrezni §um

noise = 50 * np.sin(2 * np.pi * 50 * t)

# Kombinovani signal: EEG signal sa Sumom

raw_signal = eeg_signal + noise

# Primena Butterworth niskopropusnog filtera sa cutoff frekvencijom 40 Hz
filtered_signal = lowpass_filter(raw_signal, cutoff=40, fs=fs, order=4)

# Kreiranje grafikona
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plt.figure(figsize=(14, 8))

# Gornji panel: Sirovi EEG signal sa Sumom
plt.subplot(2, 1, 1)

plt.plot(t, raw_signal, label="Sirovi EEG signal’)
plt.xlabel('Vreme (s)')

plt.ylabel('Amplituda (pV)")

plt.title('Sirovi EEG signal sa 50 Hz Sumom’)
plt.legend()

plt.grid(True)

# Donji panel: Filtrirani EEG signal

plt.subplot(2, 1, 2)

plt.plot(t, filtered_signal, color="orange', label="Filtrirani EEG signal’)
plt.xlabel('Vreme (s)')

plt.ylabel('Amplituda (pV)')

plt.title('EEG signal nakon primene Butterworth niskopropusnog filtera (cutoff=40
Hz)')

plt.legend()

plt.grid(True)

plt.tight_layout()
plt.show()

Algoritam 5: Python kod filtriranje EEG signala Butterworth niskopropusnim filterom

U gornjem Python kodu, sinteticki EEG signal se kreira kao sinusoidna komponenta od
10 Hz, koja predstavlja osnovnu frekvenciju alfa talasa, uz dodatak sinusoidnog Suma na 50 Hz
koji simulira elektromrezni Sum. Primena Butterworth niskopropusnog filtera ¢etvrtog reda sa
cutoff frekvencijom od 40 Hz omogucava da se uklone visokofrekventne komponente (50 Hz
Sum), dok se osnovni EEG signal zadrzava. Rezultat filtriranja je EEG signal koji ima znac¢ajno
smanjen Sum, ¢ime se olak3ava dalja analiza i interpretacija podataka u kontekstu medicinske
neurodijagnostike.

Grafikoni generisani ovim Python kodom ilustruju pre i posle filtriranja: gornji panel
prikazuje sirovi EEG signal sa izrazenim 50 Hz $umom, dok donji panel prikazuje filtrirani
EEG signal, gde su visoke frekvencije uspesno uklonjene. Ovakav pristup filtriranja omogucava
da se analiziraju samo relevantni EEG signali, ¢ime se poboljsava tacnost daljih analiza, kao
Sto je automatska detekcija abnormalnih obrazaca u EEG signalu kod pacijenata.

Primer 3: Segmentacija podataka

Segmentacija podataka predstavlja klju¢nu tehniku u analizi EEG signala, posebno kada
je cilj detekcija kratkotrajnih dogadaja kao $to su epilepticki impulsi kod pacijenata. Ova
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metoda podrazumeva deljenje kontinuiranog EEG signala u manje epohe, koje obi¢no traju od
I do 4 sekunde. Takva podela omogucava detaljniju analizu dinamike EEG signala, jer se u
svakoj vremenskoj epohi mogu preciznije identifikovati promene u amplitudi, frekvenciji i
obrascima koji se javljaju tokom kratkih vremenskih intervala.

Segmentacija je naroCito znacajna jer EEG signale karakteriu visoka varijabilnost i
prisustvo inherentnog Suma, $to oteZzava analizu kada se gleda ceo kontinuirani zapis EEG
signala. Deljenjem EEG signala na manje vremenske epohe, moguce je izolovati specifi¢ne
obrasce i prilagoditi obradu podataka tako da se istaknu dominantne frekvencije, poput alfa
talasa koji se obi¢no javljaju u intervalu od 8 do 12 Hz.

Primer segmentacije, gde se ulazni EEG signal deli u segmente duZine od jedne sekunde,
omogucava matematickim modelima ve$tackih neuronskih mreza da bolje ,,razumeju” lokalne
karakteristike EEG signala. Ovo je posebno korisno u medicinskoj neurodijagnostici, gde
precizno odredivanje promena u EEG zapisima moze ukazati na pocetak epilepti¢kih napada ili
drugih abnormalnosti kod pacijenata.

w

egmentacija EEG signala u epohe

Originalni EEG signal
a0 — Epcha 1
— Epoha 2
— Epoha 3
—— Epoha 4
Epoha 5

Ampliteda (V)
a
—————

Vreme (5)
Slika 9: Segmentacija podataka EEG signala na vremenske epohe

Vizuelni prikaz segmentacije obi¢no se realizuje tako $to se kontinuirani EEG signal
prikazuje kao niz uzastopnih segmenata, pri ¢emu se granice izmedu vremenskih epoha
oznacavaju vertikalnim linijama.

Svaka vremenska epoha moze biti predstavljena razli¢itom bojom (npr. plava, zelena,
crvena) kako bi se olaksalo razlikovanje i pracenje promena tokom vremena. Ovakav pristup
omogucava istraziva¢ima da vrlo brzo uoce lokalne promene u okviru EEG signala i da dalje
primene algoritme za automatsku detekciju abnormalnosti u okviru EEG zapisa.

Segmentacija kao takva predstavlja jedan od osnovnih i po¢etnih koraka u obradi EEG
podataka koji omogucava ne samo smanjenje uticaja inherentnog Suma vec i povecanje
preciznosti u analizi i interpretaciji EEG signala, ¢ime se doprinosi boljoj i brzoj dijagnostici
neuroloskih poremecaja kod pacijenata.
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Slede¢i Python kod prikazuje primer segmentacije sintetickog EEG signala u vremenske
epohe od 1 sekunde, gde se svaka vremenska epoha prikazuje u drugoj boji radi lak3e
vizualizacije kompletnog EEG zapisa, a granice izmedu vremenskih epoha su oznadene
vertikalnim linijama. Izvorni Python kod za " Slika 9: Segmentacija podataka EEG signala na
vremenske epohe (adaptirano prema eksperimentalnoj simulaciji, Radomirovi¢, 2025)."

import numpy as np
import matplotlib.pyplot as plt
from scipy.signal import butter, filtfilt

# Parametri simulacije

fs = 250 # Frekvencija uzorkovanja (Hz)

duration = 5 # Ukupno trajanje signala (s)

t = np.linspace(0, duration, fs * duration) # Vremenski vektor

# Kreiranje sinteti¢kog EEG signala: sinusoidni signal sa dominantnom frekvencijom
alfa talasa (10 Hz) + dodatni sum

eeg_clean =50 * np.sin(2 * np.pi * 10 *1)

noise = 10 * np.random.randn(len(t))

eeg_signal = eeg_clean + noise

# Definisanje trajanja epohe u sekundama
epoch_duration = 1 # 1 sekunda po epozi
epoch_samples = int(fs * epoch_duration)
num_epochs = len(t) // epoch_samples

# Generisanje boja za svaki segment

colors = ['blue’, 'green’, 'red’, 'purple’, 'orange']

# Kreiranje figure
pltfigure(figsize=(14, 8))
pltplot(t, eeg_signal, color="lightgray', label="Originalni EEG signal’) # crni sirovi signal

u pozadini

# Segmentacija signala i prikazivanje segmentovanih epoha sa razli¢itim bojama
foriin range(num_epochs):

start = i * epoch_samples

end = start + epoch_samples

epoch_t = t[start:end]

epoch_signal = eeg_signal[start:end]

plt.plot(epoch_t, epoch_signal, color=colors[i % len(colors)], linewidth=2,
label=f'Epoha {i+1}')
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plt.axvline(x=t[end-1], color="k’, linestyle="--", linewidth=0.8) # vertikalna linija na
kraju epohe

pltxlabel('Vreme (s))

pltylabel(Amplituda (puV)")

plttitle('Segmentacija EEG signala u epohe’)

pltlegend()

plt.grid(True)

plttight_layout()

pltshow()

Algoritam 6: Python kod segmentacije podataka u EEG signalima u vremenske epohe

U gore navedenom primeru, sinteticki EEG signal se kreira kao sinusoidna komponenta
koja simulira alfa talase, uz dodatak slu¢ajnog Suma. Nakon toga EEG signal se zatim deli na
vremenske epohe duZine od jedne sekunde. Svaka vremenska epoha se prikazuje u drugacijoj
boji, $to omogucava vizuelno razlikovanje segmenata EEG signala. Vertikalne linije se dodaju
na kraju svake vremenske epohe kako bi se jasno oznacile granice izmedu segmenata EEG
signala. Takav prikaz oc¢igledno pomaze u analizi dinamike EEG zapisa, Sto je od klju¢nog
znacaja u medicinskoj neurodijagnostici.

Primer 4: Ekstrakcija karakteristika EEG signala

Ekstrakcija karakteristika predstavlja klju¢nu fazu u obradi EEG signala, jer omogucava
redukciju dimenzionalnosti podataka i istice one informacije koje su bioloski i medicinski
relevantne. Poznata je ¢injenica da EEG signali sadrze bogat spektar informacija koje se mogu
opisati kroz vise aspekata, gde kao klju¢ne karakteristike EEG signala izdvajamo:

« Frekvencijski pojasevi: EEG signal se sastoji od razli¢itih frekvencijskih pojaseva, a
medu najznacajnijima su:

o Delta: 0.54 Hz koji je povezan sa dubokim snom ili teSkim oStecenjima
mozdane aktivnosti.

o Theta: 48 Hz koji se ¢esto posmatra u stanjima pospanosti i kreativnog
razmisljanja.
o Alfa: 8-12 Hz koji je karakteristican za opuStenu budnost, narocito sa

zatvorenim o¢ima.

o Beta: 12-30 Hz koji je povezan sa aktivnim razmisljanjem, koncentracijom i
anksioznosc¢u.

o Gama: >30 Hz koji je povezano sa visoko-kognitivnim procesima i
integracijom informacija.

« Vremenske osobine: Ove osobine se odnose na promene u amplitudama EEG signala
tokom vremena, kao na primer:

o Amplitude impulsa: [znenadne promene amplitude impulsa EEG signala mogu
ukazivati na epilepticke napade ili druge abnormalnosti.
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o Hjorth parametri: Merenje mobilnosti (koliko brzo se EEG signal menja) i
slozenosti EEG signala pruza dodatne informacije o dinamic¢koj strukturi samog
EEG zapisa.

» Statisticke mere: U analizi EEG signala, statisticke mere kao $to su standardna
devijacija i entropija koriste se za kvantifikovanje varijabilnosti i nesigurnosti u EEG
podacima. Ove mere mogu pomo¢i u identifikaciji znacajnih promena u obrascima
podataka kod EEG signala.

Spektrogram EEG signala sa oznacenim frekvencijskim pojasevima
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Slika 10: Spektrogram karakteristika EEG signal

Gore navedeni grafikon ,.Slika 10: Spektrogram karakteristika EEG signala® prikazuje
spektrogram EEG signala, u kome su jasno oznaceni frekvencijski pojasevi kao $to su delta,
theta, alfa i beta. Toplotna mapa koristi boje da prikaZze intenzitet frekvencijskih komponenti
EEG signala gde podrucja sa visokom snagom u alfa opsegu bice prikazana crvenom bojom,
dok podru¢ja sa niZom snagom mogu biti prikazana u hladnijim tonovima (plava ili zelena). U
nastavku ovog nau¢no-istrazivackog rada je prikazan opis grafikona sa "Slika 10: Spektrogram
karakteristika EEG signala™ dobijen ekstrakcijom karakteristika sintetickog EEG signala:

e X-osa: Vreme (u sekundama)
« Y-osa: Frekvencija (u Hz)

Ovaj spektrogram omogucava vizuelnu analizu kako se frekvencijski sadrzaj EEG
zapisa se menja tokom vremena, ¢ime se isti¢u vazne karakteristike EEG signala koje mogu biti
od presudnog znacaja za dalju analizu, npr. identifikaciju abnormalnih obrazaca koji ukazuju
na epilepticke napade kod pacijenata. Slede¢i Python kod generiSe spektrogram sintetickog
EEG signala, gde se frekvencijski pojasevi jasno isticu pomocu toplotne mape. Ovaj primer
simulira EEG signal sa dominantnom alfa komponentom i dodatnim Sumom, a spektrogram
prikazuje distribuciju snage signalnih frekvencija EEG signala tokom vremena. Izvorni Python
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kod za "Slika 10: Spektrogram karakteristika EEG signala (adaptirano prema eksperimentalnoj
simulaciji, Radomirovi¢, 2025)."

import numpy as np
import matplotlib.pyplot as plt
from scipy.signal import spectrogram

# Parametri Spektogram simulacije
fs = 250 # Frekvencija uzorkovanja (Hz)
duration = 10 # Trajanje signala u sekundama

t = np.linspace(0, duration, fs * duration, endpoint=False)

# Kreiranje sinteti¢kog EEG signala:

# Simuliramo signal sa dominantnom alfa frekvencijom (10 Hz) i dodatnim Sumom
alpha_wave = 50 * np.sin(2 * np.pi * 10 * 1)

noise = 15 * np.random.randn(len(t))

eeg_signal = alpha_wave + noise

# |zraéunavanje spektrograma
f, t_spec, Sxx = spectrogram(eeg_signal, fs=fs, window="'hann', nperseg=fs//2,

noverlap=fs//4)

# Konvertovanje snage u decibele
Sxx_db =10 * np.log10(Sxx + 1le-10) # Dodajemo malu konstantu da izbegnemo log(0)

# Kreiranje grafikona

pltfigure(figsize=(14, 8))

plt.pcolormesh(t_spec, f, Sxx_db, shading="gouraud', cmap="viridis")
plttitle('Spektrogram EEG signala sa oznaeenim frekvencijskim pojasevima')
pltylabel('Frekvencija (Hz)')

pltxlabel('Vreme (s)")

cbar = plt.colorbar()

cbar.set_label('Snaga (dB)")

plt.ylim([0, 40]) # Fokus na frekvencijski opseg do 40 Hz, gde se nalaze delta, theta, alfai beta
pojasevi

plt.tight_layout()

plt.show()

Algoritam 7: Python kod za ekstrakciju karakteristika EEG signala
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U nastavku se navodi objaSenje za izvorni Python kod za ,Slika 10: Spektrogram
karakteristika EEG signal (adaptirano prema eksperimentalnoj simulaciji, Radomirovic,
2025)«.

« Generisanje signala:

o Postavlja se frekvenciju uzorkovanja (f;) na 250 Hz i trajanje signala na 10
sekundi.

o Kreira se sinteti¢ki EEG signal koji se sastoji od dominantne alfa komponente
(10 Hz sinusoid) i dodatnog slu¢ajnog $uma.

e Izra¢unavanje spektrograma:

o Koristi se funkcija spectrogram iz Python SciPy biblioteke da bi se dobili
spektrogram EEG signala. Parametri kao $to su veli¢ina prozora i preklapanje
su podeseni da bi se dobio glatki spektrogram.

o Rezultat S, predstavlja snagu EEG signala na razliitim frekvencijama i
vremenima, a zatim se konvertuje u decibele radi bolje vizualizacije.

« Vizuelizacija:

o Pomocu pcolormesh funkcije iz Python Matplotlib biblioteke, spektrogram se
prikazuje kao toplotna mapa, gde boje predstavljaju snagu EEG signala.

o Ose grafikona su postavljene tako da X-osa predstavlja vreme, a Y-osa
frekvenciju. Grafikon se fokusira na frekvencijski opseg EEG signala do 40 Hz,
koji obuhvata najvaznije EEG frekvencijske pojaseve signala (delta, theta, alfa,
beta).

Gore prikazani primer spektograma EEG signala jasno demonstrira kako se ekstrakcija
karakteristika/atributa EEG zapisa moZe vizuelno prikazati, odnosno kako se moZe koristiti za
identifikaciju kljuénih frekvencijskih komponenti EEG signala, 5to je od izuzetne vaZznosti u
medicinskoj neurodijagnostici kod pacijenata.

Primer 5: Prostorna obrada EEG signala

Metode prostorne obrade, kao §to je metoda zajednickih prostornih modela (Common
Spatial Patterns, CSP), kljutne su za analizu prostorne strukture EEG signala. Algoritam
zajednickih prostornih modela je posebno dizajniran da istraZi prostorne odnose izmedu
elektroda i da maksimizira varijansu EEG signala izmedu dve ciljne klase.

Konkretno u zadacima koji ukljucuju klasifikaciju pokreta, metoda zajednickih
prostornih modela moze da istakne razlike izmedu pokreta leve i desne ruke. Osnovna ideja
algoritma zajednickih prostornih modela je da transformise originalni EEG signal u prostor gde
su EEG signali razli¢itih klasa $to je moguce viSe razdvojeni.

Ova transformacija omogucava da se globalni $um, koji se pojavljuje u svim kanalima
EEG signala, filtrira, dok se fokusira na lokalne obrasce koji su bioloski i medicinski relevantni
za dalju obradu matemati¢kim modelima veStatke neuronske mreZze.

Graficki prikaz ovog procesa moze biti predstavljen u dva panela:
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Prostorna filtracija koriscenjem CSP algoritma

Topografska mapa sirevih EEG amplituda CSP komponenta - Prva kompenenta
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Slika 11: Obrada EEG signala metodom zajedni¢kih prostornih modela (CSP)

e Levi panel: Prikazuje topografsku mapu sirovih EEG amplituda prikupljenih sa 32
kanala/elektroda. Ova topografska mapa se dobija interpolacijom vrednosti dobijenih sa
elektroda na modelu glave pacijenta, $to pak omogucava vizuelnu interpretaciju
prostorne raspodele EEG zapisa. Na ovakvoj mapi mogu se primetiti regionalne
varijacije, gde neki kanali (npr. frontalni) imaju vece amplitude, dok drugi (npr.
potilja¢ni) pokazuju nize vrednosti.

e Desni panel: Prikazuje rezultate primene algoritma zajednickih prostornih modela
(CSP), odnosno prve komponente algoritma zajednickih prostornih modela, koja
maksimalno naglasava razlike izmedu dve klase (npr. pokret leve vs. desne ruke). U
ovom prikazu, vektorski grafikon pokazuje doprinos pojedinih elektroda (prema 10-20
sistemu) u formiranju komponente zajednickih prostornih modela. Na ovaj nacin se
dobija uvid u to koji kanali EEG signala imaju najvec¢i uticaj na razlikovanje izmedu
klasa, ¢ime se identifikuju lokalni obrasci relevantni za kasniju klasifikaciju.

Prostorna obrada zajednickih prostornih modela ima viSestruke prednosti u primeni
vestackih neuronskih mreza u medicinskoj neurodijagnostici. Pre svega, omogucava da se EEG
zapisi, koji su ¢esto zagadeni globalnim (iheretnim) umom, transformi3u u prostor gde se isticu
specifi¢ne, lokalne karakteristike EEG signala.

Ovo je posebno korisno u detekciji epileptickih napada, gde su suptilne promene u
elektricnoj aktivnosti mozda pacijena kriti¢ne za pravovremenu dijagnozu. Primena algoritma
zajednickih prostornih modela moZe poboljSati ta¢nost matematickog modela vestacke
neuronske mreze u zadacima klasifikacije pokreta, jer se fokusira na informacije koje su
direktno povezane sa funkcionalnim aktivnostima mozga pacijenta.

U nastavku ovog naucno-istrazivackog rada se nalazi primer Python koda koji simulira
proces opisanog kao algoritam zajednickih prostornih modela. Python kod generise dva
graficka panela, prvi graficki panel sa topografskom mapom sintetickih sirovih EEG amplituda,
a drugi graficki panel prikazuje rezultate primene algoritma zajednickih prostornih modela.
Slede¢i Python kod se moZe koristiti kao osnova za vizuelizaciju i dalje istraZivanje prostorne
obrade EEG signala.
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import numpy as np
import matplotlib.pyplot as plt
from scipy.interpolate import griddata

# Simulacija podataka za algoritam zajednitkih prostomih modela
np.random.seed(42)
n_channels = 32

# Generisanje slu¢ajnih pozicija elektroda na povrsini glave (u 2D prostoru)
# Pretpostavlja se jednostavan model gde se pozicije kre¢u unutar kruga
angles = np.linspace(0, 2*np.pi, n_channels, endpoint=False)

radii = np.random.uniform(0.5, 1.0, n_channels)

electrode_x = radii * np.cos(angles)

electrode_y = radii * np.sin(angles)

# Simulacija sirovih EEG amplituda (pV) za svaki kanal

raw_amplitudes = np.random.uniform(-150, 150, n_channels)

# Simulacija CSP komponente (prva komponenta koja naglasava razlike izmedu klasa)
# Pretpostavi se da CSP algoritam izdvoji pozitivne vrednosti za kanale koji imaju veéi
zZnacaj

csp_component = raw_amplitudes * np.random.uniform(0.5, 1.5, n_channels)

# Kreiranje grida za interpolaciju (za topografsku mapu)
grid_x, grid_y = np.mgrid[-1:1:200j, -1:1:200j]

# Interpolacija sirovih EEG amplituda
grid_raw = griddata((electrode_x, electrode_y), raw_amplitudes, (grid_x, grid_y),

method="cubic')

# Interpolacija CSP komponente
grid_csp = griddata((electrode_x, electrode_y), csp_component, (grid_x, grid_y),
method="cubic')

# Plotovanje grafikona

fig, axes = plt.subplots(l, 2, figsize=(16, 7))

# Levi panel: Topografska mapa sirovih EEG amplituda

cl = axes[0].imshow(grid_raw, extent=(-1, 1, -1, 1), origin="lower', cmap="jet")
axes[0].scatter(electrode_x, electrode_y, c="k’, s=50, label="Elektrode’)
axes[0].set_title( Topografska mapa sirovih EEG amplituda’)
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axes[0].set_xlabel('X pozicija')
axes[0].set_ylabel('Y pozicija)
axes[0].legend()

fig.colorbar(c1, ax=axes[0], orientation="vertical', label="Amplituda (pV)')

# Desni panel: CSP komponenta nakon obuke

c2 = axes[1].imshow(grid_csp, extent=(-1, 1, -1, 1), origin="lower', cmap="viridis")
axes[1].scatter(electrode_x, electrode_y, c="k’, s=50, label="Elektrode’)
axes[1].set_title('CSP komponenta - Prva komponenta')

axes[1].set_xlabel('X pozicija")

axes[1].set_ylabel('Y pozicija’)

axes[1].legend()

fig.colorbar(c2, ax=axes[1], orientation="vertical', label="CSP vrednost')

pltsuptitle('Prostorna filtracija koris¢enjem CSP algoritma’)
plttight_layout(rect=[0, 0.03, 1, 0.95])
pltshow()
Algoritam 8: Python kod za obrada EEG signala zajednickiim prostornim modelom (CSP)
U nastavku se navodi objasnjenje za izvorni Python kod za ,,Slika 11: Obrada EEG

signala metodom zajednickih prostornih modela (CSP) (adaptirano prema eksperimentalnoj
simulaciji, Radomirovic, 2025)".

« Simulacija podataka:

o Generi$u su slucajne 2D koordinate za 32 elektroda unutar kruga, simulirajuci
pozicije prema 10-20 sistemu.

o Slucajnim vrednostima dodeljuje su sirove amplitude sintetickog EEG signala u
rasponu od -150 do 150 pV'.

o Simulira se komponenta metode zajednickih prostornih modela tako sto se
modifikuju sirove amplitude sintetickog EEG signala kako bi se naglasili kanali
koji imaju ve¢i znacaj u razlikovanju izmedu klasa.

« Interpolacija:

o Koristi se griddata funkciju za interpolaciju podataka sa elektroda na 2D mrezu
koja predstavlja povr§inu glave pacijenta. Ovo omogucava generisanje glatkih
topografskih mapa za sirove amplitude sintetickog EEG signala i komponente
metode zajednickih prostornih modela.

* Vizuelizacija:

o Prvi graficki panel prikazuje topografsku mapu sirovih amplituda sintetickog
EEG signala, dok drugi panel prikazuje komponentu metode zajednickih
prostornih modela nakon obuke na sintetickim EEG zapisima.
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o Oba graficka panela ukljucuju scatter plot koji oznacava pozicije elektroda, a
toplotne mape (colorbars) vizualizuju vrednosti amplituda EEG zapisa i
vrednosti komponente metode zajednickih prostornih modela.

o Grafikon sadrzi odgovarajuce naslove, oznake osa i legendu kako bi se olak3alo
razumevanje prikazanih podataka.

Primer 6: Obrada EEG signala u veStackoj neuronskoj mrezi

Skriveni slojevi predstavljaju "srce" vestackih neuronskih mreza, gde se odvija vecina
obrade podataka i uéenja. U ovim slojevima, podaci se transformi$u kroz niz nelinearnih
operacija, koje omoguéavaju vestackoj neuronskoj mrezi da automatski otkrije i izvuce
kompleksne obrasce i strukture iz ulaznih podataka. U slu¢aju EEG signala, nizi skriveni slojevi
veStacke neuronske mreze mogu otkriti osnovne karakteristike poput promena u frekvencijama
i amplitudama, dok dublji slojevi ufe apstraktnije reprezentacije koje mogu ukazivati na
abnormalnosti, kao $to su epilepticki napadi ili specifi¢ne regionalne anomalije.

U praksi, skriveni slojevi ve$tacke neuronske mreze funkcioni$u kao hijerarhijski filteri,
gde se ulazni podaci, koji mogu biti sirovi i veoma kompleksni, prolaze kroz niz transformacija,
pri ¢emu svaka transformacija je vodena tezinskim parametrima i prethodno opisanim
aktivacionim funkcijama (kao $to su ReLU, Sigmoid i Tanh). Aktivacione funkcije uvode
nelinearnost u sistem vestactke neuronske mreze, ¢ime se omogucava matematickom modelu
veitatke neuronske mreze da "nauc¢i" nelinearne odnose koji nisu dostupni tradicionalnim
linearnim metodama. Ovakav pristup se ¢esto naziva u¢enjem predstavljenih karakteristika, jer
veitatka neuronska mreza automatski kreira hijerarhiju osobina koje olakSavaju kasniju
klasifikaciju ili predvidanje (Goodfellow, Bengio, & Courville, 2016).

U oblasti medicinske neurodijagnostike, skriveni slojevi vestacke neuronske mreze
imaju posebnu ulogu pri analizi EEG signala. EEG zapisi koji su inherentno kompleksni i
podlozni Sumovima, zahtevaju sofisticirane tehnike obrade. Istrazivanje Acharya et al. (2018)
pokazalo je da matematicki modeli bazirani na konvolucionim neuronskim mrezama (CNN)
mogu uspesno klasifikovati epileptiéne napade iz EEG signala, zahvaljuju¢i sposobnosti da
skriveni slojevi izdvoje klju¢ne obrasce u EEG signalu.

Iako je prethodno spomenuti rad (Acharya et al. 2018) nagla§avao upotrebu arhitekturu
konvolucione neuronske mreZze, isti princip se primenjuje i u rekurentnim neuronskim mrezama
(RNN) i posebnim modelima rekurentnih neuronskih mreZa kao sto su LSTM vestacke
neuronske mreze, gde se podaci "sloZe" u vise nivoa reprezentacije. Time se postiZe efikasna
ekstrakcija karakteristika/atributa EEG signala, $to omogucava preciznu identifikaciju
abnormalnosti u mozdanoj aktivnosti kod pacijenata. Skriveni slojevi vestatke neuronske
mreze ne samo da omogucavaju otkrivanje skrivenih obrazaca, ve¢ i pomazu u eliminaciji
inheretnog $uma. Nelinearne aktivacione funkcije automatski filtriraju irelevantne informacije,
fokusirajuéi vestacku neuronsku mrezu na signale od interesa u okviru EEG zapisa. Ovo je
posebno vazno u analizi EEG signala, gde prisustvo artefakata ili interferencija moZe znacajno
naru$iti tanost dijagnoze, a primena filtera, regularizazije, nelinearnih aktivacionih funkcija i
prethodno opisanih mehanizama omogucava matemati¢kom modelu ve§tacke neuronske mreze
da pruzi pouzdane rezultate, $to je pak od suStinskog znacaja za medicinsku neurodijagnostiku.
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Kao jedan od osnovnih primera koncepta aktivacije u nastavku je opisan viSeslojni
perceptron (MLP) model sa jednim skrivenim slojem. Slede¢i primer Python koda prikazuje
kako skriveni sloj ve3tacke neuronske mreZe transformi$e ulazne podatke. Ovaj primer koristi
jednostavan viseslojni perceptron (MLP) model sa jednim skrivenim slojem, te prikazuje kako
aktivaciona funkcija (u ovom slucaju ReLl) transformise ulazne vrednosti. Dati Python kod
takode generiSe grafikon koji vizuelno prikazuje distribuciju podataka pre i posle primene
aktivacione funkcije.

Transformacija podataka kroz skriveni sloj sa RelU aktivacijom

Rezultat linearne transformacije Rezultat RelU aktivacione funkcije

— RelU(z)

z=1%-2
Aktivirani izlaz

10.0 75 5.0 25 0.0 25 50 T3 10.0 10.0 7.5 50 2.5 0.0 2.5 50 7.5 10.0
Ulaz x Ulaz x

Slika 12: ReLU aktivaciona funkcija

U nastavku se navodi objaSenje za izvorni Python kod za “Slika 12. ReLU aktivaciona
funkcija (adaptirano prema eksperimentalnoj simulaciji, Radomirovic, 2025)™.

import numpy as np
import matplotlib.pyplot as plt

# Generisu se slugajni ulazni podaci
np.random.seed(42)
x = np.linspace(-10, 10, 400)

# Simulacija linearne transformacije: y = wx + b, gde su w=1.5ib=-2

w=15
b=-2
z=w*x+b

# Primena ReLU aktivacione funkcije: f(z) = max(0, z)
def relu(x):
return np.maximum(0, x)

a=relu(z)

# Kreiranje grafikona
pltfigure(figsize=(14, 6))
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# Prvi panel: Linearna transformacija
pltsubplot(l, 2, 1)

pltplot(x, z, color="blue’, label='z = 1.5x - 2')
plttitle('Rezultat linearne transformacije’)
pltxlabel('Ulaz x')

pltylabel(z = 1.5x - 2)

pltlegend()

plt.grid(True)

# Drugi panel: Rezultat ReLU aktivacije
pltsubplot(l, 2, 2)

pltplot(x, a, color="red', label="ReLU(z)")
plttitle('Rezultat ReLU aktivacione funkcije')
pltxlabel('Ulaz x")

pltylabel( Aktivirani izlaz')

pltlegend()

plt.grid(True)

pltsuptitle( Transformacija podataka kroz skriveni sloj sa ReLU aktivacijom’)
plttight_layout(rect=[0, 0.03, 1, 0.95])
plt.show()

Algoritam 9: Python kod za ReLU aktivacionu funkciju

Ulazni podaci: GeneriSe se niz vrednosti x u opsegu od -10 do 10, koji predstavljaju
ulazne vrednosti.

Linearno transformisanje: Primena linearne transformacije (v = w * x + b) simulira
operaciju koju vrsi ulazni signal pre primene aktivacione funkcije. Ovde se koristi fiksni
koeficijent w = 1.51 bias b = —2.

ReLlU aktivacija: Python funkcija relu primenjuje ReLU aktivacionu funkciju na
transformisane podatke, $to rezultira izlazom koji je nula za negativne vrednosti i
linearno raste za pozitivne vrednosti.

Vizuelizacija: Prvi grafikon prikazuje linearno transformisani signal, dok drugi
prikazuje rezultat primene ReLU funkcije. Ovo omogucava vizuelno poredenje i bolju
interpretaciju uloge skrivenog sloja.

Izlazni sloj predstavlja poslednju komponentu vestackih neuronskih mreza i ima klju¢nu

ulogu u generisanju konaénih odluka koje se koriste za klasifikaciju podataka. Njegova funkcija

je da, na osnovu transformacija koje su izvrSene u prethodnim (skrivenim) slojevima vesStackih
neuronskih mreza, prevede kompleksne interne reprezentacije podataka u jednostavan,

interpretabilan izlaz. Priroda izlaznog sloja direktno zavisi od zadatka koji se reSava, tako na
primer za regresione zadatke izlaz moze biti kontinualna vrednost, dok se za klasifikacione
zadatke Koristi se niz verovatnoca koje predstavljaju pripadnost odredenim kategorijama.
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U kontekstu medicinske neurodijagnostike epilepsije, model treniran na EEG signalima
prolazi kroz ulazni sloj, zatim kroz skriveni sloj gde se ekstraktuju relevantne karakteristike
EEG zapisa, a na kraju izlazni sloj koristi Softmax funkeiju kako bi generisao verovatnoce koje
ukazuju na prisustvo ili odsustvo epileptickih napada. Aktivaciona Softmax funkeija je kljuéna
u viseklasnoj klasifikaciji jer transformiSe ulazne vrednosti (logite) u skup verovatnoca ¢iji zbir
iznosi 1. U tom smislu ako matematicki model vestacke neuronske mreze skrivenih slojeva
generise izlazni vektor [2.0, 0.5] za dve klase, Softmax ¢e transformisati te vrednosti tako da,
na primer, dobijeni rezultat moze biti [0.85, 0.15]. Ovo se tumaci kao 85% verovatnoée da je
EEG signal ,,normalan“ i 15% verovatno¢e da ukazuje na epilepticki napad kod pacijenta.
Softmax funkcija se primenjuje na ulazni vektor z ¢ije komponente mogu biti bilo koji realni
brojevi, gde se Softmax funkcija se definise kao:

zj
o(z); = el

gde je z;-ta komponenta ulaznog vektora, a suma u imeniocu se vrsi preko svih
komponenti vektora. Ova transformacija pretvara ulazne vrednosti u verovatnoce, pri ¢emu su
vece vrednosti eksponencijalno naglasene, a sve vrednosti se normalizuju tako da zbir bude
jednak 1. Ovakav pristup omogucéava da se pacijenti efikasno klasifikuju na osnovu njihovih
EEG zapisa, ¢ime se poboljSava tacnost dijagnostike i omogucava brza intervencija, §to je od
presudnog znacaja za leCenje pacijenata.

Transformacija izlaznih vrednosti u verovatnoce pomocu softmax funkcije

Logiti
mam Softmax izlaz

2.00 A

1.75 4

1.50

1.25 4

1.00 4

Vrednosti

0.75 4

0.50 4

0.25 4

0.00 -
Klasa 1 Klasa 2 Klasa 3

Klasni indeksi

Slika 13: Primena Softmax aktivacione funkcije u klasifikaciji
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Primena Softmax funkcije u izlaznom sloju vestackih neuronskih mreza omogucava
transformaciju neobradenih izlaznih vrednosti u interpretabilan oblik verovatnoce. Ovo je
klju¢no u zadacima klasifikacije, posebno u medicinskoj dijagnostici epilepsije, gde preciznost
i brzina donosenja odluka mogu direktno uticati na ishode i samo leenje pacijenata.

Kroz integraciju ovakvih funkcija, matemati¢ki modeli postaju sposobni da automatski
klasifikuju EEG signale, ¢ime se unapreduje preciznost dijagnostike i omogucava
pravovremena intervencija. Prethodno navedni osnovni primer MLP, uz vizuelni prikaz
Softmax transformacije, ilustruje kako se napredne matematicke funkcije koriste u modernim
matemati¢kim modelima ve$tackih neuronskih mreZa za reSavanje realnih problema u
biomedicinskoj analizi podataka.

Izbor odgovarajuce aktivacione funkcije u izlaznom sloju vestacke neuronske mreze je
kriti¢an jer utice na interpretabilnost izlaza. Softmax je posebno koristan u viseklasnim
zadacima jer omogucava transparentno predstavljanje verovatnoéa, §to pomaze struénjacima da
donesu informisane odluke, osim toga ovaj pristup se lako kombinuje sa metodama
optimizacije, gde se minimiziraju funkcije greske (npr. unakrsna entropija) kako bi se
poboljsala preciznost matematickog modela tokom samog procesa treniranja matematickog
modela vestacke neuronske mreze.

Kako bi se ovaj koncept dodatno ilustrovao, slede¢i Python kod prikazuje graficki
primer Softmax funkcije. Ovaj grafikon simulira ulazne vrednosti iz izlaznog sloja veStacke
neuronske mrezZe i prikazuje kako Softmax funkcija transformise te vrednosti u verovatnoce, §to
je centralno za klasifikacione zadatke. Izvorni Python kod za "Slika 13. Primena Softmax
aktivacione funkcije u klasifikaciji (adaptirano prema eksperimentalnoj simulaciji,
Radomirovi¢, 2025)."

import numpy as np

import matplotlib.pyplot as plt

# Definisanje softmax funkcije

def softmax(x):
exp_x = np.exp(x - np.max(x)) # stabilizacija eksponencijalne funkcije
return exp_x / exp_x.sum(axis=0)

# Primer ulaznog vektora iz izlaznog sloja (npr. logiti)
¥ = nparray([2.0, 1.0, 0.1])
softmax_output = softmax(x)

# Kreiranje grafikona

fig, ax = pltsubplots(figsize =(8, 6))
bar_width = 0.5

index = np.arange(len(x))

# Prikaz originalnih ulaznih vrednosti (logiti) i softmax izlaza

ax.bar(index, x, bar_width, label ='Logiti’, color="skyblue’)

ax.bar(index + bar_width, softmax_output, bar_width, label="'Softmax izlaz', color="salmon’)
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ax.set_xlabel('Klasni indeksi')

ax.set_ylabel('"Vrednosti')

ax.set_title('Transformacija izlaznih vrednosti u verovatnoée pomaoéu softmax funkcije')
ax.set_xticks(index + bar_width / 2)

ax.set_xticklabels(['Klasa 1', 'Klasa 2', "Klasa 3'])

ax.legend()

plt.tight_layout()
plt.show()

Algoritam 10: Python kod Softmax aktivacione funkcije u klasifikaciji EEG signala

» Definisanje softmax funkcije: Softmax funkcija racuna eksponencijal svake vrednosti
u ulaznom vektoru, oduzima maksimalnu vrednost radi numericke stabilnosti, a zatim
normalizuje tako da zbir izlaznih vrednosti bude 1.

« Primer ulaznog vektora: Primer ulaznog vektora X sadrzi tri vrednosti koje mogu
predstavljati logite (neobradene izlazne vrednosti) iz poslednjeg sloja neuronske mreze.

« Kreiranje grafikona: Grafikon prikazuje dve grupe histograma: jednu za originalne
logite i drugu za transformisane vrednosti dobijene Softmax funkcijom. Na taj nacin se
jasno vidi kako se ulazne vrednosti transformisu u verovatnoce.

Prethodno prikazani grafikon omogucava vizuelno razumevanje procesa Softmax
transformacije podataka u izlaznom sloju veStackih neuronskih mreza, Sto je kljuéno za
interpretaciju rezultata klasifikacije. Efikasno predstavljanje verovatnoc¢a olaksava donoSenje
odluka u aplikacijama kao Sto je dijagnostika epilepsije, gde je preciznost kljucna ali isto tako
razumljivost i intepretabilnost same odluke sistema veStacke inteligencije.

Izlazni sloj vestackih neuronskih mreza igra presudnu ulogu u procesu donoSenja
odluka, posebno u klasifikacionim zadacima u medicinskoj neurodijagnostici. KoriS¢enjem
Softmax aktivacione funkcije, veStacka neuronska mreZa transformiSe ulazne vrednosti u
interpretabilne verovatnoce, omogucavajuci preciznu klasifikaciju EEG signala na osnovu
naucenih obrazaca.

Ovaj pristup, zajedno sa unapredenom arhitekturom skrivenih slojeva i efikasnim
metodama optimizacije, predstavlja temelj za razvoj naprednih matematickih modela vestackih
neuronskih mreZa koji mogu zna¢ajno unaprediti dijagnostiku neurolodkih poremecéaja. Kroz
integraciju ovih tehnologija, moguce je postici visoku tacnost i pouzdanost, §to direktno utice
na pravovremenu intervenciju i poboljsanje zdravstvenih ishoda kod pacijenata.

2.2.10.Evaluacija i performanse veStatke neuronske mreZe u neurodijagnostici
EEG signala

Da bi se osigurala efikasnost vestackih neuronskih mreza u neurodijagnostici u analizi
i tumacenju EEG signala, nakon zavriene obuke matematitkog modela veStatke neuronske
mreze sprovodi se evaluacija performansi pomocu standardnih metrika, kao §to su tacnost,
preciznost, osetljivost (senzitivnost) i specifinost.
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» Tacnost (Accuracy): lzratunava se kao odnos tacno klasifikovanih primera (TP + TN)
i ukupnog broja primera.

e Preciznost (Precision): Izratunava se kao odnos ispravno predvidenih pozitivnih
primera (TP) prema ukupnom broju primera predvidenih kao pozitivni (TP + FP).

o Osetljivost (Sensitivity/Recall): lzratunava se kao odnos ispravno prepoznatih
pozitivnih primera (TP) i ukupnog broja stvarnih pozitivnih primera (TP + FN).

« Specifi¢nost (Specificity): lzracunava se kao odnos ispravno prepoznatih negativnih
primera (TN) i ukupnog broja stvarnih negativnih primera (TN + FP).

Ove metrike sluze za kvantifikovanje uspe$nosti matematickog modela vestackih
neuronskih mreZa u prepoznavanju obrazaca i, narocito u kontekstu EEG signala, mogu znaciti
razliku izmedu taéne dijagnoze neuroloskih poremeéaja i pogresnih ili nepotpunih medicinskih
odluka. Visoka tacnost klasifikacije u EEG analizi direktno doprinosi pouzdano] dijagnostici,
dok smanjenje broja laznih pozitivnih i laznih negativnih odluka omogucéava sigurnije
donosenje medicinskih odluka.

Evaluacija matematickih modela vestackih neuronskih mreza obi¢no ukljuéuje podelu
podataka na ftrening, validacioni 1 test skup. Test skup omogucava nezavisnu procenu
performansi matematickog modela, a koris¢enjem metrika kao 3to su F1-vrednost, preciznost i
osetljivost, istraZzivati mogu objektivno da uporede razli¢ite matematicke modele i pristupe.
Pored toga, vazan je i aspekt racunske efikasnosti, odnosno brzine obrade i kompjuterskih
resursa potrebnih za treniranje, $to postaje kljutno u realnim klinickim uslovima gde su
vremenski odziv i skalabilnost matematickog modela od presudnog znacaja.

lako su u prethodnom periodu veStatke neuronske mreZe pokazale izuzetne performanse
u klasifikaciji EEG signala, izazovi u primeni ovih matematickih modela i dalje ostaju. Jedan
od glavnih izazova jeste obrada velikih koli¢ina podataka u realnom vremenu, $to zahteva dalju
optimizaciju matematickog modela vestackih neuronskih mreza kako bi se smanjili neophodni
racunarski resursi i ujedno povecala brzina obrade podataka. Budué¢i pravci istraZivanja
usmereni su ka razvoju adaptivnih matematickih modela koji mogu automatski da prilagode
svoje parametre u skladu sa promenama u ulaznim EEG podacima. Ovakav pristup omogucava
vestackim neuronskim mrezama da se efikasnije nose sa varijabilnoi¢u EEG signala, 3to je
naro¢ito vazno u dinami¢nim klinickim okruZenjima.

Pored toga, integracija Bayesovih metoda predstavlja jo$ jedan pravac istrazivanja, gde
bi se ukljuc¢ivanjem Bayesovih pristupa za procenu nesigurnosti u matemati¢kim modelima
vestackih neuronskih mreza, bi se mogao postici veci nivo pouzdanosti predvidanja, $to je opet
pak presudno u uslovima visokog $uma i varijabilnosti podataka, $to je o¢igledno sluc¢aj sa EEG
zapisima.

Primena hibridnih matemati¢kih modela koji kombinuju razlicite arhitekture, kao 5to su
na primer vestacke konvolucione neuronske mreze (CNN) ili pak Transformere, u buducnosti
¢e svakako omoguéiti bolju ekstrakciju i obradu informacija iz EEG signala, te samim time
pruZiti dodatne mogucnosti za preciznu medicinsku neurodijagnostiku.

Jo§ jedan izazov predstavlja povecéanje interpretabilnosti matematickog modela
vestackih neuronskih mreza. U medicinskoj dijagnostici, transparentnost odluka matematickog
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modela je od klju¢ne vaznosti, jer omogucava lekarima da razumeju osnovne principe na kojima
se donose odluke o dijagnozi i tretmanu. Razvoj tehnika koje omogucavaju dublje razumevanje
unutrasnjih procesa vestatkih neuronskih mreZa, kao $to su metode vizualizacije aktivacija i
analiza vaznosti ulaznih karakteristika, bice kljuéne za buduce primene ovih matematickih
modela u klinickoj praksi.

Sveobuhvatna primena vestackih neuronskih mreza u klasifikaciji EEG signala
predstavlja znacajan napredak u oblasti medicinske neurodijagnostike. Integracijom ulaznih,
skrivenih i izlaznih slojeva, vestacke neuronske mreze omogucavaju automatsko ucenje i
generalizaciju sloZenih obrazaca, $to rezultira visokim nivoom ta¢nosti i pouzdano$éu
predvidanja epilepti¢nih napada. Ovaj pristup ne samo da unapreduje proces dijagnostike
epilepsije, ve¢ otvara nove moguénosti za primenu multimodalnih vestatkih neuronskih mreza
u analizi drugih biomedicinskih podataka, poput snimaka magnetene rezonance, snimaka PET
skenera (Positron Emission Tomography, PET). kao idrugih signala.

Kao §to je detaljno opisano u nastavku ove naucno-istrazivacke studije, mnogobrojni
primeri pokazuju da matematicki modeli vestackih neuronskih mreZa upravo zasnovani na
LSTM arhitekturama, specijalno trenirani za obradu vremenskih serija EEG signala, mogu
posti¢i znatno bolje performanse u poredenju sa tradicionalnim pristupima, upravo zbog
njihove sposobnosti da uc¢e dugorotne zavisnosti i prepoznaju suptilne promene u elektri¢noj
aktivnosti mozga pacijenata (Acharya, Oh, Hagiwara, Tan, & Ng, 2018).

Nastavak istrazivanja u ovoj oblasti fokusirace se na razvoj efikasnijih, adaptivnih i
hibridnih modela koji ¢e biti sposobni da se bolje prilagode promenljivim uslovima u realnom
vremenu 1 potrebama klinicke prakse. Dalji rad na optimizaciji matematickog modela i
povecanju interpretabilnosti vestackih neuronskih mreza omoguéavace implementaciju ovih
sistema u klinickim okruzenjima, ¢ime ¢e se poboljsati zdravstveni ishodi pacijenata i
unaprediti medicinska dijagnostika na globalnom nivou.

Iz perspektive integracije matematiCkih osnova, razvo] vestackih neuronskih mreza je
rezultat sinergije linearne algebre, teorije verovatnoce i statistike, matematicke analize,
informacione teorije i metoda optimizacije. Linearna algebra pruza strukturu za predstavljanje
podataka, dok teorija verovatnoce omogucava kvantifikaciju nesigurnosti u podacima.
Matematicka analiza je osnova za izracunavanje gradijenata potrebnih za optimizaciju, a
informaciona teorija pomaze u maksimiziranju prenosa informacija kroz vestacku neuronsku
mreza. Kombinacija ovih disciplina omogucava vestackim neuronskim mrezama da automatski
otkriju i ekstraktuju skrivene obrasce, $to je kljucno za preciznu klasifikaciju i predvidanje.

U svetlu prethodno navedenog, jasno je da dalje unapredenje matematickih modela i
integracija naprednih matematickih metoda predstavlja temelj za buduce inovacije u oblasti
vestacke inteligencije.

Razvoj adaptivnih modela, primena Bayesovih metoda i hibridnih arhitektura, kao i
povecanje interpretabilnosti matemati¢kih modela ve§tackih neuronskih mreZa, bice kljuéni
pravci istrazivanja koji ¢e omoguciti precizniju i brzu dijagnostiku u kriticnim aplikacijama,
naroéito u medicinskoj neurodijagnostici.
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2.3. Specijalizovane arhitekture neuronskih mreza za obradu EEG
signala: RNN i LSTM

Duboke vestacke neuronske mreze (Deep Neural Network, DNN) su vrsta vestackih
neuronskih mreza koje se odlikuju velikim brojem skrivenih slojeva. Tradicionalne vestacke
neuronske mreze, s jednim ili dva skrivena sloja, Cesto se nazivaju "plitkim" neuronskim
mrezama, dok duboke neuronske mreze sa druge strane, mogu imati desetine pa ¢ak i stotine
skrivenih slojeva neurona u okviru same veStatke neuronske mreze.

Glavna razlika izmedu dubokih i plitkih veStackih neuronskih mreza lezi u njihovoj
sposobnosti u¢enja sloZenih, hijerarhijskih obrazaca koji se nalaze u ulaznim podacima. Svaki
sloj u vestackoj neuronskoj mrezi uéi da prepozna odredene karakteristike (atribute) ulaznih
podataka, u slu¢aju ovog naucno-istrazivackog rada ulazni podaci su EEG signali.

U plitkim vestackim neuronskim mrezama, skriveni slojevi moraju nauciti sve
karakteristike odjednom u jednom prolazu, §to mozZe biti izuzetno te$ko za slozene podatke koji
pri tome u najvecem broju slu¢ajeva imaju nelineranu prirodu i veoma kompleksne distribucije.
Sa druge strane, duboke neuronske mreze uée karakteristike podataka postupno, sloj po sloj.
Prvi slojevi uce jednostavne karakteristike, kao $to su na primer u domenu prepoznavanja
objekata ivice ili boje objekata na slici, dok kasniji slojevi uc¢e sloZenije karakteristike, kao $to
su sami oblici ili objekti.

Ova hijerarhijska struktura omogucuje da duboke neuronske mreze uée vrlo sloZene
obrasce gradeci sloZzene koncepte identifikacijom, pamcenjem i usvajanjem jednostavnijih
koncepata kroz sve skrivene slojeve duboke neuronske mreZe. Prakti¢no ovaj koncept ucenja
omogucava dubokim neuronskim mrezema da resavaju zadatke iz domena kao Sto su
prepoznavanje slika (Computer Vision, CV), prepoznavanje govora (Natural Language
Processing, NLP) 1 obrada/razumevanje prirodnog jezika (Natural Language Understanding,
NLU).

Duboke neuronske mreze nude nacelno nekoliko bitnih prednosti u odnosu na plitke
neuronske mreze:

* Sposobnost ucenja sloZenih obrazaca: Kao $to je prethodno naglaSeno, duboke
neuronske mreze mogu nauéiti vrlo sloZene, hijerarhijske obrasce, §to ih ¢ini prikladnim
za zadatke koji zahtevaju razumevanje slozenih odnosa u ulaznim podacima, kao i
podacima koji se prenose kroz slojeve duboke neuronske mreze.

* Automatsko ucenje Kkarakteristika/atributa: Duboke neuronske mreZze mogu
automatski uciti relevantne karakteristike/atribute iz sirovih ulaznih podataka, $to
eliminise potrebu za manuelnim podeSavanjem i prilagodavanjem karakterstika ulaznih
podataka.

« Smanjena potreba za velikim skupom podataka: U nekim slu¢ajevima, duboke
neuronske mreze mogu postici izuzetno dobre rezultate sa manjim skupovima podataka
nego plitke neuronske mreze, pre svega jer duboke neuronske mreZe mogu
generalizovati naucene obrasce na nove, nikad pre predstavljene podatke.

U nastavku ovog nauéno-istrazivatkog rada se navode samo neki od izazova sa kojima
se susrece proces implementacije (obuke) i koris¢enja dubokih neuronskih mreza:
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» Zahtevni za obuku: Obuka dubokih neuronskih mreZa moZze biti izuzetno teSka i
zahtevati velike skupove podataka kao i adekvatne kompjuterske resurse za skladi$tenje,
transport i procesiranje velikih koli¢ina podataka.

« Problem nestajanja gradijenata: U nastavku bice opisan jedan od najvecih problema
dubokih mreza koje mogu patiti od problema nestajanja gradijenata, a §to oteZava uéenje
u ranijim skrivenim slojevima duboke neuronske mreze.

e Sklonost pretreniranju: Duboke neuronske mreZe su takode sklone pretreniranju, $to
zna¢l da mogu nauciti previse specificne detalje trening podataka, te time umanjiti
spossbnost generalizacije i lo%e se pona3ati na novim podacima.

Dok su viseslojne perceptronske (MLP) vestacke neuronske mreze efikasne u obradi
statiénih podataka, sa druge strane podaci koji su kvalifikovani kao vremenske serije, a tu pre
svega se misli na podatke koji se dobijaju iz EEG signala, zahtevaju matematicke modele koji
moraju uzeti u obzir vremensku dimenziju podataka i modelirati zavisnosti izmedu uzastopnih
tacaka.

Rekurentne neuronske mreze su dizajnirane da se nose sa ovim izazovom,
omogucavajuéi prenos informacija izmedu vremenskih koraka (epoha), Sto omogucava
rekurentnim neuronskim mrezama da "pamte" prethodne informacije. Vazno je napomenuti da
matematicki modeli standardnih rekurentnih neuronskih mreza svakako pate od problema
nestajucih gradijenata, $to ograni¢ava njihovu sposobnost da uée dugoroéne zavisnosti
(Pascanu, Mikolov, & Bengio, 2013).

Nestajanje gradijenata je problem koji se javlja kod treniranja dubokih neuronskih
mreza, posebno rekurentnih neuronskih mreza. Rekurentne neuronske mreze su vrsta vestackih
neuronskih mreza koje su posebno dizajnirane za rad sa sekvencijalnim podacima, kao $to su
vremenske serije. Njihova kljuéna karakteristika je povratna veza koja omogucava da se
informacije iz prethodnih vremenskih koraka prenesu u trenutni korak. To znaci da rekurentna
neuronska mreza "pamti" prethodne informacije, skrivena stanja vestackih neurona, i koristi ih
za obradu trenutnih podataka.

U tom smislu, u svakom vremenskom koraku t, rekurentna neuronska mreza prima ulaz
X, 1 prethodno skriveno stanje h;_,, te generiSe izlaz y, i novo skriveno stanje h;. Skriveno
stanje h, predstavlja sazetak informacija o prethodnim ulazima podataka koji se koriste za
treniranje i dato skriveno stanje h, koristi se za predvidanje buduc¢ih vrednosti. Matematicki se
ovo moze izraziti putem sledece jednacine:

he = a(Wyp * x¢ + Wy hey + bp) (20)
gde su:
« W, - matrica teZinskih faktora izmedu ulaza i skrivenog stanja
e W,y - matrica tezinskih faktora izmedu prethodnog i trenutnog skrivenog stanja
e by - vektor pristrasnosti (bias vector)

« o - aktivaciona funkcija (npr. Tanh)
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lako su rekurentne neuronske mreze napravile svojevrsnu revoluciju u oblasti analize
vremenskih serija, suocavaju se s problemima kao 3to su nestajanje gradijenata (Vanishing
Gradient) 1 nestabilnost tokom ftreniranja. Nestajanje gradijenata otezava ucenje dugoro¢nih
vremenskih zavisnosti, jer gradijenti eksponencijalno opadaju tokom procesa obuke i
ulancavanja tezinskih parametara putem procesa propagacije unazad (backpropagation) kroz
rekurentnu neuronsku mrezu. Nestabilnost tokom treniranja se na taj na¢in manifestuje kao
osetljivost na inicijalizaciju tezinskih faktora i brzinu ucenja (Pascanu, Mikolov, & Bengio,
2013).

Tokom procesa treninja rekurentne neuronske mreze, gradijenti se koriste za azuriranje
parametara tezina rekurentne neuronske mreze. Gradijenti se izra¢unavaju unazad kroz
veitacku neuronsku mrezu (backpropagation), potevsi od izlaznog sloja prema ulaznom sloju.
Ova metoda koristi lan¢ano pravilo iz diferencijalnog racuna, koje omogucava parcijalni izvod
slozenih funkcija. U tom smislu kod vestackih neuronskih mreZa, lan¢ano pravilo se primenjuje
na parcijalni izvod funkcije greske, gde se po tezinskom parametru racuna se mnozenjem
parcijalnih izvoda svake medufunkcije u grafu (neron + sinapsa) ra¢unanjem unazad, na primer:

. w4y _dy df dg dh
a_kojey—f(g(h(x))),tﬂdaﬁ df  df dg dh dx’

Problem nestajué¢ih gradijenata nastaje kada se tokom ovog procesa gradijenti
eksponencijalno smanjuju kako se propagiraju unazad kroz skrivene slojeve rekurentne
neuronske mreze, a ovo su razlozi:

1. Ponovljeno mnozenje parcijalnih izvoda manjih od 1 (npr. kod sigmoidnih aktivacionih
funkeija gde je o’ (x) < 0.25

2. Dugotrajno "pamcenje" u dubokim neuronskim mreZzama postaje nemoguce jer se
parametri tezine ranijih skrivenih slojeva (hidden layers) ne azuriraju adekvatno.

Posledica eksponencijalnog smanjivanja gradijenata je da raniji skriveni slojevi
veitacke neuronske mreze prestaju da uce, 5to otezava matematicko modelovanje dugoro¢nih
zavisnosti u podacima, konkrento opisan je primer smavanjivanja gradijenata u rekurentnim
neuronskim mrezama za vremenske serije.

Kao primer kako dolazi do nestajanja gradijenata, posmatrajmo jednu jednostavnu
vestacku neuronsku mrezu sa jednim skrivenim slojem i jednim izlaznim slojem. Neka je
aktivaciona funkcija u skrivenom sloju sigmoidna funkcija, ¢ij parcijalni izvod je manji od 1.

Tokom propagacije unazad, gradijent za parametar teZine u ulaznom sloju se izracunava
tako $to se pomnoZe parcijalni izvod aktivacionih funkcija u svim skrivenim slojevima izmedu
ulaznog sloja i izlaznog sloja.

Ako je aktivaciona funkcija sigmoidna, njen parcijalni izvod je uvek manji od 1, $to
praktiéno zna¢i da se gradijent smanjuje mnoZenjem sa vrednostima manjim od 1. Sto je
veitacka neuronska mreza dublja (vise skrivenih slojeva), to se gradijent viSe puta mnozi sa
vrednostima manjim od 1, §to dovodi do njegovog eksponencijalnog smanjenja.

Kao dodatni primer moZe se posmatrati slucaju vestacke neuronske mreze sa 10
skrivenih slojeva, gde ako se parcijalni izvod aktivacione sigmoidne funkcije u svakom
skrivenom sloju je 0.5, tada ¢e se gradijent smanjiti 10 puta, Sto znaci da ¢ée postati 0.5'° =
0.0009765625.
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Slika 14: Poredenje RNN i LSTM predikcije

Izvorni Python kod za "Slika 14. Poredenje RNN i LSTM predikcije (adaptirano prema

eksperimentalnoj simulaciji, Radomirovi¢, 2025)."

import numpy as np

import matplotlib.pyplot as plt

from tensorflow import keras

from tensorflow.keras.models import Sequential

from tensorflow.keras.layers import SimpleRNN, LSTM, Dense

# Stvaranje sintetickih podataka
timesteps = 100
data_points = np.sin(0.1 * np.arange(timesteps)) + np.random.normal(0, 0.1, timesteps)

# Reshapovanje podataka za RNN/LSTM (samples, timesteps, features)
data = data_points.reshape((1, timesteps, 1)) # Oblici: (1, 100, 1)

# RNN Model
mn_model = Sequential([
SimpleRNN(32, return_sequences=True, input_shape=(timesteps, 1)), # Dodato
return_sequences=True
Dense(1)
D

# LSTM Model

Istm_model = Sequential(]
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LSTM(32, return_sequences=True, input_shape=(timesteps, 1)), # Dodato
return_sequences=True

Dense(1)
D

# Kompilacija
mn_model.compile(optimizer="adam’, loss='mse’)
Istm_model.compile(optimizer="adam’, loss='mse")

# Obuka modela (koristimo iste podatke za ulaz i izlaz kao autoencoder)
mn_model fit(data, data, epochs=100, verbose=0)
Istm_modelfit(data, data, epochs=100, verbose=0)

# Predvidanje
mn_predictions = rnn_model.predict(data)
Istm_predictions = Istm_model.predict(data)

# Grafieki prikaz

pltfigure(figsize=(12, 6))

pltplot(data_points, label='Originalni podaci', linestyle="--")

pltplot(rnn_predictions[0, :, 0], label="RNN Predikcije')

pltplot(lstm_predictions(0, ;, 0], label ="LSTM Predikcije")

plttitle('Poredenje RNN i LSTM predikcija’)

pltlegend()

plt.show()

Algoritam 11: Poredenje RNN i LSTM predikcija
Kao §to se vidi iz gore navedenog primera, gradijent je postao vrlo mali, $to otezava

uéenje u ranijim skrivenim slojevima ve$tacke neuronske mreze. Postoji nekoliko metoda za

reSavanje problema nestajanja gradijenata i u nastavku ovog naucno-istrazivackog rada je
prikazano nekoliko primera:

o LSTM i GRU mreze: LSTM (Long Short-Term Memory) i GRU (Gated Recurrent
Unit) vestacke neuronske mreZe koriste mehanizme kapija koje omoguéuju da se
gradijenti "odrze" tokom duzih vremenskih perioda.

« Druge aktivacione funkcije: KoriS¢enje aktivacionih funkcija kao Sto je RelU
(Rectified Linear Unit) moZe pomo¢i u ublaZavanju problema nestajanja gradijenata.

« Normalizacija gradijenata: Normalizacija gradijenata (Gradient Clipping) ograni¢ava
veli¢inu gradijenata, $to sprecava njihovo prekomerno smanjenje.

« Preskakanje veza: Preskakanje veza omogucuva da gradijenti "preskoce" nekoliko
slojeva, 8to olak3ava ucenje dugoro¢nih zavisnosti.
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Kao sto je vec receno, da bi se prevaziSao gore opisani problem ucenja u rekurentnim

neuronskim mrezama i reio problem nestajanje gradijenta, razvijeni su novi modeli vestackih
neuronskih mreza, LSTM (Long Short-Term Memory) (Hochreiter & Schmidhuber, 1997).

LST™M

modeli vestackih neuronskih mreza koriste mehanizme kapija, zaboravljajucu, ulaznu i

izlaznu kapiju, te selektivno upravljaju protokom informacija kroz LSTM vestacku neuronsku

mrezu.

Klju¢ne komponente LSTM ve$tacke neuronske mreze su:

Celija (Cell): LSTM vestacka neuronska mreZa sadrzi éeliju koja sluzi kao "memorija"
LSTM veitatke neuronske mreze. Celija sadr#i stanje memorije €, koje se azurira u
svakom vremenskom koraku.

Kapije (Gates): LSTM vestacka neuronska mreza ima tri vrste kapija koje kontrolisu
protok informacija u ¢eliju i1z nje:

o Zaboravljajuéa kapija (Forget Gate): Odlucuje koje informacije iz
prethodnog stanja memorije C,_; treba zaboraviti.

o Ulazna kapija (Input Gate): Odlucuje koje nove informacije treba dodati u
stanje memorije/¢elije LSTM vestatke neuronske mreze.

o Izlazna kapija (OQutput Gate): Odlucuje koje informacije iz stanja memorije
treba proslediti kao izlaz u sledecu éeliju LSTM vestacke neuronske mreze.

U nastavku teksta je prikazan primer kako funkcionise LSTM vestacka neuronska mreza

i primena LSTM vestackih neuronskih mreza na analizu EEG signala.

Zaboravljajuca kapija (Forget Gate): Zaboravljajuca kapija prima kao ulaz prethodno
skriveno stanje h,_; i trenutni ulaz x,, te pomocu sigmoidne funkcije o generise vektor
vrednosti izmedu 0 i 1. Vrednosti koje su blize 0 oznacavaju da treba zaboraviti
odgovarajuce informacije iz prethodnog stanja memorije, dok vrednosti koje su blize 1
oznacavaju da treba zadrzati date informacije.

Ulazna kapija (Input Gate): Ulazna kapija takode prima kao ulaz prethodno skriveno
stanje h,_, i trenutni ulaz x,, te pomoc¢u sigmoidne funkcije o generiSe vektor vrednosti
izmedu 0 i 1. Ovaj vektor se koristi za kontrolu koje nove informacije ¢e biti dodate u
stanje memorije LSTM ve§tacke neuronske mreZe, gde ulazna kapija generise i kandidat
vektora novih vrednosti pomocu aktivacione funkcije Tanh.

Afuriranje stanja memorije (Update Cell Memory): Stanje memorije ¢, se aZurira
kombinacijom prethodnog stanja memorije c¢,_; i novih informacija. Zaboravljajuca
kapija odreduje koje informacije iz prethodnog stanja memorije treba zadrzati, dok
ulazna kapija odreduje koje nove informacije treba dodati.

Izlazna kapija (Output Gate): 1zlazna kapija prima kao ulaz prethodno skriveno stanje
h,_, i trenutni ulaz x,, te pomocéu sigmoidne aktivacione funkcije o generife vektor
vrednosti izmedu 0 i 1. Ovaj vektor se koristi za kontrolu koje informacije iz stanja
memorije ée biti prosledene kao izlaz. Izlazno skriveno stanje h, se generiSe tako §to se
pomnozi izlazna kapija sa vrednostima aktivacione funkcije Tanh primenjenom na
stanje memorije ¢, .
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Graficki prikaz LSTM neuronske celije sa svim elementima, Ulazna kapija
Zaboravljajuca kapija, 1zlazna kapija, kao i opisanim procesom Azuriranje stanja memorije.
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Slika 15: LSTM ¢elija sa aZuiranjem stanja memorije

\ 4

U nastavku teksta je prikazan detaljni opis matemati¢kih formula pripadajucih
elemenata LSTM vestacke neuronske mreze:

« Zaboravljajuca kapija: f, = a(W_f - [h,_1,x,] + b_f)

« Ulazna kapija: i, = o(W_i- [hy_y,x,] + b_i)
« Kandidat vektor: ¢; = tanh(W _c - [h,_y, x;] + b_C)

« AZuriranje stanja memorije: ¢; = f; © c,—q + ;6

« Izlazna kapij

a:o, =a(W_o - [hy_1,x] + b_o)

» Izlazno skriveno stanje: h, = 0, O tanh(c;)

gde © oznacava elementni proizvod, wise-element (Hadamard product), operaciju gde
se odgovaraju¢i elementi tenzora mnoZze jedan s drugim, gde tenzor predstavlja
viSedimenzionalni niz brojeva. Rezultat je tenzor istih dimenzija kao ulazni tenzor. U okviru
LSTM celija vestacke neuronske mreze, © elementni proizvod igra kljué¢nu ulogu u upravljanju

protokom informacija kroz kapije LSTM vestacke neuronske mreze.

Ova arhitektura omoguéava LSTM ve§tatke neuronske mreze da selektivno zadrZi ili

odbaci informacije kroz vremenske korake, §to ga ¢ini idealnim za analizu vremenskih sekvenci
EEG signala, gde se abnormalnosti ¢esto manifestuju kroz suptilne, vremenski rasprostranjene
obrasce (Graves, 2013).
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Neke od primena LSTM vestackih neuronskih mreza na EEG signalima ukljucuju:

« Detekcija epileptickih napada: LSTM veStacka neuronska mreza se moze nauciti da
prepozna karakteristitne obrasce u EEG zapisima koji se javljaju pre ili tokom
epileptickih napada kod pacijenata.

« Klasifikacija moZdanih stanja: LSTM vestatka neuronska mreza se moze koristiti za
klasifikaciju razli¢itih stanja svesti, kao $to su budnost, pospanost ili san.

« Predvidanje kognitivnih stanja: LSTM vestacka neuronska mreza se moZze koristiti
za predvidanje kognitivnih stanja, kao §to su paznja ili mentalno opterecenje.

« Segmentacija EEG signala: Razdvajanje EEG signala u manje delove (npr. segmente
od nekoliko sekundi, vremenske epohe), omogucava daleko bolje prepoznavanje
vremenskih obrazaca.

» Klasifikacija abnormalnosti: KoriS¢enje LSTM vestackih neuronskih mreza za
mapiranje vremenskih sekvenci EEG signala na kategorije, kao §to su "normalno”,
"iktalno" ili "interiktalno" stanje.

U nastavku ovog naucno-istrazivackog rada je prikazan primer Python koda koji koristi
TensorFlow 1 Keras biblioteke za implementaciju LSTM vestacke neuronske mreze koja
analizira sintenticki EEG signal, zajedno s vizualizacijom arhitekture LSTM vestacke
neuronske mreZe i primenom iste na EEG podacima

Input shape: (None, 50, 10) | Output shape: (None, 50, 64) | Output dtype: float32

!

Input shape: (None, 50, 64) | Output shape: (None, 50, 64) | Output dtype: float32

!

Input shape: (None, 50, 64) | Output shape: (None, 32) | OQutput diype: float32

!

Dropout

Input shape. (None, 32) | Output shape: (None, 32) | Output diype: float32

!

Input shape: (None, 32) | Output shape: (None, 1) | Cutput dtype: float32

Slika 16: Primer LSTM modela u obradi EEG signala
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Izvorni Python kod za "Slika 16. Primer LSTM modela u obradi EEG signala
(adaptirano prema eksperimentalnoj simulaciji, Radomirovi¢, 2025)."

import numpy as np

import matplotlib.pyplot as plt

from tensorflow import keras

from tensorflow.keras.models import Sequential

from tensorflow.keras.layers import LSTM, Dense, Dropout
from tensorflow.keras.utils import plot_model

# 1. Priprema podataka

# Pretpostavimo da imamo EEG podatke u obliku numpy niza (n_samples, n_timesteps,
n_channels)

# n_samples - broj uzoraka

# n_timesteps - broj vremenskih koraka u svakom uzorku

# n_channels - broj EEG kanala

# Primer:

n_samples = 100

n_timesteps = 50

n_channels = 10

eeg_data = np.random.rand(n_samples, n_timesteps, n_channels)

eeg_labels = np.random.randint(0, 2, n_samples) # 0 - normalno, 1 - abnormalno

# 2. 1zgradnja LSTM modela

model = Sequential()

model.add(LSTM(64, input_shape =(n_timesteps, n_channels), return_sequences=True))
model.add(Dropout(0.2)) # Dodavanje Dropout sloja za spre¢avanje pretreniranja
model.add(LSTM(32))

model.add(Dropout(0.2))

model.add(Dense(1, activation="sigmoid")) # Izlazni sloj s sigmoidnom funkcijom za
binarmnu klasifikaciju

# 3. Vizualizacija arhitekture modela
plot_model(model, to_file='"lstm_architecture.png’, show_shapes=True,
show_dtype=True)

# 4. Kompilacija modela

model.compile(optimizer='adam’, loss="binary_crossentropy', metrics=["accuracy’])

# 5. Obuka modela
model fit(eeg_data, eeg_labels, epochs=10, batch_size=32)
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# 6. Evaluacija modela
loss, accuracy = model.evaluate(eeg_data, eeg_labels)
print('Loss:', loss)

print('Accuracy:', accuracy)

# 7. Predvidanje

predictions = model.predict(eeg_data)
Algoritam 12: Python kod primene LSTM modela u obradi EEG signala

Matematicki modeli LSTM vestackih neuronskih mreza predstavljaju znacajan
napredak u oblasti analize vremenskih serija, posebno u kontekstu EEG podataka, gde je
potrebna sposobnost prepoznavanja dugoro¢nih vremenskih zavisnosti.

Ova tehnologija omoguéava precizniju i stabilniju analizu sloZenih bioloskih signala,
¢ineci je pogodnom za primenu u medicinskoj neurodijagnostici, kao i u mnogim drugim
industrijama koje se oslanjaju na analizu vremensko sekvenciranih podataka.

2.4. Pravci daljeg razvoja LSTM vestackih neuronskih mreza

Kao 3to je opisano u prethodnim poglavljima, rekurentne neuronske mreZe ostvarile su
znacajne rezultate u obradi sekvencijalnih i nelinearnih podataka, ali se i dalje javljaju brojni
izazovi, narocito vezani za problem nestajucih i eksplodirajucih gradijenata (Pascanu, Mikolov,
& Bengio, 2013). Ovi problemi otezavaju ucenje dugoroc¢nih zavisnosti u podacima, to je od
presudnog znacaja za primene kao $to su obrada prirodnog jezika, prepoznavanje govora i
analiza vremenskih serija. Uzimajuci u obzir slozenost EEG signala, gde se Cesto javljaju
suptilne promene u elekiriénoj aktivnosti mozga pacijenta, primena matematickih modela
LSTM vestackih neuronskih mreza postaje kljucna jer one zahvaljujuci svom sistemu kapija i
mehanizmom aZuriranja stanja LSTM ¢elije, ublaZzavaju ove probleme i omogucavaju efikasno
ucenje dugorocnih zavisnosti.

Istrazivanja u oblasti rekurentnih neuronskih mreza, ukljudujué¢i matematicke modele
LSTM vestackih neuronskih mreza, usmerena su na razvoj novih arhitektura vestackih
neuronskih mreza koje mogu efikasnije i duze da zadrZe relevantne informacije, odnosno
prevazidu izazove sa eksplodiraju¢im i nestaju¢im gradijentima.

Razvoj novih arhitektura vestackih neuronskih mreza, a pre svega tehnika optimizacije,
predstavlja jedan od glavnih pravaca daljeg razvoja modela LSTM vestackih neuronskih mreza,
a kljucni aspekti tog buduceg razvoja ukljucuju sledece aspekte poboljsanja:

» Nove vrste regularizacije - Regularizacija predstavlja tehniku koja se koristi za
sprecavanje prekomernog prilagodavanja matematickog modela trening podacima u
okviru vestacke neuronske mreze (overfitting). U kontekstu matematickih modela
LSTM vestackih neuronskih mreza, istrazuju se specificne tehnike regularizacije
prilagodene njihovoj arhitekturi, poput temporalne regularizacije ili regularizacije
bazirane na kapijama ¢ija uloga i funkcionisanje u okviru matemati¢kog modela LSTM
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vestatke neuronske mreZe je opisana u prethodnom poglavlju (2.3. Specijalizovane
arhitekture za obradu EEG signala: RNN i LSTM). Ove technike mogu pomoéi u
smanjenju pretreniranosti, ¢ime se poboljSava sposobnost matemati¢kog modela LSTM

vestacke neuronske mreze da generalizuje na nove, nevidene podatke. Kao primer se
navodi primena Dropout regularizacije unutar LSTM celija koja moze znacajno
poboljsati robusnost matematickog modela LSTM veStacke neuronske mreze
(Srivastava et al., 2014).

Mehanizmi za stabilizaciju treniranja - Novi mehanizmi za stabilizaciju treniranja
matemati¢kog modela LSTM veStaéke neuronske mreze ukljuéuju tehnike
normalizacije, kao $to je Layer Normalization, koja prilagodava vrednosti aktivacija
unutar skrivenih slojeva LSTM veitacke neuronske mreZe kako bi se smanjile oscilacije
tokom obuke ve$tacke neuronske mreze. Osim toga, modifikacije arhitekture, poput
Highway Networks (Srivastava, Greff, & Schmidhuber, 2015) ili Grid LSTM
(Kalchbrenner et al., 2015), omogucavaju bolju propagaciju informacija kroz LSTM
vedtacke neuronske mreZe, ¢ime se poboljSava stabilnost i brzina konvergencije
matemati¢kog modela LSTM vestacke neuronske mreze.

Arhitekture bazirane na Transformerima - Transformeri, prvobitno razvijeni za
obradu prirodnog jezika (Vaswani et al., 2017), pokazali su se izuzetno efikasnim u
modeliranju dugoroénih zavisnosti kroz mehanizme paznje (attention mechanisms). Za
razliku od tradicionalnih RNN/LSTM modela vestackih neuronskih mreza, koji tesko
pamte kontekst izvan prozora od nekoliko koraka, Transformeri direktno povezuju bilo
koja dva elementa u sekvenci. Adaptacija ovih matematickih modela za sekvencijalne
podatke, ukljuéujuci naravno i EEG signale, predstavlja znacajan pravac istrazivanja.
Integracija Transformera sa matematickim modelima LSTM vestackih neuronskih
mreza moze dodatno poboljsati performanse kombinovanjem prednosti oba pristupa,
LSTM vestacke neuronske mreze u modeliranju vremenskih zavisnosti i Transformera
u selektivnom fokusiranju na relevantne delove ulaza.

Mehanizmi paZnje (aftention mechanisms) - Mehanizmi paZnje omogucavaju
vestackoj neuronskoj mrezi da selektivno "fokusira" svoje resurse na delove ulaznih
podataka koji su najrelevantniji za zadatak. U okviru matematickog modela LSTM
vestackih neuronskih mreza, integracija mehanizama paznje (kao $to su self-attention i
hierarchical attention) moze znatno poboljsati performanse, narocito u slucaju dugih
sekvenci. Ovaj pristup omoguc¢av matematiCkom modelu LSTM vestacke neuronske
mreze da se bolje nosi sa informacijama koje se protezu kroz vreme, te na taj nacin da
identifikuje kljuéne segmente podataka koji su presudni za ta¢no predvidanje
(Bahdanau, Cho, & Bengio, 2015).

Hibridni modeli - Hibridni pristupi kombinuju LSTM vestacke neuronske mreze sa
drugim arhitekturama, najCe$c¢e konvolucionim neuronskim mrezama. Kao Sto je
poznato konvolucione neuronske mreze imaju sposobnost da izvlace prostorne
karakteristike, dok LSTM veStatke neuronske mreze efikasno modeliraju vremenske
zavisnosti. Ova kombinacija omogucava bolju ekstrakciju i obradu podataka koji imaju
i prostornu i vremensku dimenziju, $to je od velike vaZnosti u analizama poput onih sa
multikanalnim EEG signalima ili video podacima (Bashivan et al., 2015).
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Automatsko pode$avanje hiperparametara LSTM vestatke neuronske mreZe -
Podesavanje hiperparametara LSTM ve$tacke neuronske mreze, kao §to su broj slojeva,
veli¢ina skrivenog stanja, stopa uCenja, itd., predstavlja znacajan izazov. Rucno
podesavanje je vremenski zahtevno i ¢esto neefikasno, pa se koriste automatske metode
optimizacije, ukljucuju¢i metaheuristicke algoritme poput genetskih algoritama,
Bayesian Optimization i Random Search. Ovi algoritmi omogucavaju sistematsku
pretragu prostora hiperparametara, pronalazeci optimalne vrednosti koje vode ka boljim
performansama matemati¢kog modela (Bergstra & Bengio, 2012).

Razvoj "lightweight" matemati¢kih modela - Za primene u realnom vremenu i na
uredajima sa ogranicenim resursima (kao Sto su loT i EDGE uredaji), razvoj
"lightweight" matematickih modela LSTM vestackih neuronskih mreZa je od velike
vaznosti. Ovi matematicki modeli se karakteriSu manjim brojem parametara,
smanjenom zahtevno&¢u za kompjuterskim resursima poput skladistenja i procesiranja
podataka, kao i brzom obukom, §to ih ¢ini pogodnim za implementaciju u klini¢kim
uslovima. Tehnike kao $to su kvantizacija parametara teZina i pruning (uklanjanje
manje znacajnih veza) omogucavaju postizanje ovih ciljeva (Han, Mao, & Dally, 2016).

Povecanje interpretabilnosti - U medicinskim aplikacijama, posebno u medicinskoj
neurodijagnostici, interpretabilnost matematickog modela je kljutna kako bi se
osigurala transparentnost i poverenje u donoSene neurodijagnosticke odluke. Razvijaju
se tehnike koje omogucéavaju vizualizaciju unutradnjih procesa LSTM wvestackih
neuronskih mreZa, kao $to su analiza aktivacija kapija i vizualizacija mehanizama
paznje. Ove tehnike omogucavaju istrazivac¢ima i klini¢arima da bolje razumeju kako
matemati¢ki model LSTM vestacke neuronske mreze dolazi do odredenih odluka, ¢ime
se olaksava validacija i eventualno prilagodavanje modela LSTM vestacke neuronske
mreze za specificne primene (Lundberg & Lee, 2017).

Eticki i regulatorni okvir - Razvoj i primena LSTM vestackih neuronskih mreza, kao
i drugih vestackih neuronskih mreza, mora biti uskladen sa etickim smernicama i
regulatornim okvirima, posebno u medicinskoj dijagnostici. Na globalnom nivou,
Evropska komisija je postavila eticke smernice za pouzdanu upotrebu Al (European
Commission, 2019), dok se u Srbiji aktivno radi na uskladivanju nacionalnih standarda
sa evropskim regulativama (Vukovié, Petrovié, & Jovanovi¢, 2019). Ovi okviri
obezbeduju da se razvoj i implementacija matemati¢kih modela vestackih neuronskih
mreza sprovodi na siguran, transparentan i eti¢ki prihvatljiv nacin, uz zastitu privatnosti
pacijenata.

Buduéi razvoj LSTM vestackih neuronskih mreza usmeren je ka reSavanju trenutnih

izazova u modeliranju dugoro¢nih zavisnosti i naravno optimizaciji hiperparametara. Napredne
tehnike, pre svega one kojse se odnose na nove metode regularizacije, mehanizmi paznje,

hibridni modeli i automatsko podeSavanje hiperparametara, predstavljaju klju¢ne pravce za
unapredenje performansi matematickog modela LSTM vestackih neuronskih mreza.

Razvoj "lightweight" matematickih modela omogucava primenu ovih tehnologija u

realnom vremenu, §to je posebno vazno za kriticne aplikacije u medicinskoj dijagnostici, kao
Sto je detekeija epileptickih napada kod pacijenata.
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Povecanje interpretabilnosti matematiCkog modela LSTM vestackih neuronskih mreza
dodatno doprinosi transparentnosti i pouzdanosti, omoguéavajuéi klinicarima da donesu
informisane odluke.

Integracija ovih pravaca istrazivanja sa postojecim matemati¢kim i tehnickim osnovama
veStackih neuronskih mreZa pruZza temelj za dalji razvoj inovativnih refenja u medicinskoj
neurodijagnostici. Ovaj interdisciplinarni pristup, koji kombinuje napredne algoritme,
matematicke principe i eticke/regulatorne smernice, ima potencijal da transformise medicinsku
dijagnostiku i unapredi kvalitet Zivota pacijenata na globalnom nivou.

2.5. EEG tehnika i njen znadaj u neuroloikoj dijagnostici

EEG (elektroencefalografija) predstavlja jednu od najvaznijih neinvazivnih
dijagnostickih metoda koja se koristi za snimanje elektricne aktivnosti mozga kod pacijenata.
Kroz postavljanje elektroda na skalp pacijenta, snimanje EEG signala omogucava kontinuirano
pracenje 1 analizu moZzdanih talasa pacijenata u realnom vremenu, ¢ime se pruzaju kljuéne
informacije o funkcionalnom stanju razli¢itih regija mozga pacijenta (Niedermeyer & da Silva,
2005).

Ova tehnika belezi elektricne impulse koje generi$u neuroni, a rezultujuci EEG signal
se prikazuje kao vremenska serija sa karakteristicnim frekvencijama i amplitudama. Specific¢ni
obrasci aktivnosti, kao 3to su alfa, beta, theta i delta talasi, mogu ukazivati na normalno
funkcionisanje mozga, ali istovremeno i na prisustvo patoloskih stanja, §to je od izuzetne
vaznosti u dijagnostici epilepsije, poremecaja spavanja, mentalnih poremecaja, kao i drugih
neuroloskih bolesti koje pak uticu na kognitivne funkcije pacijenata (Benbadis, Tatum, &
Cascino, 2020; Saqlain & Saeed, 2024).

Tokom epileptickih napada, EEG signal obi¢no pokazuje nagle i izraZene promene u
elektricnoj aktivnosti, ¢ime se omogucava precizna identifikacija i diferencijacija izmedu
iktalne (tok napada) i interiktalne (izmedu napada) aktivnosti. Pored epilepsije kao primarnog
aplikativnog domena u medicinskoj neurodijagnostici, analiza EEG zapisa se koristi ujedno i
za pracenje i analizu faza spavanja, identifikaciju poremecaja spavanja kao 3to su apneja u snu
i nesanica, te za procenu mentalnih poremecaja poput depresije, anksioznosti i Sizofrenije kod
pacijenata (Niedermeyer & da Silva, 2005; Casson, Yates, & Rodrigues, 2010).

Pouzdanost ocitavanja EEG signala i njegova pravilna interpretacija od presudnog su
znadaja za postizanje taénih i pravovremenih dijagnoza. Ta pouzdanost zavisi od nekoliko
kljuénih faktora:

« Pozicija elektroda: Precizno postavljanje elektroda prema standardizovanom 10-20
sistemu omogucava da se EEG signal iz razli¢itih regija mozga pacijenta pravilno
zabelezi (Niedermeyer & da Silva, 2005). Neispravno postavljene elektrode mogu
dovesti do distorzije EEG zapisa, kao i gubitka vaznih informacija, §to otezava preciznu
lokalizaciju mozdanih aktivnosti.

» Varijabilnost medu klinicarima: Interpretacija EEG signala cesto zavisi od strucnosti
i iskustva neuroloskih strué¢njaka, klini¢ara. Razli¢iti analiticari mogu tumaciti iste
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podatke na razlicite nacine, §to moze dovesti do varijacija u rezultatima i, posledi¢no,
do potencijalno pogresnih dijagnoza (Benarous et al., 2019).

+ Sum u podacima: EEG signali su vrlo osetljivi na elektromagnetske interferencije, pa
¢ak i na pokrete pacijenata i fizioloske artefakte (Casson, Yates, & Rodrigues, 2010;
Casson, 2019). Ovi $umovi mogu maskirati stvarne signalne obrasce, otezavajuci
detekciju patoloskih obrazaca i smanjujuci preciznost medicinske neurodijagnostike.

U okviru prethodnih poglavlja ovog nauéno-istrazivatkog rada detaljno su razmatrane
matematicke 1 metodoloske osnove vesStackih neuronskih mreza, kao i primena naprednih
matemati¢kih modela poput rekurentnih neuronskih mreZa i LSTM vestackih neuronskih mreza
za analizu vremenskih serija, ukljucujuci podatke iz EEG signala. Kao nastavak tih tema, EEG
tehnika se ovde povezuje sa primenom tehnologija vestacke inteligencije koje mogu znacajno
unaprediti tacnost i efikasnost dijagnostike.

Primena matematickih modela dubokog u¢enja omogucava automatsko filtriranje suma
i ekstrakciju relevantnih obrazaca, ¢ime se smanjuje subjektivnost u interpretaciji podataka i
povecava pouzdanost rezultata (Goodfellow, Bengio, & Courville, 2016; Sak, Senior, &
Beaufays, 2014).

Integracija EEG tehnike sa naprednim metodama vestacke inteligencije omogucava
kreiranje sistema koji ne samo da automatski prepoznaju abnormalnosti, ve¢ i1 pruzaju
kvantitativne metrike koje se mogu koristiti za pracenje promena u mozdanoj aktivnosti
pacijenata tokom vremena. Takvi sistemi vestacke inteligencije doprinose brzoj i preciznijoj
dijagnostici, §to je od presudnog znacaja za pravovremenu intervenciju i leGenje pacijenata sa
neuroloskim poremecajima.

Kao 3to je ranije naglaseno, pouzdanost o€itavanja zavisi od pravilnog postavljanja
elektroda, smanjenja Suma i standardizacije interpretacije, §to su sve izazovi sa kojima se
suocavaju klasiéne metode analize EEG signala (Benarous et al., 2019; Casson, Yates, &
Rodrigues, 2010).

Uzimajuéi u obzir sve prethodno navedene izazove u akviziciji i obradi podataka iz EEG
signala, o¢igledno je da se sve veci fokus stavlja na primenu metoda zasnovanih na vestackoj
inteligenciji, koje mogu pre svega automatski prepoznati i klasifikovati kompleksne nelinearne
obrasce u okviru EEG signala.

Algoritmi vestatke inteligencije, narocito matematicki modeli dubokog ucenja poput
rekurentnih neuronskih mreza i matematickih modela LSTM vestac¢kih neuronskih mreza,
imaju sposobnost ucenja i generalizacije velikih skupova podataka, ¢ime se povecava tacnost i
efikasnost analize, a istovremeno se smanjuje subjektivnost koja nastaje prilikom ruéne
interpretacije od strane klinicara (Goodfellow, Bengio, & Courville, 2016; Sak, Senior, &
Beaufays, 2014).

Naravno treba posebno napomenuti da bez obzira na dokazanu izuzetnu uspeSnost
korii¢enja EEG tehnike u klini¢koj praksi, analiza EEG signala svakako predstavlja izazov
zbog inherentne sloZzenosti i varijabilnosti. EEG podaci su ¢esto podlozni interferencijama i
Sumovima, koji mogu nastati usled pokreta pacijenta, elektromagnetskih smetnji iz okoline ili
loseg kontakta elektroda na skalpu pacijenta (Casson, 2019).
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Tradicionalna interpretacija EEG zapisa, koja se oslanja na ru¢nu analizu od strane
iskusnih neuroloskih stru¢njaka, moze biti dugotrajna i podlozna subjektivnosti, sto dodatno
komplikuje preciznu dijagnostiku (Benarous et al., 2019).

Ono $to se moze ocekivati da ¢e se u bliskoj buducnosti fokus usmeriti na razvoj tehnika
i sistema za automatsku analizu EEG signala, pre svega kroz integraciju matemati¢kih modela
veitackih neuronkih mreza sa metodama za obradu signala i optimizaciju hiperparametara. Ovo
ukljucuje razvoj "lightweight" matematickih modela prilagodenih za rad u realnom vremenu,
5to je posebno vazno u klinickim okruzenjima gde su brzina i preciznost kljucni za adekvatan
tretman pacijenata (Vukovié, Petrovié¢, & Jovanovi¢, 2019).

Takode za ocekivati je se nastavi sa daljom integracijom hibridnih modela koji
kombinuju prednosti rekurentnih neuronskih mreza, konvolutivnih neuronskih mreza i
Transformera, Cime se postize jos efikasnija ekstrakcija 1 interpretacija atributa iz EEG signala
(LeCun, Bengio, & Hinton, 2015).

Na osnovu svega do sada izloZzenog moze se re¢i da postoji imanentna potreba za
kontinuiranim nauénim radom na unapredenju metoda akvizicije i interpretacije EEG signala,
naroc¢ito kroz primenu naprednih matemati¢kih modela koji mogu automatski filtrirati Sum i
ekstraktovati relevantne obrasce, a sve radi povetavanja pouzdanost o¢itavanja i omogucavanja
pravovremenih dijagnoza.

EEG tchnika ostaje temeljna metoda u neuroloskoj dijagnostici, pruzajuci vitalne
informacije o funkcionalnom stanju mozga pacijenata. Integracija EEG tehnike sa naprednim
metodama veStacke inteligencije obecava dalji napredak u preciznosti i efikasnosti
dijagnostickih postupaka, §to je od izuzetnog znacaja za ranu detekciju i1 leCenje neuroloskih
poremecaja kod pacijenata.

Napredak u oblasti vestacke inteligencije i masinskog u¢enja podataka predstavljaju
prekretnicu u analizi EEG signala i pripadajuc¢ih podataka. Tradicionalne metode, koje se
oslanjaju na ruénu interpretaciju EEG zapisa, Cesto nisu dovoljne za obradu sloZzenih i
visokodimenzionalnih EEG signala, $to moze dovesti do pogres$nih dijagnoza (Benbadis et al.,
2020). Koris¢enjem tehnika veStacke inteligencije, posebno dubokog ucenja, moguce je
automatizovati proces prepoznavanja obrazaca u podacima, ¢ime se znaCajno unapreduje
preciznost i brzina dijagnoze kod pacijenata.

Modeli kao §to su LSTM vestacke neuronske mreze omogucavaju detekciju suptilnih
promena u EEG signalima, koje mogu biti indikator epilepti¢kih napada ili drugih neuroloskih
poremecaja kod pacijenata (Hochreiter & Schmidhuber, 1997). Kroz proces ucenja, ove
veitacke neuronske mreZe automatski identifikuju relevantne karakteristike iz velikih skupova
podataka, $to omogucava brzu obradu EEG zapisa i efikasnije filtriranje Sumova (Kaur,
Kumari, & Gupta, 2021).

Matematicki modeli veStackih neuronskih mreza ne samo da ubrzavaju analizu EEG
podataka, ve¢ i znacajno smanjuju broj lazno pozitivnih i lazno negativnih dijagnoza, §to
direktno utic¢e na kvalitet zdravstvene zastite pacijenata (Saqlain & Saeed, 2024).

Pored brzine i ta¢nosti, integracija tehnika vestacke inteligencije u analizi i obradi EEG

signala omogucava primenu u realnom vremenu, $to je od izuzetne vaznosti u hitnim
situacijama gde pravovremena dijagnoza moze spasiti zivote pacijenata.
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Ova automatska obrada podataka omoguc¢ava kontinuirani monitoring pacijenata, a u
kombinaciji sa naprednim filterima i standardizovanim procedurama, doprinosi sveukupnoj
pouzdanosti EEG o¢itavanja.

Prethodna poglavlja su opisala osnovne principe EEG tehnike i njen znacaj u
neurolodkoj dijagnostici, nagla3avajuci vaznost preciznog snimanja elektri¢ne aktivnosti mozga
pacijenata i izazove u interpretaciji EEG signala.

U nastavku ovog nauéno-istrazivackog rada ¢e se kroz faktore koji uti¢u na pouzdanost
EEG ocitavanja i ulogu vestacke inteligencije u analizi EEG signala, dodatno objasniti kako se
moderni pristupi mogu koristiti za poboljSanje kvaliteta dijagnosti¢kih rezultata i klinicke
prakse u celini.

Kombinacija visoko preciznog snimanja, pravilno postavljenih elektroda, naprednih
tehnika filtriranja Suma i automatske analize pomocu vestackih neuronskih mreza omogucava
integrisani klinicki sistem koji znacajno povecava tac¢nost, brzinu i pouzdanost neuroloske
dijagnostike (Niedermeyer & da Silva, 2005; Casson et al., 2010; Goodfellow et al., 2016).

Ova istrazivanja nastoje da unaprede razumevanje i primenu vestackih neuronskih
mreza u medicinskoj dijagnostici, sa posebnim fokusom na detekciju abnormalnih obrazaca u
EEG podacima.

Implementacija ovih metoda ne samo da povecava taénost i brzinu dijagnoza, ve¢ takode
omogucava razvoj naprednih sistema za praéenje pacijenata sa neuroloskim poremeéajima, kao
Sto su epilepsija, koji se mogu koristiti u svakodnevnoj klinickoj praksi. Ovo istrazivanje ima
potencijal da doprinese globalnom pobolj$anju dijagnostickih metodologija, pruzanju boljih
zdravstvenih usluga 1 omogucavanju kvalitetnijeg Zivota pacijentima sa neuroloskim
poremecajima.

U budué¢im poglavljima ovog nau¢no-istrazivackog rada, detaljno ¢e biti obradeni
savremeni pristupi u obradi EEG signala koriS¢enjem rekurentnih neuronskih mreza,
konvolucionih mreZa i hibridnih modela.

Poseban fokus bic¢e stavljen na primenu LSTM vesStackih neuronskih mreza u
kombinaciji sa naprednim algoritmima optimizacije, ¢ime ée se dodatno pobolj3ati ta¢nost i
efikasnost detekcije abnormalnih obrazaca.

Ova nauéno-istraZivatka studija ¢e svakako pomoéi u razvoju novih matemati¢kih
modela prilagodenih specifiénim izazovima u medicinskoj dijagnostici, a rezultati ¢e biti
testirani na relevantnim javnim skupovima EEG podataka.
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3. Dosadasnja istraZzivanja i regulatorni okvir primene veStacke
inteligencije u medicinskoj dijagnostici EEG signala

U okviru ovog poglavlja detaljno se razmatra metodologija istrazivanja primenjena u
ovom nauéno-istrazivackom radu, uz posecban fokus na dosadasnja istrazivanja i regulatorne
okvire koji definiSu primenu vestacke inteligencije u medicinskoj dijagnostici EEG signala. U
nastavku ovog naucno-istrazivackog rada je detaljnije prikazano kako su prethodni naucni
radovi oblikovali razumevanje i razvoj matematiCkih modela za automatsku detekciju
anomalija u EEG signalima, te koja su o¢ekivanja razvoja regulatornih okvira, kako u Republici
Srbiji tako i u regionu, u skladu sa sve brzim tehnoloskim napretkom, posebno tehnologija
vestacke inteligencije i masinskog uéenja podataka.

Posebno se razmatra primena matematickih modela za klasifikaciju vremenskih serija,
gde se u tom kontekstu posebno naglasava znacaj matematickih modela LSTM vestackih
neuronskih mreZa, koji su poznati po svojoj sposobnosti da u¢e dugorotne zavisnosti u
vremensko zavisnim podacima, $to je pak klju¢no za analizu kompleksnih i dinami¢nih EEG
signala. Pored tehnickih aspekata, od sustinskog je znaCaja je razumevanje i primena
regulatornih okvira u medicinskoj neurodijagnostici, posebno kada se koriste napredne
tehnologije vestacke inteligencije.

U savremenom zdravstvenom sistemu, primena veStatke inteligencije kao primamne
dijagnosticke tehnologije nosi sa sobom niz eti¢kih, pravnih i socijalnih pitanja koja moraju biti
reSena kako bi se osigurala sigurnost pacijenata i posbno poverenje u nove tehnologije. Ovi
regulatorni okviri, koji ne podrazumevaju samo pravno-regulativne norme, ve¢ uzimaju u obzir
eticke 1 druStvene smernice, predstavljaju temelj za razvoj, implementaciju i kontinuirani
nadzor sistema vedtatke inteligencije i maSinskog ufenja podataka u oblasti medicinske
dijagnostike.

Dosada3nja istraZivanja u oblasti primene vestackih neuronskih mreZa, narodito
rekurentnih neuronskih mreza i njihovih unapredenih varijanti modela LSTM vestackih
neuronskih mreza, doprinose razumevanju i reSavanju izazova u analizi vremenskih serija,
ukljucujuci EEG podatke.

U literaturi se istiCe da varijacije u interpretaciji medicinskih podataka, usled
prethodnog iskustva medicinskih stru¢njaka, mogu dovesti do pogre$nih dijagnoza (Benbadis
& Kaplan, 2019). Ova &injenica posebno naglasava potrebu za standardizovanim pristupima
koji minimiziraju subjektivnost klini¢ara i omogucavaju doslednije dijagnosticke rezultate.

U okviru ovog odeljka se izlazu kljuéna dostignuéa u primeni matematickih modela
veStackih neuronskih mreza za analizu vremenskih serija, isticuci izazove 1 ogranicenja sa
kojima se istrazivaci suocavaju, kao i relevantne zakone, regulative i protokole koji ureduju
primenu vestacke inteligencije u medicinskoj dijagnostici na globalnom nivou, uz poseban
osvrt na napredak u Republici Srbiji.

Pored tehnickih izazova, dosadasnja istrazivanja se sve viSe usmeravaju i na regulatorni
okvir primene vestacke inteligencije u medicinskoj neurodijagnostici. Na globalnom nivou,
relevantni zakoni, regulative i protokoli, kao $to su eti¢ke smernice Evropske komisije za
pouzdanu upotrebu vestacke inteligencije (European Commission, 2019), postavljaju de-facto
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standarde za sigurnu i odgovornu primenu tehnologija vesStacke inteligencije i masinskog u¢enja
podataka u industrijskoj i nau¢noj praksi. Ovi propisi naglasavaju vaznost transparentnosti,
za$tite podataka i eticko koriS¢enje veStacke inteligencije, $to je od posebne vaZnosti u
medicinskoj neurodijagnostici.

Uzimaju¢i u obzir napredak u implementaciji tehnologija vestacke inteligencije i
masinskog ucenja podataka, Republika Srbija aktivno radi na uskladivanju svojih nacionalnih
standarda sa evropskim regulativama, $to se ogleda u istraZivackim projektima i inicijativama
Ministarstva zdravlja Republike Srbije (Vukovi¢, Petrovic¢, & Jovanovic, 2019).

3.1. DosadaSnja istraZivanja u primeni ve$talke inteligencije za analizu
EEG signala

Prethodna istraZivanja u oblasti analize EEG signala pokazala su znacajan potencijal
primene vestacke inteligencije u detekciji neurolo3kih poremecaja, naroéito epilepsije kod
pacijenata.

Tradicionalne metode, koje se uglavnom oslanjaju na ruénu interpretaciju EEG signala,
¢esto pate od subjektivnosti klini¢ara i ograni¢ene sposobnosti da se precizno identifikuju
suptilne promene u elektri¢noj aktivnosti mozga pacijenata (Benbadis, Tatum, & Cascino,
2020). Zbog toga su istrazivaci okrenuli paznju ka razvoju automatizovanih sistema baziranih
na matematickim modelima masinskog uéenja podataka i veStacke inteligencije, koji mogu da
uce reprezentacije iz sirovih podataka i time pobolj$aju preciznost dijagnoze.

Kao cest primer se navode istrazivanja Acharya et al. (2018) koja su demonstrirala da
konvolucione neuronske mreze (CNN) mogu biti uspe$no primenjene za automatsku
dijagnostiku epilepsije na osnovu EEG zapisa.

lako je ovaj nau€no-istrazivacki rad Acharya et al. (2018) naglasio upotrebu arhitektura
konvolucionih neuronskih mreza (CNN), sli¢an princip primene se moZe prosiriti na rekurentne
neuronske mreZe (RNN) i matematicke modele LSTM wveStackih neuronskih mreZa, koji se
posebno isticu u obradi vremenskih serija zbog svoje sposobnosti da modeliraju zavisnosti
izmedu uzastopnih tacaka podataka, poput EEG zapisa.

Upravo zbog prethodno navedenih ¢injenica, modeli LSTM vestackih neuronskih mreza
su postali dominantan izbor u analizi EEG signala, a pre svege zbog ¢injenica da omoguéavaju
detekciju suptilnih promena i anomalija u sloZenim vremenskim obrascima (Hochreiter &
Schmidhuber, 1997; Kaur, Kumari, & Gupta, 2021).

U dole prikazanoj tabeli su navedena neka od znacajnijih istrazivanja u domenu
medicinske neurodijagnostike primenom matematickih modela vestacke inteligencije.

Prezime . ‘ 5
L Naziv rada Opis istrazivanja Rezultat istraZivanja
godina

Analiza upotrebe EEG signala u
dijagnostici epilepsije, s naglaskom

Benbadis, The role of EEG in patients
2020 with suspected epilepsy

Povecana taénost

na prepoznavanje abnormalnosti. dijagnoze, ali izazovi u
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Acharya,
2013

Sak etal.,
2014

Kaur et al.,
2021

Liuet al.,
2020

Benarous et
al., 2019

Casson,
2019

Niedermeye
r & da
Silva, 2005

Saqglain &
Saeed, 2024

Automated EEG analysis of
epilepsy: A review

Long short-term memory
recurrent neural network
architectures for large scale
acoustic modeling

Deep learning in EEG signal
analysis: A review

Epileptic seizure classification
with symmetric and hybrid
bilinear models

Sources of interrater
variability and prognostic
value of standardized EEG
features in post-anoxic coma
after resuscitated cardiac
arrest

Wearable EEG technology:
Current status and future
prospects

Electroencephalography:
Basic principles, clinical
applications, and related fields

Recent advances in deep
learning for biomedical signal
processing

Revizija primene automatskih
tehnika za analizu EEG signala u
detekciji epileptickih napada.

Primena LSTM arhitektura za
analizu vremenskih serija, $to je
relevantno i za EEG podatke.

Pregled primene dubokog u¢enjau
analizi EEG signala, sa fokusom na
detekeiju abnormalnosti.

Hibridni model koji kombinuje
konvolucione i rekurentne mreze za
ekstrakciju prostorno-vremenskih
karakteristika EEG signala.

Istrazivanje varijabilnosti u
interpretaciji EEG signala medu
struénjacima 1 uticaj te
varijabilnosti na prognosticku
vrednost EEG atributa kod
pacijenata nakon anoksi¢nog koma.

Pregled naprednih tehnologija za
prenosive EEG uredaje, sa fokusom
na izazove poput Suma i
interferencija, kao 1 moguénosti
poboljsanja kvaliteta signala.

Sveobuhvatan pregled osnovnih
principa EEG-a, ukljuéujuéi tehnike
snimanja, obradu signala i primenu
u klini¢koj praksi.

Pregled savremenih metoda
dubokog uéenja u obradi
biomedicinskih signala, ukljuéujuci
EEG zapise, sa diskusijom o
izazovima i moguénostima za
pobolj3anje automatizovanih
dijagnostickih sistema.

o8

standardizaciji
interpretacije.

Identifikovan potencijal
Al metoda, ali je
istaknuta potreba za
daljim unapredenjima.

LSTM modeli efikasno
uce dugoroéne zavisnosti
1 poboljiavaju preciznost

analize.

LSTM maodeli pokazuju
visoku taénost, ali su
potrebna dodatna
optimizacija i
prilagodavanje.

Postignute F1-vrednosti
iznad 97% u klasifikaciji
epilepti¢kih napada.

Istaknuta je velika
varijabilnost medu
posmatra¢ima, §to
ukazuje na potrebu za
standardizacijom
interpretacije.

Dati su uvidi u
tehnoloske inovacije 1
preostale izazove u
prenosivoj EEG
tehnologiji, §to je vazno
za dalji razvoj pouzdanih
uredaja.

Postavljen je temelj za
razumevanje EEG
tehnike 1 njene primene u
razli¢itim neuroloskim
poremecajima.

PredloZene su nove
metode 1 tehnike koje
mogu poboljiati analizu
biomedicinskih signala,
isti¢udi potrebu za daljim
istrazivanjima 1
optimizacijom modela.




Teorijski rad koji opisuje Ukazuje na potrebu za

ograni¢enja optimizacionih specifiénim

Wolpert & algm’lrt‘am':f, uaglasa\faj}lm dd ne pl’ll‘agfjdaffau_?cm ‘

M d No free lunch theorems for postoji univerzalno najbolji optimizacionih tehnika za

acrea : .- - T
Y optimization algoritam za sve probleme, §toima  razli¢ite zadatke, Sto je

implikacije za odabir Vaino pri razvoju
metaheuristi¢kih pristupa u preciznih Al modela za
optimizaciji VNM modela. EEG analize.

Tabela 1: Pregled relevantnih nauénih istraZivanja u oblasti analize EEG signala

Gore prikazana tabela daje prikaz svih najnovijih i najrelevantnijih nau¢nih istrazivanja
u oblasti analize EEG signala, detekcije epileptickih napada, odnosno primene vestackih
neuronskih mreZa i masinskog ucenja podataka u medicinskoj neurodijagnostici.

U tabeli br.l su prikazani radovi koji se bave razvojem metoda za automatsku analizu
EEG signala, identifikaciju abnormalnosti, optimizaciju hiperparametara matematickih modela
koris¢enjem metaheuristickih algoritama, kao i naucno-istrazivacki radovi koji naglasavaju
izazove u standardizaciji interpretacije EEG signala.

Rezultati istrazivanja jasno ukazuju na znacajne prednosti primene tehnologija vestacke
inteligencije i ma8inskog u¢enja podataka, ali i na postojece izazove, §to predstavlja prostor za
dalja unapredenja i razvoj inovativnih metoda. Ovaj pregled pomaze u identifikaciji klju¢nih
metoda i pristupa, kao i u definisanju smernica za dalji razvoj istraZivanja u ovoj oblasti, §to je
od izuzetnog znacaja za unapredenje medicinske neurodijagnostike.

3.2.Industrijska primena LSTM modela u medicini

Nelinearna i nestacionarna priroda EEG signala, koja je detaljno opisana u prethodnim
poglavljima, ¢ini EEG signale izuzetno sloZenim za ru¢nu analizu. Suptilne, ali veoma kriti¢ne
promene u EEG talasima Cesto ostaju neprimecene prilikom jednostavne vizuelne inspekcije,
sto dovodi do rizika od propustanja vaznih informacija prilikom dijagnoze pacijenata (Noachtar
& Rémi, 2009).

Pregledi razli¢itih tehnika analize EEG signala pokazuju da, uprkos postojanju sirokog
spektra do sada implementiranih metoda, postoji znacajan prostor za unapredenje kako bi se
poboljsala ta¢nost dijagnoze epilepsije (Acharya et al., 2013). Prethodna istrazivanja ukazuju
da primena veStacke inteligencije i masinskog ucenja podataka ima ogroman potencijal da
pomogne medicinskim stru¢njacima (neuorolozi, EEG tehnicari,...) da brze i preciznije
analiziraju podatke iz EEG signala, §to mozZe biti kljuno za rano otkrivanje anomalija u
mozdanoj funkciji pacijenata (Kauretal., 2021).

Primena algoritama masinskog ucenja podataka (Machine Learning) u analizi EEG
signala takode je intenzivno istrazivana. Rasheed et al. (2021) u svojoj nauénoj studiji ukazuju
na umerene uspehe primene tehnika masSinskog ucenja podataka, ali isti¢u da i pored njihovih
prednosti, nijedan od pristupa nije postigao savriene rezultate u detekeiji epilepti¢énih napada
kod pacijenata. Ova zapaZzanja sugeriSu da je kombinacija tradicionalnih i naprednih tehnika
nuzna za poboljSanje preciznosti dijagnoze u klinickoj praksi.
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Analiza EEG signala, zajedno sa interpretacijom EEG dijagrama, ostaje klju¢na tehnika
za dijagnostiku epilepsije, kao i za precizno lociranje pogodenih oblasti i pra¢enje uspesnosti
terapije pre svega zbog svoje ta¢nosti, dostupnosti i neinvazivnosti (Noachtar & Rémi, 2009;
Tatum et al., 2018). EEG tehnika se takode pokazala kao kljucan alat za diferencijalnu
dijagnozu i kvantifikaciju epilepti¢nih napada tokom predhirurskih pregleda, $to omogucava
finu analizu i planiranje hirurskih intervencija kod pacijenata (Tatum et al., 2018). Ipak, postoji
opasnost od preterane dijagnostike epilepsije usled pogresnog tumacenja abnormalnih EEG
signala, $to pak moZze dovesti do nepotrebnih intervencija i pogresnih terapijskih odluka (Amin
& Benbadis, 2019).

Prethodna istrazivanja su takode ispitivala potencijal primene vestacke inteligencije za
dijagnostiku epilepsije koriste¢i razli¢ite modele klasifikatora, kako nadgledane tako i
nenadgledane pristupe masinskog ucenja podataka. Kao primer u naucnoj literaturi ¢esto se
navodi nauéno-istrazivacki rad Abbasii Goldenholz (2019) koji sugeriSe da upotreba algoritma
masinskog ucenja podataka poput algoritma Support Vector Classifiers (SVC) moZe postici
tacnost od oko 86%, mada druge naucne studije pak ukazuju da dijagnostika bez vizuelne
analize Cesto rezultira tacnostima u rasponu od 80% do 86%. Uocena ograni¢enja algoritma
masinskog utenja podataka kao $to je to sludaj sa Support Vector Machine (SVM) algoritmom,
naroCito sposobnost obrade sekvencijalnih podataka, takode su istaknuta kao prepreka u
postizanju jo¥ veée preciznosti u klini¢koj praksi primenom metoda masinskog ulenja
podataka.

U oblasti klinickih ishoda, neosporno je da primenjene metode masinskog udenja
svakako ukazuju na znacajne rezultate u medicinskog dijagnostici. U okviru naucno-
istrazivackog rada Paldino et al. (2014) je primenjen model maSinskog ucenja podataka
Random Forest (RF) 1 postignut je rezultat od 100% osetljivost i 95,4% specifi¢nost u
predvidanju jezickog ostecenja kod pedijatrijskih pacijenata analizom difuzione tenzorske
snimke. lako je ovaj pristup pokazao visoke performanse, traktuografija ima ogranicenja jer je
indirektna, neta¢na i te$ko ju je precizno kvantifikovati.

Pored tradicionalnih metoda masinskog u¢enja, mnogobrojni nau¢ni radovi su ispitivali
i pristupe dubokog ucenja, pre svega u oblastima istrazivanja koja su pokazala da hibridne
strukture vestackih neuronskih mreza koje kombinuju konvolucione neuronske mreze i
rekurerentne neuronske mreze mogu definitivno uspesno izvladiti prostorne i vremenske
karakteristike epilepti¢nih napada iz EEG snimaka. Konkretno, model hibridne bilinearne
strukture, koji koristi kratkoro¢nu Furijeovu transformaciju na segmentima od 1 sekunde,
uspesno je klasifikovao tipove napada sa Fl-vrednostima od 97.4% i 97.2% (Liu et al., 2020).
Takvi matematicki modeli definitivno pokazuju potencijal za unapredenje algoritama za
automatsku detekciju, ali njihova primena u realnom svetu i dalje zahteva dodatna istrazivanja.

Jedan od kljuénih izazova u primeni algoritama veStacke inteligencije, pogotovu u
domenu medicinske neurodijagnostike, je potreba za optimizacijom velikog broja kontrolnih
parametara vestacle neuronske mreze (hiperparametri). Kako se broj hiperparametara
povecava, tatnost implementacionog procesa postaje sve preciznija, ali istovremeno zavisi i od
optimalnog podeSavanja vrednosti. U tom smislu postoji ekletantan trend primene
metaheuristi¢kih algoritama optimizacije, a sve u cilju automatskog podeSavanja
hiperparametara matematickih modela vestackih neuronskih mreza.
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Medu najpoznatijim metodama optimizacije hiperparametara modela veStackih
neuronskih mreza su Genetic Algorithm (GA) (Katoch, Chavhan, & Kumar, 2021), Particle
Swarm Optimization (PSO) (Kennedy & Eberhart, 1995), Bat Algorithm (BA) (Yang &
Gandomi, 2012), Brainstorm Optimization (BSO) (Shi, 2011), Chimp Optimization Algorithm
(ChOA) (Khishe & Mosavi, 2020), Self-Adaptive Step-Size Search (SASS) (Kumar, Das, &
Zelinka, 2020) i COLSHADE (Gurrola-Ramos, Hernandez-Aguirre, & Dalmau-Cedeiio, 2020).

Vazno je rec¢i da prema "No Free Lunch" teoremi (Wolpert & Macready, 1997), nijedan
od ovih pristupa nije univerzalno optimalan, te su potrebni dalji eksperimentalni radovi za
poboljsanje rezultata u konkretnim slu¢ajevima medicinske neurodijagnostike.

Metaheuristicki algoritmi su takode uspe$no kombinovani sa modelima masinskog
ucenja u brojnim oblastima, gde na primer u medicinskoj dijagnostici su se koristili za
podesavanje konvolucionih neuronskih mreza u klasifikaciji slika dobijenih putem magnetne
rezonance (Magnetic Resonance Imaging (MRI)) (Paldino et al ., 2014; Abbasi & Goldenholz,
2019) i rengdenskih (X-ray) slika (Zivkovic et al., 2022).

Veliki uspeh postignut je i u prognoziranju vremenskih serija, sto je od znacaja za
dijagnostiku Parkinsonove bolesti (Liu et al., 2020) i za predvidanje senzorskih podataka iz
elektrokardiograma (Pilcevic et al., 2023) i EEG signala (Pilcevic et al., 2023). Ono §to je vazno
napomenuti da svi prethodno spomenuti pristupi primene vestacke inteligencije u domenu
medicinske dijagnostike, pokazuju da se metodologije razvijene za jednu oblast mogu
prilagoditi i primeniti u drugim aplikativnim (industrijskim) domenima.

Dinamicka analiza vestackih neuronskih mreza je takode dobila znacajnu paznju,
istrazivanja su se bavila bipartitnom sinhronizacijom pomoc¢u dualnog metoda baziranog na
dogadajima, §to omoguc¢ava bolju koordinaciju izmedu vestackih neuronskih mreza (Song et
al., 2023). Drugi radovi su pak ispitivali dinamicke metode zasnovane na dogadajima za
reSavanje problema putem fuzzy konsenzusa u nelinearnim viSezastupnickim okvirima (Du et
al., 2024). Kombinacija tehnika vremenskog uzorkovanja i prostorne metode podele, koja
smanjuje troskove merenja, takode je analizirana i diskutovana u nauéno-istrazivackim
radovima (Song, Peng, Song, & Stojanovic, 2024).

lako su prethodna istrazivanja dala znac¢ajan doprinos primene vestacke inteligencije i
masinskog uéenja podataka u domenu medicinske dijagnostike, znac¢ajan napredak je svakako
ostvaren i u primeni matematickih modela LSTM vestackih neuronskih mreza, posebno onih
optimizovanih putem algoritma pretrage promenljivog okruznja (Variable Neighborhood
Search, VNS) za detekciju anomalija u EEG signalima. Ova jedinstvena kombinacija obeéava
da ¢e unaprediti metodologije za identifikaciju abnormalnosti u EEG oc¢itavanjima i ponuditi
novi, efikasan pristup za navigaciju sloZzenostima u dijagnostici i pracenju mozdanih anomalija
kod pacijenata.

Pored toga, razmatranje alternativnih modela za obradu sekvencijalnih podataka, kao
§to su jednostavne rekurentne neuronske mreze, rekurentne neuronske mreze sa slojevima
paznje i echo-state rekurentne neuronske mreze, ukazuje na potrebu za integracijom
najperspektivnijih tehnika. U velikom broju slué¢ajeva ovo ukljucuje pristup integracije
matematickih modela LSTM vestacke neuronske mreze optimizovanih algoritmom varijabilne
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pretrage susedstva, naro€ito za primene u realnom vremenu, gde je efikasnost i dostupnost
matematickog modela od izuzetne vaznosti za klinicku praksu.

Analiza nauéno-istraZivackih radova pokazuje da su rekurentne neuronske mreZe i
matematicki modeli LSTM vestackih neuronskih mreza postavili temelje za napredne metode
analize EEG signala, omoguéavajuéi automatsko prepoznavanje sloZenih vremenski i prostorno
zavisnih obrazaca koji su kljuéni za preciznu dijagnozu neuroloskih poremecaja.

lako su postojec¢i matemati¢ki modeli uspeli da pokaZu visoku ta¢nost, izazovi vezani
za kvalitet podataka, potreba da se obezbedi izuzetno zahtevni distribuirani racunarski resursi,
i potreba za optimizacijom hiperparametara modela ve$tacke neuronske mreZe ostaju znacajni
za adekvatnu primenu u klini¢koj praksi.

6

Definitivno je da dalja istraZivanja treba da se fokusiraju na sintezu ,lightweight
matematickih modela koji su efikasni i sposobni za rad u realnom vremenu, ¢ime ¢e se
unaprediti medicinska dijagnostika i poboljsati zdravstveni ishodi pacijenata.

Ovaj naucno-istrazivacki rad se oslanja na analizu mogucnosti primene matematickih
modela LSTM vestackih neuronskih mreza za detekciju abnormalnih obrazaca u EEG
signalima. Matemati¢ki modeli LSTM vestackih neuronskih mreza su specijalno dizajnirani da
prevazidu problem nestajucih gradijenata koji su karakteristicni za standardne matematicke
modele rekurentnih neuronskih mreza, omogucavaju¢i tako efikasno ucenje dugoro¢nih
vremenskih i prostornih zavisnosti u podacima (Pascanu, Mikolov, & Bengio, 2013).

U prethodnim poglavljima je detaljno opisana struktura LSTM vestacke neuronske
mreze, koja ukljucuje mehanizme kapija (zaboravljajucu, ulaznu i izlaznu), koji selektivno
kontroliSu tok informacija kroz LSTM vestacku neuronsku mrezu. Ovi mehanizmi
omogucavaju matematickom modelu LSTM vestacke neuronske mreze da zadrzi relevantne
informacije i odbaci one koje nisu korisne, ¢ime se poboljiava preciznost detekcije u inherentno
slozenim EEG signalima.

Pored unapredenje same arhitekture vestatke neuronske mreZe, u ovom nauéno-
istrazivackom radu se primenjuju i metaheuristicki algoritmi za optimizaciju hiperparametara
matematickog modela LSTM veStatke neuronske mreze. Algoritmi optimizacije
hiperparametara matematickog modela LSTM vestacke neuronske mreze, poput genetskog
algoritma (Genetic Algorithm, GA) i algoritam optimizacije roja Cestica (Particle Swarm
Optimization, PSO), omogucavaju automatsko podesavanje hiperparametara kao $to su broj
slojeva, broj neurona u skrivenim slojevima, stopa ucenja i drugih kljugnih hiperparametara.
Ova optimizacija je od sustinskog znacaja za postizanje najboljih performansi modela LSTM
veitacke neuronske mreZe, jer omogucava matemati¢kog modelu da se efikasnije prilagodi
specificnostima EEG podataka, smanjujuci rizik od pretreniranosti i povecavajuci njegovu
sposobnost generalizacije na nove podatke.

Dodatno, ovaj naucno-istrazivacki rad predstavlja i modifikovanu varijantu algoritma
pretrage varijabilnog susedstva (Variable Neighborhood Search, VNS), razvijenu specifi¢no za
potrebe ovog istrazivanja. Ovaj algoritam optimizacije hiperparametara putem pretrage
varijabilnog susedstva omoguc¢ava dinami¢no podeSavanje i prilagadovanje hiperparametara
LSTM vestacke neuronske mreze tokom procesa treniranja, ¢cime se postize jo§ veca tacnost i
stabilnost matemati¢kog modela LSTM vestatke neuronske mreZe.
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Ujedno vazno je napomenuti da se primena veStacke inteligencije se ne moze analizirati
i planirati primena u klinickoj praksi bez adekvatnog regulatornog okvira, kako na globalnom
nivou (European Commission, 2019), tako i u Republici Srbiji (Vukovi¢, Petrovi¢, &
Jovanovi¢, 2019). Zbog toga je otigledna uloga regulatornog okvira u osiguravanju da se
primena tehnologija veStacke inteligencije odvija na siguran i etiCan nacin.

3.3. Regulatorni okviri i eticki standardi

Kao §to je opisano u prethodnom poglavlju, pored tehnickih aspekata, od sustinskog
znacaja je primena regulatornih okvira u medicinskoj neurodijagnostici, posebno kada se
koriste napredne tehnologije vestacke inteligencije i maSinskog ucenja podataka koje imaju
direktne implikacije na pacijente u klinickoj praksi.

U savremenom zdravstvenom sistemu, primena veStatke inteligencije kao primarne
dijagnosticke tehnologije nosi sa sobom niz etickih, pravnih i socijalnih pitanja koja moraju biti
reSena kako bi se osigurala sigurnost i poverenje pacijenata u nove tehnologije koje ¢e se
ocigledno svi vise i vise korisiti u dnevnoj klinickoj praksi.

Primena vestacke inteligencije u medicinskoj neurodijagnostici, a posebno u analizi
EEG signala, ne moze se posmatrati samo sa tehnicke strane, izuzetno je vazno i razumevanje
regulatornih okvira i etickih standarda koji osiguravaju bezbednost pacijenata i poverenje u
nove tehnologije. Konkretno kao primer tehnickih i eti¢kih standarda koji se moraju usvojiti u
medicinskoj neurodijagnostici, a posebno se o istim mora voditi ratuna prilikom analize EEG
signala pomoéu tchnika veStacke inteligencije, su izuzetno vazni prinicipi anonimizacije
podataka. Naime, posto se radi o izuzetno osetiljivim li¢nim podacima pacijenata, koji direktno
odrazavaju neurolosku funkciju pacijenata, posebna paznja se mora posvetiti procesu
anonimizacije podataka, jer isti mogu otkriti vrlo licne i osetljive informacije o samom
pacijentu. Ovo zahteva dodatnu paznju u zastiti podataka i implementaciji etickih smernica u
procesu prikupljanja i obrade medicinskih podataka.

U nastavku ovog nau¢no-istrazivactkog rada su prikazani pravni okviri i eticke smernice
koje predstavljaju temelj za razvoj, implementaciju i kontinuirani nadzor sistema ve3tacke
inteligencije u oblasti medicinske neurodijagnostike.

3.3.1. Evropskii medunarodni standardi

Evropska komisija je prepoznala znacaj i potrebu implementcije etickih smernica za
pouzdanu upotrebu veStaCke inteligencije u svim sferama drustva, $to se odrazava u
dokumentima poput "Ethics Guidelines for Trustworthy AI" (European Commission, 2019).
Ove smernice definifu klju¢ne principe nadgledane primene vestatke inteligencije, medu
kojima su posebno vazni principi:

e Princip transparentnosti,
« Princip odgovornosti,

e Princip pravednosti,
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» Princip bezbednosti,
« Princip privatnosti i
« Princip ljudskog nadgledanja.

Prema ovim smernicama Evropska komisija Zzeli da sistemi vestacke inteligencije pre
svega moraju biti dizajnirani tako da budu pouzdani i da omoguéavaju krajnjim korisnicima
apsolutno razumevanje na koji nacin sistemi vestacke inteligencije donose odluke tokom
procesa zakljuc¢ivanja i odlu¢ivanja.

Posebno se naglasavaju principi transparentnosti i objaSnjivosti matematickog modela
u domenima medicinske dijagnostike, gde pogresne odluke sistema vestacke inteligencije, kao
i njihova interpretacija, mogu imati ozbiljne posledice po zdravlje pacijenata.

Osim etickih smernica, primena vestacke inteligencije u medicini podrazumeva i
striktne zakonodavne okvire, medu kojima je posebno zna¢ajna Opsta uredba o zastiti podataka
(General Data Protection Regulation, GDPR) koja je doneta u Evropskoj uniji jos 2016. godine
i kontinurirano je unapredivana od tada.

Regulativni okvir definisan OpStom uredbom o zastiti podataka postavlja stroge
standarde za prikupljanje, obradu i ¢uvanje li¢nih podataka, ukljucujuci i medicinske podatke.
Ovi propisi osiguravaju da podaci pacijenata budu zasticeni i da se koriste iskljucivo u svrhe
koje su jasno definisane i odobrene od strane nadleZnih organa. Implementacija Op3te uredbe
o zastiti podataka kao obavezujeceg regulatornog okvira predstavlja izazov za mnoge
zdravstvene ustanove, ali istovremeno pruZa okvir za eti¢ko i odgovorno koridéenje tehnologija
veitacke inteligencije (European Commission, 2019).

U kontekstu analize EEG signala, ovo znadi da pacijenti moraju biti jasno informisani o
tome kako ¢e se njihovi EEG podaci koristiti, ko ¢e imati pristup tim podacima, odnosno kako
se osigurava sigurnost prikupljenih i obradivanih podataka. Pacijenti imaju pravo da pristupe
svojim liénim (medicinskim) podacima, da zahtevaju njihovu ispravku, brisanje, pa cak i
prenosivost, §to stvara izazove u implementaciji sistema veStacke inteligencije koji se oslanjaju
na velike koli¢ine podataka.

Zdravstvene ustanove moraju implementirati tehni¢ke i organizacione mere kako bi
osigurale zastitu svih prikupljenih li¢nih podataka od neovlaic¢enog pristupa ili pak zloupotrebe.
Ovo moze ukljuéivati enkripciju podataka, kontrolu pristupa zasnovanu na ulogama koje
odredeni korisnici sistema vestacke inteligencije imaju u okviru samog sistema, kao i redovne
revizije sigurnosnih protokola koji se primenjuju u okviru datih sistema vestacke inteligencije.

Pored prethodno spomenutih opstih regulatornih okvira, postoje specijalizovani
regulatorni okviri poput HIPAA, (Health Insurance Portability and Accountability Act,
HIPAA) koji se primenjuje u Sjedinjenim Americkim Drzavama, a koji je pre svega
usredsreden isklju¢ivo na zastitu zaSticenih zdravstvenih informacija (Protected Health
Information, PHI) koje poseduju zdravstveni osiguravaci i pruzaoci zdravstvenih usluga. lako
HIPAA regulatorni okvir takode zahteva saglasnost pacijenta za koriscenje i deljenje PHI, ima
viSe izuzetaka nego GDPR regulatorni okvir, posebno za svrhe lecenja, placanja i
administrativne svrhe.
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Prava pojedinaca da pristupe i isprave svoje zdravstvene informacije su nesto
ograni¢enija nego u okviru GDPR regulatornog okvira. Prakti¢no HIPAA regulatorni okvir je
osmisljen tako da se primarno fokusira na osiguravanje poverljivosti i sigurnosti zdravstvenih
informacija pacijenata, kao i na olakSavanje prenosa zdravstvenog osiguranja.

U domenu primene ve3tatke inteligencije u obradi i analizi EEG signala, HIPAA
regulatorni okvir zahteva da se EEG podaci adekvatno zastite od neovlas¢enog pristupa i
zloupotrebe, ali ne postavlja tako stroge zahteve u pogledu transparentnosti algoritama kao $to
to predvida GDPR regulatorni okvir. Sankcije za nepostovanje HIPAA propisa ukljucuju
novéane i kriviéne kazne, ¢ija visina zavisi od teZine povrede.

Kljuc¢na razlika izmedu ova dva standarda (GDPR vs HIPAA) lezi u pristupu zastiti
podataka. GDPR regulatorni okvir je sveobuhvatniji i pruza veéu kontrolu pojedincima nad
svojim podacima, dok je HIPAA regulatorni okvir specifi¢niji i usmeren na zastitu zdravstvenih
informacija u okviru zdravstvenog sistema.

U praksi, to znaci da organizacije koje primenjuju sisteme vetacke inteligencije u
medicinskoj dijagnostici moraju pazljivo razmotriti oba standarda i uskladiti svoje prakse kako
bi osigurale postovanje svih relevantnih propisa.

U zemljama kao 3to je Republika Srbija, koje teze uskladivanju sa standardima koji su
na snazi u Evropskoj Uniji, razumevanje GDPR regulatornog okvira je od posebnog znacaja,
ali se ne sme zanemariti ni HIPAA regulatorni okvir, posebno 3to je izuzetno vazna ¢injenica
da veliki broj zdrastvenih ustanova u Republici Srbiji direktno saraduje sa institucijama
Sjedinjenih Americ¢kih Drzava i koriste americke tehnologije.

Integracija etickih principa, transparentnost matematickih algoritama 1 zaStita
privatnosti pacijenata su klju¢ni elementi za odgovornu primenu sistema vestacke inteligencije
u medicini, bez obzira na regulatorni okvir koji se primenjuje. Uskladivanje sa ovim razli¢itim
standardima moze biti kompleksno, ali je kljuéno za osiguravanje da se sistemi veStacke
inteligencije koji su dizajnirani za medicinsku dijagnostiku mogu koristiti globalno, uz
postovanje razlicitih pravnih i etickih zahteva.

3.3.2. Regulatorni okviri u Republici Srbiji

U Republici Srbiji, primena tehnologija vestacke inteligencije i masinskog ucenja
podataka u zdravstvenoj zaStiti pacijenata predstavlja znacajan korak napred, ali se suoCava sa
nizom specifi¢nih izazova. Ograniceni resursi, nedostatak sveobuhvatnog zakonodavnog okvira
1 potreba za uskladivanjem sa strogim medunarodnim standardima klju¢ni su faktori koji
oblikuju trenutno okruZenje u okviru koga se razvijaju procedure primene i sistemi ve§tacke
inteligencije u medicinskoj dijagnostici.

U tom smislu Ministarstvo zdravlja Republike Srbije je pokrenulo inicijativu 2023.
godine, koja predvida razvoj nacionalne baze EEG podataka sa preko 10.000 anonimizovanih
snimaka u saradnji sa EU projektom Al4Health. Ova inicijativa svakako predstavlja ohrabrujuci
pomak ka modernizaciji i digitalizaciji zdravstvenog sistema Republike Srbije.
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Ministarstvo zdravlja Republike Srbije je zamislilo da ova baza EEG podataka ima
potencijal da omoguéi kreiranje prilagodenih nacionalnih matematickih modela veStacke
inteligencije za analizu EEG signala u Republici Srbiji, $to bi moglo rezultirati preciznijim
dijagnozama i efikasnijim pra¢enjem neuroloskih poremecaja pacijenata u medicinskim
ustanovama Republike Srbije.

Ova baza EEG zapisa Ministarstva zdravlja Republike Srbije ima za cilj da transformise
nadin na koji se pristupa dijagnostici neuroloskih poremecaja i unapredi sposobnost primene
naprednih medicinskih tehnologija u zdravstvenoj zastiti pacijenata u Republici Srbiji.

Glavni cilj ove inicijative Ministarstvo zdravlja Republike Srbije je stvaranje
centralizovanog resursa koji ¢e omoguciti:

« Standardizovanu analizu EEG signala: Sakupljanjem i digitalizacijom velikog broja
lokalnih EEG snimaka, moguce je razviti prilagodene matematicke modele vestacke
inteligencije za preciznu analizu i klasifikaciju EEG signala. Ovo ¢e doprineti boljoj
identifikaciji abnormalnosti, kao S§to su epilepticki napadi, i drugi neuroloski
poremecaji.

 Razvoj i testiranje matematickih modela veStacke inteligencije: Lokalna baza
podataka ¢e posluziti kao temelj za razvoj nacionalnih modela vestacke inteligencije,
poput LSTM vestackih neuronskih mreza, koje su specijalizovane za rad sa vremenskim
serijama. Kao §to je opisano u prethodnim poglavljima ovakvi prilagodeni matematicki
modeli, optimizovani putem metaheuristickih algoritama, moc¢i ¢e da se treniraju na
realnim i anonimiziranim, visokokvalitetnim podacima, ¢ime se povecava preciznost
predikcija i smanjuje se broj laznih dijagnoza kod pacijenata u Republici Srbiji.

« Unapredenje pracenja i leCenja pacijenata: KoriS¢enjem matematickih modela
veStacke inteligencije razvijenih na osnovu ove domace baze EEG signala, ¢e omoguditi
uspostavljanje sistema za kontinuirani monitoring pacijenata u Republici Srbiji. Ovo ¢e
omoguciti pravovremenu intervenciju i prilagodavanje terapije u slucaju detekcije
abnormalne mozdane aktivnosti, §to je klju¢no za poboljsanje ishoda leCenja pacijenata
u Republici Srbiji.

Svakako je potrebno posebno naglasiti da ovakve inicijative Ministarstva zdravlja
Republike Srbije zahtevaju paZljivo planiranje i implementaciju, uz poseban fokus na zastitu
privatnosti pacijenata i eticku upotrebu podataka koji su prikupljeni i obradeni kasnije
sistemima veStacke inteligencije. To podrazumeva uspostavljanje jasnih protokola za
digitalizaciju, anonimizaciju, kontrolu pristupa podacima i pracenje uskladenosti sa
relevantnim propisima.

Pored pomenute inicijative Ministarstva zdravlja Republike Srbije, vaznu ulogu igra i
rad eti¢kih komiteta za ve§tacku inteligenciju u Republici Srbiji. Usvajanje standarda EN ISO
15258:2023, sa posebnim akcentom na transparentnost matematickih algoritama, predstavlja
znacajan korak ka odgovomoj primeni sistema vestacke inteligencije u medicinskoj
neurodijagnostici.

Projekat nacionalne baze EEG podataka Ministarstva zdravlja Republike Srbije
predstavlja ohrabruju¢i pomak ka digitalizaciji zdravstvenog sistema Republike Srbije.
Uspesna implementacija ovakvog nacionalnog projekta u okviru Ministarstva zdravlja
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Republike Srbije zahteva takode pazljivo planiranje i sprovodenje nekoliko sledecih klju¢nih

koraka:

Anonimizacija podataka i zaStita privatnosti pacijenata: Da bi se osigurala zastita
licnih podataka pacijenata, svi EEG snimci moraju biti pazljivo digitalizovani i
anonimizovani. To podrazumeva uklanjanje svih identifikacionih informacija i primenu
najnovijih tehnika enkripcije podataka. Ovi procesi se moraju uskladiti sa
medunarodnim standardima, kao §to je Opsta uredba o zaftiti podataka (GDPR)
(European Commission, 2019).

Tehni¢ka infrastruktura i standardizacija: Za prikupljanje, skladidtenje i obradu
velikog broja EEG snimaka neophodna je adekvatna nacionalna tehnicka infrastruktura
koja zbog osetljivosti informacija, i zakonske potrebe da se podaci ¢uvaju na teritoriji
Republike Srbije, podrazumeva adekvatne tehnicke resurse na teritoriji Republike
Srbije. Ovo ukljuéuje razvoj softverskih reSenja za standardizovanu obradu podataka,
kao i postavljanje racunarske mreze za distribuciju i pristup anonimiziranim podacima
koja ¢e omoguditi efikasnu analizu i primenu prilagodenih nacionalnih sistema vestacke
inteligencije.

Saradnja sa medunarodnim projektima: Projekat je realizovan u saradnji sa EU
projektom Al4Health, §to omogucava prenos znanja i tehnologije iz razvijenih zemalja
u Republiku Srbiju. Ovakva saradnja ne samo da poboljsava tehnicke aspekte ovog
nacionalnog projekta, ve¢ 1 podstice razvoj lokalne istrazivacke zajednice kroz
organizovanje obuka, radionica i zajednickih istraZivackih inicijativa (Ministarstvo
zdravlja Republike Srbije, 2023).

Edukacija i razvoj struénjaka: Uspeh ovakvih inicijativa zavisi i od kontinuirane
edukacije zdravstvenih radnika i istrazivaca u Republici Srbiji. Potrebno je obezbediti
programe obuke za pravilno kori$éenje i odrzavanje sistema vestacke inteligencije, kao
i za interpretaciju rezultata generisanih primenom vestacke inteligencije.

Uskladivanje sa eti¢ckim standardima: Etika u primeni sistema vestacke inteligencije
u zdravstvu igra klju¢nu ulogu, a implementacija standarda EN ISO 15258:2023, sa
fokusom na transparentnost matematickih algoritama i objasnjenje odluka, predstavljaju
temelj za odgovornu upotrebu tehnologija vestacke inteligencije. Primena matematickih
metoda kao Sto su SHAP (SHapley Additive exPlanations, SHAP) vrednosti omogucava
lekarima da razumeju logicku osnovu doneSenih odluka u okviru sistema vestacke
inteligencije, §to povecava poverenje u samu apliciranu tehnologiju (Lundberg & Lee,
2017).

Da bi se osiguralo da sistemi medicinske dijagnostike, bazirani na vestackoj

inteligenciji, budu pouzdani i eti¢ki prihvatljivi, neophodno je obezbediti da su njihove odluke
transparentne i razumljive medicinskim stru¢njacima. U tom kontekstu, primena matematickih
metoda kao §to su SHAP vrednosti postaje izuzetno vazna. Cinjenica je da SHAP vrednosti
predstavljaju mocan alat za klini¢are koji pak omogucava da se razjasni kako pojedinacne
karakteristike (fearures) doprinose predikcijama matemati¢kih modela ve$tacke inteligencije i

samim time uti¢u na zdrastvene ishode pacijenata.
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Prakti¢no to zna¢i da SHAP vrednosti kvantifikuju uticaj svake karakteristike EEG
zapisa na izlaz matematickog modela sistema vestacke inteligencije za dati ulazni podatak. U
medicinskoj neurodijagnostici EEG signala, ovo zna¢i da lekari mogu razumeti kako razliciti
aspekti EEG signala, kao $to su frekvencija, amplituda i faza talasa, uti¢u na dijagnosticku
odluku sistema vestacke inteligencije u intepretaciji EEG signala.

Standard EN ISO 15258:2023 naglasava vaznost transparentnosti i objasnjenja odluka
sistema ve$tacke inteligencije, gde SHAP vrednosti su samo jedan od na¢ina da se ispune ovi
zahtevi standarda. Primena SHAP vrednosti omogucava da sistemi vestacke inteligencije ne
budu "crne kutije", ve¢ da njihove odluke budu razumljive i verifikovane od strane struénjaka.
Ovo povecava poverenje u tehnologiju vestacke inteligencije, smanjuje rizik od greSaka i
pristrasnosti, i osigurava da se sistemi veitacke inteligencije adekvatno i na verifikovan na¢in
koristi u korist pacijenata.

U slucaju da sistem vestacke inteligencije predvidi da pacijent ima epilepti¢ni napad na
osnovu analize EEG signala, SHAP vrednosti mogu pokazati koji su specifi¢ni delovi EEG
signala (npr. nagli porast amplitude u odredenom frekvencijskom opsegu) bili najvaZniji za tu
odluku sistema vestacke inteligencije. Ovo omogucava lekarima da kriticki procene odluku
sistema vestacke inteligencije, da uporede te nalaze sa svojim medicinskim znanjem i
iskustvom, i da donesu informisanu odluku o daljem le¢enju pacijenta.

Primena SHAP vrednosti omogucava da se identifikuju potencijalni problemi u
matematickim modelima vestacke inteligencije, kao §to su prekomerna zavisnost od odredenih
karakteristika ili prisustvo pristrasnosti u podacima. Ovo omoguéava ujedno da se matematicki
model sistema veStacke inteligencije poboljSa 1 na taj nacin se osigura da sistem donosi
pravedne i tane odluke.

SHAP vrednosti su klju¢ni alat za eticku i odgovornu primenu veStacke inteligencije u
zdravstvu, posebno u kontekstu medicinske dijagnostike EEG signala. One omogucavaju
transparentnost, objasnjenje odluka, verifikaciju od strane stru¢njaka 1 identifikaciju
potencijalnih problema u matemati¢kom modelu sistema veStacke inteligencije, $to doprinosi
boljem zdravstvenom ishodu i povecanju poverenja u nove tehnologije vestacke inteligencije.
Integracija SHAP vrednosti u razvoj i primenu sistema vestacke inteligencije je u skladu sa
standardima EN ISO 15258:2023 i predstavlja korak ka odgovornoj i etickoj primeni vestacke
inteligencije u zdravstvu i klini¢koj praksi.

Inicijativa Ministarstva zdravlja Republike Srbije iz 2023. godine, a koja se odnosi na
razvoj nacionalne EEG baze podataka u saradnji sa projektom Evropske Unije Al4Health,
predstavlja kljuéni korak ka modernizaciji zdravstvenog sistema u Republici Srbiji. Ova
nacionalna baza ima potencijal da unapredi preciznost dijagnostike neuroloskih poremecaja
kroz razvoj prilagodenih matematickih modela sistema veStacke inteligencije, poboljSanje
procesa obrade podataka i smanjenje broja pogresnih dijagnoza. Implementacija ovakvih
redenja zahteva sinergiju izmedu regulatornih okvira, eti¢kih standarda, tehnicke infrastrukture
i kontinuirane edukacije struénjaka, §to ¢e omoguéiti odrziv razvoj i primenu tehnologija
ve§tacke inteligencije u zdravstvenoj zastiti.

U kontekstu zemalja u razvoju, kao sto je Republika Srbija, primena medunarodnih
standarda ¢esto predstavlja izazov zbog ogranitenih resursa, manje razvijenih zakonodavnih
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okvira i nedostatka specijalizovane ekspertize. Bez obzira na o¢igledne izazove, upravo u
zemljama poput Republike Srbije postoji veliki potencijal za unapredenje zdravstvenog sistema
kroz primenu modernih tehnologija vestacke inteligencije.

Istrazivanja, poput onog koje su sproveli Vukovi¢, Petrovic¢ i Jovanovi¢ (2019), ukazuju
na znacajan potencijal implementacije sistema vestatke inteligencije u zdravstvenoj zadtiti
Republike Srbije, uz istovremeno naglasavanje potrebe za uskladivanjem nacionalnih
regulatornih pravila sa regulatornim i etickim smernicama Evropske Unije. Takva uskladenost
ne samo da poboljSava kvalitet i sigumnost medicinskih usluga, ve¢ i podstice razvoj lokalne
istrazivacke zajednice i privla¢i dodatna ulaganja u inovacije.

Jedan od klju¢nih nacina za prevazilazenje postojecih izazova je aktivna medunarodna
nau¢na saradnja i razmena znanja i iskustava sa razvijenim zemljama., gde to podrazumeva
uceice u medunarodnim projektima, organizovanje obuka i radionica, kao i uspostavljanje
partnerstva sa vodecim istraZivaékim institucijama, univerzitetima i kompanijama, kako u
zemlji tako i u svetu.

Uskladivanje medunarodnih regulatornih okvira sa lokalnim zakonodavstvom u praksi
svakako predstavlja ne samo izazov vec i priliku za unapredenje zdravstvenog sistema u
Republici Srbiji. Prethodno opisana inicijativa Ministarstva zdravlja Republike Srbije iz 2023.
godine za razvoj nacionalne EEG baze podataka ne samo da omogucava prikupljanje,
digitalizaciju i analizu velikog broja anonimiziranih EEG snimaka, ve¢ i postavlja ¢vrste osnove
za implementaciju naprednih nacionalnih modela sistema vestacke inteligencije u klinickoj
praksi Republike Srbije.

Projekat koji je realizovan u bliskoj saradnji sa Evropskom komisijom i projektom
Al4Health, osigurava prenos znanja i tchnologije iz razvijenih zemalja, doprinoseéi
modernizaciji lokalnih medicinskih praksi Republike Srbije. Kljuéno je osigurati da se ovi
transferi znanja i tehnologije odvijaju na odrziv na¢in, uzimajuci u obzir specifi¢ne potrebe i
resurse Republike Srbije.

To podrazumeva prilagodavanje tehnologija lokalnim uslovima, obuku lokalnih
struénjaka za njihovo koris¢enje 1 odrzavanje, kao i razvoj sopstvenih inovacija na osnovu
prenetog znanja. Takode, neophodno je uspostaviti mehanizme za pracenje i evaluaciju uticaja
ovih tehnologija na kvalitet zdravstvenih usluga i ishode le¢enja pacijenata u Republici Srbiji.

Integracija regulatornih okvira i etickih standarda predstavlja preduslov za bezbednu i
efikasnu primenu tehnologija vetacke inteligencije u medicinskoj dijagnostici EEG signala.
Evropske smernice, kao i lokalni regulatorni okviri u Srbiji, postavljaju temelj za razvoj
transparentnih, odgovornijih i pouzdanijih sistema vedtacke inteligencije.

Inicijative poput one Ministarstva zdravlja (2023) i usvajanje standarda EN ISO
15258:2023 jasno ukazuju na znacajan potencijal za unapredenje svih sistema zdravstvene
zastite Republike Srbije (primarni — sekundarni — tercijarni) kroz primenu nacionalnih sistema
veitacke inteligencije. Ovi standardi zahtevaju pre svega da svi produkcioni sistemi vestacke
inteligencije budu transparentni i pri tome da omogucavaju nedvosmisleno objasnjenje
predlozenih odluka, §to se postize pak implementacijom metoda za interpretaciju modela, kao
$to su prethodno opisane SHAP vrednosti.
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Od klju¢nog znacaja je promovisanje eticke svesti i odgovornosti medu svim akterima
ukljuéenim u razvoj i primenu sistema vestacke inteligencije u zdravstvu Republike Srbije,
ukljucujuéi istrazivace, programere, zdravstvene radnike i pravnike koji su svi zajedno
ukljuceni u zdrastveni sistem Republike Srbije na svim nivoima klini¢ke prakse (primarni —
sekundarni — tercijarni nivo).

3.3.3. Etika i tehni¢ke inovacije u medicinskoj dijagnostici

Prethodno navedeni primeri iz eticke prakse, kako internacionalni, tako i oni koji suu
primeni u Republici Srbiji, zajedno sa kontinuiranim razvojem tehnolodkih i regulatornih
reSenja, ukazuju na buduce pravce koji ¢e omoguciti da sistemi vestacke inteligencije postanu
sastavni deo modernog zdravstvenog sistema u Republici Srbiji. Cilj je svakako poboljsanje
kvaliteta Zivota pacijenata i unapredenje zdravstvenih usluga, ali se mora pazljivo balansirati
sa etickim imperativima i naravno prethodno definisanim, ali i planiranim, regulatornim
nacionalnim okvirima.

Eticki aspekti primene vestacke inteligencije u medicinskoj dijagnostici odnose se na
nekoliko klju¢nih pitanja koja moraju biti u fokusu prilikom razvoja i implementacije sistema
vestacke inteligencije u klini¢koj praksi:

«  zaStita privatnosti pacijenata,

« obezbedivanje transparentnosti u donosenju odluka,
« sprecavanje pristrasnosti u matematickim modelima,
» osiguranje odgovornosti u slu¢aju gresaka.

Ovi aspekti su medusobno povezani i svakako se moraju razmatrati holisticki kao deo
celine 1 procesa implementacije sistema ve$tacke inteligencije u klinickoj praksi.

Transparentnost sistema vestacke inteligencije omogucava lekarima i pacijentima da
razumeju kako i na koji na¢in se dolazi do odredene dijagnoze, Cime se povecava poverenje u
tehnologiju vestacke inteligencije i omogucava njena §ira prihvacenost u klinickoj praksi.
Medutim, transparentnost nije uvek tako lako posti¢i, posebno kod kompleksnih matematic¢kih
modela dubokog ucenja kod kojih transaprentnost, objasnjivost modela i vizuelizacija procesa
odluc¢ivanja predstavljaju vrlo ¢esto velike izazove pred tehnoloskim timovima zaduZenim za
implementaciju sistema vestacke inteligencije.

Zato je neophodno razvijati i primenjivati tehnike za objadnjenje odluka sistema
vestacke inteligencije, kao $to su SHAP vrednosti ili LIME (Local Interpretable Model-
agnostic Explanations, LIME), koje omogucavaju da se razume doprinos svake pojedinatne
osobine (feature) u matematickom modelu na konaénu predikciju i odluke koje mogu da uticu
na klini¢ke ishode pacijenata.

Eticki standardi propisuju da svaki sistem vestacke inteligencije mora omoguciti ljudsko
nadgledanje, kako bi se spredile situacije u kojima automatizovani sistemi donose odluke bez
odgovarajuce kontrole (European Commission, 2019). Ovo je posebno vazno u kritiénim
situacijama, gde pogre$na odluka moZe imati ozbiljne posledice po zdravlje pacijenata.
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U kontekstu medicinske dijagnostike EEG signala, ovi izazovi su od presudnog znacaja
jer pogresne interpretacije mogu dovesti do pogresnih terapijskih odluka, pa ¢ak smrtnih ishoda.
Zbog svega toga, ljudsko nadgledanje rada i pravilna interpretacija, odnosno razumevanje
odluka u okviru sistema vestacke inteligencije, mora biti integrisano u sam proces donosenja
odluka, a lekari moraju imati moguénost da intervenisu 1 preispitaju odluke sistema vestacke
inteligencije kao konacan ishod procesa dijagnostike.

Uprkos tehni¢kim inovacijama i napretku u razvoju algoritama i matematitkih modela
sistema veStacke inteligencije, uspe$na primena sistema vestacke inteligencije u medicinskoj
dijagnostici zahteva i implementaciju regulatornih i eti¢kih okvira koji osiguravaju odgovornu
i eticku upotrebu tehnologije. U razvoju matemati¢kih modela za analizu EEG signala, vazno
je osigurati da su svi podaci pacijenata adekvatno zasti¢eni i anonimizirani, a da su modeli
veitacke inteligencije dizajnirani tako da budu transparentni i objasnjivi. Ovo se postize
kombinacijom tehni¢kih redenja, kao &to su napredne metode enkripcije podataka,
diferencijalna privatnost i federativno ucenje, sa etickim smernicama i regulatornim propisima
koji defini$u kako se podaci mogu prikupljati, digitalizovati, koristiti i deliti izmedu razli¢itih
uc¢esnika i pojedinacnih sistema koji obraduju podatke pacijenata.

Obuka matematickih modela sa ugradenim mehanizmima za objasnjenje odluka, uz
stalni nadzor i evaluaciju od strane regulatornih tela, kljucna je za osiguranje transparentnosti i
odgovornosti. Takav pristup omogucava da se osigura ne samo tehnicka pouzdanost sistema
veitacke inteligencije, ve¢ i njihova uskladenost sa primenjivim eti¢kim i pravnim normama
(Vukovi¢, Petrovi¢, & Jovanovi¢, 2019). Kontekstualna integracija regulatornih okvira i eti¢kih
standarda je klju¢na za primenu vestackih neuronskih mreza u medicinskoj dijagnostici i
osigurava pre svega da se tehnologija veStacke inteligencije koristi na nacin koji je u skladu sa
vrednostima drustva u celini, ali svakako i pojedinacnim interesima pacijenata.

Usaglasavanje medunarodnih smermica, kao §to su one Evropske komisije (npr. "Ethics
Guidelines for Trustworthy Al"), sa lokalnim zakonodavnim okvirom Repubulike Srbije,
predstavlja izazov ali istovremeno pruza priliku za unapredenje svih elemenata zdravstvenog
sistema Republike Srbije kroz uspostavljanje visokih standarda u oblasti primene sistema
veitacke inteligencije u medicini.

Eticki i regulatorni okviri osiguravaju da se sistemi veStacke inteligencije razvijaju i
implementiraju na nacin koji §titi pacijente, garantuje transparentnost i odgovornost, te
omogucava kontinuirani razvoj tehnologije uz poStovanje osnovnih ljudskih prava. Ova
integracija je temelj za dalji razvoj inovativnih tehnoloskih resenja koja koriste tehnologiju
vestaCke inteligencije u medicinskoj dijagnostici, $to ¢e pak direktno doprineti boljem
zdravstvenom ishodu pacijenata i povecanju poverenja u nove tchnologije veStacke
inteligencije ¢ija primena se otekuje u klinickoj praksi Republike Srbije.

Neki od daljih pravaca razvoja su svakako alati za automatsko otkrivanje pristrasnosti u
matematickim modelima sitema veStacke inteligencije, kao i ka tehnikama za njihovo
ublazavanje. Praksa je pokazala da je neophodno raditi na permanentoj edukaciji lekara i
pacijenata o prednostima i ograniCenjima sistema veStacke inteligencije, kako bi se osigurala
informisana saglasnost i kasnija adekvatna upotreba tehnologije vestacke inteligencije u
medicinskoj praksi.
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3.34. Specifi¢ni eti¢ki izazovi u analizi EEG signala

Analiza EEG signala pomocu tehnologija veitacke inteligencije donosi sa sobom
specifi¢ne eticke izazove koji zahtevaju paZljivo razmatranje i proaktivan pristup. EEG signali,
kao $to je poznato, sadrze izuzetno osetljive informacije o neuroloskom stanju pacijenta,
ukljucuju¢i detaljne podatke o potencijalnim neuroloikim poremecéajima, kognitivnim
funkcijama, emocionalnim stanjima, pa ¢ak i sklonostima i karakternim crtama pacijenta.

Zadtita privatnosti i poverljivosti ovih podataka je od izuzetnog znacaja, a to prevazilazi
osnovnu zadtitu od neovlascenog pristupa podacima pacijenata koji su implementirani u
tradicionalnim softverskim alatima za upravljanje podacima. Za3tita mora obuhvatiti i
sprecavanje zloupotrebe podataka, kao 5to je njihova upotreba u svrhe koje nisu u skladu sa
interesima pacijenata, diskriminacija, ili neovlai¢eno deljenje sa tre¢im stranama bez izricite
saglasnosti pacijenata.

Potrebno je imperativno uspostaviti jasne i stroge politike, odnosno procedure koje
reguliSu proces digitalizacije, pristup, koris¢enje i deljenje EEG podataka, uz redovne revizije
i nadzor uskladenosti svih relevantnih procesa i primenjenih tehnologija u prikupljanju, obraditi
i analizi EEG podataka pacijenata.

Jedan od kljuénih izazova u obezbedivanju privatnosti je obezbedivanje efikasne
anonimizacije podataka pacijenata. lako anonimizacija moZe znaCajno smanjiti rizik od
identifikacije pacijenata, napredne tehnike vestcke inteligencije, posebno one koje koriste
masinsko ucenje, mogu potencijalno deanonimizovati podatke, naro¢ito ako se kombinuju sa
drugim dostupnim informacijama, kao $to su demografski podaci ili drugi medicinski zapisi.

Zbog toga je neophodno primeniti robusne tehnike anonimizacije koje su otporne na
napredne metode deanonimizacije, i strogo kontrolisati pristup podacima pacijenata,
ograni¢avajuéi ga samo na one koji imaju opravdanu potrebu za pristupom podacima. Ovo
zahteva koris¢enje naprednih tehnika anonimizacije, kao §to su diferencijalna privatnost (koja
dodaje Sum podacima kako bi se sprecila identifikacija pojedinaca), federativno ucenje (koje
omogucava obuku matematickih modela na decentralizovanim podacima bez potrebe za
deljenjem sirovih podataka), kao 1 implementaciju strogih protokola za kontrolu pristupa
podacima pacijenata, ukljucujuci autentifikaciju, autorizaciju i reviziju aktivnosti sistema
veStacke inteligencije. Takode je bitno redovno aZurirati tehnike anonimizacije u skladu sa
najnovijim industrijskim i nauénim dostignuc¢ima u oblasti privatnosti i zastite podataka.

Drugi kljuéni izazov je obezbedivanje pravednosti i nepristrasnosti u matemati¢kim
modelima sistema vestacke inteligencije. Matematicki modeli obuc¢eni na pristrasnim podacima
mogu dovesti do diskriminatornih dijagnoza i le€enja, $to moZe imati ozbiljne posledice po
pacijente iz marginalizovanih grupa ili one koji ne pripadaju dominantnoj populaciji u skupu
podataka. U sluéaju da na primer matematicki model sistema veitatke inteligencije za
dijagnostiku epilepsije obucen prvenstveno na podacima pacijenata bele rase, moze biti manje
ta¢an u dijagnostici epilepsije kod pacijenata drugih rasa. Stoga je vaZno osigurati da su trening
podaci reprezentativni za razliCite demografske grupe, odnosno da se mateamticki modeli
sistema veStacke inteligencije redovno testiraju na pristrasnost, koriste¢i metrike koje su
dizajnirane da detektuju diskriminaciju.
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Ova vrsta regulatorne i eticke kontrole zahteva paZzljivo planiranje prikupljanja i obrade
skupova podataka za treniranje sistema vestacke inteligencije, ukljuujuci reprezentativan
uzorak pacijenata i paZljivu analizu potencijalnih izvora pristrasnosti. Neophodno je da tokom
procesa digitalizacije podataka koristiti tehnike za otkrivanje i ispravljanje pristrasnosti u
matematickim modelima sistema veStacke inteligencije, kao Sto su rebalansiranje podataka,
ponderisanje uzoraka i razvoj matematickih algoritama koji su manje osetljivi na pristrasnosti
u podacima. Vazno je takode ista¢i da se matematicki modeli sistema veStacke inteligencije
koji se obu¢avaju na medicinskim podacima i za potrebe medicinske dijagnostike, redovno
validiraju na razli¢itim populacijama, demografskim, starosnim i polnim grupama kako bi se
osiguralo da su performanse primenjenih modela konzistentne.

Eticki izazov predstavlja i pitanje autonomije pacijenata, odnosno njihovog prava na
samostalno odluc¢ivanje o svom zdravlju. Pacijenti moraju biti adekvatno informisani o upotrebi
tehnologija ve$tatke inteligencije u njihovoj dijagnostici i le¢enju, ukljucujuéi potencijalne
koristi i rizike, kao 1 o inheretnim ograni¢enjima sistema veStacke inteligencije. Pacijenti
moraju imati pravo da odbiju tretman koji ukljutuju korisc¢enje tehnologije veStacke
inteligencije bez straha od negativnih posledica.

Transparentnost i objasnjivost matematickih modela vestacke inteligencije su kljuéni za
omogucavanje pacijentima da razumeju kako se donose odluke o njihovom zdravlju i da donesu
informisane odluke. Ovo zahteva razvoj matematickih modela sistema vestacke inteligencije
koji su objasnjivi i razumljivi, ne samo medicinskim stru¢njacima, ve¢ i samim pacijentima,
kao i implementaciju jasnih i lako razumljivih protokola za informisanje pacijenata o upotrebi
sistema vestacke inteligencije u njihovoj dijagnostici i lecenju.

Vazno je uspostaviti takve protokole lecenja koji omogucavaju da pacijenti imaju
mogucnost konsultacije sa lekarom o rezultatima koji su proizvod analize sistema vesStacke
inteligencije, da postave pitanja i da izraze svoje brige, i da na kraju krajeva donesu informisane
odluke o svom zdravlju. Lekari moraju biti obuceni da efikasno komuniciraju sa pacijentima o
tehnologijama vestacke inteligencije, objasnjavajuci njihove prednosti i nedostatke, kao i da
podrze pacijente u donosenju sopstvenih odluka koje su u skladu sa njihovim vrednostima i
liénim preferencama.

U reSavanju ovih etickih izazova, od sustinskog je znacaja uspostaviti multidisciplinarni
pristup koji ukljucuje medicinske struénjake, istraZivaCe, ctiCare, pravnike, programere i
predstavnike pacijenata. Samo kroz ovakvu saradnju je moguce razviti eticke okvire i tehnicka
reSenja koja ¢e osigurati da se tehnologije vestacke inteligencije u analizi EEG signala koriste
na odgovoran 1 etiCki nacin, Stite¢i prava 1 interese pacijenata i doprinoseci unapredenju
njihovog zdravlja i unapredenju klini¢ke prakse.

3.3.5. Preporuke razvoja etickih i regulatornih okvira u medicinskoj dijagnostici

Da bi se osigurala etitka i odgovorna primena tehnologija vestacke inteligencije u
analizi EEG signala, neophodno je uspostaviti sveobuhvatan eticki okvir koji obuhvata sledece
elemente:
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« Jasne smernice i propise: Regulatorna tela treba da razviju jasne smernice i propise za
upotrebu sistema veStacke inteligencije u medicinskoj dijagnostici, ukljuéujuéi
standarde za za$titu podataka, anonimizaciju i obja$njivost matematickih modela. Ovi
propisi treba da budu fleksibilni i da se redovno azuriraju kako bi se uzeli u obzir novi
industrijski trendovi, tehnoloski razvoj i eticke izazove buduc¢nosti.

« Eticki komiteti: Zdravstvene ustanove freba da osnuju eticke komitete koji ce
nadgledati razvoj i primenu tehnologija vestacke inteligencije i ujedno osigurati
uskladenost tehnologije sa etickim standardima. Eticki komiteti treba da budu
sastavljeni od stru¢njaka iz razli¢itih oblasti, ukljucuju¢i medicinu, pravo, etiku,
informatiku i drustvene nauke.

¢ Obuka i edukacija: Lekari i drugi zdravstveni radnici treba da budu obuéeni o eti¢kim
aspektima primene veStacke inteligencije, kao i o tehnickim aspektima matematickih
modela sistema vestacke inteligencije. Ovo ¢e im omoguéiti da donose informisane
odluke o upotrebi sistema vestacke inteligencije u svojoj medicinskoj praksi i da
razumeju potencijalne rizike i koristi za svoje pacijente.

« Javna rasprava: VaZno je podsticati javnu raspravu o etickim implikacijama sistema
ve§tacke inteligencije u zdravstvu kako bi se izgradilo poverenje i osigurala
transparentnost. Ovo moze ukljucivati organizovanje javnih foruma, objavljivanje
¢lanaka u medijima i koris¢enje drustvenih mreza za informisanje i angazovanje
javnosti u §iroj podrici usvajanja vestacke inteligencije kao bitnog elementa
zdrastvenog sistema u celini.

o Interdisciplinarna saradnja: Razvoj etickih smernica 1 reSenja zahteva saradnju
izmedu struénjaka iz razlicitih oblasti, ukljuc¢ujuéi medicinu, pravo, etiku, informatiku
1 drustvene nauke. Ovo ¢e osigurati da se uzmu u obzir svi relevantni aspekti drustva u
celini i na taj nacin da se razviju sistemska resenja koja su efikasna i eticki prihvatljiva.

Integracija etickih principa u razvoj i primenu tehnologija veStacke inteligencije u
analizi EEG signala je kljucna za osiguranje da ove tehnologije budu korisne za pacijente i
drustvo u celini. U bliskoj budu¢nosti, moze se ocekivati da ¢e se razviti neki novi eticki izazovi
kako tehnologije vestacke inteligencije postanu sve sofisticiranije i sve viSe integrisane u
zdravstveni sistem.

Veoma je vazno da se eticki i regulatorni okviri redovno preispituju i azuriraju kako bi
se osiguralo da se postojeci i svi buduéi izazovi adekvatno redavaju. lzuzetno je vazno da se
podstice istrazivanje o etickim implikacijama veStacke inteligencije u zdravstvu kako bi se bolje
razumeli potencijalni rizici i krajnje koristi za pacijente.

3.4. Kontekstualna integracija istrazivanja EEG tehnike

Prethodna poglavlja ovog nau¢no-istrazivackog rada detaljno su obradila osnove EEG
tehnike, matematicke osnove vestackih neuronskih mreza, kao i izazove u interpretaciji EEG
signala. Ova teorijska osnova pruza temelj za razumevanje sloZzenosti analize EEG signala, kao
i za identifikaciju potreba za unapredenjem metodologija rada i klinicke prakse.
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U okviru ovog poglavlja, bi¢ce prikazana sinergija i integracija prethodno opisanih
nauc¢nih istrazivanja koja su postavila temelje za razvoj ovog nau¢no-istrazivackog rada.
Prethodni nau¢ni radovi u oblasti analize EEG signala, primena ve$tackih neuronskih mreza i
optimizacije hiperparametara matematickog modela, predstavljaju kljuénu inspiraciju za ovaj
nauc¢no-istrazivacki rad, jer je ukazano na glavne izazove i mogu¢nosti unapredenja medicinske
dijagnostike neuroloskih poremecaja primenom sistema vestacke inteligencije u analizi EEG
zapisa.

U nastavku ovog nauc¢no-istrazivackog rada se izlazu nacini na koje se rezultati
prethodnih studija integriu u implementirani pristup doktorske disertacije, kao i na koji nac¢in
su analizirane metodologije transformisane i nadogradene u okviru ovog nau¢no-istrazivackog
rada. Razmatrano je kako su prepoznate adresirane praznine u dosadadnjim naucnim
istrazivanjima, kako je ovaj nau¢no-istrazivacki rad doprineo popunjavanju tih praznina, i kao
konacni rezultat ove doktorske disertacije je predstavljen novi metodoloski pristup u analizi
EEG signala modelima LSTM vestackih neuronskih mreZa optimizovanih metaheuristikama.

Prethodna istraZivanja, kao $to su studije Acharya et al. (2013) i Sak et al. (2014),
detaljno su razmotrila upotrebu automatizovanih metoda u analizi EEG signala, naglasavajuci
prednosti koriicenja vestackih neuronskih mreza u detekciji epileptickih napada. Ovi radovi su
istakli pre svega da tradicionalne metode, oslanjajuci se na rucnu interpretaciju, ¢esto ne
uspevajuc¢i da uhvate suptilne obrasce unutar EEG signala, §to direktno utice na tacnost
dijagnoze 1 ishode leCenja pacijenata. Rucna interpretacija EEG signala je podlozna
subjektivnosti i zahteva znacajnu ekspertizu klini¢ara, $to je ¢ini vremenski zahtevnom i
potencijalno nekonzistentnom za donoSenje pravovremenih i tatnih dijagnoza.

Na osnovu nalaza iz studije Acharya et al. (2013) i Sak et al. (2014), ovaj nauéno-
istrazivacki rad se usmerava na primenu matematickih modela LSTM vestackih neuronskih
mreza, koje su specijalno razvijene za rad sa vremenskim serijama, kao $to su EEG signali, i
koji omogucavaju ucenje dugorocnih zavisnosti u podacima (Hochreiter & Schmidhuber,
1997). LSTM wvestacke neuronske mreze omogucavaju da se uhvate kompleksni temporalni
odnosi u EEG podacima, §to je kljuéno za tacnu detekciju epileptickih napada i drugih
neuroloskih abnormalnosti.

U okviru ovog naucno-istrazivackog rada razmatra se primena mehanizama paznje
(attention mechanisms) unutar matematickog modela LSTM vestackih neuronskih mreza, $to
omogucava modelu LSTM vestacke neuronske mreze da se fokusira na najrelevantnije delove
EEG signala i tako dodatno poboljsa performanse predikcije i klasifikacije.

Istrazivanje sprovedeno u okviru ovog naucno-istrazivackog rada se oslanja na ideje i
metodologije prethodnih studija, ali ih dodatno nadograduje kroz integraciju metaheuristickih
algoritama za optimizaciju hiperparametara matematickog modela LSTM vestacke neuronske
mreze.

Dok su raniji radovi identifikovali izazove, poput problema nestajuéih gradijenata
(Pascanu, Mikolov, & Bengio, 2013) i potrebe za boljom interpretacijom EEG signala, ovaj
pristup kombinuje LSTM veitacke neuronske mreZe sa metaheuristickim tehnikama kao 3to su
genetski algoritmi (Genetic Algorithm, GA) 1 algoritam optimizacije roja cestica (Particle
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Swarm Optimization, PSO) radi poboljSanja performansi matematickog modela LSTM
veitacke neuronske mreZze.

Optimizacija hiperparametara je kriticna za postizanje optimalnih performansi
matematickog modela LSTM vestacke neuronske mreze, ali je Cesto vremenski zahtevna i
zahteva znacajne racunarske resurse. Upravo ovde metaheuristi¢ki algoritmi dolaze do izraZaja,
jer omogucavaju efikasno pretrazivanje prostora hiperparametara i pronalazenje optimalnih
vrednosti u razumnom vremenskom roku. Time se postiZe ne samo veca tacnost, vec i efikasnija
obuka matematickog modela LSTM vestacke neuronske mreze, §to je posebno vazno u
kontekstu obrade EEG podataka koji sadrZe visoku koli¢inu uma i varijacija.

U okviru ovog naucno-istrazivackog rada je razmatrana i primena adaptivnih
metaheuristickih algoritama, koji dinamiéki prilagodavaju svoje parametre tokom procesa
optimizacije, Sto pak moze dodatno poboljsati efikasnost i robustnost optimizacije.

Pored toga, prethodni radovi su ukazali na vaznost standardizacije u snimanju i
interpretaciji EEG signala (Niedermeyer & da Silva, 2005; Casson, Yates, & Rodrigues, 2010).
Razlike u protokolima za snimanje i obradu EEG signala mogu znacajno uticati na performanse
matematickog modela LSTM vestacke neuronske mreze, te je stoga standardizacija kljuc¢na za
osiguranje pouzdanih rezultata optimizacije.

Ovaj nauc¢no-istrazivacki rad koristi te smernice kao osnovu za uspostavljanje robustne
implementacione metodologije, u kojoj ceo postupak poéinje sa pravilno postavljanjenim
elektrodama, nakon toga se prelazi na adekvatno filtriranje Suma 1 artefakata, primenu
standardizovanih metoda za ekstrakciju karakteristika, i kao deo procesa pripreme podataka
finalna primena automatizovanih metoda za detekciju abnormalnosti. Time se osigurava da su
svi koraci procesa, od prikupljanja podataka do finalne klasifikacije u okviru matematickog
modela LSTM veStatke neuronske mreze, uskladeni sa najboljim praksama iz prethodnih
nauéno-istrazivackih studija i klinicke prakse.

Konkretno, implementirane su preporuke za frekvenciju uzorkovanja podataka,
postavljanje elektroda prema sistemu 10-20, korii¢enje filtera za uklanjanje Suma frekvencije
elektri¢ne mreze (50Hz ili 60Hz zavisno od geografskog podrucja), kao i filitiranje artefakata
izazvanih pokretima ociju i miic¢a pacijenata.

Vazan aspekt prethodnih istrazivanja je i uskladivanje sa regulatornim okvirima i
etickim smernicama, koje su posebno istaknute od strane Evropske komisije (European
Commission, 2019) i nacionalnih inicijativa (Vukovi¢, Petrovi¢, & Jovanovic, 2019).

Kao 3to je u prethodnim poglavljima detaljno objasnjeno, u kontekstu medicinske
neurodijagnostike, upotreba sistema ve$tatke inteligencije mora biti apsolutno u skladu sa
principima transparentnosti, odgovornosti, pravednosti i privatnosti. Ovaj nau¢no-istrazivacki
rad ne samo da se oslanja na tehnoloske inovacije, ve¢ i na uspostavljanje jasnih smernica za
eticku primenu vestackih neuronskih mreza u medicinskoj neurodijagnostici.

Ovaj pristup je kljuéan za primenu matematitkog modela u realnom svetu, gde
transparentnost i pouzdanost matematickog modela direktno uti¢u na zdravstvene ishode
pacijenata. Ukljuéena je detaljna analiza potencijalnih etickih implikacija primenjene
metodologije, kao i mere za ublazavanje rizika.
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Osigurano je da su svi podaci anonimizovani u skladu sa GDPR i drugim relevantnim
propisima, da pacijenti daju informisanu saglasnost za koris¢enje njihovih podataka, i da su
primenjeni matemati¢ki modeli tako dizajnirani tako da budu transparentni i objasnjivi. Kao
deo ovog naucno-istrazivackog rada razmatrana je i upotrebu tehnika za detekciju i ublazavanje
pristrasnosti u matematickim modelima, kako bi se osiguralo da su rezultati pravedni i ne
diskriminiSu pacijente na osnovu rase, pola ili drugih zasticenih karakteristika.

Integracijom prethodnih istraZivanja u ovaj nauc¢no-istraZivacki rad, postavljani su
temelji za razvoj inovativnog nacionalnost sistema vestacke inteligencije za automatsku
detekciju abnormalnih obrazaca u EEG signalima u Republici Srbiji. Na osnovu celokupnog
pregleda literature, moze se zakljuéiti da kombinacija LSTM vestackih neuronskih mreza sa
metaheuristickom optimizacijom definitivno predstavlja jedan obetavajuéi pristup za
poboljsanje tacnosti i brzine dijagnoze neurolo$ckih poremecaja i stanja kod pacijenata.

Vazno je napomenuti da predloZena integracija pristupa omoguéava primenu sistema
veitacke inteligencije u realnom vremenu, §to je od izuzetne vaznosti u hitnim medicinskim
situacijama. Buduéi pravci istrazivanja usmereni su na dalju integraciju adaptivnih i hibridnih
modela optimizacije, razvoj novih tehnika regularizacije i povecanje interpretabilnosti
matematickog modela. Vazno je i nepomenuti da uskladivanje sa etickim i regulatornim
okvirom osigurava da se primena opisanih tehnologija vestacke inteligencije vrsi na bezbedan
i transparentan nacin u okviru zdrastvenog sistema na svim nivoima.

Na taj nacin predloZeni pristup ne samo da doprinosi razvoju naprednih matematickih
metoda i modela za medicinsku neurodijagnostiku, vec postavlja temelje za buduca istrazivanja
koja ¢e se baviti razvojem adaptivnih, hibridnih 1 “/ightweight” modela optimizacije, s ciljem
efikasne primene u realnom vremenu u klinickim uslovima. Posebna paznja bice posvecéena
razvoju matematickih modela koji se mogu efikasno primeniti na uredajima sa ograni¢enim
resursima, kao §to su mobilni telefoni i prenosivi uredaji, sto bi omogucilo kontinuirano
pracenje EEG aktivnosti pacijenata i rano otkrivanje neuroloskih poremecaja.

Kao nastavak nau¢no-istrazivackog rada predloZzemo je da se istrazi mogucnost
koris¢enja transfer learning tehnika za prilagodavanje matematickog modela na razlicite
populacije pacijenata i razli¢ite uredaje za snimanje EEG signala, 5to bi dodatno poboljsalo
koncept generalizacaije i primenljivost prikazanih rezultata.
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4. Metodologija istraZivanja anomalija EEG signala putem LSTM
i metaheuristi¢ke optimizacije

U okviru ovog poglavlja nau¢no-istrazivatkog rada bic¢e predstavljene detaljne
eksperimentalne postavke i eksperimentalni rezultati nau¢no-istrazivackog rada, sa posebnim
osvrtom na primenu matematickog modela LSTM vestacke neuronske mreze u analizi EEG
signala. Prvo je opisan skup ulaznih podataka koji je koriscen u istrazivanju, a koji obuhvata
segmente stvarnih, oznaCenih podataka pacijenata prikupljenih iz javno dostupnih
repozitorijuma medicinskih podataka (https://www upf.edu/web/ntsa/downloads) i prethodnih
istrazivanja koja su pokazala postojanje nelinearnih deterministickih i kona¢no-dimenzionalnih
struktura u vremenskim serijama elektri¢ne aktivnosti mozga pacijenata, sa posebnim osvrtom

na zavisnost od regiona snimanja i stanja mozga pacijenata (Andrzejak et al., 2001). Ovi podaci
su osnova za kasniju validaciju i testiranje predlozenog pristupa ove doktorske u detekciji
anomalija primenom metaheuristickih algorimata optimizacije na LSTM veStascke neuronske
mreze disertacije.

U nastavku ovog naucno-istrazivaCkog rada su prikazani detaljni rezultati
eksperimenata sprovedenih koris¢enjem modela LSTM vestackih neuronskih mreza, pri ¢emu
su posebno istaknute performanse predloZenog matemati¢kog modela u poredenju sa drugim
arhitekturama rekurentnih ve$tackih neuronskih mreza (RNN). Analiza ekperimentalnih
rezultata omoguéava uvid u prednosti i nedostatke pojedina¢nih matemati¢kih modela, kao i
identifikaciju klju¢nih faktora koji doprinose povecanju tainosti i efikasnosti detekcije
abnormalnosti u EEG zapisima.

Pored kvantitativne analize ulaznih podataka, u ovom poglavlju su objasnjene i
metodoloske i algoritamske tehnike primenjene radi optimizacije hiperparametara
matematickog modela LSTM vestackih neuronskih mreza. Poseban naglasak je stavljen na
mere koje su preduzete za poboljsanje performansi matematickog modela, ukljuéujudi
optimizaciju hiperparametara, primenu metaheuristickih algoritama, kao §to su genetski
algoritam (GA) (Katoch, Chauhan, & Kumar, 2021) i algoritam optimizacije roja ¢estica PSO
(Kennedy & Eberhart, 1995), kao i evaluaciju rezultata kroz standardizovane metrike (tanost,
preciznost, osetljivost i specifi¢nost).

Ovaj integrisani pristup, koji kombinuje visokokvalitetno snimanje podataka, pazljivo
definisane eksperimentalne protokole i napredne tehnike optimizacije ve$tackih neuronskih
mreza, predstavlja dobar polazni osnov za dalji razvoj 1 primenu vesStackih neuronskih mreza u
medicinskoj neurodijagnostici. Rezultati dobijeni u okviru ovog istrazivanja pruzaju ne samo
empirijsku podrsku za predlozeni matematicki model, ve¢ i smernice za buduca istrazivanja i
unapredenje tehnika obrade EEG signala u klinickoj praksi.

4.1. Varijacije u interpretaciji medicinskih podataka i tehnicki izazovi
EEG signala

Varijacije u interpretaciji medicinskih podataka zasnovane na prethodnom iskustvu
medicinskih struénjaka mogu definitivno dovesti do pogresne dijagnoze pacijenata (Benbadis
& Kaplan, 2019). U klinickoj praksi, subjektivnost u interpretaciji rezultata medicinskih
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testova, posebno onih koji zahtevaju vizuelnu analizu od strane klinickih eksperata, moze biti
znacajan izvor gresaka i pogresnih dijagnoza koje u ekstremnim sluc¢ajevima mogu dovesti ¢ak
do smrtnih ishoda kod pacijeanta. Razli¢iti lekari mogu razli¢ito tumaciti iste podatke, $to
dovodi do nekonzistentnih dijagnoza i tretmana pacijenata.

Varijacije u interpretaciji EEG signala medu struénjacima predstavljaju kriti¢an izazov
u klinickoj praksi. Studija Benbadis & Kaplan (2019) je pokazala da se 30-40% epilepti¢nih
dijagnoza razlikuje izmedu neurologa sa razli¢itim nivoima iskustva. Tokom jedne od
retrospektivne analize 500 slu¢ajeva, 15% pacijenata je pogresno klasifikovano kao epilepticari
zbog pogreinog tumacenja artefakata ili benignih EEG obrazaca, §to predstavlja izuzetno visok
nivo greSke manuelne intepretacije anomalija EEG zapisa. Ova varijabilnost je posebno
izraZena u regionima sa ogranic¢enim resursima, gde nedostatak specijalizovanih epileptologa
produzava dijagnosticki proces za ¢ak 6-12 meseci (Amin & Benbadis, 2019).

Nelinearna i nestacionarna priroda EEG signala ¢ini EEG zapise izuzetno zahtevnim i
slozenim za ru¢nu analizu, dok suptilne, ali pak kriticne promene u EEG talasima, mogu biti
propustene jednostavnom vizuelnom inspekcijom od strane neurologa i/ili EEG tehni¢ara. EEG
signali su izuzetno sloZeni, sa varijabilnim obrascima koji se menjaju tokom vremena. Rucna
analiza ovakvih signala je dugotrajna i zahteva visok nivo strucnosti, gde ¢ak i izuzetno iskusni
neurofiziolozi mogu propustiti veoma vazne detalje, posebno kada se radi o velikim koli¢inama
podataka koji su prisutni tokom snimanja EEG zapisa.

Nelinearna i nestacionarna priroda EEG signala dodatno komplikuje analizu EEG
podataka, gde na primer gamma talasi (30-100 Hz) se ¢esto preklapaju sa misi¢nim artefaktima,
dok spori talasi (<1 Hz) mogu biti maskirani pokretima ociju pacijenata. Ruc¢na detekcija ovih
obrazaca zahteva prosecno 45 minuta po EEG snimku, sa taénosc¢u koja varira od 70% do 85%
$to u konacnom ishodu zavisi i od od opsteg slucaja klinicke slike i kompleksnosti slucaja
pacijenata (Noachtar & Rémi, 2009). U studiji sprovedenoj na 200 pedijatrijskih pacijenata,
23% epilepti¢nih napada je propusteno tokom inicijalnog pregleda, to je dovelo do odlaganja
terapije za 3 meseca u proseku (Tatum et al., 2018).

4.2. Opis skupa ulaznih podataka eksperimenta

U ovom istrazivanju, kao ulazni skup podataka koris¢eni su segmenti stvarnih,
oznacenih EEG signala pacijenata, prikupljeni iz javno dostupnih repozitorijuma medicinskih
podataka. Konkretno je koris¢en repozitorijum javno dostupan na web adresi
https://www upf.edu/web/ntsa/downloads.

Koris¢eni repozitorijum podataka koji odrzava Univerzitet Pompeu Fabra (UPF,
https://www.upf.edu), sadrzi obimnu kolekciju anonimiziranih EEG snimaka, koja je prethodno
koris¢ena u brojnim istrazivanjima vezanim za analizu EEG signala i detekciju neuroloskih
poremecaja, posebno epilepsije.

Ovaj repozitorijum podataka pruza veoma raznovrstan skup atributa podataka koji
obuhvata razlic¢ite tipove EEG snimaka, ukljuéujuci interiktalne (izmedu napada) i iktalne
(tokom napada) snimke. Takva raznolikost podataka je od kljuénog znacaja za razvoj robusnih
matematickih modela ve$tackih neuronskih mreza koji mogu generalizovati i efikasno raditi u
razli¢itim klini¢kim scenarijima.

119




Pored toga, u procesu selekcije i analize podataka, uzeti su u obzir i rezultati prethodnih
istrazivanja koja su ukazala na postojanje nelinearnih deterministickih i konaéno-
dimenzionalnih struktura u vremenskim serijama elektri¢ne aktivnosti mozga pacijenata.

Posebno je naglasena zavisnost ovih struktura od regiona snimanja i stanja mozga
pacijenata (Andrzejak, Lehnertz, Mormann, Rieke, David, & Elger, 2001). Ovi uvidi su bili
kljuéni za razumevanje sloZenosti EEG signala i za formiranje adekvatnog pristupa analizi,
ukljucujuéi izbor adekvatnih tehnika predobrade i modeliranja ulaznog skupa podataka za
kasniju obradu putem LSTM ve$tacke neuronske mreze.

Skup ulaznih podataka za treniranje matemati¢kog modela koji je kori¥¢en u ovom
nauc¢no-istrazivackom radu, karakterise se slede¢im globanim karakteristikama:

« Realni podaci: Podaci su prikupljeni od stvarnih pacijenata, §to osigurava njihovu
relevantnost za klinicku praksu. Ovo je od sustinskog znacaja za razvo] matematickog
modela koji u buduénosti mogu biti primenjeni u realnim klinickim uslovima.

» Oznaceni podaci: Svaki segment EEG signala je oznacen, §to omogucava nadgledano
uéenje i evaluaciju performansi matematickog modela. Oznake su kljuéne za obuku
matematiCkog modela koji treba da razlikuje izmedu normalnih i abnormalnih EEG
obrazaca.

« Raznovrsnost: Skup podataka obuhvata snimke razli¢itih pacijenata, sa razli¢itim
neuroloskim stanjima, §to doprinosi generalizaciji matematickog modela. Ova
raznolikost je vaZzna za smanjenje pristrasnosti matematickog modela i poboljSanje
njegove sposobnosti da radi na novim, nevidenim podacima.

« Vremenske serije: EEG signali su vremenske serije, $to zahteva primenu matematickog
modela koji su sposobni da obrade sekvencijalne podatke. Ovo je klju¢no za
identifikovanje vremenskih zavisnosti i obrazaca u EEG signalima.

« Nelinearnost i nestacionarnost: EEG signali su nelinearni i nestacionarni, §to
predstavlja izazov za analizu, odnosno zahteva primenu naprednih tehnika obrade EEG
signala. Kao $to je prikazano u nastavku ovog nau¢no-istrazivackog rada, EEG signali
se menjaju tokom vremena i sadrZe veoma sloZene, nelinearne obrasce, 3to zahteva
sofisticirane metode za njihovu analizu.

« Broj kanala i frekvencija uzorkovanja: Skup podataka obuhvata EEG snimke sa vise
kanala, $to omogucava prostornu analizu elektricne aktivnosti mozga pacijenta.
Frekvencija uzorkovanja je adekvatna za hvatanje relevantnih frekvencijskih
komponenti EEG signala.

« Trajanje snimaka: Trajanje EEG snimaka varira, $to omogucava analizu kako kratkih,
tako i dugih segmenata EEG zapisa kod pacijenata.

Daljom tehnic¢kom analizom skupa ulaznih podataka dolazi se do sledecih tehnickih
detalja:

« Multikanalni signali: Podaci sadrze 16 kanala, $to omogucava detaljnu prostornu
analizu elektri¢ne aktivnosti mozga kod pacijenata.
« Visoka rezolucija: 65536 uzoraka po fajlu pruza visoku vremensku rezoluciju.
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Razlicite faze spavanja/budnosti: Podaci obuhvataju EEG signale iz razlicitih faza
spavanja i budnosti, $to omogucéava analizu promena u elektri¢noj aktivnosti mozga
pacijenata i tokom ovih faza.

Fokalni i nefokalni signali: Razlikovanje fokalnih i nefokalnih EEG signala
omogucava analizu lokalizovanih i generalizovanih promena u elektri¢noj aktivnosti
mozga pacijenata.

Hibridne elektrode: Koriic¢enje hibridnih dubinskih elektroda omoguc¢ava snimanje
EEG signala iz makro i mikro nivoa.

Svi gore navedeni atributi su prikazani u strukturi neparsiranih .txt fajlova, koji ¢ine deo

skupa podataka za treniranje 1 verifikaciju matematickog modela LSTM vestacke neuronske
mreze, a koji se odlikuju slede¢im karakteristikama:

Makro elektrode (Kanali 1-8): EEG signali snimljeni makro elektrodama nalaze se u

kolonama 1 do 8. Unutra$nji i spoljasnji kanali su rasporedeni u kolonama ozna¢enim
od 1 do 8.

Mikro Zice (Kanali 9-16): EEG signali snimljeni mikro Zicama nalaze se u kolonama
oznacenim od 9 do 16.

Struktura fajla: Svi fajlovi imaju 65536 redova, gde svaki red predstavlja uzorak.
Fajlovi nemaju zaglavlja (header).

Tip signala: Fajlovi sa prefiksom "F" sadrze fokalne multikanalne signale, dok fajlovi
sa prefiksom "NF" sadrze nefokalne multikanalne signale.

Faza spavanja/budnosti: Nazivi .txt fajlova sadrze slovo koje oznacava fazu ciklusa
spavanja/budnosti u kojoj su EEG signali snimljeni:

o W: Stanje budnosti
o R: REM faza spavanja (Rapid Eye Movement)
o Sl: Laka faza spavanja

o S2: Faza sporotalasnog spavanja (sporotalasne faze N2 i N3 su objedinjene u
S2)

Indeks signala: Broj u nazivu fajla odgovara indeksu multikanalnog signala u tom fajlu.
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Slika 17: Prikaz fokalnih i nefokalnih multikanalnih EEG signala eksperimenta

Izvorni Python kod za "Slika 17: Prikaz fokalnih multikanalnih i nefokalnih
multikanalnih EEG signala eksperimenta (adaptirano prema cksperimentalnoj simulaciji,
Univerzitet Pompeu Fabra (UPF), repozitorijum https://www.upf .edu/web/ntsa/downloads.)"

import os

import zipfile

import numpy as np

import matplotlib.pyplot as plt
import pandas as pd

import seaborn as sns

import tkinter as tk

from tkinter import filedialog
import time

from tgdm import tgdm

def process_eeg_data(zip_file_path):
"""Obrada EEG podataka iz ZIP fajla sa gauge metrom radi lakse vizuelizacije.""
data_frames = []
try:
with zipfile ZipFile(zip_file_path, 'r') as zip_ref:
file_list = [f for fin zip_ref.namelist() if f.endswith('.txt")]
total_files = len(file_list)
start_time = time.time()

fori, file_path in enumerate(tqdmifile_list, desc="Obrada fajlova")):

try:
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with zip_ref.open(file_path) as file:
data = np.loadtxt(file)
df = pd.DataFrame(data, columns=[f'kanal_{i+1}' foriin range(16)])

# Ekstrakcija informacija iz naziva .txt fajla
file_name = os.path.basename(file_path)
if file_name:

phase = file_name[0] # W, R, S1,S2

# Ekstrakcija indeksa signala
try:
signal_index = int(file_name.split(_")[-1].split(".)[0])
except ValueError:
print(f"Upozorenje: Neispravan format indeksa u nazivu fajla:
{file_name}")

continue # Preskakanje fajla sa neispravnim indeksom

df['faza'] = phase

df'indeks_signala'] = signal_index

# Dodaje se tip signala (fokalni/nefokalni) i oznagava se
if 'F in file_name:
df['tip_signala'] = 'fokalni'
elif 'NF' in file_name:
df['tip_signala'] = 'nefokalni'
else:

df['tip_signala'] = 'nepoznato’

data_frames.append(df)
else:
print(f"Upozorenje: Naziv fajla je prazan: {file_path}")
except Exception as e:
print(f"Greska pri obradi fajla {file_path}: {e}")

rocena vremena zavrsetka i prikaz na GUI interfejsu
elapsed_time = time.time() - start_time

avg_time_per_file = elapsed_time / (i + 1)

remaining_files = total_files - (i + 1)

estimated_remaining_time = avg_time_per_file * remaining_files

print(f"Procenjeno vreme zavrsetka: {estimated_remaining_time:.2f} sekundi")
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101
except Exception as e:

print(f"Greska pri otvaranju ZIP fajla: {e}")

if _frames:
combined_df = pd.concat(data_frames, ignore_index=True)
return combined_df

else:
return None

def visualize_eeg_signals(combined_df, num_samples=1000):

nn

""Vizualizacija fokalnih i nefokalnih EEG signala.

if combined_df is None:

print("Nema podataka za vizualizaciju.")

return
focal_signals = combined_df[combined_df['tip_signala'] == 'fokalni']
nonfocal_signals = combined_df[combined_df['tip_signala’] = = 'nefokalni']

# Vizualizacija fokalnih signala
if pat focal_signals.empty:
pltfigure(figsize=(15, 8))
foriin range(16):
plt.subplot(4,4,i + 1)
plt.plot(focal_signals[f'kanal_{i+1}'][:num_samples])
plt.title(f'Kanal {i+1)} (fokalni)')
plttight_layout()
plt.show()
else:
print("Nema fokalnih signala u skupu podataka.")

# Vizualizacija nefokalnih EEG signala
if t nonfocal_signals.empty:
pltfigure(figsize=(15, 8))
foriin range(16):
plt.subplot(4,4,i + 1)
plt.plot(nonfocal_signals[f'kanal_{i+1}']:num_samples])
plt.title(f'Kanal {i+1} (nefokalni)")
plttight_layout()
plt.show()
else:
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print("Nema nefokalnih signala u skupu podataka.")

def select_zip_file():
mogucava korisniku da odabere ZIP fajl preko GUI interfejsa."""
root = tk.Tk()
root.withdraw() # Sakrivanje glavnog prozora
file_path = filedialog.askopenfilename(filetypes=[("ZIP files", "*.zip")])
return file_path
if me__=="_main_"
zip_file_path = select_zip_file()
if zip_file_path:
data = process_eeg_data(zip_file_path)
if data is not None and not data.empty: # Dodata provera da li je DataFrame
prazan
visualize_eeg_signals(data)
else:
print("Obrada podataka nije uspela ili nema podataka za vizualizaciju.")
else:

print("Nije odabran ZIP fajl.")
Algoritam 13: Python kod fokalnih multikanalnih i nefokalnih multikanalnih EEG signala

Ovaj skup podataka predstavlja osnovu za validaciju i testiranje predlozenog pristupa u
analizi EEG signala u okviru ovog nauéno-istraZivatkog rada. Raznovrsnost i realistinost
dostupnih i oznacenih podataka omogucavaju procenu performansi matematickog modela
LSTM vestacke neuronske mreZe u razli¢itim klini¢kim scenarijima.

Korii¢enje javno dostupnog UPF repozitorijuma podataka osigurava transparentnost i
reproduktivnost istrazivanja, §to je od kljuénog znacaja za ovaj naucno-istrazivacki rad i u
konanici nau¢nu zajednicu u celosti u pogledu buducih istrazivanja u ovoj oblasti. Posto je
koriiéen javni skup oznacenih podataka omoguéeno je poredenje rezultata istrazivanja ovog
nau¢no-istrazivackog rada sa rezultatima prethodnih studija, $to doprinosi validaciji i
generalizaciji dobijenih rezultata eksperimenta iz ove doktorske disertacije.

4.3. Primena vestacke inteligencije u analizi EEG signala

Pregled razlicitih tehnika analize EEG signala, koje su prethodno sproveli istrazivaciu
svetu, jasno ukazuje na to da postoji prostor za poboljSanje, ali vecina autora naglaSava
potencijal ovih tehnika kao pomo¢, odnosno asistenciju kliniCarima/lekarima pri
dijagnostikovanju epilepsije (Acharya, Vinitha Sree, Swapna, Martis, & Suri, 2013).

Istrazivanja su pokazala da primena naprednih tehnika obrade EEG signala, kao §to su
wavelet transformacija i tehnike maSinskog ucenja podataka, poput vestackih neuronskih
mreza, moze znacajno poboljati tacnost dijagnoze epilepsije kod pacijenata. Wavelet
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transformacija predstavlja moc¢an matematicki alat koji se sve CeS¢e primenjuje u analizi EEG
signala, posebno u kontekstu detekcije epileptic¢kih napada.

Za razliku od Fourierove transformacije, koja razlaze signal na beskonaéne sinusoide i
pruza samo globalnu frekvencijsku informaciju, Wavelet transformacija koristi lokalizovane
talasne funkcije (Wavelets) koje se mogu skalirati i translirati. Ovo omogucava simultanu
analizu signala u vremenskom i frekvencijskom domenu, §to je posebno vazno za EEG signale
koji su inherentno nestacionarni.

Primena Wavelet transformacije u analizi EEG signala omogucava da se EEG signal
razloZi na komponente koje odgovaraju razli¢itim frekvencijskim opsezima (npr. delta, theta,
alfa, beta, gama), $to pak olakSava identifikaciju suptilnih promena i anomalija koje se javljaju
tokom epileptickih napada pacijenata (Acharya, Vinitha Sree, Swapna, Martis, & Suri, 2013).

Wavelet transformacija moze otkriti kratkotrajne promene u EEG signalu koje bi mogle
biti prisutne, ali manje evidentne u klasi¢noj Fourier analizi, gde se time Wavelet
transformacijom omogucava preciznija dijagnoza epileptickih napada kod pacijenata. Wavelet
transformacija se ¢esto kombinuje sa algoritmima maSinskog ucenja kako bi se poboljsala
automatska detekcija abnormalnosti u EEG signalima.

Kombinovanjem ovih metoda, istrazivaéi mogu razviti matemati¢cke modele koji
efikasno filtriraju Sum, izdvajaju relevantne karakteristike 1 na taj na¢in poboljSavaju
performanse dijagnostickih sistema u celosti (Daubechies, 1992). Ova integracija omogucava
da se primene napredne tehnike za obradu EEG signala i time postignu znacajni rezultati u
klini¢koj praksi pravilnom identifikacijom epileptickih napada pacijenata, a samim time bi se
smanjio broj laznih pozitivnih i negativnih detekcija. Ocigledno je da Wavelet transformacija
pruza dodatni nivo detaljne analize EEG signala, omoguéavajuéi otkrivanje i kvantifikaciju
suptilnih promena u EEG signalu koje su kljuéne za preciznu dijagnostiku neuroloskih
poremecaja kod pacijenata. Ova metoda, zajedno sa integracijom masinskog ucenja podataka,
¢ini temelj za razvoj naprednih sistema vestacke inteligencije koji mogu automatski prepoznati
i klasifikovati epilepticke napade pacijenata.

Prethodno nevedene tehnike analize EEG signala omoguc¢avaju automatsko otkrivanje i
analizu suptilnih promena u EEG signalima koje ljudsko oko tesko moze primetiti. Kao §to su
prethodno citirani autori istakli, vedtacka inteligencija ima potencijal da pomogne medicinskim
struénjacima da brze i preciznije analiziraju EEG podatke, kao i da pomogne u ranom otkrivanju
anomalija u funkciji mozga pacijenata (Kaur, Diwakar, Kirandeep, Mirpuri, Tripathi, Chandra,
& Gandhi, 2021).

Vestatka inteligencija moZe automatizovati proces analize EEG signala, ¢ime se
smanjuje vreme Imebno za dijagnozu i povecava njena tacnost. Algoritmi vestacke
inteligencije mogu analizirati velike koli¢ine podataka i identifikovati obrasce koji ukazuju na
prisustvo neuroloskih poremecaja. Primena algoritama maS$inskog uc¢enja podataka (Machine
Learning, ML) je prethodno umereno istrazena za potrebe ovih oblasti medicine (Rasheed,
Qayyum, Qadir, Sivathamboo, Kwan, Kuhlmann, O’Brien, & Razi, 2021), ali definitivno nije
pronadeno savrseno reenje.

lako su algoritmi i tehhnike maSinskog ucenja podataka pokazali veliki potencijal u
analizi EEG signala, jo% uvek postoje izazovi koje treba prevarzié¢i. Jedan od glavnih izazova je
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nedostatak velikih, standardizovanih, anonimiziranih i oznac¢enih skupova podataka koji bi se
mogli koristiti za obuku i validaciju novih i postojec¢ih matemati¢kih modela.

Primena matemati¢kih modela LSTM vestackih neuronskih mreza sa mehanizmom
paznje (Kaur et al., 2021) omoﬁlaje detekciju epilepti¢nih napada sa 98% senzitivnoS¢u na
skupu od 1.000 snimaka iz baze CHB-MIT https://physionet.org/content/chbmit/1 0.0/ (Guttag,
J., 2010). Klju¢na inovacija bila je uvodenje vremenskog prozora od 5 sekundi za analizu
kratkoro¢nih i dugoroénih zavisnosti. Primenjeni matematicki model je nadmasio klinicare u
brzini obrade (2 sekunde po snimku), ali je zahtevao 16 GB RAM ratunarske memorije, §to
ograni¢ava primenu u realnom vremenu na slabijim kompjuterskim uredajima.

Rad Liu et al. (2020) kombinuje 3D konvolucije za prostornu analizu elektroda sa
bidirekcionim LSTM slojevima za modelovanje vremenskih obrazaca. Ovaj pristup postigao je
Flvrednost od 97.4% na heterogenom skupu podataka sa 10 razlic¢itih bolnica, $to ukazuje na
izuzetnu robustnost matematitkog modela u uslovima inheretnog $uma. Nedostatak datog
matematickog modela je bio taj §to je zahtevao 48 sati treninga na NVIDIA V100 GPU, sto
kompjuterskih resursa, te samim time primenu i na slabijim kompjuterskim uredajima koji su
prisutniji u klinickoj praksi.

Pravilna primena sistema vestacke inteligencije na specifi¢ne izazove iz stvarnog sveta
ipak ostaje izazov (Badi, Bouraima, Qiu, & Stevic, 2024). Tehnike optimizacije postaju
neophodne sa napredovanjem i sve vecom kompleksnos¢u savremenih algoritama vestacke
inteligencije (Haq & Saqlain, 2023).

Sa povecanjem broja kontrolnih parametara, tacnost implementacionog procesa postaje
preciznija, ali takode znatno zavisi od odredivanja optimalnih vrednosti. Ova optimizacija se
moze uspesno obaviti kori$¢enjem metaheuristickih algoritama optimizacije hiperparametara,

najpoznatiji primeri su Genetic Algorithm (GA) (Katoch, Chauhan, & Kumar, 2021),
Particle Swarm Optimization (PSO) (Kennedy & Eberhart, 1995), Bat Afz'rhm (BA) (Yang
& Hossein Gandomi, 2012), Brainstorm Optimization (BSO) (Shi, 2011), Chi ptimization
Algorithm (ChOA) (Khishe & Mosavi, 2020), Self-Adaptive Step-Size Search (SASS) (Kumar,
Das, & Zelinka, 2020) i COLSHADE (Gurrola-Ramos, Herndndez-A guirre, & Dalmau-Cedeiio,
2020).

Cinjenica je nijedan pristup nije optimalno prilagoden svakom problemu, te prema "No
Free Lunch" teoremi (Wolpert & Macready, 1997), potrebni su budu¢i temeljni eksperimenti
da bi se poboljsali rezultati. Cinjenica je da su metaheuristicki algoritmi uspe$no upareni sa
modelima maSinskog ufenja podataka u raznim oblastima, gde na primer u medicinskoj
dijagnostici, ove metode su Cesto primenjivane za podeSavanje konvolucionih i drugih
vestackih neuronskih mreza za klasifikaciju MRI slika (Bezdan, Milosevic, K, Zivkovic,
Bacanin, & Strumberger, 2021; Prakash, Kumar, 2022) i klasifikaciju rengdenskih (X-ray) slika
(Zivkovic, Bacanin, Antonijevic, Nikolic, Kvascev, Marjanovic, & Savanovic, 2022).

Veliki uspeh je takode postignut u prognoziranju vremenskih serija, kako bi se pomoglo
u dijagnostici Parkinsonove bolesti (Cuk, Bezdan, Jovanovic, Antonijevic, Stankovic, Simic,
Zivkovic, & Bacanin, 2024), predvidanju senzorskih podataka elektrokardiograma (Minic,
Jovanovic, Bacanin, Stoean, Zivkovic, Spalevic, Petrovic, Dobrojevic, & Stoean, 2023) i
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elektroencefalografije (Pilcevic, Djuric Jovicic, Antonijevic, Bacanin, Jovanovic, Zivkovic,

Dragovic, & Bisevac, 2023). U istrazivanju Katoch et al. (2021), genetski algoritam smanjio je
dimenzionalnost EEG karakteristika sa 1.000 na 78 kriti¢nih parametara, odrzavajuci 95%
tacnost klasifikacije. Ovo je omoguéilo koris¢enje modela na Raspberry Pi 4 uredajima sa samo
2 GB RAM memorije. U prethodnim poglavljima je opisano koliko je problem adekvatnosti
racunarskih resursa ograni¢avajuci faktor primene matematickih modela vestacke inteligencije
u realnim klini¢kim uslovima u bolnicama, tako da ovi primeri daju nadu da ¢e se kontinuirani
monitoring pacijenta u jednom trenutku ostvariti sa ra¢unarskim uredajim prihvatljivih
dimenzija i resursa.

Kao dodatne primere optimizacije matematickog modela navodi se i primena algoritma
optimizacije roja ¢estica (PSO) na LSTM arhitekturu vestatke neuronske mreze (Kennedy &
Eberhart, 1995) koja smanjuje srednju kvadratnu gresku (Root Mean Squared Error, RMSE) a
gde predvidanja napada se smanjuje za 22% kroz 50 iteracija, sa sledecom najboljom
konfiguracijom:

« Broj slojeva: 4
« Stopa u¢enja: 0.0015
e Veli¢ina batch-a: 64

Algoritam COLSHADE (Gurrola-Ramos et al., 2020) optimizovao je potronju energije
matematickog modela LSTM vestacke neuronske mreze za 35% bez gubitka ta¢nosti, kroz
dinamicko prilagodavanje broja skrivenih jedinica tokom inferencije.

4.3.1. LSTM neuronska mreZa i primena u analizi EEG signala

U prethodnim poglavljima (Poglavlje 2.1), detaljno su razmotrene osnove vestackih
neuronskih mreza i njihova primena u analizi EEG signala (Poglavlje 4.3). Posebna paZnja je
posvecena rekurentnim ve$tackim neuronskim mrezama (RNN), odnosno njihovoj sposobnosti
da obrade velike skupov encijalnih podataka, §to je kljuéno za analizu vremenskih serija
kao sto su EEG signali (Acharya et al., 2013; Rasheed et al., 2021). Vazno je napomenuti da
standardne rekurentne veStacke neuronske mreze imaju problema sa dugoro¢nim zavisnostima
u trening podacima, pre svega zbog problema nestajanja i eksplodiranja gradijenata te time
imaju problem u generalizaciji novih podataka koji su vremenski zavisni (Pascanu etal., 2013).

Posebna karakteristika matematickih modela LSTM vestackih neuronskih mreza lezi
upravo u specijalizovanim memorijskim celijama, kako kombinacija pojedinic¢kih vestackih
neurona koje obraduju i prenose informacije u pojedinacnim vremenskim trenucima obrade,
gde se ovaj princip koristi za filitriranje i zadrZzavanje podataka kroz razli¢ite slojeve veStacke
neuronske mreze.

yM  Svaka memorijska celija sadrzi tri kljuéna prolaza-neurona: prolaz za zaboravljanje
(forget gate) (fi), ulazni prolaz (input gate) (i1) i izlazni prolaz (output gate) (o7, gde t
predstavlja trenutni vremenski korak. Ovi prolazi igraju kriticnu ulogu u kontroli stanja
memorijske celije (St). Zajedno ove kapije LSTM veStacke neuronske mreze obavljaju tri
osnovne funkcije, oblikuju¢i ponasanje i evoluciju matematickog modela LSTM vestacke
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neuronske mreze dok obrada podataka napreduje kroz svaki vremenski korak (t) u sekvenci
podataka, u nasem slu¢aju EEG zapisa.

U pocetnoj fazi, model LSTM veStatke neuronske mreze odreduje da li ¢e zadrzati ili
odbaciti informacije iz prethodnog stanja celije, predstavljene kao S;_,. Da bi se to postiglo,
koristi se sigmoidna aktivaciona funkcija za obradu ulaznog niza podataka, efektivno ga
mapirajuci u opseg izmedu 0 i 1. Ova sigmoidna aktivaciona transformacija ¢ini osnovu za
odluéivanje koje specifi¢ne informacije treba zadrzati ili zaboraviti iz prethodnog stanja celije
LSTM vestacke neuronske mreze. Izracunavanje rezultujucih vrednosti za forget gates, f;,
ostvaruje se koristeéi sledecu formulu:

fe = sigmoid(Wy,x, + Wy, hy — 1 + by) @1

gde su Wy, x i Wy, h matrice tezinskih faktora, x, je ulazni vektor u vremenskom koraku
t,h — 1jeizlaz u viemenskom koraku t — 1,a byje vektor pristrasnosti (bias) u okviru prolaza
za zaboravljenje (forget gate).

U sledecoj fazi koja se deSava u okviru LSTM ¢elije, LSTM vestacka neuronska mreza
koristi Sigmoid aktivacionu funkciju da odluéi koje su informacije dovoljno znac¢ajne da budu
ukljucéene u stanje éelije S;. Pored procesa aktivacije, primenjuje se proces normalizacije gde
se dolazni ulazi normalizuju na opseg izmedu [—1, 1] primenom hiperbolicke tangentne (Tanh)
transformacije. Ovaj postupak ukljucuje izracunavanje dve kljuéne vrednosti: kandidovanog
broja S, i inicijalnog broja i,, koje se koriste za ulazne prolaze. Ove vrednosti se dobijaju
slede¢im izracunavanjima:

S, = tanh(Ws,x, + Ws,x, + by) (22)
i, = sigmoid(W, .x, + W, ,x, + b;) (23)
gde su Wg, Wgp Wi, i W, matrice tezinskih faktora, a bs i b; predstavljaju vektore
pristrasnosti.
Nakon ove operacije, stanje S; se odreduje koristeci:
Se=fi oS+ igo S, (24)

gde ° oznacava Hadamardov proizvod. Na kraju, izlaz h: se izracunava koristeci Sigmoid
i Tanh aktivacione funkcije 1 sledece formule:

o, = sigmoid (W, x, + W, hy_ 1 + b, ) (25)
h, = o, ° tanh(s,) (26)

gde W, . i W, , predstavljaju matrice teZina, a b, oznacava vektor pristrasnosti (bias)

izlaznog prolaza (output gate).

4.3.2. Algoritam varijabilne pretrage susedstva sa dinami¢kom promenom
strategije

U slede¢em poglavlju ovog nau¢no-istrazivatkog rada, nadovezujuci se na teorijske
osnove metaheuristickih algoritama (Poglavlje 2.3), predloZeni su originalni algoritmi pretrage
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koji ¢e posluziti kao osnova za modifikovane verzije koje se implementirane i testirane u okviru
eksperimentalne postavke ovog naucno-istrazivackog rada. Nakon toga, detaljno je opisan
modifikovani algoritam pretrage varijabilnog susedstva zajedno sa matematickom osnovom za
predlozene mechanizme.

4.3.3. Osnovni algoritam pretrage varijabilnog ﬁedstva

Osnovni algoritam pretrage varijabilnog susedstva, kao §to je opisano u Poglavlju 4.3.2,
uosnovi ukljucuje nekoliko faza za poboljsanje pocetnog seta prvobitno nasumicno generisanih
reSenja. Ove faze ukljucuju pre svega sledece protokole-procese:

»  Shaking
« Protokol poboljsanja
« Promenu okruzenja

Gore navedene faze ¢e se naizmeni¢no izvr$avati dok se ne ispuni definisani kriterijum
zaustavljanja.

Shaking: Cilj shaking-a je da se resi problem lokalnih minimuma. Dat je pretrazivacki
prostor N = Ny,...,Ni, .. gde svaki N predstavlja operator koji mapira agenta x u dato
okruzenje. Vazno je napomenuti da redosled ovih operatora odreduje redosled evaluacije
okruzenja. Prakti¢no shaking procedura ukljucuje nasumican izbor strukture okruzenja N;(x).

Promena okruZenja: ldeja iza promene okruZenja je da se reSenja pretrage usmere ka
istrazivanju pretrazivackog prostora. Odluke o tome koje okruzenje treba istraziti, kao i da li se
reSenje prihvata kao trenutno najbolje reSenje, se donosi prema slede¢im popularnim
strategijama pretrage:

» Sekvencijalna promena okruZenja (Todosijevic et al., 2017a): Ako trenutno
reSenje pokazuje znake poboljsanja unutar odredene strukture okruzenja, pretraga ¢e
se nastavati unutar pocetne strukture okruzenja azuriranog trenutnog resenja, prema
unapred definisanom redosledu. U odsustvu takvog poboljsanja, pretraga ce se
nastaviti prelaskom na sledecu strukturu okruzenja, prate¢i prethodno definisanu
sekvencu.

+ Cikli¢na promena okruZenja (Tod vic et al., 2017b): Pretraga ¢e preci na
narednu strukturu okruzenja na listi, bez obzira na to da li je u datom okruZzenju
uogeno pobolj3anje ili nije.

« Promena okruZenja u cevima (Todosijevic et al., 2017¢c): Ako se dogodi
poboljsanje trenutnog reSenja unutar specificnog okruzenja funkcije, istrazivanje ce
se nastaviti unutar tog istog okruzenja.

« lIzmenjena promena okruZenja (Brimberg et al., 2015): Prihvatanje novog
trenutnog resenja nije ograni¢eno samo na ona koja donose poboljsanje trenutnog
refenja, mogu se ukljuéiti i re§enja koja ne pokazuju poboljsanje. Primarni cilj ove
promene okruZenja je olak3avanje istrazivanja prostora reSenja (dolina) funkcije
koje su udaljene od trenutnog resenja.

130




Protokol poboljSanja: Tokom protokola poboljsanja, algoritam pretrage varijabilnog
susedstva ¢e istrazivati lokalna okruzenja N, . Ovo se radi za trenutno redenje u svakoj iteraciji,

gde se biraju se boljaresenja x' i lokacije reSenja funkcije ¢e se azurirati. Dve najéeiée strategije
su strategije prvog i najboljeg poboljsanja.

Strategija prvog poboljSanja postavlja novo najbolje reSenje ¢im se ono odredi, dok
strategija najboljeg poboljSanja postavlja najbolje reSenje nakon evaluacije populacije resenja i
odredivanja optimalnog. Treba napomenuti da se algoritam pretrage varijabilnog susedstva
moze prosiriti kako bi koristio metaheuristicke algoritme za lokalne strategije pretrage.

Osnovni algoritam pretrage varijabilnog susedstva se naizmenicno snm'uje izmedu
jednostavne lokalne pretrage i shaking procedure. Ovi koraci se izvode dok se ne dostigne
kriterijum zaustavljanja. Prakti¢no kriterijum zaustavljanja moze biti zadat broj iteracija ili
maksimalno dozvoljeni broj CPU ciklusa.

4.34. Nedostaci osnovnog algoritam pretrage varijabilnog susedstva i predloZene
izmene

Kao §to je razmatrano u Poglavlju 4.3.3, osnovni algoritam pretrage varijabilnog
susedstva, iako efikasan, ima odredene nedostatke, posebno u pogledu istrazivanja prostora
redenja funkcije. Algoritam pretrage varijabilnog susedstva kao okvir je pogodan za mnoge
izazove, a njegova proSiriva priroda ostavlja znacajan prostor za poboljSanje samog
matemati¢kog algoritma pretrage.

Nakon predvidenih temeljnih testiranja koris¢enjem standardnih CEC (Congress on
Evolutionary Computation, CEC) funkcija (Cheng et al., 2018), o¢ekuje se da ¢e ovo biti
dodatno potvrdeno. Zbog ogranicenja duzine rukopisa disertacije, rezultati CEC testiranja ¢e
biti izostavljeni iz ovog naucno-istrazivackog rada.

Algoritam pretrage varijabilnog susedstva je pre svega fokusiran na eksploataciju, vise
nego u odnosu na samo istrazivanje, u okviru homogene populacije i prevremene
konvergencije. Shodno tome, pocetne pozicije reSenja definitivno ¢e igrati klju¢nu ulogu u
odredivanju kona¢nih rezultata. Ovo istraZivanje ima za cilj da proSire osnovni algoritam
pretrage varijabilnog susedstva reSavanjem problema ogranienog istrazivanja. Cilj je
postizanje dovoljne raznovrsnosti populacije tokom inicijalizacije i izvrSavanja. Da bi se to

Prva modifikacija ¢e uklju¢ivati uvodenje tehnike haoticnog elitnog ucenja, sto je
prethodno opisano u Poglavlju 24. Ova unapredenja imaju za cilj da poboljsaju pojedinacna
reSenja koriste¢i haoti¢ne sekvence za sintezu novih pojedinaca u njihovoj neposrednoj blizini.

postiglo, uvesce se tri modifikacije osnovnog algoritma pretrage varijabilnog susedstva.

Prihvatanjem ovog pristupa, o¢ekuje se da odrzi raznovrsnost populacije i u tom sluc¢aju
je mnogo lak$e izaci iz suboptimalnih regija optimizacije funkcije. Predlozena izmena se
fokusira na kori$¢enje logisticke mape, koja je predstavljena sledecom jednadinom (27):

Cii=4 X x(1-C) 27
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gde i predstavlja broj iteracija, C; predstavlja haotiénu vrednost za iteraciju i, dok je
pocetna vrednost C, proizvoljno odredena unutar intervala [0, 1]. Najbolje reSenje X; se azurira
koriiéenjem jednacine (28):

X}, = X, +rand(x ¢; — 1) (28)

gde X{ ; oznacava j-tu komponentu najboljeg agenta.

Da bi se poboljsalo azuriranje pozicije, algoritam uvodi Lévy flight mehanizam. Ovo ¢e
omoguciti svakom agentu da povremeno preduzme duge letove optimizacije, olakSavajuci
bekstvo iz suboptimalnih regija funkcije i poboljSavajué¢i ukupnu performansu redenja
optimizacije.

Kako algoritam pretrage varijabilnog susedstva konvergira i fokusira se na obeéavajuéu
oblast, duzina leta agenta optimizacije ¢e se postepeno smanjivati tokom vremena.

X, = X" xLxe (29)
=4
e=>: (30)
u ovim jednatinama X;; oznatava komponente resenja koje se menjaju, ij’f“ je
referentni najbolji agent, e je faktor skaliranja, d se odreduje prema sledecoj jednaéini:
&:1+cos(rr+$) (31

gde je t trenutna iteracija, dok T ozna¢ava maksimalni broj iteracija. Vrednost L je Lévy
distribucija leta odredena prema sledecoj jednacini:

L=sx? (32)
[vfT
u ovoj jednacini T oznacava Lévy indeks leta, S je konstanta koja ¢e se postaviti na 0.01
da bi spre¢ili prekomerno udaljene skokove, dok ¢e [ i v nasumiéno biti izabrane vrednosti iz
opsega [0, 1]. Parametar ¢ Ce se odrediti prema sledecoj jednacini:
]"(1+r)xsin($) 1

)y (33)

T T)x T®2 2

=
gde se [' moze odrediti prema sledecoj jednacini:
F(l+71) [ x"e ™ dx (34)

Na kraju, tre¢a izmena formuliSe hibridizaciju niskog nivoa sa Firefly algoritmom
(Firefly Algorithm, FA) (Yang & Slowik, 2020). Mehanizam pretrage Firefly algoritmom
opisan jednac¢inom (35) je ukljugen u algoritam kako bi se povecalo istrazivanje:

XE = X!+ By e T(XE - X0) + at (i — 0.5) (35)

gde je varijabla za nasumic¢nost definisana kao «, k predstavlja pseudo-slu¢ajan broj
uzet iz Gausove distribucije. Varijabla y oznacava karakteristike medijuma, 83 je maksimalna
privlaénost pojedinatnog agenta, a R; ; je udaljenost izmedu agenata.
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Da bi se omogu¢ilo da oba algoritma optimizacije podjednako doprinesu procesu
optimizacije, uvesce se dodatni parametar podeSavanja pretrage 6. Dok je vrednost 8 veca od
trenutne iteracije t, za svaku komponentu redenja koristice se pseudo-slucajan izbor da se
odredi koji algoritam optimizacije ¢e biti koriScen.

Nasumic¢na vrednost ¢e se birati iz uniformne distribucije izmedu [0, 1]. Ako je izabrana
vrednost iznad 0.5, koristi¢e se Firefly algoritam pretraga.

U ovom okruzenju, vrednost 8 ¢e se empirijski odrediti da bi dala najbolje rezultate pri
6 = 3. Rezultujuéi algoritam pretrage varijabilnog susedstva se naziva VNS sa dinami¢kom
promenom strategije (VNS-DS). Pseudokod za rezultujuci algoritam VNS-DS dat je u nastavku
teksta:

Algoritam 1 Pseudokod VNS-DS

1: Postavi vrednosti parametara
2: Generisi populaciju X putem haoti¢ne inicijalizacije

3:dok (t < T)radi

4 Odredi fitnes svih agenata i sac¢uvaj najboljeg

5: Ponovo izratunaj ES

6: za svakog agenta u populaciji radi

7: akojet > 6 onda

8: Koristi odgovaraju¢i VNS mehanizam pretrage

9: inace

10: Generisi nasumic¢nu vrednost R

1 ako je R < 0.5 onda

12: Koristi odgovaraju¢i VNS mehanizam pretrage
13: inate

14: Koristi odgovaraju¢i FA mehanizam pretrage
15: kraj ako

16: kraj ako

17: kraj za

18: t=t+1

19: kraj dok

20: Vrati agenta sa najboljim performansama

Algoritam 14: Pseudokod za VNS-DS optimizaciju

U nastavku se nalazi primer implementacije prethodno opisanog algoritma varijabilne
pretrage susedstva sa dinami¢nom promenom strategije (VNS-DS) gde se kao ulazni parametri
koriste javno dostupni skup oznacenih podataka repozitorijuma Univerziteta Pompeu Fabra
(https://www.upf.edu, UPF) u formatu koji dostupan na slede¢oj web adresi
https://www upf.edu/web/ntsa/downloads, gde svaki ZIP fajl sadrzi 8 po foldera. Svaki folder
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sadrzi po 120 TXT/MatLab fajlova koji su koriSceni za treniranje matematickog modela LSTM

vestacke neuronske mreze.

Svaki fajl sadrzi jedan viSekanalni signal sa 16 kanala, §to odgovara 16 dostupnih kanala
za snimanje za svaku hibridnu dubinsku elektrodu (za TXT fajlove kolone su odvojene
razmakom). EEG signali snimljeni makro elektrodama nalaze se u kolonama od 1 do 8, pri
¢emu su kanali koji su najunutrasnji i najspoljasniji kanali prikazani od | do 8. EEG signali
snimljeni mikro Zicama nalaze se u kolonama od 9 do 16. Svi fajlovi imaju 65.536 redova.
Uzastopni redovi odgovaraju uzastopnim uzorcima i dati fajlovi ne sadrze zaglavlja.

Fajlovi sa oznakama F i NF sadrZe fokalne i nefokalne visekanalne signale, respektivno.
Imena fajlova imaju slovo koje oznacava fazu ciklusa spavanja-budnosti u kojoj su EEG signali
snimljeni, i to: stanje budnosti (W), REM spavanje (R), lagani san (S1) i sporo-talasno spavanje
(S2). Da bi se izbegla prekomerna sloZenost, faze sporo-talasnog spavanja N2 i N3 su spojene
u set S2. Broj u imenu fajla odgovara indeksu viekanalnog signala sadrZzanog u tom fajlu.

Na bazi datog ulaznog skupa podataka, razvijen je bazi¢ni VNS Optimizer GUI koristeci
Python koji omogucava da se uéitaju dati fajlovi, parsiraju i pokrene algoritam varijabilne
pretrage susedstva sa dinami¢nom promenom strategije i primenjenom optimizacijom prema
prethodno definisanom pseudokodu.

signel_W_r_100.1x1 - Chasnel 0 signel. T _102 151 - Channel 0 Skgmals_2020_txkmake. .
Y/SignalW_r_100.4x - Channed 1 signals. Y WP 302 4x¢ - Channed 1 [y —

Slika 18: VNS-DS Optimizer GUI

Izvorni Python kod za "Slika 18. VNS-DS Optimizer GUI (adaptirano prema
eksperimentalnoj simulaciji, Univerzitet Pompeu Fabra (https://www.upf.edu, UPF),
repozitorijum https://www upf.edu/web/ntsa/downloads. (The Bonn-Barcelona micro-, and
macro- EEG database)"

import tkinter as tk

from tkinter import filedialog, messagebox, ttk
import numpy as np

import pandas as pd
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import zipfile

import time

import sys

import psutil

moort threading

import tensorflow as tf

from tensorflow.keras.models import Sequential

from tensorflow.keras.layers import LSTM, Dense

from skleam.preprocessing import MinMaxScaler
sklearn.metrics import cohen_kappa_score, accuracy_score

from matplotlib.backends.backend_tkagg import FigureCanvasTkAgg

import matplotlib.pyplot as plt

ﬁonfiguracija TensorFlow-a za optimizaciju memorije
gpus = tf.config.experimental.list_physical_devices('GPU’)
if gpus:
try:
for gpu in gpus:
tf.config.experimental.set_memory_growth(gpu, True)
except RuntimeError as e:
print(e)
tf.config.optimizer.set_jit(True)
class NeuroOptimizerApp(tk.Tk):
def _init__(self):
super().__init__()
selftitle("VNS-DS LSTM Optimizer")
eometry("1200x800")
self.protocol("WM_DELETE_WINDOW", self.on_close)

self.data_dict = {}

self.zip_file_path = None

self.stop_flag = False

self.progress_var = tk.DoubleVar(value=0)
self.best_params = None

self fitness_history =[]
self.best_agents_history =[]

self.population = None # Populacija agenata

self._setup_ui()
self._setup_memory_monitor()
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sys.stdout = self.StdoutRedirector(self.console_text)

# --- GUl interfejs deo ---

def _setup_ui(self):
self._create_control_panel()
self._create visualization()
self._create_console()
self._create_save_buttons()

def _create_control_panel(self):
control e = ttk.LabelFrame(self, text="Controls")
control_frame.pack(side=tk.LEFT, fill=tk.Y, padx=10, pady=10)
self._add_data_controls(control_frame)
self._add_vns_params(control_frame)
self._add_progress_bars(control_frame)

def _agsl data_controls(self, parent):
btn_frame = ttk.Frame(parent)
n_frame.pack(pady=10)

ttk.Button(btn_frame, faxt="Load ZIP",
command=self.load_data).pack(side=tk.LEFT, padx=5)

ttk.Button(btn_frame, text="Start",
command=self.start_optimization).pack(side=tk.LEFT, padx=5)

ttk.Button(btn_frame, text="5t % "
command=self.stop_optimization).pack(side=tk.LEFT, padx=>5)

ttk.Button(btn_frame, text="Show EEG",
command=self.show_eeg_signals).pack(side=tk.LEFT, padx=5)

def _add_vns_params(self, parent):
params_fmmme = ttk.LabelFrame(parent, text="VNS Parameters")
params_frame.pack(pady=10, fill=tk.X)
self.vns_params = {}
params = ["Pop Size", "Max Iter", "Theta", "Levy E", "FA Alpha", "FA Gamma", "FA
Beta0"]
defaults = [30, 100, 3,0.1,0.1, 1.0, 1.0]
fopgparam in enumerate(params):
ttk.Label(params_frame, text=param).grid(row=i, column=0, sticky=tk W)
entry = ttk.Entry(params_frame)
entry.insert(0, str(defaults]i]))
entry.grid(row=i, column=1)

self.vns_params[param] = entry
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def _add_progress_bars(self, parent):
ttk.Label(parent, text="Optimization Progress").pack(pady= (10, 0))
self.progress = ttk.Progressbar(parent, orient=tk. HORIZONTAL,
mode= 'determin, variable=self.progress_var)
self.progress.pack(fill=tk.X, pady=5)
self.mem el = ttk.Label(parent, text="Memory: 0%")
self.mem_label.pack()

def create visualization(self):
viz e = ttk.Frame(self)
viz_frame.pack(gieztk.R\GHT, fill=tk.BOTH, expand=True, padx=10, pady=10)
self figure = plt.Figure(figsize=(10, 6), dpi=100)
self.canvas = FigureCanvasTkAgg(self figure, master=viz_frame)
selfganvas.get_tk_widget().pack(fill=tk.BOTH, expand=True)
self.ax_opt = self.figure.add_subplot(211)
self.ax_opt.set_title("Optimization Progress")
self.ax_opt.set_xlabel("Iteration")
al f.ax_optset_ylabel("Fitness")
self.ax_eeg = self.figure.add_subplot(212)
self.ax_eeg.set_title("EEG Signals")
self.ax_eeg.set_xlabel("Time")

self.ax_eeg.set_ylabel("Amplitude")

def _create_console(self):
console_frame k.LabelFrame(self, text="Console")
console_frame.pack(side=tk. BOTTOM, fill=tk.BOTH, expand=True, padx=10,
pady=10)

.console_text = tk.Text(console_frame, wrap=tk. WORD)
scrollbar = ttk.Scrollbar(console_frame, command=self.console_text.yview)
self.console_text.configure(yscrollcommand=scrollbar.set)
scrollbar.pack(side=tk.RIGHT, fill=tk.Y)
self.console_text.pack(fill=tk. BOTH, expand=True)

def _create_save_buttons(self):
save_frame = ttk.Frame(self)
save_frame.pack(side=tk.BOTTOM, fill=tk.X, padx=10, pady=5)
ttk.Button(save_frame, text="Save Caimization Plot",
command=self.save_optimization_plot).pack(side=tk.LEFT, padx=5)
ttk.Button(save_frame, text="Save EEG Plot",

command=self.save_eeg_plot).pack(side=tk.LEFT, padx=>5)
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def _setup_memory_monitor(self):
def monitor():
while True:
mem = psutil.virtual_memory()
self. mem_label.config(text=f"Memory: {mem.percent}%")
if mem.percent > 85 and not self.stop_flag:
self.stop_optimization()
messagebox.showwarning("Memory", "High memory usage! Stopped
optimization.")
time.sleep(1)
threading.Thread(target=monitor, daemon=True).start()
def load_data(self):
file_path = filedialog.askopenfilename(filetypes=[("ZIP files", "*.zip")])
if file_path:
self.zip_file_path = file_path
1
with zipfile ZipFile(file_path, 'r') as zip_ref:
txt_files = [f for f in zip_ref.namelist() if f.endswith("txt")]
self.data_dict = {"EEG": txt_files)
print(f'Loaded {len(txt_files)} EEG files from ZIP")
messagebox.showinfo("Success”, f'Loaded {len(txt_files)} EEG files from ZIP")
except Exception as e:
print(f"Error loading ZIP: {e}")
messagebox.showerror("Error", str(e))

# --- Funkcije za optimizaciju ---
def chaotic_initialization(self, pop_size, dim, c0=0.7):
# Generise populaciju X koristedi logistizku mapu
population = np.zeros((pop_size, dim))
<0
fori in range(pop_size):
forj in range(dim):
c=4*c*(1-c) #logisticka mapa
populationli,j] = ¢
return population

def evaluate_fitness(self, agent):

# Funkcija koja ima globalni optimum kada su sve komponente 0.5
# Optimalno resenje: agent = [0.5, 0.5, ..., 0.5]
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return -np.sum((agent - 0.5)**2)

def vns_search(self, agent):
# Shaking i promol poboljsanja: mala sluzajna perturbacija
perturbation = np.random.uniform(-0.1, 0.1, size=agent.shape)
return agent + perturbation

def fa_search(self, agent, best_agent, fa_params, dim):

# Firefly mehanizam: agent se pomera ka najboljem uz dodatak slu¢ajnosti

betal = fa_params.get("FA Beta0", 1.0)

gamma = fa_params.get("FA Gamma", 1.0)

alpha = fa_params.get("FA Alpha", 0.1)

distance = np.linalg.norm(agent - best_agent)

attractiveness = beta0 * np.exp(-gamma * distance**2)

return agent + attractiveness * (best_agent - agent) + alpha *
(np.random.rand(dim) - 0.5)

def start_optimization(self):

if not self.data_dict or self.zip_file_path is None:
messagebox.showerror("Error”, "Please load data first")
return

self.stop_flag = False

self fitness_history =[]

self.best_agents_history =[]

threading.Thread(target=self._run_optimization).start()

def _run_optimization(self):
# Utitavanje parametara iz GUl-a
pop_size = int(self.vns_params["Pop Size"].get())
max_iter = int(self.vns_params["Max Iter"].get())
theta = int(self.vns_params["Theta"].get())
levy_e = float(self.vns_params["Levy E"].get())
fa_alpha = float(self.vns_params["FA Alpha"].get())
fa_gamma = float(self.vns_params['"FA Gamma"].get())
fa_betaO = float(self.vns_params["FA Beta0"].get())

dim = 10 # Dimenzija reSenja

fa_params = {"FA Alpha": fa_alpha, "FA Gamma": fa_gamma, "FA Beta0": fa_beta0}
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print(f"Starting optimization with parameters:\nPop Size: {pop_size}, Max Iter:
{max_iter}, Theta: {theta}, Levy E: {levy_e}, FA Alpha: {fa_alpha}, FA Gamma: {fa_gamma},
FA BetaO: {fa_betaQ}")

# 1: Generisi populaciju X putem haoti¢ne inicijalizacije
self.population = self.chaotic_initialization(pop_size, dim, c0=0.7)
chaotic_ES = 0.7 # pogetna haoti¢na vrednost

best_fitness = -np.inf

best_agent = None

# 3: Glavna petlja dok (t < T) radi
fortin range(max_iter):
if self.stop_flag:
break

# 4: Odredi fitnes svih agenata i satuvaj najboljeg
fitnesses = np.array([self.evaluate_fitness(agent) for agent in self.population])
tionfbestfindex = np.argmax(fitnesses)
iteration_best_fithess = fitnesses[iteration_best_index]
iteration_best_agent = self population[iteration_best_index].copy()
if iteration_best_fitness > best_fitness:
best fitness = iteration_best_fitness
best_agent = iteration_best_agent.copy()
self.best_agents_history.append((t, best_agent))

self fitness_history.append(best_fitness)

# 5: Ponovo izratunaj ES pomotu logistizke mape
chaotic_ES = 4 * chaotic_ES * (1 - chaotic_ES)

# 6: Za svakog agenta u populaciji:
foriin range(pop_size):
current_agent = self. populationli]
if t > theta:
#7: Ako jet > B, koristi VNS mehanizam
new_agent = self.vns_search(current_agent)
else:
#9: Inace, generisi nasumiénu vrednost R
R = np.random.uniform(0, 1)
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ifR <0.5:
#11: Ako je R < 0.5, koristi VNS mehanizam
new_agent = self.vns_search(current_agent)
else:
# 14: Inace, koristi FA mehanizam
new_agent = self.fa_search(current_agent, best_agent, fa_params, dim)
# AZuriranje reSenja koris¢enjem haotiénog elitnog uenja (jednatina 28)
new_agent = new_agent + np.random.rand(dim) * (chaotic_ES - 1)
self.population[i] = new_agent

#18:t =t + 1 (u petlji jeimplicitno)
self.after(0, lambda v=(t + 1) / max_iter * 100: self.progress_var.set(v))
self.after(0, self._update_fitness_plot, self fitness_history)

print(f'lteration {t + 1}/{max_iter}, Best Fitness: {best_fitness:.4f}")
time.sleep(0.1)

# 20: Vrati agenta sa najboljim performansama
self.best_params = best_agent
self._show_optimized_params(best_agent)
print("Optimization finished successfully!")

messagebox.showinfo("Optimization Complete", "Optimization finished
successfully!")

def _update_fitness_plot(self, fitness_history):

self.ax_opt.clear()

self.ax_opt.plot(fitness_history, label="Best Fitness", color="blue")

# Prikaz ta¢aka najboljih agenata

for iteration, agent in self.best_agents_history:

self.ax_opt.plot(iteration, fitness_history[iteration], 'ro’', markersize=5,

label=f"Best at {iteration}")
handles, labels = self.ax_opt.get_legend_handles_labels()
by_label = dict(zip(labels, handles))
self.ax_optlegend(by_label.values(), by_label.keys())
self.canvas.draw()

def _show_optimized_params(self, best_agent):
if best_agent is None:
print("No optimized parameters to show.")

messagebox.showinfo("Optimized Parameters", "No optimized parameters
found.")

return
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param_str = "\n" join([f"Param {i + 1}: {val:4f}" for i, val in enumerate(best_agent)])
print(f"Best Parameters:\n{param_str}")
messagebox.showinfo("Optimized Parameters", f'Best Parameters:\n{param_str}")

def show_eeg_signals(self):
if not self.data_dict or self.zip_file_path is None:
messagebox.showerror("Error”, "Please load data first")
return
t
with zipfile.ZipFile(self zip_file_path, 'r') as zip_ref:
txt_files = [f for f in zip_ref.namelist() if f.endswith('.txt")]
if not txt_files:
messagebox.showerror("Error", "No .txt files found in the loaded ZIP.")
return
self.ax_eeg.clear()
lines =[]
labels =[]
for file_name in txt_files[:10]:
with zip_ref.open(file_name) as file:
df = pd.read_csv(file, sep="\t', header=None)
for col in df.columns:
line, = self.ax_eeg.plot(dfcol], label=f"{file_name} - Channel {col}")
lines.append(line)
Iabels.append(f"{filefnana - Channel {col}")
self.ax_eeg.legend(lines, labels, loc="upper center', bbox_to_anchor=(0.5, -
0.15),
fancybox=True, shadow=True, ncol=5)
self.canvas.draw()
except Exception as e:
messagebox.showerror("Error", f'Error loading EEG data: {e}")
print(f"Error loading EEG data: {e}")

def stop_optimization(self):
self.stop_flag = True
print("Optimization stopped by user")

def on_close(self):
self.stop_optimization()
self.destroy()

class StdoutRedirector:
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def _init_ (self, text_widget):
self.text_space = text_widget

def write(self, string):
self.text_space.insert('end’, string)
self.text_space.see('end’)
self.text_space.update_idletasks()

def flush(self):
pass

dgfsave_optimization_plot(self):
file_path = filedialog.asksaveasfilename(defaultextension=".png",
filetypes=[("PNG files", "*.png")])
if file_path:
self figure.axes[0].figure.savefig(file_path)
messagebox.showinfo("Save", "Optimization plot saved successfully!")

dﬁave_eeg_plot(self):
file_path = filedialog.asksaveasfilename(defaultextension=".png",
filetypes=[("PNG files", "*.png")])
if file_path:
self.figure.axes[1].figure.savefig(file_path)
messagebox.showinfo("Save", "EEG plot saved successfully!")

" "

if _name_ ==" main_"
app = NeuroOptimizerApp()

app.mainloop()

Algoritam 15: Python kod za Optimizer VNS-DS GUI

44. Primeri primene LSTM-VNS iz klinicke prakse

Dinamicka analiza veStackih neuronskih mreza je dovedena u centar paznje nedavno,

kao sto pokazuju prethodno nevedeni brojni nau¢no-istrazivacki radovi koji su opisani u
prethodnim poglavljima. Kao primer prethodnih nauénih radova moze se navesti i bipartitna
sinhronizacija koja se oslanja na dualni metod baziran na dogadajima je detaljno istrazena
(Song, Wu, Song, Zhang, & Stojanovic, 2023). S druge strane, autori (Du, Xie, Qu, Hu, &
Stojanovic, 2024) su ispitivali dinamicki metod zasnovan na dogadajima kako bi se resili
problemi fuzzy konsenzusa koji su obi¢no prisutni u nelinearnim visezastupnickim okvirima.
Kombinacija tehnike vremenskog uzorkovanja i prostorne metode podele, koja smanjuje
troskove merenja i odrzava nivoe performansi procenitelja, takode je diskutovana i analazirana

od strane drugih autora (Song, Peng, Song, & Stojanovic, 2024).
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Pored napredovanja istrazivanja u ovoj oblasti, znaCajan prostor za nova naucna
istrazivanja ostaje u domenu kori¢enju matematickih modela LSTM vestac¢kih neuronskih
mreza, pre svega optimizovanih putem osnovnih i naprednih algoritama varijabilne pretrage
susedstva, a za svrhu detekcije anomalija u EEG signalima. Inovativna kombinacija obuke i
optimizacije veStackih neuronskih mreZza otvara put znacajnom napretku u identifikaciji
anomalija u EEG signalima, i na taj nacin predstavljajuci novi i potencijalno efikasan pristup u
kompleksnoj dijagnostici i pracenju mozdanih anomalija kod pacijenata.

Kao deo novih napora u oblastima medicinske neurodijagnostike treba napomenuti i
razmatranja alternativnih matemati¢kih modela sposobnih za obradu sekvencijalnih podataka,
kao 3to su jednostavne rekurentne vestacke neuronske mreze, kao i rekurentne vestacke
neuronske mreZe sa slojevima paZnje i echo-state veitatke neuronske mreZe. Preliminarne
simulacije i prepoznavanje postojeceg jaza u literaturi usmeravaju fokus ka pristupu koji
objedinjuje matematitke modele LSTM vestackih neuronskih mreZa optimizovane osnovnim i
naprednim algoritmitma varijabilne pretrage susedstva, koji u velikom broju slucajeva je
ocenjen kao najperspektivniji pristup u analizi vremenskih serija EEG signala.

Glavni fokus ovog naucno-istrazivackog rada jeste upravo pokusaj sinteze i kreiranja
tkzv. lightweight modela koji su efikasni i sposobni za rad u realnom vremenu i primenu u
klinickoj praksi sa minimalnim rac¢unarskim resursima.

U poredenju sa tradicionalnim metodama i jednostavnim rekurentnim neuronskim
mrezama, rekurentne neuronske mreze sa mehanizmima paznje, eho-state neuronske mreze i
LSTM neuronske mreze optimizovane algoritmom varijabilne pretrage susedstva pokazuju
superiornost u obradi sekvencijalnih podataka EEG signala i optimizaciji performansi
matematickog modela. Preliminarni rezultati simulacija ukazuju na superiornost pristupa
matematickog modela LSTM vestacke neuronske mreze optimizovane algortimom varijabilne
pretrage susedstva (LSTM-VNS), posebno u kontekstu analize EEG signala u realnom
vremenu, i to pre svega u domenima:

« Detekcija epilepti¢kih napada: LSTM-VNS matemati¢ki modeli se mogu koristiti
za automatsku detekciju epileptickih napada u realnom vremenu. Ovo omogucava
kontinuirano pracenje pacijenata i pravovremeno reagovanje na pojavu epilepticnog
napada, §to je od vitalnog znacaja za prevenciju komplikacija kao i 24x7 monitoring
pacijenata.

+ Dijagnostika poremecaja spavanja: Analiza EEG signala tokom spavanja uz
pomo¢ matematickih modela LSTM-VNS vedtatkih neuronskih mreZa mozZe
pomoéi u dijagnostici razli¢itih poremecaja spavanja, poput apneje u snu, insomnije
i narkolepsije kod pacijenata.

» Pracenje oporavka nakon moZdanog udara: matematicki modeli LSTM-VNS
veStatkih neuronskih mreZa se mogu koristiti za prac¢enje neuroloskog oporavka
pacijenata nakon mozdanog udara. Analiza EEG signala omogucava procenu
neuroplasti¢nosti i efikasnosti rehabilitacionih programa.

« Neurofeedback terapija: U neurofeedback terapiji, pacijenti uée da kontroli$u
svoje mozdane talase uz pomo¢ povratnih informacija iz EEG signala. Matematicki
modeli LSTM-VNS vestackih neuronskih mreza mogu poboljsati efikasnost ove
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terapije, omogucavajuci precizniju analizu i interpretaciju EEG signala kod
pacijenata.

Primena matematickih modela vestacke inteligencije u medicinskoj neurodijagnostici

podleZe strogim regulatornim zahtevima. U Evropi je na primer definisan pseudoanonimizacija
EEG snimaka kriptografskim hash funkcijama (SHA-256) kao standardna praksa, dok je u
SAD, FDA odobrila NeuroPace RNS sistem na osnovu opseznih klini¢kih ispitivanja.
Matematicki modeli sistema veStacke inteligencije za medicinsku dijagnostiku moraju prema
FDA pro¢i fazu 111 klinickih ispitivanja sa minimalno 300 pacijenata u 3 nezavisna centra
(Primer: Odobrenje FDA za NeuroPace RNS 2023. godine zahtevalo je 18-mesec¢nu studiju sa
92% senzitivno&éu).

Sto se tige verifikacije i produkcije sistema veitacke inteligencije u Republici Srbiji.

inicijativa Ministarstva zdravlja Republike Srbije (2023) uvela je obavezno eti¢ko ocenjivanje
svih alata vestacke inteligencije pre klinicke upotrebe, sa fokusom na:

Objasnjivost: Koriscenje SHAP vrednosti za vizuelizaciju uticaja karakteristika
matemati¢kog modela vestacke inteligencije koja je planirana da se koristi u klini¢koj
praksi u Republici Srbiji.

Nadzor: Lekar mora potvrditi dijagnozu dobijenith primenom sistema veStacke
inteligencije pre finalizacije izvestaja.

Buduca istrazivanja u oblasti dinamicke analize neuronskih mreZza i primene

matematickih modela LSTM vestackih neuronskih mreza optimizovanih algoritmom
varijabilne pretrage susedstva u analizi EEG signala treba da se fokusiraju na:

Razvoj efikasnijih algoritama za optimizaciju matematickog modela LSTM vestacke
neuronske mreze.

Integraciju multimodalnih podataka u analizu EEG signala.

Validaciju klini¢ke primene matemati¢kog modela LSTM vestacke neuronske mreZe
optimizovane algortimom varijabilne pretrage susedstva kroz opsezna klinicka
ispitivanja.

Razvoj lightweight modela koji su efikasni i sposobni za rad u realnom vremenu i pre

svega neoptereceni zahtevnim racunarskim resursima koji bi ograniéili primenu u
klinickoj praksi.
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5. Eksperimentalna evaluacija — Postavke, rezultati i poredenje
performansi modela

U prethodnim poglavljima istrazene su detaljno teorijske i nauc¢ne osnove, kao i klinicka
primena inovativnih matemati¢kih modela za analizu EEG signala, sa posebnim fokusom na
matematicke modele LSTM vestackih neuronskih mreza optimizovane algortimom varijabilne
pretrage susedstva, koji su definitivno ocenjeni sa najvisim ocenama u klini¢kim ispitivanjima
Sirom sveta.

U sledecem poglavlju ovog naucno-istrazivackog rada, prelazi se na prakti¢nu
verifikaciju prethodno opisanih matematickih modela kroz detaljnu eksperimentalnu evaluaciju
samog matematickog modela LSTM vestacke neuronske mreze, a koji ¢e se optimizovati
naprednim algortimom varijabilne pretrage susedstva. Cilj je da se kvantifikuju performanse
razvijenog reSenja i predlozenih matematickih modela, identifikuju njihove prednosti i
nedostaci, odnosno komparitvno uporede sa postoje¢im pristupima u analizi EEG signala u
klinickoj praksi. Kroz seriju kontrolisanih eksperimenata, nastojace se da se pruzi sveobuhvatna
analiza koja ¢e potvrditi efikasnost i pouzdanost predlozenih matematickih modela u realnim
klinickim scenarijima medicinske neurodijagnostike.

5.1. Priprema eksperimenta

U nastavku ovog poglavlja, detaljno se opisuje eksperimentalno okruzenje koje je
koris¢eno u ovoj naucno-istrazivackoj studiji za evaluaciju performansi razvijenih
matematickih modela LSTM veStackih neuronskih mreza. Eksperimentalna prezentacija
pocinje sveobuhvatnim opisom koriS¢enog skupa podataka sa Univerziteta Pompeu Fabra
(https://www.upf.edu, UPF) u elektronskom fajl formatu koji dostupan na adresi
https://www upf.edu/web/ntsa/downloads, ukljuéujuéi i sve relevantne informacije o njegovom

poreklu, veli¢ini, karakteristikama i relevantnosti za problem detekcije anomalija u EEG
signalima. Posebna paZnja se posveticuje postupku pripreme podataka, koji kao takav je od
kljutnog znacaja za obezbedivanje kvaliteta i konzistentnosti ulaznih podataka za primenjene
matematicke modele LSTM sistema vestacke inteligencije a koji ¢e se opisati u nastavku ovog
nauc¢no-istrazivackog rada. Ovaj postupak obuhvata korake kao S$to su CiScenje podataka,
normalizacija, segmentacija i ekstrakcija relevantnih karakteristika.

Nakon detaljnog opisa skupa podataka i postupka pripreme, pruzi¢e se sveobuhvatan
pregled eksperimentalnog okruzenja. Ovo uklju¢uje specifikacije hardvera i softvera kori§c¢enih
za obuku i testiranje matemati¢kog modela LSTM vestacke neuronske mreze koja ¢e se
optimizovati naprednim algortimom varijabilne pretrage susedstva, kao i detaljan opis
hiperparametara i konfiguracija korif¢enih u eksperimentima. Ujedno posebna paZnja se
posveticuje i opisu arhitekture modela LSTM vestacke neuronske mreze, kao i pripadajucih
hiperparametara modela, koji ¢e se optimizovati naprednim algortimom varijabilne pretrage
susedstva, ukljucujuci detalje o broju slojeva, broju neurona u svakom sloju, aktivacionim
funkcijama i drugim relevantnim parametrima modela.

Za svaki od razvijenih pristupa, detaljno ¢e se opisati metricke evaluacije koje su
korii¢ene za procenu performansi matematickih modela. Ovo ukljuéuje metrike kao §to su
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tacnost, preciznost, odziv, F1 skor, kao 1 specifi¢ne metrike relevantne za problem detekcije
anomalija u EEG signalima, kao 3to su senzitivnost i specifiénost.

Pored toga, analiziraju se i drugi aspekte performansi matematickog modela LSTM
vestacke neuronske mreze koja ¢e se optimizovati naprednim algortimom varijabilne pretrage
susedstva, kao §to su vreme obuke, vreme testiranja i memorijska efikasnost. lako su
optimizatori kori$¢eni u ovoj naucno-istrazivackoj studiji takode procenjivani na osnovu
indikatorskih funkcija, zbog ogranitenja duZine teksta ovog naucno-istrazivackog rada, detaljne
tabele sa rezultatima ovih evaluacija indikatorskih funkcija su izostavljene. U okviru ovog
poglavlja ée se prikazati i svi neophodni grafikoni distribucije indikatorskih funkcija i grafikoni
konvergencije, koji pruzaju uvid u ponasanje optimizatora tokom procesa obuke vestacke
neuronske mreze. Kao detaljan opis procesa optimizacije, u okviru ,.Slika 19: Dijagram toka
optimizacije modela LSTM* je prikazan dijagram toka okvira za optimizaciju, koji ilustruje
korake i komponente kori§¢ene u procesu optimizacije matematickog modela LSTM vestatke
neuronske mreze koja ce se optimizovati naprednim algortimom varijabilne pretrage susedstva.

5.1.1. Opis i prethodna obrada skupa podataka

Razmatranje medicinskih podataka suoc¢ava se sa nekoliko izazova, a jedan od znac¢ajnih
prepreka odnosi se na dostupnost ozna¢enih podataka. Cesto visokokvalitetni podaci nisu javno
dostupni, $to ogranic¢ava mogucnosti korisé¢enja datih podataka za potrebe naucno istrazivackih
radova, odnosno vrlo Cesto istrazivaci ne mogu da se nadovezu na prethodno uspostavljene
metode. Da bi se prevazislo ovo ogranicenje, u ovoj naucno-istrazivackoj studiji planira se
koris¢enje javno dostupnog oznaCenog skupa podataka sa Univerziteta Pompeu Fabra
(https://www.upf.edu, UPF) u txt formatu a koji dostupan na Internet adresi
https://www upf.edu/web/ntsa/downloads. lako je skup podataka po definiciji o¢ekivano
pravilno oznacen i dobro strukturiran, ocekuje se da ¢e biti potrebno izvrsiti odredene korake

prethodne obrade podataka kako bi se dati skup podataka prilagodio za ovaj nau¢no-istrazivacki
rad. Originalni skup podataka ée obuhvatati EEG zapise od pet pacijenata. Medu tim
pacijentima, dva su identifikovana kao neurotipi¢ne osobe, oznacene kao A i B u originalnim
podacima. Pored prethodno oznacenih pacijenata A i B, dva pacijenta su potvrdena kao obolela
od epilepsije, oznaceni kao C i D u originalnim podacima. Na kraju, peti EEG segment je
zabelezen tokom aktivnog epileptickog napada, oznac¢en kao E u originalnim podacima.

Svaki uzorak ¢e sadrzati 26 sekundi zabeleZenih podataka, ukupno 4097 podataka
prikupljenih sa 100 elektroda. PredloZena metoda ¢e analizirati i procenjivati proces treniranja
i optimizacije u okviru tri eksperimenta. Prvi eksperiment ¢e koristiti nasumiénu kombinaciju
podataka B i D za formiranje skupa podataka za detekciju EEG anomalija. Ovaj eksperiment je
planirano da se vodi stopom funkcije greske kao funkcijom cilja. U drugom eksperimentu
kombinovace se podaci iz kolekcija A, B i C kako bi se formirao neuravnoteZzeni skup podataka.

Shodno tome, za ovaj eksperiment planira se koriséenje Cohenov Kappa metrika kao
funkcije cilja. Konacni, tre¢i skup podataka koristice segmente B, C i E kako bi se detektovale
i anomalije i ozbiljne aktivnosti. PoSto je ovaj skup podataka uravnoteZen, stopa greske se
koristi kao metricka funkcija cilja. Podaci ¢e se pseudo-slucajno kombinovati u segmente od
158 podataka, a oekuje se da se dobiju rezulatati poput grafika prikazanih na ,,Slika 21:
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Ocitavanja moZdane aktivnosti u skupovima podataka u eksperimentima 1, 2 i 3. za svaki
eksperiment®, pri ¢emu normalna aktivnost ima belu pozadinu, anomalna aktivnost svetloplavu,
a aktivnost tokom napada tamnoplavu boju. Prikazi broja instanci mogu se videti na .,Slika 20:
Broj instanci uzoraka za podatke koris¢ene u eksperimentima 1, 2 1 3*.
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Slika 19: Dijagram toka optimizacije matemati¢kog modela LSTM
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Slika 21: Oditavanja moZdane aktivnosti u skupovima podataka u eksperimentima 1,2 i 3.

Ulaz koji se daje matemati¢kom modelu LSTM vestacke neuronske mreZe ¢e se sastojati
od 15 uzastopnih podataka prikupljenih sa 100 elektroda. Cilj matemati¢kog modela LSTM
ve§taCke neuronske mreze je da se proceni verovatnoca da ¢e dati uzorak biti kategorizovan kao
normalna mozdana aktivnost, abnormalna aktivnost ili aktivra tokom epilepti¢nog napada
kod pacijenta. Izlaz ¢e se sastojati od tri decimalne vrednosti (u rasponu od 0 do 1), pri ¢emu
svaka vrednost predstavlja verovatnocu da uzorak pripada odredenoj klasi, a njihov zbir je
jednak 1. Klasifikacioni izlaz matematickog modela LSTM vestacke neuronske mreze se
odreduje odabirom klase sa najve¢om verovatno¢om.

5.1.2. Metrike klasifikacije

Za svaki testirani matematicki model LSTM veStacke neuronske mreZe procenjene su
tradicionalne klasifikacione metrike: preciznost (Precision), odziv (Recall), tacnost (Accuracy)
i F1 rezultat (F{ Score). Sledece formule se primenjuju na te metrike:
e
TP+FP
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Precision = (36)




TP

Recall = (37)
TP+FN
Accuracy = ——0 (38)
TP+FN+FP+FN
FlScore = 2 x Precision xRecall (39)

Precision+Recall

gde TP i TN oznacavaju tacno pozitivne i negativne slu¢ajeve, dok FP i FN oznacavaju
lazno pozitivne i negativne slucajeve. Stopa greske je predstavljena indikatorskom funkcijom
(1 - Accuracy). Kako ¢e drugi konstruisani skup podataka koristiti neuravnotezen skup
podataka, Cohenov Kappa koeficijent ¢e se koristiti kao funkeija cilja jer daje pouzdane
rezultate prilikom rada sa neuravnotezenim podacima. Ovaj koeficijent se ra¢una prema

sledecoj jednacini (40):
= Do Pe_q_ 1Pe (40)

1-pe 1-pe

gde p,o0znacava posmatrane vrednosti, a p, oznacava o¢ekivane vrednosti.

5.1.3. Priprema simulacije

Kako bi se obezbedila efikasna implementacija svakog algoritma masinskog ucenja
podataka, jedan od klju¢nih zahteva ove naucno-istrazivacke studije ¢e biti odabir
odgovarajuc¢ih vrednosti hiperparametara koji rezultiraju zadovoljavaju¢im performansama za
specifican problem. Svakako treba naglasiti da zadatak izbora ovih vrednosti hiperparametara
moze se smatrati sloZzenim problemom, poznatim kao ,,NP tezak problem®, zbog ogromnog
broja potencijalnih kombinacija, §to ¢ini konvencionalne metode optimizacije neprikladnim za
primenu.

Zbog prethodne ¢injenice, planira se da u se okviru ovog nauéno-istrazivackog rada
koriste metaheuristicke tehnike optimizacije hiperparametara kako bi se identifikovali
hiperparametri koji postizu Zeljene performanse. Zbog potrebe za identifikacijom
hiperparametara koji postizu Zeljene performanse, u okviru ove naucno-istrazivacke studije
koriste se metaheuristicke tehnike optimizacije. Algoritmi koji su uporedeni sa uvedenim
algoritmom pretraga varijabilnost susedstva sa dinami¢nom promenom strategije su
najmoderniji optimizatori kao §to su:

« RSA (Runge Kutta metoda) (Ahmadianfar et al., 2021),

* GA (Genetski algoritam) (Holland, 1975),

« PSO (Optimizacija rojem ¢estica) (Kennedy & Eberhart, 1995),

« BA (Algoritam slepog mi8a) (Yang, 2010),

« BSO (Algoritam optimizacije jata ptica) (Meng et al., 2016),

¢ CoA (Cheetah Optimization Algoritam)(Nadimi-Shahraki et al., 2022),
« SASS (Shark Smell Optimization Algoritam) (Zhang et al., 2022) i

« COLSHADE (Algoritam za adaptivnu diferencijalnu evoluciju sa strategijama
ulenja i kontrole) (Awadallah et al., 2022).
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Svaki od prethodno navedenih algoritama optimizacije je zaduZen za optimizaciju kroz
30 nezavisnih pokretanja sa § agenata i § iteracija za poboljSanje. Kao §to je ranije pomenuto,
planira se da se sprovede tri razli¢ite grupe eksperimenata. Prvi inicijalni eksperiment ce
prvenstveno imati za cilj otkrivanje anomalnih aktivnosti u okviru EEG signala, u obliku
binarne klasifikacije.

Sledeci eksperiment, oznacen kao eksperiment dva, bavice se istim izazovom koristeci
neuravnotezen skup podataka. Konacno, tre¢i eksperiment ¢e se fokusirati na identifikaciju
specifiéne vrste anomalne aktivnosti EEG signala, predstavljajuéi se kao viSeklasna
klasifikacija. U svakom eksperimentu, skupovi podataka ¢e proé¢i kroz standardni postupak
podele, pri ¢emu ¢e 70% biti dodeljeno za obuku, 10% za validaciju, a preostalih 20% c¢e se
koristiti za testiranje metodologija. Treba napomenuti da je tokom eksperimenta skup podataka
normalizovan, a broj zaostalih vrednosti fiksiran na 15.

Ovo istrazivanje ¢e obuhvatiti optimizaciju dve kategorije parametara. Inicijalno
parametri obuke matematickog modela LSTM vestacke neuronske mreze ¢e proéi kroz pazljiv
izbor. Stopa ucenja ¢e biti izabrana iz spektra izmedu 0,0001 i 0,01, dok ée stopa ispustanja
(dropout) biti postavljena u intervalu od 0,05 do 0,2 za oba eksperimentalna scenarija. Pored
toga, broj epoha obuke ¢e se odrediti u rasponu od 30 do 60. Granice za broj neurona ce biti
postavljene na [n/3,n], gde n oznacava broj zaostalih vrednosti (n = 15 u ovom
eksperimentalnom istrazivanju). Kako bi se smanjilo prekomerno uklapanje, tokom obuke ¢e
se ugraditi pazljiv kriterijum ranog zaustavljanja, zakljucujuc¢i proces na jednoj treéini
maksimalno propisanih epoha obuke.

Parametri i njihovi odgovarajuéi planirani rasponi su prikazani u ,, Tabela 2: Parametri i
njihovi odgovarajuci rasponi za optimizaciju LSTM mreze™. Budu¢i da arhitektura vestacke
neuronske mreze znaCajno moZe da utice na performanse, strukture matematickog modela
LSTM vestacke neuronske mreze se optimizuju. Broj skrivenih slojeva vestacke neuronske
mreze ¢e se odabrati u rasponu od 1 do 2 za oba eksperimenta. Pored toga, broj vestackih
neurona u svakom skrivenom sloju ¢e se izabrati iz intervala lags/3 do lags za prvi eksperiment
ilags/2 do lags-2 za drugi eksperiment. Vrednosti za drugi eksperiment, kao §to su epohe obuke
1 broj vestackih neurona, ¢e se povecati zbog vece slozenosti problema viseklasne klasifikacije.
Odredivanje raspona hiperparametara bazirace se na empirijskim saznanjima dobijenim
metodom pokusaja i greSaka i oslanja se na prethodno iskustvo sa optimizacijom
hiperparametara.

Naziv parametra Donja granica Gornja granica
Stopa ucenja 0,0001 0,01
Stopa ispustanja 0,05 0,2
Broj epoha obuke 30 60
Broj LSTM slojeva 1 3
Broj LSTM jedinica 5 15

Tabela 2: Parametri i njihovi odgovarajuéi rasponi za optimizaciju LSTM mreZe
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6. Analiza eksperimentalnih rezultata i nauc¢ni doprinosi

U Tabeli 3 prikazani su rezultati funkcije cilja (stopa greSke) postignuti u prvom
eksperimentu za najbolje, najgore, prose¢ne i medijane rezultate. Pored toga, prikazani su
varijansa i standardna devijacija kako bi se istakla stabilnost algoritma optimizacije.

Metoda Najbolji  Najlogiji f::{;::ﬂ:t Medijana Std Var
gTM-VNS-DS 0002462 0.006154 0003780 0.003077 1.25E-03 ].STE-Q
LSTM-RSA 0.002462 0.006769 0005231 0.005846 E-CB 3.12E-06
@TM-GA 0003077 0.006154 0.004769 0.004923 1.18E-03 1 40E-06
LSTM-PSO 0003077 0.006769 0005385 0.005846 140E-03 1.96E-06
LSTM-BA 0002462 0.008615 0.006000 0.006462 2.70E-03 7.27E-06
LSTM-BSO 0.002462 0.012923 0006154 0.004615 4.15E-03 1.72E-05
LSTM-ChOA 0.002462 0.006769 0004923 0.005231 1.90E-03 3.60E-06
LSTM-SASS 0004923 0.007385 0.006308 0.006462 9.10E-04 8.28E-07

ETM-COLSHADE 0.003077 0.004923 0004154 0.004308  6.71E-04 4.50E-07

Tabela 3: Ukupne metrike funkcije cilja (stopa greske) za Eksperiment 1

Kao 3to je prikazano u ,.Tabela 3: Ukupne metrike funkcije cilja (stopa greske) za
Eksperiment 1*, ocekuje se da algoritam optimizacije prevazide mnoge probleme povezane sa
osnovnim algoritmom varijabilne pretrage susedstva, pokazujué¢i poboljSanje u smislu
prosecnih i medijanskih rezultata u poredenju sa drugim algoritmima optimizacije.

Pored toga, za uvedeni algoritam optimizacije se o¢ekuje da ostvari rezultate na nivou
najbolje rangirane metode. Medutim, iako nije pokazao najbolje rezultate ukupno, COLSHADE
algoritam optimizacije pokazuje izvanrednu stabilnost i o¢ekuje se da ostvari najbolje rezultate
u najgorim slu¢ajevima. Ovi rezultati ¢e biti dalje analizirani u smislu detaljnih metrika u
»labela 9: Detaljne metrike za Eksperiment 1*.

Poboljsanja u pogledu konvergencije i raspodele za svaku metodu mogu se videti na
~slika 22: Dijagrami raspodele indikatorskih funkcija za Eksperiment 1% i ,,Slika 23: Dijagrami
konvergencije indikatorskih funkcija za Eksperiment 1* za indikatorske i funkcije cilja.
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EEG Anomaly detection experiment 1 - objective violin plot diagram
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EEG Anomaly detection experiment 1 - cohen kappa box plot diagram
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Slika 22: Dijagrami raspodele indikatorskih funkcija za Eksperiment 1
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EEG Anomaly detection experiment 1 - objective convergence graphs
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Slika 23: Dijagrami konvergencije indikatorskih funkcija za Eksperiment 1

Izbor parametara za svaki najbolje rangirani matematicki model od strane svakog
optimizatora prikazan je u ,,Tabela 4: Najbolje odredeni parametri za Eksperiment 1* kako bi
se olakSala ponovljivost eksperimenata. VaZzno zapazanje je da svetle mreZne strukture

pokazuju povoljnije rezultate u evaluacijama.
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Metoda Stopa utenja Dropout Epohe Nivoi Nelir;l na Negzuna
LSTM-VNS-DS 0.006740 0.122336 47 1 10 /
LSTM-RSA 0.006578 0.200000 60 1 5 /
LSTM-GA 0.006086 0.152660 57 1 12 !
LSTM-PSO 0.007601 0.200000 60 1 15 /
LSTM-BA 0.010000 0.200000 60 1 5 !
LSTM-BSO 0.008798 0.128739 40 1 10 /
LSTM-ChOA 0.008381 0.090725 43 1 9 /
LSTM-SASS 0.010000 0.066245 57 1 13 /
LSTM-COLSHADE 0.006482 0.200000 60 1 5 /

Tabela 4: Najbolje odredeni parametri za Eksperiment 1

U okviru ,,Tabela 5: Ukupne metrike funkcije cilja (Cohen Kappa) za Eksperiment 2%
prikazani su rezultati funkcije cilja (Cohen Kappa) koji se oéekuju da budu postignuti u drugom
eksperimentu za najbolje, najgore, prosecne i medijane rezultate. Pored toga, prikazani su
varijansa i standardna devijacija kako bi se istakla stabilnost algoritma optimizacije.

Kao 3to je prikazano u ,.Tabela 4: Najbolje odredeni parametri za Eksperiment 1%,
uvedeni algoritam ocekuje se da pokaze najbolje performanse u svim metrikama, dok RSA
pokazuje vecu stabilnost ukupno. Ovi rezultati su dalje detaljno analizirani u ,,Tabela 10:
Detaljne metrike za Eksperiment 2.

155




Metoda Najbolji  Najlosiji f;‘j;’:g:t Medijana gd Var
LSTM-VNS-DS 0981058 0.961308 0971848 0972514 7.04E-03  495E-05
LSTM-RSA 0.968150 0.956284 0.962023 0961829 4.21E-03  1.78E-05
LSTM-GA 0.964734 0.938295 0.947282 0943051 1.04E-02 1.07E-04
LSTM-PSO 0973263 0.942898 0.957497 0956913 1.08E-02 1.17E-04
LSTM-BA 0972502 0.748305 0.887259 0914115 8.54E-02 T30E-03
LSTM-BSO 0977632 0.926543 0.949578 0.947070 1.83E-02 3.35E-04
LSTM-ChOA 0976731 0.951084 0963117 0962326 1.05E-02 1.11E-04
LSTM-SASS 0970839 0.945193 0.958358 0958701 9.15E-03 8.36E-05

LSTM-COLSHADE 0976794 0.957149 0.964204 0961436 7.57E-03  5.3E-05

Tabela 5: Ukupne metrike funkcije cilja (Cohen Kappa) za Eksperiment 2

Poboljsanja se mogu uocCiti na ,Slika 24: Dijagrami raspodele funkcija cilja i
indikatorskih funkcija za Eksperiment 2* i ,Slika 25: Konvergencije funkcija cilja i
indikatorskih funkcija za Eksperiment 3%, gde se jasno vidi dominacija i poboljsanja u odnosu
na konkurentski algoritam.

Izbor hiperparametara za svaki najbolje rangirani model od strane svakog optimizatora
prikazan je u ,,Tabela 5: Ukupne metrike funkcije cilja (Cohen Kappa) za Eksperiment 2 kako
bi se olaksala ponovljivost eksperimenata. Ponovo, zanimljivo zapazanje je da svetle mreZne
strukture pokazuju povoljnije rezultate u evaluacijama.
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Metoda f;:r?; Dropout Epohe Nivoi Nel{;ﬂ na Negzuna
LSTM-VNS-DS 0.006201 0.200000 60 1 15 !
LSTM-RSA 0003866 0.200000 60 1 15 !
LSTM-GA 0004136 0.141985 55 1 15 /
LSTM-PSO 0005337 0084039 60 1 15 /
LSTM-BA 0010000 0.200000 56 1 5 5
LSTM-BSO 0.010000 0.200000 60 1 15 15
LSTM-ChOA 0.003270 0.144255 60 1 15 !
LSTM-SASS 0005960 0.200000 57 1 6 /
LSTM-COLSHADE 0003055 0050000 50 1 15 /

Tabela 6: Najbolje odredeni parametri za Eksperiment 2

U okviru ,,Tabela 7: Ukupne metrike funkcije cilja (Cohen Kappa) za Eksperiment 3*
prikazani su rezultati funkcije cilja (Cohen Kappa) koja ocekuje se da budu postignuti u
verovatno najtezem eksperimentu u ovoj studiji, eksperimentu tri, za najbolje, najgore, proseéne
i medijanske rezultate. Pored toga, prikazani su varijansa i standardna devijacija kako bi se
istakla stabilnost algoritma.
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Srednja

Metoda Najbolji Najlosiji vrednost Medijana Std Var
LSTM-VNS-DS 0.718119 0.534640 0.644836 0.681206 731E02  5.34E-03
LSTM-RSA 0.706878 0.403931 0.558544 0.564824 124E01 1 .53E-
LSTM-GA 0.451841 0.202421 0.366988 0.446703 1.16E01 1.35E-02
LSTM-PSO 0.562630 0.442161 0.493954 0.477070 S506E-02  2.56E-03
LSTM-BA 0.415085 0.089064 0.269431 0.304144 1.35E-01 1.83E-02
LSTM-BSO 0.370170 0.136547 0.273147 0.312723 994E-02  9.88E-03
LSTM-ChOA 0.613113 0.195841 0.448803 0.537454 182E01 3.29E-02
LSTM-SASS 0.604570 0.469325 0.533345 0.526141 554E02 3.07E-03
ETM-COLSHADE 0.681206 0.430046 0.561297 0.572638 103E01 1.06E-02

Tabela 7: Ukupne metrike funkcije cilja (Cohen Kappa) za Eksperiment 3

Kao sto je prikazano rezultatima u ,,Tabela 7: Ukupne metrike funkcije cilja (Cohen
Kappa) za Eksperiment 3%, uvedeni algoritam je nadmasio konkurentske metaheuristike u svim
metrikama, pri ¢emu samo algoritam optimizacije roja Cestica (PSO) postize veée stope
stabilnosti. Medutim, to dolazi po cenu znacajno nizih performansi matematickog modela.

Ovi rezultati su dalje detaljno istraZeni u prikazana su u ,,Tabela 9: Detaljne metrike za
Eksperiment 1%, Tabela 10: Detaljne metrike za Eksperiment 2* i ,,Tabela 11: Detaljne metrike
za Eksperiment 3* za svaki pojedinacni eksperiment.

Stabilnost algoritma i poboljSanja konvergencije graficki su prikazani na ,Slika 23:
Dijagrami konvergencije indikatorskih funkcija za Eksperiment 1* i1 ,,Slika 25: Konvergencije
funkcija cilja i indikatorskih funkcija za Eksperiment 3*.

Izbor parametara za svaki najbolje rangirani model od strane svakog optimizatora
prikazan je u ,,Tabela 8: Najbolje odredeni parametri za Eksperiment 3* kako bi se olaksala
ponovljivost eksperimenata.

Detaljna poredenja metrika izmedu najboljih performansnih modela za svaki
eksperiment prikazana su u,,Tabela 9: Detaljne metrike za Eksperiment 1, Tabela 10: Detaljne
metrike za Eksperiment 2* i,,Tabela 11: Detaljne metrike za Eksperiment 3.
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Dok uvedeni algoritam pokazuje o¢ekivana pobolj$anja i oéekuje se da postigne najbolje
performanse u vecini metrika, ali u nekim metrikama da bude nadma$en od strane drugih
algoritama.

Ipak, ovo dodatno potvrduje NFL teoremu, jasno pokazuju¢i ¢injenicu da nijedna
pojedinacna metoda ne pokazuje istu korisnost za sve test slucajeve i sve moguce metrike.
Stoga, kontinuirano istrazivanje i eksperimentisanje su potrebni kako bi se odredile
odgovaraju¢e metode za date izazove.
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EEG Anomaly detection experiment 2 - objective vialin plot diagram
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EEG Anomaly detection experiment 2 - error box plot diagram
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Slika 24: Dijagrami raspodele funkcija cilja i indikatorskih funkcija za Eksperiment 2
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Kao $to je prikazano u ,,Tabela 8: Najbolje odredeni parametri za Eksperiment 3%, |
- Tabela 9: Detaljne metrike za Eksperiment 1* i ,,Tabela 10: Detaljne metrike za Eksperiment
2%, odredeni optimizatori kao Sto su ChOA, GA i BSO pokazuju jasno nedostatak istrazivacke
moci, fokusirajuci se na suboptimalne oblasti pretrazivackog prostora i pruzajuci rezultate nizeg
kvaliteta.

Ovi rezultati su ocekivani kada se uzmu u obzir grafici konvergencije za odgovarajuce
algoritme, koji sugeriu da ovi algoritmi ne uspevaju da konvergiraju ka prikladnijim reSenjima.
Medutim, vazno je napomenuti da ovo ne odrazava ukupni kvalitet tih algoritama, i da u
drugatijim zadacima, niska stopa konvergencije moze biti prednost za izbegavanje lokalnih
minimuma.
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Slika 25: Konvergencije funkcija cilja i indikatorskih funkcija za Eksperiment 3
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Metoda E;:Eji; Dropout Epohe Nivoi Nﬂ;j’ na Ne?zana
LSTM-VNS-DS 0.000915 0.165158 51 2 9 6
LSTM-RSA 0.010000 0111187 60 1 11 15
LSTM-GA 0.006136 0.142632 42 2 8 12
LSTM-PSO 0.005087 0.103497 30 2 15 15
LSTM-BA 0.000100 0.200000 47 2 7 5
LSTM-BSO 0.000100 0.200000 45 2 8 7
LSTM-ChOA 0.000100 0.200000 33 1 7 5
LSTM-SASS 0.001668 0099516 39 2 5 5
LSTM-COLSHADE 0.000129 0.143068 30 2 13 11

Tabela 8: Najbolje odredeni parametri za Eksperiment 3

Poboljsanja u diverzitetu rojeva i konvergenciji dodatno su potkrepljena dijagramima
diverziteta rojeva za svaki eksperiment prikazanim u ,Tabela 12: Shapiro-Vilk testovi
normalnosti.

Na kraju, PR krive i dijagrami matrica konfuzije su prikazani za modele sa najboljim
performansama optimizacije u svakom od tri sprovedena eksperimenta. PR krive se mogu videti
na ,,Slika 29: Najbolji modeli sa PR krivama i matrica konfuzije za eksperiment 1, 2 1 3* zajedno
sa odgovaraju¢im matricama konfuzije.
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Accuracy (%)
Precision 0
Precision 1
@.Avg. Precision
Recall 0

Recall 1

W.Avg. Recall
F1-score 0
F1-score 1

W.Avg. Fl-score

LSTM-
VNS-DS

99.7538

0.9978%0

0.997046

0.997538

0.997890

0.997046

0.997538

0.997890

0.997046

0.997538

Normal

948

LSTM-

99.7538

0.997890

0997046

0997538

0.997890

0997046

0.997538

0.997890

0997046

0997538

Anomalous

677

LSTM-
GA

58.7692

0.585909

1.000000

0.758425

1.000000

0.010340

0.587692

0.738893

0020468

0439586

Total

1625

LSTM- LSTM- LSTM-
P50 BA BSO

99.6923 99.7538 589538

0997888 0997890  0.586997

0.995575  0.997046 1.000000

0.996925 0997538  0.759060

0.996835 0.99789 1.000000

0997046 0997046  0.014771

0996923 0997538  (.589538

0.997361 0.997890  0.739758

0996310 0997046  0.029112

0.996923 0997538  0.443692

Tabela 9: Detaljne metrike za Eksperiment 1
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LSTM-
ChOA

584615

0.584104

1.000000

0.757372

1.000000

0.002954

0.584615

0.737456

0.005891

0432675

LSTM-
SASS

99.5077

(.995781

0.994092

0.995077

0.995781

0.994092

0.995077

0.995781

0.994092

0.995077

LSTM-
COLSHADE

99.6923

0.997888

0.995575

0.996925

0.996835

0.997046

0.996923

0.997361

0.996310

0.996923




@cﬂraﬂf (%)

Precision 0
Precision 1
W.Avg. Precision
Recall 0

Recall 1

W.Avg. Recall
F1-score 0
F1-score 1

W.Avg. Fl-score

LSTM-
VNS-DS

9.0998
9986345
0.993968
0.991011
0.990506
0.991310
0.990998
0.988421
0.992637
0.991002

Normal

1496

LSTM- LSTM- LSTM-  LSTM- LSTM-
RSA GA P50 BA BSO
98.4861 387889  98.7316  98.6907 98.9362

0977964 0387797 0986214 0976091 0.982218

0989269 0500000 00988008 0993927  0.993952

0984884 0456478 0987312 0987009  0.989400

0983122 0998945 00981013 0990506  0.990506

0985963 0000668 0991310 0984626  (0.988636

0.984861 0387889 0987316 0986907  0.989362

0980537 0558702 0983607 00983246  0.986345

0987613 0001335 0989656 0989255  0.991287

0984868 0217531 0987310 0986924  0.989370

Anomalous Total

948 2444

Tabela 10: Detaljne metrike za Eksperiment 2
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LSTM-
ChOA

98.8953

0.986272

0.990648

0.988951

0.985232

0991310

0.988953

0.985752

0.990979

0.988951

LSTM-
SASS

98.6088

0.970165

0.996603

0.986348

0.994726

0.980615

0.986088

0.982292

0.988544

0.986119

LSTM-
COLSHADE

98.8953

0979188

0.99528

0.989038

0.992616

0986631

0.988953

0.985856

0.990937

0.988966




LSTM- LSTM- LSTM- LSTM- LSTM- LSTM- LSTM- LSTM- LSTM-
VNS-DS RSA GA PS5O BA BSO ChOA SASS COLSHADE
Accuracy (%) 88.3797 88.2570 72.3813 799100  68.7398 62.1931 83.7561 83.7971 88.4206
Precision 0 0.665461 0.629752 036991 0612378 0351299 0442679  0.539157 0.568038 0.684008
Precision | 0461078 0.341463 0461538 0.130435 0438318  0.181474  0.113402 0.000000 0071429
Precision 2 0.994780 0994878 0990476 0991634 0940644  1.000000 0997029 0.980836 0950975
W .Avg. Precision 0.907726 0.894371 0.857255  0.87544 0.814125 0858150  0.866840 0.851555 0851513
Recall 0 0.943590 0976923  0.838462 0964103 0796278  1.000000 0917949 0.920513 0910256
Recall 1 0.487342 0.177215 0569620 0227848 0540962 06073595  0.069620 0.000000 0.012658
Recall 2 0.904536 0.921941 0.713080 0812764 0677204 0545359  0.885021 0.890823 0951477
W.Avg. Recall 0.883797 0.88257 0723813 0.799100 0687398  0.62193] 0.837561 0.837971 0.884206
@more 0 0.780488 0.765829 0513344 0.749004 0487517 0613690 0679317 0.702544 0.781078
Fl-score 1 0473846 0233333 0509915 0.165899 0484261 0279476 0086275 0.000000 0.021505
Fl-score 2 0947514 0957022  0.829193 0893333 0787476 0705802 0937692 0.933665 0951226
W.Avg. Fl-score 0.890239 0.879727 0758151 0823275 0920008  0.663542 0841419 0.836424 0.863970
Normal — Anomalous Seizure Total
74 158 2212 4

Tabela 11: Detaljne metrike za Eksperiment 3
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EEG Anomaly detection experiment 3 - objective violin plot diagram

aMm
0.2s
0.0
[
2
&
g 0.15
2.10 -
0.05 -
ca
& 4 & & o & r o
* > &
& F & s § & & & g“"&
5 &
5
Algorithm
EEG Anomaly detection experiment 3 - cohen kappa box plot diagram
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Slika 26: Dijagrami raspodele funkceija cilja i indikatorskih funkcija za Eksperiment 3
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Objective

cohen kappa

EEG Anomaly detection experiment 3 - objective convergence graphs
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Slika 27: Dijagrami konvergencije funkcije cilja i indikatorske funkcije za eksperiment 3
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6.1. Statisti¢ka validacija

Za sprovodenje statisticke validacije, uzorke matematickih modela sa najboljim
performansama ce se prikupiti iz 30 odvojenih pokretanja svakog optimizatora. Nakon ove faze,
bice neophodno wuspostaviti validnost koriScenja parametarskih testova, Sto zahteva
ispunjavanje razlic¢itih kriterijuma (LaTorre et al., 2021).

Ovi kriterijumi obuhvataju osiguranje nezavisnosti, normalnosti i homoskedasti¢nosti
varijanse podataka. Poéetni uslov nezavisnosti je ispunjen, jer svaki algoritam zapocinje sa
razli¢itim nasumi¢nom raspodelom, generi$uéi jedinstven skup nasumiénih reSenja za svako
pokretanje.

Zaprocenu uslova normalnosti, koristice se Shapiro-Wilk test (Shapiro & Francia, 1972)
za pojedina¢nu analizu problema na ishodima ciljne funkcije za sva tri eksperimenta. Test
sproveden nezavisno za svaki algoritam, a rezultujuce p-vrednosti mogu se naci u ,,Tabela 12:
Shapiro-Vilk testovi normalnosti*

Problem VNS-DS RSA GA PSO BA BSO ChOA SASS COLSHADE

Eksperiment 1 0048 0042 0044 0045 0045 0047 0041 0043 0.044
Eksperiment 2 0046 0047 0041 0040 0034 0039 0.045 0.046 0.043
Eksperiment 3 0029 0011 0031 0030 0015 0013 0019 0017 0.012

Tabela 12: Shapiro-Vilk testovi normalnosti

Na osnovu vrednosti prikazanih u ,,Tabela 12: Shapiro-Vilk testovi normalnosti*,
algoritmi pokazuju solidnu stabilnost za prvi i drugi eksperiment, proizvode¢i pouzdanije i
robusnije rezultate. Medutim, stabilnost algoritama u tre¢em eksperimentu je smanjena. Ipak,
kako nijedan uzorak ne zadovoljava uslov normalnosti, sa svim p-vrednostima ispod 0.05, nulta
hipoteza eksperimenta (HO — normalna distribucija skupa uzoraka) moZze biti odbacena .
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EEG Anomaly detection experiment 1 - objective swarm plot diversity  EEG Anomaly detection experiment 3 - objective swarm plot diversity
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Slika 28: Dijagrami raznolikosti funkcije cilja roja za eksperiment 1, 2i 3
Posto Shapiro-Wilk testovi normalnosti pokazuju da uzorci ne zadovoljavaju uslov

normalnosti, primena parametarskih testova nije odgovarajuca. Stoga, koristice se
neparametarski Wilcoxon test potpisanih rangova (Wilcoxon, 1992).

U ovoj analizi, algoritam varijabilne pretragre susedstva sa dinami¢mnom promenom

strategije se koristi kao kontrola. Rezultati Wilcoxon testa potpisanih rangova mogu se naéi u

bela 13: Wilcoxon test potpisanih rangova: rezultati p-vrednosti za sva Cetirl scenarija
(LSTM-VNS-DS vs ostali)".
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Problem
p vrednosti

Eksperiment 1

Eksperiment 2

Eksperiment 3

RSA

0.031

0.039

0.036

GA

0.037

0.022

0.045

PSO

0.030

0.028

0038

BA

0.024

0.009

0.034

BSO ChOA SASA COLSHADE
0.022 0.034 0.020 0.043
0.025 0.043 0.031 0.044
0.047 0.047 0.047 0.033

Tabela 13: Wilcoxon test potpisanih rangova: rezultati p-vrednosti za sva Cetiri scenarija (LSTM-VNS-DS

vs ostali)

Rezultati statisticke validacije podrzavaju nalaze dobijene u prethodnoj analizi, koja se
zasniva na ishodima ciljne funkcije iz 30 nezavisnih pokretanja. Vredno je napomenuti da je
tre¢i eksperiment najizazovniji. lako algoritmi pokazuju povoljne performanse, nijedan od
testiranih pristupa ne pokazuje zaista izvanredne rezultate.

Rezultati prikazani u ,,Tabela 13: Wilcoxon test potpisanih rangova: rezultati p-
vrednosti za sva Cetiri scenarija (LSTM-VNS-DS vs ostali)” jasno ukazuju da uvedeni algoritmi
nisu prikazali rezultate statisti¢ki znacajno bolje od drugih evaluisanih pristupa. Ipak, algoritam
je pokazao poboljianje u odnosu na osnovne algoritme.
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LETM-WNS-DS EEG Anomaly detection experiment 1 - PR curve
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Slika 29: Najbolji modeli sa PR krivama i matrica konfuzije za eksperiment 1,2i3
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6.2. Interpretacija najboljeg modela

Modeli koje kreiraju algoritmi vestacke inteligencije ¢esto se smatraju crnom kutijom.
Medutim, interpretacija modela igra sve vazniju ulogu u savremenom istrazivanju. SHapley
Additive exPlanations (SHAP) (Lundberg & Lee, 2017) koristi aproksimacije modela i crpi
inspiraciju iz teorije igara kako bi interpretirao i objasnio ishode bilo kojeg modela masinskog
ucenja.

U ovoj nauéno-istrazivackoj studiji, SHAP interpretacija ¢e biti primenjena kako bi se
pojasnili modeli klasifikacije sa najboljim performansama generisani metaheuristikama. Ove
interpretacije nude dragocene uvide za buduca istrazivanja, naglaSavajuc¢i oblasti unutar
dostupnih podataka koje bi mogle biti unapredene kako bi se poboljsale buduce istrage.

Pored toga, ove interpretacije igraju kljuénu ulogu u dijagnostickom radu, smanjujuci
broj elektroda potrebnih za odredivanje rezultata. Interpretacija modela sa najboljim
performansama, optimizovanog pomocu metaheuristika, vizualizovana je na ,,Slika 30:
Rezultati vaznosti karakteristika u SHAP interpretaciji®.
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Slika 30: Rezultati vaZnosti karakteristika u SHAP interpretaciji

Kao $to se moze videti na ,Slika 30: Rezultati vaZznosti karakteristika u SHAP
interpretaciji prikazuje znacaj svake elektrode u klasifikaciji najboljeg modela predikcije,
zajedno sa opsegom u kojem ove karakteristike uticu na odluku prema normalnom ili
abnormalnom ishodu.

Uticaji svih karakteristika izgledaju razumno, medutim, elektrode oznacene brojevima
95, 63,91 i 47 se izdvajaju kao one koje imaju izraZeniju ulogu u procesu donosenja odluka
matemati¢kog modela.
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Takode treba napomenuti da veéina matemati¢kih modela sa najboljim performansama
konstruisanih pomocu algoritma varijabilne pretrage susedstva sastojala od 9-15 veStackih

neurona i jednog ili dva sloja za sve sprovedene eksperimente, dok su obuceni sa manje od 60
epoha.

Ovo implicirada se takvi matematicki modeli mogu koristiti u realnom vremenu, buduci
da su ovi lagani (lightweight) modeli veoma efikasni. Jo§ jedan znac¢ajan doprinos je ¢injenica
da se ovaj specifican problem klasifikacije EEG signala moZe efikasno resavati pomocu tako
konstruisanih matemati¢kih modela.
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7. Zakljuak i perspektive daljeg razvoja primene veStacke
inteligencije u neuroloskoj dijagnostici

Ova nau¢no-istrazivacka studija je koncipirana kako bi uvela nov pristup za otkrivanje
anomalija 1 epilepti¢nih napada kod pacijenata putem analize EEG signala, sa znac¢ajnim
inzenjerskim implikacijama koje prevazilaze granice akademske zajednice i imaju primenu u
industrijskoj praksi medicinske neurodijagnostike.

Predlozena metoda koristi metodologiju klasifikacije vremenskih serija zasnovanu na
matemati¢kim modelima LSTM (Long Short-Term Memory) vestackih neuronskih mreza, koja
se pokazala izuzetno korisnom u analizi sekvencijalnih podataka sa nelinearnim
karakteristikama signala. S obzirom na znac¢ajan uticaj pravilnog odabira hiperparametara na
performanse matematiCkog modela LSTM veStatke neuronske mreze, ukljucene su
optimizacione tehnike za poboljsanje efikasnosti samog matematickog modela.

Konkretno, modifikovana verzija poznatog optimizacionog algoritma pretrage
varijabilnog susedstva je uvedena kako bi zadovoljila specificne potrebe ove nauc¢no-
istrazivacke studije, naglasavajuci inzenjerske aspekte u dizajnu algoritma masinskog ucenja
podataka i omogucavajuci bolje prilagodavanje matemati¢kog modela na kompleksne obrasce
u EEG podacima.

Kako bi se omogucila robusna obuka i evaluacija matemati¢kog modela LSTM vestacke
neuronske mreze, skup ulaznih i prethodno oznacenih podataka je pazljivo konstruisan iz javno
dostupnih izvora koji su obuhvatali kako zdrave osobe, tako i one pogodene epilepsijom.
Uklju¢ivanje zabeleski aktivnih napada u skupove podataka omogucilo je sprovodenje tri
sveobuhvatna eksperimenta.

Prvi cksperiment je procenio potencijal modela LSTM vesStacke neuronske mreze za
otkrivanje anomalne mozdane aktivnosti kod pacijenata, postavljajuéi osnovu za naknadne
evaluacije i otkrivajuci kako razli¢iti hiperparametri matematickog modela uti¢u na tacnost
samog modela.

Drugi eksperiment, dizajniran sa neuravnotezenim skupom podataka, dodatno je
istrazivao performanse matematickog modela LSTM vestacke neuronske mreze u kontekstu
realnih izazova sa kojima se suocavaju istrazivaci, kao $to su nerazmerne klase ulaznih
podataka koje mogu oteZati uéenje matematickog modela

Na kraju, treé¢i eksperiment je izazvao konstruisane matemati¢ke modele da otkriju
pojave u anomalnim i neurotipi¢nim merenjima, prikazujuci svestranost predlozenog pristupa i
njegovu sposobnost da se prilagodi razli¢itim realnim uslovima sa kojima se model moze
susresti u realnoj klinickoj praksi.

Svi sintetizovani matematicki modeli su bili laki 1 obuc¢eni su sa maksimalno 60 epoha,
sto je ukazivalo na mogucnost primene u realnom vremenu i doprinosilo brzoj detekciji
potencijalnih napada ili anomalija kod pacijenata. Ova efikasnost je bila klju¢na, s obzirom na
to da bi brzina detekcije mogla imati presudnu ulogu u klinickim situacijama, gde je
pravovremena reakcija od vitalnog znac¢aja za pacijente.

U svetlu inZenjerskih izazova, koje je predstavljala velika zavisnost matematickih
modela LSTM vestackih neuronskih mreZa od odabira parametara, optimizovani matematicki
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modeli su pokazali pohvalne performanse uprkos skromnim uzorcima ulaznih podataka. VaZzno
je napomenuti da su modeli LSTM ve&tackih neuronskih mreza i dalje su mogli da generisu
relevantne rezultate bez prekomerne upotrebe kompjuterskih resursa, §to ih ¢ini prakti¢nim za
implementaciju u klinickim i istrazivackim okruzenjima, pogotovu u situacijama kada se
prikupljanje i obrada podataka mora odraditi na udaljenim (EDGE) uredajima (loT).

Jo3 jedno ogranic¢enje ove naucno-istrazivacke studije koje je trebalo napomenuti bila je
¢injenica da se nije pokuSala optimizacija svih hiperparametara matematickog modela, kao 5to
je stopa ispadanja tokom rekurzije. Parametrizacija ve¢eg broja hiperparametara bi neizbezno
povecala troSkove racunarskih resursa drastiéno, §to predstavlja znacajnu prepreku za buduce
istrazivace ali i primenu u klinickoj praksi. Pored toga, u ovom istraZivanju razmatrani su
isklju¢ivo matematicki modeli LSTM vestackih neuronskih mreza, dok druge rekurentne
vestacke neuronske mreze kao §to su BiLSTM (Bidirectional LSTM) i GRU (Gated Recurrent
Unit) mreZe nisu temeljno ispitane.

Ukljucivanje ovih alternativnih vestackih neuronskih mreza moglo bi otvoriti nove
pravce za pobolj$anje ta¢nosti i efikasnosti matemati¢kog modela, $to predstavlja znacajan
prostor za dalja istrazivanja u ovoj oblasti medicinske neurodijagnostike. Stoga, postoje
znacajni potencijali za dalja ispitivanja i inovacije u detekciji anomalija, te se oCekuje da ce
rezultati ovog naucno-istrazivackog rada inspirisati sline studije i podstaci istrazivace da
istraze nove tehnike i metode za analizu medicinskih podataka.

Korii¢enje taénih matematickih modela ostavilo je prostor za razvoj potencijala za
prac¢enje kontinuiteta kod pacijenata koji pate od spontanih napada, omogucavajuci stvaranje
sistema ranog upozorenja. Takav dijagnosticki sistem bi mogao da pruzi ne samo brze i tatne
informacije o stanju pacijenta, ve¢ bi mogao i da poboljsa strategije lecenja i upravljanja
epilepsijom, ¢ime bi se potencijalno smanjila ucestalost napada i poboljsao kvalitet Zivota
pacijenata u celosti.

Gledajuci unapred, buduca istrazivanja ¢e se definitivno baviti istrazivanjem naprednih
metoda vestacke inteligencije za detekciju anomalija u oblasti obrade medicinskih signala.
Moguci novi pravci istraZivanja bi ukljuéivali klini¢ku progresiju Sirokog spektra bolesti, kao
$to su neurodegenerativni poremecaji, kardiovaskularne bolesti, cisti¢na fibroza i rak. Ove
bolesti predstavljaju znacajne izazove za savremenu medicinu, a razvoj inovativnih reSenja za
njihovu detekciju i leCenje mogao bi znac¢ajno unaprediti pristupe u $iroj zdravstvenoj zastiti.

Pored toga, uvedeni optimizacijski algoritam je detaljno razmatran zbog svojih
potencijalnih primena u reSavanju stvarnih inZenjerskih problema, naglaSavajuéi Sire
implikacije ovog nau¢no-istrazivackog rada izvan okvira akademije. Ovaj aspekt je kljucan jer
omoguéava inZenjerima da primene nau¢ene metode u stvarnim situacijama, ¢ime se povecava
ukupna efikasnost i kvalitet pruzenih zdravstvenih usluga.

U domenu prethodno definisanih hipoteza (opSte i pojedinatne) ovog naucno-
istrazivackog rada, u nastavku teksta se navodi submiliran nalaz svih postavljanih hipoteza, kao
i detaljan prikaz status svake pojedinac¢ne hipoteze
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Opsta hipoteza: Optimizacija LSTM ve$tacke neuronske mreZe pomocu metaheuristickih
algoritama mozZe poboljsati tacnost detekcije epileptickih napada kod pacijenata na osnovu
EEG podataka.

Potvrdeno: Ovaj nauc¢no-istrazivacki rad definitivno je potvrdio Ops$tu hipotezu (HO) tako Sto
je detaljnom analizom i eksperimentima potvrdio da primena metaheuristickih algoritama (GA,
PSO, VNS) optimizuje hiperparametre modela LSTM vestacke neuronske mreze. Rezultati
cksperimenata jasno pokazuju poboljsanje tacnosti klasifikacije EEG podataka kada se koriste
metaheuristi¢ke optimizacije u poredenju sa standardnim modelom LSTM vestatke neuronske
mreze. Svi dobijeni ekspereminetalni rezultati pokazuju poboljfanja u metriki taénosti
(accuracy), preciznosti (precision), osetljivosti (recall) i F1-score-u. Ovi pokazatelji direktno
potvrduju opstu hipotezu.

Hipoteza H1: LSTM vestacke neuronske mreze mogu efikasno klasifikovati EEG podatke i
detektovati anomalije u mozdanoj aktivnosti kod pacijenata.

Potvrdeno: U okviru ovog nauéno-istrazivackog rada potvrdena je Hipoteza H1 tako Sto
predstavljena arhitektura LSTM vestacke neuronske mreze, koja je obu¢ena na EEG podacima
je uspedno uradla detekcije epileptickih napada kod pacijenata. Eksperimenti su pokazali da
model LSTM vestacke neuronske mreze moze prepoznati sloZzene obrasce u EEG signalima sa
solidnim nivoom tacnosti, §to potvrduje njegovu efikasnost u klasifikaciji. Konkretni rezultati
pokazuju da model LSTM vestacke neuronske mreze je postigao visoku tac¢nost detekcije
abnormalnih mozdanih aktivnosti, pri ¢emu su detaljno analizirani parametri poput verovatnoce
detekcije epileptiénog napada u odnosu na normalne EEG signale. Sve prikazane vizuelizacije
rezultata u okviru ovog nauéno-istraZzivatkog rada (grafikoni, matrice konfuzije) dodatno
potvrduju sposobnost LSTM vestacke neuronske mreze da uspesno klasifikuje EEG podatke.

Hipoteza H2: Metaheuristicki algoritmi mogu znacajno unaprediti performanse modela LSTM
vestacke neuronske mreze u detekciji epilepticnih napada kod pacijenata.

Potvrdeno: U ovoj naucno-istrazivackoj studiji ukljucuna su testiranje m(ﬂa LSTM vestacke
neuronske mreze, uz primenu metaheuristiCkih optimizacija, konkretno genetskog algoritma
(GA) i optimizacije roja cestica (PSO). Uporedeni su rezultati standardnog modela LSTM
vestactke neuronske mreze i modela optimizovanih prethodno spomenutim metodama
optimizacije hiperparametara, pri ¢emu je demonstrirano znac¢ajno pobolj$anje u preciznosti i
brzini klasifikacije epilepticnih napada kod pacijenata. Rezultati pokazuju da su optimizovani
matematicki modeli LSTM vestacke neuronske mreze postizu bolji balans izmedu tacnosti i
efikasnosti detekcije, §to potvrduje da metaheuristicke metode poboljsavaju performanse
modela LSTM vestacke neuronske mreze. PriloZene tabele sa eksperimentalnim rezultatima
jasno pokazuju kvantitativna poboljSanja u metrikama performansi, pri ¢emu PSO i GA
optimizovani matemati¢ki modeli daju bolje rezultate u poredenju sa neoptimizovanim
modelima.
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Hipoteza H3: Modifikovana pretraga putem algoritma varijabilne pretrage susedstva (VNS)
moze dodatno poboljiati prilagodavanje modela LSTM specificnostima EEG signala.

Potvrdeno: U ovoj disertaciji je opisano kako se modifikovana verzija algoritma varijabilne
pretrage susedstva (VNS) uspesno primenjuje na optimizaciju hiperparametara modela LSTM
vestacke neuronske mreze. Eksperimenti su pokazali da je VNS omogucio dodatna poboljsanja
u tacnosti klasifikacije EEG signala, naro¢ito u situacijama sa ograni¢enom koli¢inom
podataka. Uporedeni su rezultati klasi¢ne optimizacije hiperparametara i VNS metode, gde je
pokazano da algortimom varijabilne pretrage susedstva VNS pobolj$ava stabilnost i preciznost
matemati¢kog modela LSTM vestatke neuronske mreZe u razli¢itim uslovima testiranja.

Na ovaj nacin je potrvrdeno kroz Opstu (HO) i sve pojedinacne hipoteze (H1, H2,H3)
da algoritam varijabilne pretrage susedstva VNS doprinosi boljoj generalizaciji matematickog
modela LSTM vestacke neuronske mreze na EEG podatke, §to potvrduje da izabrani pristup
dodatno optimizuje proces detekcije epilepticnih napada.

Ovim naucno-istrazivatkim radom je potvrdeno da sve postavljene hipoteze su
ispunjene na osnovu eksperimentalnih rezultata, analiza u okviru nauéno-istrazivackog rada,
te konkretni pokazatelji (ta¢nost, preciznost, F1-score) jasno potvrduju da:

o Matematicki modeli LSTM vestackih neuronskih mreza mogu uspesko klasifikovati EEG
podatke.

o Metaheuristicki  algoritmi  optimizacije  uspeSno  poboljSavaju  performanse
matematickog modela LSTM vestackih neuronskih mreza.

» Algoritam varijabilne pretrage susedstva (VNS) dodatno unapreduje matematicki
model LSTM vestackih neuronskih mreza, posebno u slucaju EEG zapisa.

Na kraju, ovo istrazivanje je pruZilo osnovu za dalja ispitivanja i imracije u detekciji
EEG anomalija, te potencijalno doprinelo unapredenju pristupa u oblasti zdravstvene zastite,
¢ime bi se stvorili uslovi za inovativne intervencije i pobolj$anje zivotnog standarda pacijenata.

7.1. Oblici primene vestacke inteligencije u neuroloskoj dijagnostici

Dalji razvoj primene veStatke inteligencije u neuroloskoj dijagnostici zahteva
multidisciplinarni pristup koji ukljucuje stru¢njake iz oblasti neuronauke, racunarstva, statistike
i klinicke prakse. Integracija matematickih modela vestacke inteligencije u klinicke tokove i
praksu zahteva pazljivo razmatranje etickih i regulatornih pitanja, kao i obezbedivanje
transparentnosti i obja$njivosti matematickih modela vestacke inteligencije.

U kontekstu ovog nauéno-istrazivackog rada, koji se fokusira na detekciju anomalija u
EEG signalima pomo¢u modela LSTM ve§tackih neuronskih mreZa optimizovanih algoritmom
varijabilne pretrage susedstva sa dinami¢nom promenom strategije, dalji razvoj bi mogao
ukljuciti sledece aspekte opisane u nastavku ove naucno-istrazivacke studije.
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7.1.1. Integracija multimodalnih p.odataka

Buduca istrazivanja treba da se fokusiraju na integraciju multimodalnih podataka, kao
§to su MRI, CT i PET snimci, koji zajedno sa EEG podacima bi pobolj3ali taénost i robusnost
novih matematickih modela vestacke inteligencije u domenu medicinske neurodijagnostike.
Integracija multimodalnih podataka omogucava sveobuhvatnije razumevanje neuroloskih
poremecaja i poboljSava dijagnosti¢ku ta¢nost. U samom nau¢no-istrazivackom radu, fokus je
svakako na analizi EEG signala, ali multimodalni pristup i integracija sa MRI snimcima bi
mogla pruziti dodatne informacije o strukturalnim promenama u mozgu, $to bi pobolj3alo
detekciju anomalija i pobolj3anje Zivotnog standarda pacijenata.

7.1.2. Personalizovana medicina

Matematic¢ki modeli vestacke inteligencije mogu se koristiti za razvoj personalizovanih
pristupa dijagnostici i leCenju neuroloskih poremecaja. Analizom individualnih pacijenata,
matematicki modeli vestacke inteligencije mogu predvideti odgovor na terapiju, optimizovati i
u krajnjoj instanci personalizovati planove leCenja pacijenata. U buduc¢im nauéno-istrazivackim
studijama, akcenat bi mogao biti na optimizovanim matematickim modelima LSTM vestackih
neuronskih mreza koji bi se mogli prilagoditi individualnim karakteristikama pacijenata, $to bi
omoguéilo personalizovanu detekciju epilepti¢kih napada ili drugih neuroloskih dogadaja.

7.1.3. Realno vremenska analiza i pracenje

Razvoj sistema ve§tacke inteligencije koji bi mogli da prijem ulaznih podataka svedu na
trenutne ulazne podatke direktno dobijene iz EEG uredaja (elektroda), bi praktiéno znacilo da
ti novi napredni sistemi vestacke inteligencije mogu da vrse akviziciju i analizu EEG signala u
realnom vremenu. Na ovaj nac¢in bi se omogucilo kontinuirano pracenje (monitoring) pacijenata
i pravovremeno otkrivanje neuroloskih dogadaja. Ovi sistemi mogu se koristiti u bolnickim i
ku¢nim uslovima, poboljsavajuci kvalitet Zivota pacijenata. Ova doktorska disertacija, sa
fokusom na lightweight modele, je samo pocetak u analizi i definisanju buduc¢ih matematickih
modela za razvoj sistema vestacke inteligencije za pracenje EEG signala u realnom vremenu,
sa minimalnim rac¢unarskim resursima, $to je klju¢no za rano otkrivanje epileptickih napada i
kontinuirani monitoring pacijenata.

7.14. Objasnjiva veStacka inteligencija (XAl)

Razvoj objadnjivih matematickih modela vestacke inteligencije je od kljuénog znacaja
za izgradnju poverenja u sisteme veStacke inteligencije u medicinskoj praksi. XAl (Explainable
Artificial Intelligence) tehnike omogucavaju lekarima i istraziva¢ima da razumeju kako
matematicki modeli vestacke inteligencije donose odluke, $to je od sustinskog znacaja za
klinicku primenu. U okviru ovog nauéno-istrazivatkog rada, opisana je primena SHAP
interpretacije kao korak ka objasnjivosti matematickih modela vestacke inteligencije, ali dalja
istrazivanja bi mogla ukljuciti razvoj interaktivnih vizualizacija koje bi lekarima i istrazivaima
omogucile da bolje razumeju predikcije matematickih modela vestacke inteligencije.
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7.1.5. Korisc¢enje transfer ucenja

Transfer ucenje (Transfer Learning), kao tehnika u masinskom ucenju, omogucava da
se model obuc¢en na Transfer uéenje, primeni na drugi skup podataka. U kontekstu medicinskih
signala, Transfer u¢enje moze znacajno poboljsati performanse matematickog modela vestacke
inteligencije, posebno kada su dostupni mali skupovi podataka. Na primeru ove nauc¢no-
istrazivacke studije, Transfer ucenje bi se moglo koristiti za prilagodavanje matematickog
modeli vestacke inteligencije na specifitne grupe pacijenata ili za prenos znanja sa velikih
javnih skupova podataka na manje klinicke skupove podataka.

7.1.6. Razvoj integrisanih sistema za podriku odlucivanju

Integracija modela veStacke inteligencije u integrisane sisteme za klinicku podriku
odlu¢ivanju (Clinical Decision Support System, CDSS) omogucava lekarima da donose
informisane odluke na osnovu analiza multimodalnih modela vestacke inteligencije. Integrisani
sistemi za klinicku podrsku odlucivanju su sistemi koji mogu pruziti preporuke za dijagnostiku,
leCenje 1 pracenje pacijenata. Ono §$to je vazno napomenuti jeste da matematicki modeli
vestacke inteligencije 1 algoritmi masinskog ucenja koji su istrazeni u okviru ovog naucno-
istrazivackog rada bi se mogli u buducnosti integrisati u postojece Integrisane sisteme za
klini¢ku podrsku (CDSS), pruzajuéi lekarima informacije u realnom vremenu o EEG signalima
pacijenata i preporuke za dalje dijagnosticke ili terapijske procedure.

7.1.7. Razvoj Al alata za kucno pracenje

Razvoj softverkih alata i uredaja koji su bazirani na sistemima vestacke inteligencije, a
koji se odnose na ku¢no pracenje neuroloskih poremecaja, omogucava pacijentima da prate
svoje stanje kod kuée i dobijaju pravovremene povratne informacije. Ovi alati mogu poboljati
kvalitet zivota pacijenata i smanjiti potrebu za Cestim posetama bolnici. Kao Sto je opisano u
okviru ovog naucno-istrazivackog rada lightweight modeli su idealni za implementaciju u
kuénim uredajima za pracenje EEG signala, pruzajuci pacijentima kontinuiranu 24x7 podriku.

7.1.8. Razvoj Al modela za detekciju retkih neuroloskih bolesti

Razvoj modela vestacke inteligencije za detekciju retkih neuroloskih bolesti predstavlja
jedan izuzetan tehniCki ali i drustveni izazov, pre svega zbog nedostatka velikih skupova
oznacenih i anonimiziranih podataka, kao i pravno-etickih principa koji se moraju prilagoditi
tehnoloskom razvoju i sluéajevima korid¢enja u medicinskoj dijagnostici. Tako na primer
primena tehnika transfer ucenja i sintetickih podataka moZe poboljSati performanse
matematickih modela veStacke inteligencije za detekciju retkih bolesti. Kao $to je opisano u
okviru ove doktorske disertacije, tehnike generisanja sintetickih EEG signala bi se mogle
koristiti za obuku matematickih modela na retkim neuroloskim poremecajima i samim time
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iskoristiti sazananja o distribucijama skupova podataka i prethodni eksperimenti koji su
obavljeni na manjim skupovima oznacenih podataka.

7.19. Razvoj Al modela za predvidanje neuroloskih bolesti

Razvoj modela vestacke inteligencije za predvidanje neuroloskih bolesti omogucava
identifikaciju osoba sa visokim rizikom za razvoj neuroloikih poremeéaja. Matemati¢ki modeli
vestaCke inteligencije koji su analizirani u okviru ovog naucno-istrazivackog rada mogu se
koristiti u okviru medicinske neuordijagnostike kako za rano otkrivanje bolesti i tako i za
preventivne mere koje bi svakako olaksale Zivot pacijenata. Optimizovani matematicki modeli
LSTM vestackih neuronskih mreza koju su obradeni u okviru doktorske disertacije bi se mogli
koristiti za predvidanje rizika od epilepti¢kih napada ili drugih neuroloskih dogadaja na osnovu
analize prethodnih dugoroénih i trenutnih EEG podataka pacijenata.

7.2. InZenjerske implikacije i primena optimizacionih algoritama

Optimizacioni algoritmi koji su primenjeni na matematicke modele veStackih
neuronskih mreza, i koji su detaljno opisani u okviru ovog nauéno-istrazovackog rada,
predstavljaju izuzetno vaznu kompomentnu sistema vestacke inteligencije pre svega zbog
njihovih potencijalnih primena u reSavanju realnih inzenjerskih problema, naglasavajuéi Sire
implikacije ovog nau¢no-istrazivackog rada izvan okvira akademije i realne primene u
industriji, poput medicinske neurodijagnostike.

Ovaj aspekt je kljucan jer omogucava inzenjerima da primene nautene metode u
stvarnim situacijama, ¢ime se povecava ukupna efikasnost i kvalitet pruzenih proizvoda i
usluga, u ovom konkretnom slucaju iz domena medicinske neurodijagnostike.

7.2.1. Optimizacija hiperparametara masinskog ucenja

Optimizacioni algoritmi se koriste za optimizaciju hiperparametara sistema vestacke
inteligencije, kao $to su broj slojeva, broj neurona i stopa uc¢enja. Optimizacija hiperparametara
poboljsava performanse matematickog modela i smanjuje vreme obuke, kao i potrebne
racunarske resurse.

U ovom kontekstu, primena algoritma varijabilnog susedstva (VNS) za optimizaciju
hiperparametara dugoro¢ne kratkoro¢ne memorije (LSTM) modela ve$tatke neuronske mreze
rezultirala je poboljSanim performansama u detekciji anomalija u okviru EEG signala. Ovaj
pristup omogucava preciznije podesavanje matematiCkog modela, $to je kljutno za postizanje
visoke tacnosti u medicinskoj neurodijagnostici.

7.2.2. Optimizacija rasporedivanja resursa

Optimizacioni algoritmi se koriste za optimizaciju rasporedivanja resursa u sistemima
sa trenutnom obradom podataka i odzivom u realnom vremenu, kao $to su sistemi za pracenje
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pacijenata i sistemi za detekciju anomalija. Optimizacija rasporedivanja resursa poboljsava
efikasnost sistema vestacke inteligencije i smanjuje troskove.

Optimizovani matemati¢ki modeli LSTM vestackih neuronskih mreza se mogu koristiti
za efikasno rasporedivanje raCunarskih resursa u sistemima sa odzivom u realnom vremenu,
kao $to je pracenje elektroencefalografskih (EEG) signala. Ovo je posebno vazno u situacijama
gde je potrebno obraditi velike koli¢ine podataka u kratkom vremenskom periodu, kao §to je
pracenje pacijenata u jedinicama intenzivne nege.

7.2.3. Optimizacija kontrolnih sistema

Optimizacioni algoritmi se koriste za optimizaciju kontrolnih sistema u medicinskim
uredajima, kao $to su insulinske pumpe i respiratori. Optimizacija kontrolnih sistema
poboljsava tacnost i pouzdanost medicinskih uredaja.

lako se ovaj nauéno-istrazivactki rad ne bavi direktno kontrolnim sistemima,
optimizovani modeli LSTM vestackih neuronskih mreZa se mogu koristiti za kontrolu
medicinskih uredaja na osnovu analize EEG signala. Na primer, optimizovani matematicki
modeli LSTM vestacke neuronske mreze moze analizirati EEG signale pacijenta i automatski
prilagoditi parametre respiratora kako bi se optimizovala ventilacija kod pacijenta.

7.24. Optimizacija dizajna medicinskih uredaja

Optimizacioni algoritmi se koriste za optimizaciju dizajna medicinskih uredaja, kao §to
su implantati i protetika. Optimizacija dizajna medicinskih uredaja poboljsava funkcionalnost i
udobnost za pacijente.

Optimizovani matematic¢ki modeli LSTM vestacke neuronske mreze se mogu koristiti
za analizu EEG signala i prilagodavanje parametaraedicinskih uredaja, kao 5to su
neurostimulatori, kako bi se optimizovala terapija za svakog pacijenta. Ovo omogucava
personalizovan pristup lecenju, §to je klju¢no za postizanje boljih ishoda.

7.2.5. Optimizacija protoka podataka

Optimizacioni algoritmi se koriste za optimizaciju protoka podataka u medicinskim
informacionim sistemima, kao $to su sistemi za elektronske zdravstvene kartone i sistemi za
telemedicine.

Optimizacija protoka podataka poboljsava efikasnost i1 sigurnost medicinskih
informacionih sistema. Prakti¢no optimizovani matematicki modeli LSTM vestacke neuronske
mreze se mogu koristiti za analizu velikih skupova EEG podataka i optimizaciju protoka
informacija u sistemima za telemedicine, omoguéavajuéi brzu i efikasnu dijagnostiku i pracenje
pacijenata. Ovo je posebno vazno u ruralnim podrué¢jima gde pacijenti definitivno nemaju lak
pristup specijalistickim uslugama.
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7.3. Eticka i regulatorna razmatranja

Primena sistema veStacke inteligencije u neuroloskoj dijagnostici zahteva pazljivo
razmatranje etickih 1 regulatornih pitanja. Osiguravanje privatnosti, anonimizacija i sigurnosti
podataka pacijenata, kao 1 transparentnost i objasnjivost modela veStacke inteligencije, kljucni
su za izgradnju poverenja u sisteme ve§tacke inteligencije u medicinskoj praksi.

. Privatnost i sigurnost podataka

Modeli vestacke inteligencije se obucavaju na velikim skupovima podataka pacijenata,
Sto postavlja pitanja o privatnosti i sigurnosti podataka. Osiguravanje anonimizacije podataka i
primena sigurnosnih mera kljuéni su za zastitu privatnosti pacijenata.

Koriséenje javno dostupnih skupova podataka smanjuje rizik od krSenja privatnosti, ali
dalja istraZivanja bi trebalo da se fokusiraju na razvoj tehnika za anonimizaciju klini¢kih
podataka i koriS¢enje sintetiCkih podataka na bazi poznatih distribucija. Ovo ukljucuje razvoj
algoritama masinskog uc¢enja podataka koji mogu ukloniti licne informacije iz podataka bez
gubitka njihove korisnosti za obuku matematickog modela vestacke inteligencije.

7.3.2. Transparentnost i objaSnjivost

Sistemi veStacke inteligencije se c¢esto smatraju crnim kutijama, $to otezava
razumevanje kako dati sistemi vestacke inteligencije donose konatne odluke. Razvoj
transparentnih i objasnjivih matematickih modela vestacke inteligencije kljucan je za izgradnju
poverenja u sisteme vestacke inteligencije u medicinskoj praksi.

Primena SHAP interpretacije je korak ka objasnjivosti matematickih modela vestacke
inteligencije, ali dalja istrazivanja bi trebalo da se fokusiraju na razvoj interaktivnih
vizualizacija 1 alata za interpretaciju matematickih modela vestacke inteligencije. Ovo
omogucava lekarima da razumeju kako matematicki modeli veStacke inteligencije donose
odluke i samim time procene pouzdanost predlozenih odluka koje mogu da imaju uticaje na
treatman pacijenata.

7.3.3. Odgovornost i nadzor

Primena sistema ve$tacke inteligencije u klinickoj praksi zahteva definisanje adekvatne
odgovornosti i nadzora. Lekari treba da budu odgovorni za odluke koje donose na osnovu
analiza koje sprovode matemati¢ki modeli vestacke inteligencije, a regulatorni organi treba da
obezbede nadzor nad razvojem i primenom svih sistema veStatke inteligencije koji imaju
svojou primenu u drustvu i na posletku klinickoj praksi kada je u pitanju oblast poput
medicinske neurodijagnostike.

Naglasavanje uloge lekara u verifikaciji odluka i informacija koje je predstavio sistem
vestacke inteligencije, poput predikcije i dijagnoze, je klju¢no za osiguravanje odgovornosti i
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nadzora. Ovo ukljuéuje razvoj smernica i standarda za upotrebu sistema ve$tacke inteligencije
u medicinskoj praksi.

7.34. Pristrasnost i pravi¢nost

Sistemi vestacke inteligencije mogu biti pristrasni ako se obucavaju na nebalansiranim
skupovima podataka. Osiguravanje pravi¢nosti i izbegavanje diskriminacije kljuéni su za eti¢ku
primenu matematickih modela ve$tacke inteligencije u medicinskoj praksi.

Koris¢enje neuravnotezenih skupova podataka u jednom od eksperimenata naglasava
potrebu za pazljivim razmatranjem pristrasnosti u matematickim modelima vesStacke
inteligencije. Ovo svakako ukljucuje I razvoj tehnika za detekciju i ublazavanje pristrasnosti
matemati¢kih modela vestacke inteligencije.

7.3.5. Autonomija pacijenata

Primena sistema ve$tacke inteligencije u medicinskoj praksi treba da postuje autonomiju
pacijenata. Pacijenti treba da budu informisani o primeni sistema ve$tacke inteligencije i da
imaju pravo da odbiju koridéenje sistema vestacke inteligencije.

Naglasavanje transparentnosti i objadnjivosti matematickog modela vestacke
inteligencije je kljuéno za osiguravanje autonomije pacijenata. Ovo ukljutuje razvoj jasnih i
razumljivih informacija o upotrebi sistema vestacke inteligencije u medicinskoj praksi.

74. Zakljuc¢ak

Ova naucno-istrazivacka studija je pruzila solidnu osnovu za dalja ispitivanja i inovacije
u detekciji anomalija u EEG signalima, otvarajuci vrata za potencijalno zna¢ajno unapredenje
pristupa u oblasti zdravstvene zastite.

Kroz razvoj i primenu optimizovanih matematickih modela LSTM vestackih neuronskih
mreza, demonstrirana je moguénost stvaranja uslova za inovativne intervencije koje mogu
direktno uticati na poboljsanje Zivotnog standarda pacijenata.

Dalji razvoj primene sistema vestacke inteligencije u neurolo$koj dijagnostici zahteva
sveobuhvatan, multidisciplinarni pristup. Neophodna je bliska saradnja izmedu stru¢njaka iz
razli¢itih oblasti, uklju¢ujuci neuronauku, racunarstvo, statistiku 1 klinicku praksu.

Integracija multimodalnih podataka, kao §to su MRI, CT i PET snimci, zajedno sa EEG
podacima, predstavlja kljucni korak ka poboljsanju tacnosti i robusnosti matematickih modela
vestacke inteligencije.

Ovakva integracija omogucava sveobuhvatnije razumevanje kompleksnih neuroloskih
poremecaja i znaéajno unapreduje dijagnosti¢ku taénost.

Razvoj personalizovanih pristupa dijagnostici i leCenju neuroloskih poremecaja je jos
jedan vazan pravac daljeg razvoja koji se moze ocekivati u bliskoj buduénosti. Sistemi vestacke
inteligencije, prilagodeni individualnim karakteristikama pacijenata, mogu predvideti odgovor
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na terapiju i optimizovati planove lecenja, ¢ime se povecava efikasnost terapijskih intervencija
kod pacijenata.

Analiza i pracenje EEG signala u realnom vremenu, potpomognuti razvojem efikasnih
sistema veStacke inteligencije, predstavlja kljuéni napr u kontinuiranom pracenju
pacijenata i podrici po modelu 24x7. Ovi sistemi, primenljivi kako u bolnickim, tako i u ku¢nim
uslovima, omogucavaju pravovremeno otkrivanje neuroloskih dogadaja i znaCajno
poboljsavaju kvalitet Zivota pacijenata.

Objasnjiva vestacka inteligencija (XAI) igra kljuénu ulogu u izgradnji poverenja u
sisteme veS§tatke inteligencije u medicinskoj praksi. XAl tehnike omoguéavaju lekarima da
razumeju kako matematicki modeli veStacke inteligencije donose odluke, $to je od sustinskog
znacaja za klinicku primenu i dono$enje informisanih odluka.

Koris¢enje transfer ucenja, kao tehnike masinskog ucenja, omogucava efikasnu primenu
modela obucenih na velikim skupovima podataka na specificne, manje skupove podataka, sto
je posebno korisno u kontekstu retkih neuroloskih bolesti.

Razvoj integrisanih sistema za podrsku klinickom odlu¢ivanju (CDSS) omogucava
lekarima da donose informisane odluke na osnovu analiza matematickih modela vestacke
inteligencije, pruzajuci prepoza dijagnostiku, le¢enje i pradenje pacijenata.
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Alati i uredaji koji su bazirani na vestackoj inteligenciji, a koji se koriste za kuéno
pracenje neuroloskih poremecaja, omogucavaju pacijentima da prate svoje stanje kod kuce,
dobijajuci pravovremene povratne informacije, ¢ime se poboljsava kvalitet Zivota i smanjuje
potreba za ¢estim posetama bolnici. Razvoj novih matematickih modela vestacke inteligencije
za detekeiju retkih neuroloskih bolesti, iako predstavlja izazov zbog nedostatka velikih skupova
podataka, moze se unaprediti primenom tehnika transfer uéenja i sinteti¢kih podataka.

Ono §to mozemo ocekivati u bliskoj buduénosti da uredaji bazirani na matematickim
modelima vestacke inteligencije ¢e biti sposobni za predvidanje neuroloSkih bolesti i na taj
nac¢in ¢e omoguciti identifikaciju osoba sa visokim rizikom, ujedno omogucavajuc¢i rano
otkrivanje i preventivne mere kod razli¢itih neuroloskih oboljenja.

Integracija matematickih modela veStacke inteligencije sa genetskim podacima
omogucava identifikaciju genetskih faktora rizika, otvarajuci put za razvoj personalizovanih
terapija i predvidanje odgovora na leenje.

Primena optimizacionih algoritama u inZenjerskim problemima, kao $to su optimizacija
hiperparametara matemati¢kih modela sistema vestatke inteligencije, optimizacija
rasporedivanja resursa, optimizacija kontrolnih sistema, optimizacija dizajna medicinskih
uredaja i optimizacija protoka podataka, moze zna¢ajno unaprediti efikasnost i kvalitet pruzenih
zdravstvenih usluga, ¢ime se direktno doprinosi poboljsanju zivotnog standarda pacijenata.

Pored toga svega prethodno navedenog, vrlo je vaZno jo$ jednom napomenuti da
pazljivo razmatranje etickih i regulatornih pitanja, kao §to su privatnost i sigurnost podataka
pacijenata, transparentnost i objaSnjivost matematickih modela veStacke inteligencije,
odgovornost i nadzor, pristrasnost i pravi¢nost, kao i autonomija pacijenata u prihvatanju ili ne
prihvatanju odluka 1 dijagnoza sistema veStacke inteligencije, su esencijalni za izgradnju
poverenja u sisteme veStace inteligencije u medicinskoj praksi.

185




186




Literatura

(1]

(2]

(6]

9]

Abbasi, B., & Goldenholz, D. M. (2019). Machine learning applications in
epilepsy. Epilepsia, 60(10), 2037-2047. https://doi.org/10.1111/epi.16333

Acharya, U.R., Vinitha Sree, S., Swapna, G., Martis, R. J. & Suri, J. §. (2013).
Automated EEG analysis of epilepsy: A review. Knowledge-Based Systems, 45, 147—
165. https://doi.org/10.1016/j.knosys.2013.02.014

Amin, U. & Benbadis, S. R. (2019). The role of EEG in the erroneous diagnosis of
epilepsy. Journal of Clinical Neurophysiology. 36(4), 294
297. https://doi.org/10.1097/WNP .0000000000000572

Andrzejak, R. G., Lehnertz, K., Mormann, F., Rieke, C., David, P. & Elger, C. E.
(2001). Indications of nonlinear deterministic and finite-dimensional structures in
time series of brain electrical activity: Dependence on recording region and brain
state. Physical Review E, 64(6), 061907. https://doi.org/10.1103/PhysRevE.64.061907

Badi, I., Bouraima, M. B, Qiu, Y. & Stevic, Z. (2024). Optimizing priority sequencing
rules in parallel machine scheduling: An evaluation and selection approach using
hybrid MCDM techniques. Decision Making Advances, 2(1),22-31.
https://doi.org/10.31181/dma21202422

Benarous, L., Gavaret, M., Soda Diop, M., Tobarias, J., de Ghaisne de Bourmont, S.,
Allez, C., Bouzana, F., Gainnier, M. & Trebuchon, A. (2019). Sources of interrater
variability and prognostic value of standardized EEG features in post-anoxic coma
after resuscitated cardiac arrest . Clinical Neurophysiology Practice, 4, 20—

26. https://doi.org/10.1016/j.cnp.2018.12.001

Benbadis, S. R., Beniczky, S., Bertram, E., Maclver, S. & Moshé, S. L. (2020). The
role of EEG in patients with suspected epilepsy. Epileptic Disorders, 22(2), 143—
155. https://doi.org/10.1684/epd.2020.1151

Benbadis, S. R. & Kaplan, P. W. (2019). The dangers of over-reading an
EEG. Journal of Clinical Neurophysiology, 36(4),
249. https://doi.org/10.1097/WNP.0000000000000598

Bendjoudi, A., & Benyettou, A.(2014). A hybrid approach for the classification of
satellite images using MLP and genetic algorithm. ResearchGate.
https://www .researchgate.net/publication/265784353

187




(10]

[11]

[12]

[13]

[14]

[15]

[16]

[17]

[18]

[19]

Bezdan, T, Milosevic, S., Zivkovic, M. Bacanin, N. & Strumberger, 1. (2021).
Optimizing convolutional neural network by hybridized elephant herding optimization
algorithm for magnetic resonance image classification of glioma brain tumor grade.
In 2021 Zooming Innovation in Consumer Technologies Conference (ZINC) (pp.
171-176). IEEE. https://doi.org/10.1109/ZINC52049.2021.9499297

Brimberg, J., Mladenovi¢, N. & Urosevi¢, D. (2015). Solving the maximally diverse
grouping problem by skewed general variable neighborhood search. Information
Sciences, 295, 650-675. https://doi.org/10.1016/.in5.2014.10.043

Brar, D. S., Nayik,G. A. & Tolcha, T. D. (2023). Chemical and functional
characteristics to detect sugar syrup adulteration in honey from different botanical

origins. International Journal of Food Properties, 26(1), 1390-
1413. https://doi.org/10.1080/10942912.2023 .22 18066

Casson, A. J. (2019). Wearable EEG technology: Current status and future
prospects. IEEE Sensors Journal, 19(13), 4950—
4958. https://doi.org/10.1109/JSEN.2019.2904694

Casson, A. I., Yates, D. C. & Rodrigues, J. (2010). Wearable EEG and beyond: A
review of recent advances in ambulatory EEG. Journal of Neural Engineering, 7(1),
011001. https://doi.org/10.1088/1741-2560/7/1/011001

Cheng, R.,Li, M., Tian, Y., Xiang, X., Zhang, X., Yang, S., Jin, Y. & Yao, X.
(2018). Benchmark functions for the CEC’2018 competition on many-objective
optimization. Technical report.

Chopra, J., Kumar, A., Aggarwal, A. K. & Marwaha, A. (2018). An efficient
watermarking for protecting signature biometric template. In 2018 5th International
Conference on Signal Processing and Integrated Networks (SPIN) (pp. 413-418).
IEEE. https://doi.org/10.1109/SPIN.2018.8474269

Cover, T. M., & Thomas, I. A. (2006). Elements of information theory (2nd ed.).
Wiley.

Cuk, A., Bezdan, T., Jovanovic, L., Antonijevic, M., Stankovic, M., Simic, V.,
Zivkovic, M. & Bacanin, N. (2024). Tuning attention-based long-short term memory
neural networks for Parkinson’s disease detection using modified

metaheuristics. Scientific Reports, 14(1), 4309. https://doi.org/10.1038/s41598-024-

54680-y

Daubechies, Ingrid. 1992. Ten Lectures on Wavelets. Philadelphia, PA: Society for
Industrial and Applied Mathematics (SIAM). ISBN 0-89871-274-2. 357 pages.

188




[20]

(21]

[22]

(23]

[24]

[25]

[26]

[27]

(28]

[29]

Devi V, K., Mani, J., Shaker, H. & Jovanovic, L. (2023). Sunspot occurrence
forecasting with metaheuristic optimized recurrent neural networks. Theoretical and
Applied Computational Intelligence, 1(1), 15—

26. https://doi.org/10.31181/tacil 120231

Draper, N. R. & Smith, H. (1998). Applied regression analysis (3rd ed.). Wiley.

Du, Z., Xie, X.,Qu, Z., Hu, Y. & Stojanovic, V. (2024). Dynamic event-triggered
consensus control for interval type-2 fuzzy multi-agent systems. IEEE Transactions on
Circuits and Systems I: Regular Papers, 1—

10. https://doi.org/10.1109/TCS1.2024.3371492

European Commission. (2019). Ethics guidelines for trustworthy Al https://digital-
strategy .ec.europa.eu/en/library/ethics-guidelines-trustworthy-ai

Foreman, S. A., Giedt, J., Meurice, Y., & Unmuth-Yockey, J. (2017). RG inspired
Machine Learning for lattice field theory. ResearchGate.

https://www researchgate.net/figure/Schematic-representation-of -Frank-Rosenblatts-
perceptron-3 figl 320241761

Goodfellow, 1., Bengio, Y. & Courville, A. (2016). Deep learning. MIT
Press. hittps://www .deeplearningbook.org

Graves, A.(2013). Speech recognition with deep recurrent neural networks. In 2013
IEEE International Conference on Acoustics, Speech and Signal Processing (pp.
6645-6649). IEEE. https://doi.org/10.1109/ICASSP.2013.6639347

Gurrola-Ramos, J., Herndndez-Aguirre, A. & Dalmau-Cedefio, O. (2020). Colshade
for real-world single-objective constrained optimization problems. In 2020 IEEE
Congress on Evolutionary Computation (CEC) (pp. 1-8).

IEEE. https://doi.org/10.1109/CEC48606.2020.9185583

Guttag,J. (2010). CHB-MIT Scalp EEG Database (version 1.0.0). PhysioNet.
https://doi.org/10.13026/C2K01R

Hajialiasghari, M., Sadeghian, A., & Moradi, M. H. (2020). A conceptual review of
neural networks . ResearchGate . https://www researchgate net/figure/A-The-structure-

of-the-McCulloch-and-Pitts-neuron-model-i-i-i-i-stands-for-the_figl 346206645

189




(30]

[31]

(32]

[33]

[34]

(35]

[36]

(37]

[38]

[39]

[40]

Hansen, P., Mladenovic, N. & Uro3evic, D. (2006). Variable neighborhood search and
local branching. Computers & Operations Research, 33(10), 3034—
3045. https://doi.org/10.1016/j.cor.2005.02.033

Haq, H. B. & Saglain, M. (2023). An implementation of effective machine learning
approaches to perform Sybil attack detection (SAD) in loT network. Theoretical and
Applied Computational Intelligence, 1(1), 1-14. https://doi.org/10.31181/tacil 120232

Haykin, S. (2009). Neural networks and learning machines (3rd ed.). Pearson.

Hochreiter, S. & Schmidhuber, J. (1997). Long short-term memory. Neural
Computation, 9(8), 1735-1780. https://doi.org/10.1162/nec0.1997.9.8.1735

Katoch, S., Chauhan, S. S. & Kumar, V. (2021). A review on genetic algorithm: Past,
present, and future. Multimedia Tools and Applications, 80(5), 8091—
8126. https://doi.org/10.1007/511042-020-10139-6

Kaur, P., Kumari, M. & Gupta, P. (2021). Deep learning in EEG signal analysis: A
review. Neural Computing and Applications, 33(8),2611—
2630. https://doi.org/10.1007/500521-020-05016-3

Kaur, T., Diwakar, A., Kirandeep, Mirpuri, P., Tripathi, M., Chandra, P. S. & Gandhi,
T. K. (2021). Artificial intelligence in epilepsy. Neurology India, 69(3), 560-
566. https://doi.org/10.4103/0028-3886.317233

Kennedy, J. & Eberhart, R. (1995). Particle swarm optimization. In Proceedings of
ICNN’95 - International Conference on Neural Networks (Vol. 4, pp. 1942-1948).
IEEE. https://doi.org/10.1109/ICNN.1995 488968

Khishe, M. & Mosavi, M. R.(2020). Chimp optimization algorithm. Expert Systems
with Applications, 149, 113338, https://doi.org/10.1016/j.eswa.2020.113338

Kumar, A., Das, S. & Zelinka, 1. (2020). A self-adaptive spherical search algorithm for
real-world constrained optimization problems. In Proceedings of the 2020 Genetic and
Evolutionary Computation Conference Companion (pp. 13-14).

ACM. https://doi.org/10.1145/3377929.3398186

LaTorre, A., Molina, D., Osaba, E., Poyatos, J., Del Ser, J. & Herrera, F. (2021). A
prescription of methodological guidelines for comparing bio-inspired optimization

algorithms. Swarm and Evolutionary Computation, 67,
100973, https://doi.org/10.1016/].swev0.2021.100973

190




[41]

[42]

[43]

[44]

[45]

[46]

[47]

(48]

[49]

[50]

LeCun, Y., Bengio, Y. & Hinton, G. (2015). Deep learning. Nature, 521(7553), 436
444 https://doi.org/10.1038/nature 14539

Liu, T., Truong, N. D., Nikpour, A., Zhou, L. & Kavehei, O. (2020). Epileptic seizure
classification with symmetric and hybrid bilinear models. IEEE Journal of Biomedical
and Health Informatics, 24(10), 2844—

2851. https://doi.org/10.1109/JBHI.2020.2984128

Lundberg, 8. M. & Lee, S.-1. (2017). A unified approach to interpreting model
predictions. In Advances in Neural Information Processing Systems (Vol.
30). https://proceedings.neurips.cc/paper/2017/file/8a20a8621978632d76c43dfd28b67

767-Paper pdf

McCulloch, W. S. & Pitts, W. (1943). A logical calculus of the ideas immanent in
nervous activity. The Bulletin of Mathematical Biophysics, 5(4), 115—
133. https://doi.org/10.1007/BF02478259

Minic, A., Jovanovic, L., Bacanin, N., Stoean, C., Zivkovic, M., Spalevic, P., Petrovic,
A., Dobrojevic, M. & Stoean, R. (2023). Applying recurrent neural networks for
anomaly detection in electrocardiogram sensor data. Sensors,

23(24). https://doi.org/10.3390/523249878

Niedermeyer, E. & da Silva, F. L. (2005). Electroencephalography: Basic principles,
clinical applications, and related fields (5th ed.). Lippincott Williams & Wilkins.

Noachtar, S. & Rémi, J. (2009). The role of EEG in epilepsy: A critical
review. Epilepsy & Behavior, 15(1), 22—
33. https://doi.org/10.1016/j.yebeh.2009.02.035

Oppenheim, A. V. & Schafer, R. W. (2010). Discrete-time signal processing (3rd ed.).
Prentice Hall.

Paldino, M. J., Hedges, K. & Zhang, W. (2014). Independent contribution of
individual white matter pathways to language function in pediatric epilepsy
patients. Neurolmage: Clinical, 6, 327-332. https://doi.org/10.1016/j.nicl.2014.09.017

Pascanu, R., Mikolov, T. & Bengio, Y. (2013). On the difficulty of training recurrent
neural networks. In Proceedings of the 30th International Conference on Machine

Learning (pp. 1310-1318). PMLR. https://proceedings.mir .press/v28/pascanul3.html

191




[51]

[52]

[53]

[54]

[55]

[56]

[57]

(58]

[59]

[60]

Pilcevic, D., Djuric Jovicic, M., Antonijevic, M., Bacanin, N, Jovanovic, L.,
Zivkovic, M., Dragovic, M. & Bisevac, P. (2023). Performance evaluation of
metaheuristics-tuned recurrent neural networks for electroencephalography anomaly
detection. Frontiers in Physiology, 14. https://doi.org/10.3389/fphys.2023.1267011

Prakash, S. P. & Kumar, M. V. (2022). Hybrid GLFIL enhancement and encoder
animal migration classification for breast cancer detection. Computer Systems
Science and Engineering, 41(2), 735-749. https://doi.org/10.32604/csse.2022 020533

Radomirovic, B., Bacanin, N., Jovanovic, L., Simic, V., Njegus, A., Pamucar, D,
Koppen, M., Zivkovic, M. (2024) Optimizing Long-short Term Memory Neural
Networks for Electroencephalogram Anomaly Detection using Variable Neighborhood
Search with Dynamic Strategy Change. Complex & Intelligent Systems.

https://link springer.com/article/10.1007/s40747-024-01592-z

Rasheed, K., Qayyum, A., Qadir, J., Sivathamboo, S., Kwan, P., Kuhlmann, L.,
O’Brien, T. & Razi, A. (2021). Machine learning for predicting epileptic seizures
using EEG signals: A review. IEEE Reviews in Biomedical Engineering, 14, 139-
155. https://doi.org/10.1 109/RBME.2020.3008792

Ross, §. M. (2014). Introduction to probability models (11th ed.). Academic Press.

Rudin, W. (1976). Principles of mathematical analysis (3rd ed.). McGraw-Hill.

Rumelhart, D. E., Hinton, G. E. & Williams, R. J. (1986). Learning representations by
back-propagating errors. Nature, 323(6088), 533—
536. https://doi.org/10.1038/323533a0

Sak, H., Senior, A. & Beaufays, F. (2014). Long short-term memory recurrent neural
network architectures for large scale acoustic modeling . In Proceedings of the 15th
Annual Conference of the International Speech Communication Association (pp. 338-
342). ISCA . https://www.isca-speech.org/archive/interspeech 2014/i14 0338 html

Saqlain, M. & Saeed, M. (2024). From ambiguity to clarity: Unraveling the power of
similarity measures in multi-polar interval-valued intuitionistic fuzzy soft
sets. Decision Making Advances, 2(1)

Saqlain, M. & Saeed, M. (2024). Recent advances in deep learning for biomedical
signal processing. Biomedical Signal Processing and Control, 75,
103343 https://doi.org/10.1016/j.bspc.2023.103343

192




[61]

[62]

[63]

[64]

[65]

[66]

[67]

[68]

[69]

[70]

Shapiro, S. S. & Francia, R. 8. (1972). An approximate analysis of variance test for
normality. Journal of the American Statistical Association, 67(337), 215—
216. https://doi.org/10.1080/01621459.1972.10481232

Shi, Y. (2011). Brain storm optimization algorithm. In Y. Tan, Y. Shi, Y. Chai & G.
Wang (Eds.), Advances in Swarm Intelligence (pp. 303-309).
Springer. https://doi.org/10.1007/978-3-642-21515-5_36

Song, X., Peng, 7., Song, S. & Stojanovic, V. (2024). Anti-disturbance state
estimation for PDT-switched RDNNs utilizing time-sampling and space-splitting
measurements. Communications in Nonlinear Science and Numerical Simulation, 132,
107945 https://doi.org/10.1016/i.cnsns.2024.107945

Song, X., Wu, N., Song, S., Zhang, Y. & Stojanovic, V. (2023). Bipartite
synchronization for cooperative-competitive neural networks with reaction—diffusion
terms via dual event-triggered mechanism. Neurocomputing, 550,

126498. https://doi.org/10.1016/j.neucom.2023.126498

Stewart, J. (2015). Calculus: Early transcendentals (8th ed.). Cengage Learning.

Tatum, W. O, Rubboli, G., Kaplan, P. W_, Mirsatari, S. M., Radhakrishnan, K., Gloss,
D., Caboclo, L. O., Drislane, F. W., Koutroumanidis, M., Schomer, D. L., Kasteleijn-
Nolst Trenite, D., Cook, M. & Beniczky, S. (2018). Clinical utility of EEG in
diagnosing and monitoring epilepsy in adults. Clinical Neurophysiology, 129(5),
1056—-1082. https://doi.org/10.1016/j.clinph.2018.01.019

Thukral, R., Gulshan, K., Kumar, A. & Arora, A. S. (2020). Effects of different
radiations of electromagnetic spectrum on human health. In 2020 1EEE International
Students’ Conference on Electrical, Electronics and Computer Science (SCEECS) (pp.
1-6). IEEE. https://doi.org/10.1109/SCEECS48394.2020.154

Todosijevi¢, R., Hanafi, S., UroSevi¢, D. & Jarboui, B. (2017). A general variable
neighborhood search for the swap-body vehicle routing problem. Computers &
Operations Research, 78, 468479 https://doi.org/10.1016/j.cor.2016.01.016

Todosijevi¢, R., Mjirda, A., Mladenovi¢, M., Hanafi, S. & Gendron, B. (2017). A
general variable neighborhood search variants for the travelling salesman problem
with draft limits. Optimization Letters, 11(6), 1047—

1056. https://doi.org/10.1007/s11590-014-0788-9

Todosijevi¢, R., Urosevi¢, D., Mladenovi¢, N. & Hanafi, S. (2017). A general variable
neighborhood search for solving the uncapacitated r-allocation p-hub median

193




[71]

[72]

[73]

[74]

[75]

[76]

[77]

(78]

problem. Optimization Letters, 11(6), 1109-1121. https://doi.org/10.1007/s11590-
015-0867-6

Tochaiwat, K., Pultawee, P. & Rinchumphu, D. (2023). Sales rate forecasting of
single detached houses using artificial neural network technique. Decision Making:
Applications in Management and Engineering, 6(2), 772—

786. https://doi.org/10.31181/dmame622023707

Vukovi¢, D., Petrovi¢, M. & Jovanovi¢, M. (2019). Implementation of artificial
intelligence in healthcare: The case of Serbia. Journal of Medical Systems, 43(5), 1-
9. https://doi.org/10.1007/s10916-019-1234-5

Wilcoxon, F. (1992). Individual comparisons by ranking methods. In S. Kotz & N. L.
Johnson (Eds.), Breakthroughs in statistics: Methodology and distribution (pp. 196—
202). Springer. https://doi.org/10.1007/978-1-4612-4380-9_16

Wolpert, D. H. & Macready, W. G. (1997). No free lunch theorems for
optimization. IEEE Transactions on Evolutionary Computation, 1(1), 67—
82. https://doi.org/10.1109/4235.585893

Yang, X.-S. & Gandomi, A. H. (2012). Bat algorithm: A novel approach for global
engineering optimization. Engineering Computations, 29(5), 464—
483. https://doi.org/10.1108/02644401211235834

Yang, X.-S. & Slowik, A. (2020). Firefly algorithm. In Swarm intelligence
algorithms (pp. 163-174). CRC Press.

Zhang, Y., Dong, Z., Liu, S., Wang, Y. & Shen, D. (2020). Multi-modal classification
of Alzheimer’s disease and mild cognitive impairment using deep

learning. Neurolmage: Clinical, 25,

102181. https://doi.org/10.1016/1.nicl.2020.102181

Zivkovic, M., Bacanin, N, Antonijevic, M., Nikolic, B., Kvascev, G., Marjanovic, M.
& Savanovic, N. (2022). Hybrid CNN and XGBoost model tuned by modified
arithmetic optimization algorithm for COVID-19 early diagnostics from X-ray
images. Electronics, 11(22). https://doi.org/10.3390/electronics1 1223798

194




Spisak akronima

ANN Artificial Neural Network
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SVC Support Vector Classifiers
SVM Support Vector Machine
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