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RAZVOJ | EVALUACIJA MODELA ZASNOVANOG NA
VESTACKOJ INTELIGENCIJI ZA PREPOZNAVANJE SLOVA
SRPSKOG ZNAKOVNOG JEZIKA

Apstrakt: Primenom vestacke inteligencije ostvaruju se raznolike i brojne
koristi koje su ve¢ implementirane u raznim sektorima. Medutim, efikasnost tih
reSenja, kao i vreme potrebno za njihovu izradu, variraju. Trendovi upucuju na
metode koje omogucavaju brZza i preciznija reSenja. Nazalost, sluSno os$te¢ena
zajednica sa srpskog govornog podru¢ja ne uziva znacajnu podrSku tehnoloske
naucne zajednice. Postoje¢i radovi i aktivhosti manje su usmereni ka razvoju
interaktivnih alata koji bi olakSali svakodnevni Zivot ove zajednice.

Glavni problem sa kojim se sluSno osteceni suoCavaju je nedostatak efikasne
komunikacije sa Cuju¢om zajednicom, $to otezava obavljanje svakodnevnih obaveza,
poslovnih poduhvata i svih drugih aktivnosti za koje je komunikacija neophodna. Do
sada dostupna tehnoloska re$enja, kao $to su internet portali i programi, nisu pruZzila

korisnicima mogucnost interakcije koris¢enjem srpskog znakovnog jezika.

Ovaj rad ima za cilj da olak8a komunikaciju i razmenu informacija u ovoj
zajednici kako bi se unapredio socijalni i poslovni aspekt njihovog zivota. Znakovni
jezici su specificni, a nedostatak univerzalno priznatog jaika zahteva od regionalnih i
lokalnih zajednica sluSno ostecenih osoba da izazove sa kojima se susrecu kako u
privatnom tako i u poslovnom okruZenju prevazilaze samostalno. Glavni fokus ovog
istrazivanja jeste unapredenje interaktivne edukacije, poboljSanje opste komunikacije
i proSirenje angaZovanosti ove zajednice u poslovnim aktivhostima. Kori§¢enjem
metoda masinskog ucéenja, kreirana je obimna baza podataka zasnovana na
pokretima srpskog znakovnog jezika. Preko 40 ucesnika je demonstriralo gestove
ispred kamere, snimajuci preko 10.000 video snimaka za 30 slova azbuke srpskog
jezika. Specijalno kreirani Python kéd je prepoznavao kljutne tacke na rukama i telu
u numeric¢ke koordinate i belezio dobijene rezultate u bazu kreiranu namenski za tu
svrhu.

Na osnovu kreirane baze podataka, koriS¢enjem metoda masinskog ucenja,
projektovano je i evaluirano vige razliCitih modela, od kojih je za primenu odabran

najprecizniji respektujuci stopu tacnosti predvidanja rezultata. Funkcionisanje i




karakteristike ovog modela su predstavljene u finalnom eksperimentalnom
istrazivanju.

Za potrebe istrazivanja, kreiran je funkcionalni racunarski program koji
implicira mogucnosti, tacnost i pouzdanost prakticne primene modela masinskog
uéenja zasnovanog na prethodno generisanoj bazi podataka. Demonstriranjem
gestova slova srpskog znakovnog jezika ispred kamere, raunar i model masinskog
utenja prepoznaju slova srpske azbuke i prikazuju prognozirane rezultate.
Prepoznati gestovi se konvertuju u numeri¢ke koordinate formiraju¢i tako bazu
podataka. Postavljanjem ove sveobuhvatne i kompleksne baze podataka slova
srpskog znakovnog jezika na internet, omogucen je dalji razvoj modela masinskog
ucenja za srpsko govorno podrucje. Ovaj pristup predstavlja osnovu za razvoj i
implementaciju sli¢nih platformi drugih znakovnih jezika sa ciliem da se obezbedi

podrska i drugim slus$no oStec¢enim zajednicama.

Kljuéne reci: srpski znakovni jezik, masinsko u€enje, vestacka inteligencija
Nauéna oblast: Tehnicko-tehnolo$ke nauke

Uza naucéna oblast: Elektrotehnika i racunarstvo




DEVELOPMENT AND EVALUATION OF MACHINE
LEARNING MODEL FOR RECOGNIZING SERBIAN SIGN
LANGUAGE ALPHABETS

Abstract: By applying artificial intelligence, diverse and numerous benefits are
realized, already implemented across various sectors. However, the efficiency of
these solutions, as well as the time required for their development, varies. Trends
point towards methods that enable faster and more precise solutions. Unfortunately,
the hearing-impaired community from the Serbian-speaking region lacks significant
support from the technological scientific community. Existing efforts and activities are
less directed towards the development of interactive tools that would facilitate the
daily life of this community.

The main problem that the hearing-‘ﬁpaired face is the lack of effective
communication with the hearing community, which makes it difficult to carry out daily
tasks, business endeavors, and all other activities for which communication is
essential. So far, the available technological solutions, such as internet portals and
programs, have not provided users with the ability to interact using Serbian Sign
Language.

This paper aims to facilitate communication and information exchange within
this community to enhance the social and business aspects of their lives. Sign
languages are specific, and the lack of a universally recognized language requires
regional and local communities of the hearing impaired to independen vercome

%‘; primary
focus of this research is to enhance interactive education, improve general

the challenges they face both in private and business environments.

communication, and expand the engagement of this community in business activities.
Utilizing machine learning methods, an extensive database based on the movements
of Serbian sign language has been created. Over 40 participants demonstrated
gestures in front of the camera, recording over 10,000 videos for the 30 letters of the
Serbian alphabet. Specially designed Python code recognized key points on the
hands and body into numerical coordinates and recorded the results in a database

created specifically for this purpose.

Based on this database, multiple different models were projected and

evaluated using machine learning methods, selecting the most accurate and reliable




among them. The functioning and characteristics of this model are presented in the

final experiment.

A functional computer program has been created,to demonstrate the
capabilities, accuracy, and reliability of practical application of the machine Iearg
model based on the previously generated database. By displaying Serbian sign
language gestures in front of the camera, the computer and machine learning model
recognize Serbian alphabet letters and display predicted results. By placing this
unigue and extensive base of Serbian sign language letters on the internet,
further development of machine learning models in the Serbian-speaking region is
enabled.

Keywords: Serbian sign language, machine learning, artificial intelligence
Scientific field: Technical and technological sciences

Narrow scientific field: Electrical engineering and computing Science
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1. Uvod

Slusno oste¢ena zajednica sa srpskog govornog podru¢ja suoCava se sa
nedostatkom podrske tehnoloSke naucne zajednice, €iji radovi i aktivnosti su manje
usmereni razvoju interaktivnin alata koji bi olak8ali svakodnevni Zivot ove
zajednice. Glavni problem s kojim se suoCavaju je nedostatak mogucnosti za
efikasnu komunikaciju, $to im umanjuje kvalitet Zivota. PostojeCa tehnoloSka resenja

nisu pruzila korisnicima alat za interakciju koris¢enjem srpskog znakovnog jezika.

Ova disertacija za jedan od primarnih cilieva ima olakSanje komunikacije i
razmene informacija izmedu slusno oste¢ene zajednice koja koristi znakovni jezik i
dela zajednice koji je ne koriste. Ovakvo tehnolodko reSenje moZe znacajno da
unapredi socijalni i poslovni aspekt Zivota slusno ostec¢ene zajednice (Radakovi¢ M.
et al. 2024). Doprinos unapredenju interaktivne edukacije, poboljSanja opste
komunikacije i proSirenja u€esc¢a ove zajednice u poslovnim aktivnostima postavljeni
su kao dodatni ciljevi. AngaZovanjem oko 45 studenata, profesora i nastavnika
specijalne skole, kreirana je obimna baza podataka zasnovana na pokretima srpskog

znakovnog jezika.

Evaluacijom razli¢itih modela masinskog uCenja, izvrSena je selekcija
najpreciznijih i najpouzdanijih, poredenjem rezultata koje generiSu. Funkcionalnost i
karakteristike usvojenog i analiziranog modela su detaljno predstavljene u finalnoj
fazi sprovodenja eksperimenta. Kreiran je raCunarski program koji demonstrira
praktiénu primenu modela masinskog uéenja, omogucavajuéi prepoznavanje gestova
srpskog znakovnog jezika i prikazivanje prognoziranih rezultata. Kreirani kod
predstavlja ilustraciju mnogobrojnih mogucnosti daljeg razvoja aplikacija koje se
mogu bazirati na generisanoj bazi podataka. Na osnovu izloZzenog, rad predstavljen u
ovoj disertaciji obezbeduje unapredenje mogucnosti slusno oStecenih da usavrse
svoje vestine u komunikaciji, omoguci bolju komunikaciju sa Cujucom zajednicom i
ukljuci in ravnopravno u svakodnevne i poslovne aktivnosti.

1.1. Predmet istrazivanja, hipoteze i cilj

1.1.1. Problem istrazivanja

Realni problemi sluSno oS$tecene zajednice pocinju od njihovog rodenja,

nastavljaju se kroz Skolovanje i prate ih do kraja zivota (Lilly, J.P., 2021). Jedan od
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osnovnih nacina komunikacije sludno oste¢ene zajednice sa okolinom je pomocu
znakovnog jezika. Da bi komunikacija mogla biti usposfayljena, obe strane (i ¢ujuéi i
slusno os$teceni) treba da razumeju prikazane gestove S(ﬁlnoz-Baell, I. M., & Ruiz, M.
T., 2000). Dodatni problem predstavlja i to Sto znakovni jezik nije standardizovan na
internacionalnom nivou, pa svaka drZzava na svojoj teritoriji razvija sopstvene
standarde. Cak i u okviru jedne drzave dolazi do manjih ili vecih razlika u gestovima
kojima se opisuju reci ili pojedinacna slova. Na srpskom govornom podrucju nije
posveceno dovoljno paznje razvoju interaktivnih programa ili baza podataka koji bi za
cilj imali tumacenije ili prepoznavanje pokazanih gestova. Gestovi mogu predstavljati
redi ili samo slova azbuke. U standardnom kori§¢enju znakovnog jezika, slova
azbuke se ne koriste, ve¢ se gestovima koji predstavljaju reci kreiraju recenice.
Ukupan broj rec¢i u srpskom znakovnom jeziku je izmedu 10.000 i 20.000. Slova
azbuke se koriste u situacijama kada je potrebno precizno prikazivanje neke reci —
ime, inicijale ili slicno.

Razvoj vestacke inteligencije u Sirem smislu, kao i poveéana dostupnost
gotovih programskih modela za prepoznavanje kljucnih tataka na telu i rukama,
omogucuje laksi razvoj i implementaciju sistema za prepoznavanje gestova
znakovnog jezika. Ipak, re§avanje problema sludno oStecene zajednice poclinje sa
kreiranjem obimne, kvalitetne, relevantne i klasifikovane baze podataka koja sadrZi
pokrete znakovnog jezika.

1.1.2. Ciljevi i zadaci istrazivanja

Ovaj rad ima za cilj da pomogne slusno oste¢enoj zajednici da omogudi
efikasniju komunikaciju i razmenu informacija i time unapredi socijalni aspekt
odrzivog Zivota i poslovanja. SluSno oste¢ena zajednica se suofava sa mnogim
problemima, a jedan od najvecih je kori§€enje tehnologije i komunikacija sa drugima
(Aldalur A., 2021). Znakovni jezici su specificni i zbog nepostojanja univerzalnog,
svetski priznatog jezika, regionalne i lokalne zajednice sluSno ostecenih ljudi su
prinudene da se snalaze na razliCite nacine. Klju¢na svrha ovog rada je da obezbedi
odgovarajuce podloge za povecanje stepena ukljuCenosti ove grupe ljudi u sto Siri,
po mogucstvu neograni¢en spektar poslovanja.

Osnovni cilj je kreiranje modela baziranog na masinskom ucenju za

prepoznavanje srpskog i njemu sli¢nih znakovnog jezika. Pored toga, dodatni ciljevi
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usmereni su na korid¢enje razvienog modela za razli¢ite namene: na mobilnim
telefonima, u ratunarima, konferencijskim salama, itd. Poseban cilj je da se omoguci
modifikacija i nadgradnja razvijenog modela za implementaciju u slicne i druge svrhe.

Zadatak je da se dode do funkcionalnog ratunarskog programa koji ¢e biti
sposoban da prepoznaje gestove slova azbuke srpskog znakovnog jezika,
upotrebljivog u praksi. Ovakav program treba da bude fleksibilan, kompatibilan sa

veéinom danasnjih rac¢unara i primenljiv u realnim svakodnevnim okolnostima.

1
1.1.3. Hipoteze u istrazivanju

Opsta hipoteza od koje se krenulo u istrazivanje u disertaciji je: ,koriS¢enjem
alata baziranim na vestackoj inteligenciji moze se unaprediti i olak$ati komunikacija

ljudi oSte¢enog sluha“.

Posebna hipoteza koja proizilazi iz opste je: ,modeli masinskog ucenja mogu
znacajno da pomognu u razvoju algoritama za prepoznavanje znakovnog jezika“.

Pojedinacne hipoteze koje su koristene u disertaciji su:

1. Smanjuje se mogucnost greSke u komunikaciji sa sluSno oStecenim

osobama
2. Unapreduje se poloZaj slusno ostecenih osoba u drustvu

3. ProSiruje se spektar delatnosti u kojima se mogu efikasno angazovati ljudi

ostec¢enog sluha

1.1.4. Metode istrazivanja

U toku nauénog i istraZivackog rada upotrebljene su razliCite metode kako bi
bili zadovoljeni osnovni metodoloski zahtevi — objektivnost, pouzdanost, opstost i
sistematicnost. U skladu sa izabranom problematikom, definisanim ciljevima
istrazivanja i postavljenim naucnim hipotezama radi definisanja naucnih i strucnih
zakljutaka i iznalazenja mogucih reSenja upotreblieno je maSinsko ucenje uz
koriS¢enje rezultata istrazivanja iz savremene nauéno-strucne literature, odnosno
saznanja naucnika i drugih istraZivata koji su analizirali problematiku kojom se bavi i

ovaj rad.

Kandidat ¢e u Disertaciji istrazivati naucno-tecrijska saznanja, relevantnu
literaturu i savremenu poslovnu praksu koriS¢enjem veceg broja metoda, i to:
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deskriptivne, induktivne i deduktivne metode, metode analize i sinteze, metode
generalizacije i specijalizacije, metode dokazivanja i opovrgavanja, metode
kompleksnog posmatranja i analize sadrzaja, kao i metod studije slucaja.

Primenom eksperimentalnog metoda analizirana je preciznost predvidanja
kreiranog modela. Nakon utvrdivanja preciznosti, sprovedene su mere za koje je
pretpostavljeno da mogu povecati tanost prepoznavanja znakovnog jezika. Nakon
primene ovih mera ponovo je procenjivana tacnost modela u prepoznavanju
znakovnog jezika sa slika. Na ovaj nacin primenjene su metoda analize i sinteze, kao
i metoda dokazivanja i opovrgavanja.

Posto su primeéene znacajne greske u tumacenju znakovnog jezika osoba
oSte¢enog sluha, razvoj i implementacija odgovaraju¢ih modela baziranih na
vestackoj inteligenciji bila bi od izuzetnog znalaja za unapredenje poloZaja ovih
osoba u Siroj drustvenoj zajednici. Izmedu ostalog, jedan od kljuénih benefita u
razvoju ovih i sli€nih modela, bio bi omoguc¢avanje ljudima sa ostecenim sluhom da
ucestvuju u video konferencijama, tako $to bi se njihovi gestovi automatski prevodili u
tekst. S tim u vezi, znacaj sprovedene studije slu€aja je da ukaZe na efikasnost
koriS¢enja znakovnog jezika uz podrsku odgovarajuceg razvijenog modela.

1.1.5. Nauéna i drustvena opravdanost istrazivanja

U svetlu naprednih tehnologija industrije 4.0, razvijene zemlje su se u
poslednje vreme narocito fokusirale na socijalni aspekt razvijenog poslovanja. U
nastojanju da humanizuju uslove rada i obezbede ekoloski odrzivo okruZenje, vodece
globalne sile, poput Amerike i Kine su fokus stavile na intenziviranje uklju¢enja osoba
sa posebnim potrebama u sve sfere odrzivog poslovanja. Imajuéi u vidu da su
navedeni i drugi razvijeni regioni uveli ¢ak i takmi€enja u kreiranju modela za
prepoznavanje znakovnog jezika, zemlje u razvoju jo$ su uvek u fazi razvoja svojih
lokalizovanih sistema za prepoznavanje znakovnih jezika. Kako globalizacija
odrzivog poslovanja namece inkluziju osoba sa posebnim potrebama u skoro sve
poslovne sfere, razvoj racunarskih sistema koji im omogucavaju ovu inkluziju je od

nesagledivog socijainog znacaja.

U ovom istrazivanju, razvijeni model sluzi da pretvori slike u Citljiv znakovni
jezik. Razvijeni model je baziran na jedinstvenom skupu podataka srpskog
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znakovnog jezika. Ovaj skup prethodno prikupljenih i obradenih podataka se moze

naknadno koristiti i u druge namene.

KoriStena baza podataka je univerzalna osnova za kreiranje razlicitih
programa i aplikacija za edukaciju i obu€avanje svih uzrasta osoba sa o3te¢enim
sluhom. Takode, moze posluziti i kao osnova drugim slovenskim jezicima, koji bi uz
manje modifikacije mogli da ga koriste za svoje potrebe. Jedan od znadaja razvijenog
modela je mogucénost i njegove integracije sa slicnim modelima namenjenim da

unaprede socijalni poloZaj osoba ostec¢enog sluha.

Razvoj mobilnih aplikacija za prepoznavanje znakovnog jezika za razli¢ite
korisnicke aplikacije. Razvoj raCunarskih programa i aplikacija za pomo¢ u

obrazovaniju i u€enje svih starosnih struktura znakovnom jeziku.

Razvoj adekvatnog hardvera koji bi uz pomo¢ ovog modela mogao nezavisno
da prepoznaje znakovni jezik i omoguci ostvarivanje individualne komunikacije
izmedu korisnika i osoba oS$tec¢enog sluha. Jedan od tipi¢nih primera su pametne

naocare.

Tema doktorske disertacije je aktuelna, a doprinos predloZenog istraZivanja je
u ukazivanju na znacaj koriS¢enja savremenih tehnologija u unapredenju poloZaja
osoba sa posebnim potrebama u Siru druStvenu zajednicu.

U skladu sa predmetom i ciliem, postavljenim pretpostavkama i metodama
istrazivanja, oekuje se da ¢e rezultati ovog nauéno-istraZivatkog rada dati doprinos
napretku Srbije u ovoj oblasti, jer se znacajni rezultati u ovoj oblasti tek ocekuju.
Ocekivani rezultat, odnosno ishod koji ¢e se dobiti nakon sprovedenog istraZivanja
jeste da ¢e se postavljene hipoteze potvrditi i dokazati sa najmanje 80% tacnosti.

1.2. Sadrzaj disertacije

Tokom rada, prate¢i predmet i ciljieve disertacije, koriS¢ene su osnovne
naucne istraZivaCcke metode: tehnike prikupljanja podataka, metoda analize i sinteze,
analiticka, kao i induktivno-deduktivna. IstraZivanje je sastavljeno iz nekoliko kljucnih

delova.

Poletni deo rada detaljno opisuje postupak kreiranja baze podataka koja
sadrzi gestove slova srpskog znakovnog jezika. Baza predstavlja kljucni i najvazniji
deo disertacije, poSto se nad njom moZe nadgraditi veliki broj drugih modela
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masinskog ucenja i primeniti u razliite svrhe. U okviru toga, objasnjeno je koji su
okviri za razvoj koriSc¢eni, na koji nacin su slike za obu¢avanje modela prikupljene,
obradene i prilagodene za dalje koriS¢enje. Na osnovu pripremljene baze podataka
sa slikama, definisane su i prikupliene kljucne tacke delova ruke (Sake). Sve
prikupliene slike su potom klasifikovane prema znacenju i obeleZene, pri cemu je

pripremljena osnova za obucavanje modela masinskog ucenja.

Centralni deo rada, detaljno opisuje algoritam izrade modela baziranog na
masinskom udenju za prepoznavanje znakovnog jezika iz slika i njihovu
transformaciju u slova. Podaci iz baze su podeljeni u grupe za obucavanje i
testiranje, na osnovu kojih je kreiran model. Nakon obucavanja modela, sprovedeno
je testiranje u cilju verifikacije dobijenih rezultata. S obzirom da je ovaj deo rada
vazan za finalno funkcionisanje programa, poseban akcenat je stavljen na razvoj
modela. Performanse i karakteristike analiziranih modela se uporeduju i sprovodi se

selekcija.

Poslednji deo rada je vezan za testiranje modela na realnoj studiji slu¢aja
slusno oStecenih osoba. Kreiran je racunarski program koji prakticno Kkoristi
prethodno projektovan model masinskog ucenja. Predstavljena je i analiza

performansi ovakvog programa u praksi.

U zaklju¢ku su date mogucnosti razvijenog modela sa pravcima njegovog
potencijalnog unapredenja. Takode, predstavljena je i mogucnost proSirenja baze
podataka, tako da pored slova moZe da prepoznaje i druge gestove. Zbog
univerzalnosti celokupnog postupka, koriS¢enjem prikazanog istrazivanja, moguce je
primeniti postupak na bilo Koji drugi znakovni jezik.
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2. Srpski znakovni jezik i masinsko u€enje

U ovom poglavlju opisuje se srpski znakovni jezik kao sredstvo komunikacije
gluvih, kao i moguca primena racunara i masinskog ucenja u svrhu prepoznavanja
gestova. Takode se prikazuje i pregled dosadasnjih aktivnosti i dostignu¢a naucne

zajednice koja se bavila tom temom.

2.1. Istorijat nastanka i karakteristike srpskog znakovnog jezika

Znakovni jezik predstavlja vrstu neverbalne komunikacije u kojoj se pomocu
ruku, tela i lica izrazavaju reci i pojmovi (Mijatovi¢, S, 2019). U Parizu je 1984.
godine, na skup$tini UNESCO precizno definisan znakovni jezik: ,Znakovni jezik je
vid komunikacije, kojim se reci i pojmovi iskazuju rukama, kojom prosecan pojedinac
lako izrazava reci, misli i celine, zavisno od konteksta ili slozene serije ideja" (Dimi¢
N., 2018). Definicija znakovnog jezika po Savi¢ i Ivanovi¢ (1996) glasi: ,Znakovni
jezik je sistem znakova koji se ostvaruje uslovnim pokretima ruku koji su obilno

propraceni mimikom u cilju razgovora gluvog sa svojom okolinom®,

Gestovi znakovnog jezika su nosioci i €inioci pojedinih misli i reci, a uklopljeni
u neprekidan pokret, oni predstavijaju recenice razli¢itih tipova i stepena
kompleksnosti. Znakovni jezik ¢ine svi pokreti tela, lica i ruku pomocu kojih osoba iskazuje
svoje misli. Svi ti pokreti zajedno ¢ine znakovni jezik i ne mogu se razdvajati (Dimi¢, D. N.
2002). Pored samih reéi i recenica, znakovni jezik u sebi nosi i emociju, afektivho stanje,
radnu operaciju ili predmet. Za termin znakovni jezik se zbog swvojih dinamickih fizickih

karakteristika neretko koristi i izraz ,kineticki govor®.

Prolaznost je karakteristika znakovnog jezika, ali se za razliku od muzike, koja
je takode prolazna, ovaj jezik ne moze sa€uvati u obliku nota, pisma ili slika. Moguce
je samo snimiti ga u obliku video zapisa, pa ga naknadno reprodukovati. Znakovni
jezik je glavno sredstvo za komunikaciju medu gluvim osobama, pored govornog i
pisanog. Smatra se legitimnim i primarnim lingvistickim sredstvom za komunikaciju
kod gluvih i osoba sa oste¢enjem sluha. Zbog velikog uticaja na razvoj kognitivhog
sistema kod gluvih, znakovni jezik je Einjeniéno od velikog znacaja za intelektualni i
socijalni razvoj osoba oste¢enog sluha. Gluve osobe su vizuelni tipovi, pa najveci
deo licnih saznanja iz spoljnog sveta doZivljavaju putem vida. Kao primarni sistem
komunikacije, od najvece je vaznosti da bude dobro razvijen i 5to je viSe moguce na
standardnim osnovama postavljen. Pri komunikaciji odraslin osoba sa decom, vazno
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je da sve verbalne poruke odgovaraju i budu uskladene sa neverbalnim postupcima
(Cali¢, V., 2008).

Nau€na zajednica koja se bavi istraZivanjima u oblasti znakovnog jezika
stavlja fokus na ispitivanje odnosa govornog jezika sa znakovnim. Neke od vaznijih
tema su i uticaj i posledice po jezicki razvoj dece usled boljeg ili loSijeg poznavanja
znakovnog jezika. lIstraZzivadi se bave i analizom kako stepen i obim znanja

znakovnog jezika uti€e na op&te obrazovanje i razvoj deteta (Gatalica, A., 2011).

Srpski znakovni jezik, kao i drugi sli¢ni svetski jezici su u neprekidnom razvoju.
Posto je sadinjen od sistematski struktuiranih i organizovanih gestova, uporediv je sa
prirodnim jezicima. Nau¢na i zajednica gluvih kontinuirano ulazu napore u
standardizaciju znakovnog jezika, ali i pored velikog uloZzenog truda, postoje primetne
razlike unutar drzave, oblasti, grada ili porodice. Tako su gestovi Cesto obojeni
lokalizmima, pa se razlikuju u zavisnosti od podrudja gde se primenjuju (Savi¢, Lj.
2002).

Znakovni jezici su u svojoj osnovi prirodni, pa omogucavaju sveobuhvatnu
komunikaciju medu ljudima. Posebnu vaznost ovakva komunikacija nosi kod dece u
razvoju, zbog njihovog emocionalnog, socijalnog i kognitivnog razvoja. Kod gluve
dece, znakovni jezik mora biti $to ranije usvojen kao prvi ili eventualno drugi jezik,
posto tako omogucava kompletnu komunikaciju i razvoj (Humphries T., 2022).
Omogucava komunikaciju deteta sa roditeljima od najranijeg uzrasta i igra znacajnu
ulogu u socijalnom i emocionalnom razvoju. Ukoliko je dete savladalo znakovni jezik
na pravi nacin i moze ga koristiti za komunikaciju u potpunosti, to ¢e mu omoguciti
uklapanje u svet gluvih, ali i moguénost da usvoji govorni jezik u pisanom ili ¢ak
govornom obliku (Kovacevi¢, T., 2020). Kad gluvo dete usvoji jezik znakova i razvije
dobru lingvisticku osnovu kroz njegovo prirodno usvajanje, to znanje se moZe
iskoristiti za u€enje drugog, teZe savladivog, govornog jezika (Kovacevi¢, T. et al.,
2019).

Jedan od znalajnijih doprinosa ovog nau¢nog rada se ogleda u razvoju
sistema za pomoc¢ u ucenju srpskog znakovnog jezika. Takode, kreirana je kvalitetna
baza podataka sa zabeleZenim gestovima slova srpske Azbuke koja se moze Koristiti
kao osnova za razvoj modela masinskog ucenja razli¢itih namena. Na osnovu nje,
mogu se kreirati obrazovni interaktivni sadrzaji koji pomazu ucenicima da prepoznaju

ili reprodukuju odgovarajuce pokrete. Pored klasi¢nih obrazovnih programa, baza se
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mozZe iskoristiti i za kreiranje interaktivnih radunarskih igara koje bi se koristile za
obucavanje gluve dece da pokazuju gestove srpske Azbuke. Obucavanje gluvih se
time ne prenosi iz 8kole kudi, ve¢ se ucenicima nudi mogucénost da na standardnom
laptop racunaru vezbaju gestove srpskog znakovnog jezika i u vansSkolskom
okruZenju i unaprede svoje znanje i sposobnosti. Primene ovakve baze podataka i
sistema masinskog ucenja su raznovrsne i pored obrazovnih, mogu se koristiti i u
poslovne namene, kao i u programima za unapredenje komunikacije. Moguce je
inkorporirati sistem zasnovan na prepoznavanju gestova znakovnog jezika u
komunikacione programe kao 8to su Viber, WhatsApp, Webex, Teams, itd. Pored
toga, ovakvi sistemi se mogu ugraditi i u video konferencijske uredaje koje proizvode

velike svetske firme kao &to su Cisco, Polycom, Microsoft, Logitech, itd.

2.2. Pregled odabranih istrazivanja iz oblasti prepoznavanja

znakovnih jezika

U ovom poglavlju su tabelarno prikazani odabrani radovi koji odgovaraju
predmetu naucnog istrazivanja u ovoj doktorskoj disertaciji. Odabrani i analizirani
radovi u osnovi imaju kreiranje baza podataka i razvoj i implementaciju aplikacija za
razliite znakovne jezike. Pored radova kojima je u fokusu kreiranje, opisivanje i
analiza baza podataka, u tabeli Tabela 1 prikazani su i radovi koji se bave kreiranjem
modela masinskog ucenja koji za svoju osnovu koriste pomenute baze. U pitanju su
razliiti svetski jezici, ve¢e i manje baze podataka, sa razli¢itim brojem ucesnika i
metodologija prikupljanja snimaka i gestova. Radovi iz tabele Tabela 1 i drugi
razmatrani radovi, kori8¢ena su kao osnova za ovo istraZivanje.

Tabela 1. Prikaz naucno istraZivackih radova iz oblasti baza podataka znakovnih
jezika

Opis istrazivanja: U ovom radu je prikazan opis, razvoj i
evaluacija baze podataka za britanski znakovni jezik. Osnova
za kreiranje ovog seta podataka su emisije sa televizijskog
Albanie, S. Et al. (2021) programa emitovanog na BBC-u. Snimci su se koristili
BBC-Oxford British Sign zajedno sa titlovima, koji odgovaraju zvu¢nom sadrZaju
Language Dataset obradenih epizoda. Postupak pripreme podataka pocinje
podelom video materijala na pojedinacne epizode, njihovo
grupisanje, a potom i kategorizacija po tipovima emisija. U

delu video materijala se pojavljuje demonstrator koji prikazuje
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gestove za izgovoreni tekst uz prethodno obezbeden titl.
Naknadno se iz video zapisa izdvaja samo demonstrator Ciji
se pokreti koriste za kreiranje baze podataka. Istrazivaci su
koristili OpenPose sistem za prepoznavanje polozaja lica, tela
i ruku (Z. Cao, 2019).

Rezultati istrazivanja: Posto interpretator prikazuje prevod
izgovorenih reci, prikazani gestovi ne odgovaraju direkino
tekstu, ve¢ se belezi kontekst i smisao re¢enice. Na osnovu
toga, zakljucuje se da prikazani gestovi ne predstavljaju
transkripciju teksta vec priblizni prevod smisla recenica.
KoriScena rezolucija od 444 x 444 tacaka za interpretatora
znakovnog jezika ima ograni¢enja u smislu kvaliteta
prepoznavanja manjih pokreta, ali zbog duzine snimaka nije
bilo moguce efikasno koristiti vece rezolucije. ReCenice
znakovnog jezika se polu-automatski (potrebna je korekcija
istrazivaca) uskladuju sa izgovorenim i titlovanim tekstom.
Jedan od vecih izazova su istrazivaci imali u sinhronizaciji
znakovnog jezika sa izgovorenim reCenicama i tekstom koji
im odgovara. Zbog toga su pribegli manuelnoj anotaciji video
zapisa, sa mogucnoséu pomeranja i uskladivanja sa
odgovarajucim audio i tekstualnim zapisom. Izvuceno je
preko 1.2 miliona recenica iz video snimaka sa titlovima na
engleskom jeziku, $to je omogucilo obimno istrazivanje. Sa
oko 1467 sati video materijala u kojima je ucestvovalo 39
tumaca znakovnog jezika, ova baza predstavlja jednu od

najvecih sa kontinuiranim snimcima znakovnog jezika.

G. Akhil Krishna & G.
Sandeep (2022)
Sign language

recognitionusing deep cnn

Opis istrazivanja: IstraZivanje opisano u dokumentu fokusira
se na prepoznavanje znakovnog jezika koris¢éenjem dubokih
konvolucijskih neuronskih mreza (CNN), istrazujuci kako se
CNN moze koristiti za identifikaciju gestova rukom. Posebno,
rad istraZzuje prepoznavanje americkog znakovnog jezika
(ASL) koristeci slike gestova rukom koje su snimljene web
kamerom. Istrazivaci su koristili tehniku segmentacije boje
koze u HSV postavci boja u prostoru za izdvajanje ruku na

slikama, a zatim primenili razli¢ite tehnike racunarskog vida
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za obradu slika pre klasifikacije pomoc¢u CNN. Istrazivanje
koje je predstavljeno u prilozenom radu koristilo je video
klipove za prepoznavanje znakovnog jezika. Tokom faze
pripreme snimaka, ulazni video materijal je pretvoren u niz
RGB slika. Da bi se prilagodili originalnom modelu za video
tokove od po 16 slika, koris¢eno je linearno uzimanje uzoraka

kako bi svaki video imao potpuno istu duzinu.

Rezultati istrazivanja: Pokazali su visok nivo tacnosti
prepoznavanja, premasujuci 90% tacnost na kori¢enoj bazi
podataka, Sto ukazuje na visoku efikasnost predlozene
metode. Ovakvi rezultati naglasavaju potencijal primene
dubokog ucenja u prepoznavanju znakovnog jezika, ¢ime se
otvara put ka razvoju naprednih sistema za komunikaciju

izmedu osoba sa ostecenjem sluha i Sire zajednice.

V. Athitsos, et al. (2008)

The American Sign
Language lexicon video
dalaset

Opis istrazivanja: Jedan od prvih video setova podataka koji
se sastoje od zapisa koji prikazuju gestove americkog
znakovnog jezika. Zbog svoje dostupnosti na internetu,
Vvremenom se razvijao i prosSirivao, povecavajuci svoju
funkcionalnost i upotrebljivost. Baza podataka sluzi kao
oshova za razvoj sveobuhvatnijeg sistema za prepoznavanije
znakova americkog znakovnog jezika.

Rezultati istrazivanja: Pored svoje primarne namene, za
prepoznavanje gestova americkog znakovnog jezika, okvir
ovog istrazivanja omogucava naucnoj zajednici da ga
upotrebe i za druge primene vezane za racunarsku viziju i
prepoznavanije video zapisa. Baza podataka je posebno
namenjena za analiziranje gestova i komunikaciju medu

ljudima.

H. R. V. Joze, O. Koller
(2019)

MS-ASL: A large-scale
data set and benchmark
for understanding

American Sign Language

Opis istrazivanja: Ovaj rad dva autora iz Microsoft-a
predstavlja veliki skup podataka i osnovu za razumevanje
ameri¢kog znakovnog jezika (ASL). Rad takode predstavlja
13D arhitekturu kao efikasnu za prepoznavanje znakovnog
jezika, nadmasujuci u rezultatima veliki broj trenutno
koriscenih metoda. 13D metoda je cesto korisc¢ena za video

klasifikaciju, a poznata je po moc¢noj i stabilnoj arhitekturi za
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prepoznavanje znakovnih jezika.

Rezultati istrazivanja: Ovaj skup podataka obuhvata preko
25.000 anotiranih video snimaka i omogucava istrazivanje
funkcionisanja ove metode sa podacima koji nisu direktno
vezani za demonstratore. Ovo istraZivanje se moze vrsiti u
realisticnim uslovima. Angazovano je preko 200 pojedinacnih
ucesnika — pokazivaca gestova americkog znakovnog jezika.
Kreirana baza podataka je javno dostupna svima. Obradeno
je 1000 razli¢itih gestova znakovnog jezika u uslovima koji su

univerzalni i koji se lako mogu ponoviti.

O. M. Sincan and H. Keles
(2020)

A large scale multi-modal
Turkish Sign Language
dalaset and baseline

methods

Opis istrazivanja: Cilj ovog istrazivanja je kreiranje velike
baze podataka gestova turskog znakovnog jezika, kaji bi
predstavljao osnovu za ralji razvoj sistema za njihovo
prepoznavanje. Snimlieni znakovi pored ruku i tela
pokazivaca sadrze i veliki broj raznovrsnih pozadina i
okruzenja, ¢ime se pokriva veliki broj razli¢itih scenarija, a
modeli zasnovani na ovoj bazi postaju otpomiji na
raznolikosti. Koris¢ena je kamera Microsoft Kinect v2, zbog
¢ega snimljeni zapisi sadrze pored informacije o boji i

informacije o dubini.

Rezultati istrazivanja: Kreirana je baza koja sadrzi 226
razli¢itih gestova, a ona je kreirana uz pomo¢ 43 razlicita
demonstratora. Ukupno je kreirano 38.336 razlicitih,
pojedinacnih snimaka. PoSto je koriS¢ena specijalna kamera,
koja moze da izmeri udaljenost snimljenih objekata, kreirana
baza sadrzi precizne podatke, ali je mana u tome $to se za
koriscenje ovakve baze, takode mora koristiti isti ureda;.
Kori§éenjem ove baze podataka, pomo¢u kreiranog modela
masinskog ucenja, ostvarena je maksimalna preciznost od
oko 96% tacno prepoznatih gestova turskog znakovnog
jezika. Dodatno, uocen je i problem pogresne klasifikacije
nekih gestova koji imaju sli¢nosti sa drugim gestovima.

Kagirov, |. et al. (2020)

TheRuSLan: Database of

Opis Istrazivanja: Istrazivanje predstavlja novu
multimedijsku bazu podataka ruskih znakovnih jezika

TheRuSLan. Baza sadrzi leksicke jedinice (pojedinacéne redi i
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Russian Sign Language

fraze) iz oblasti "prehrambeni proizvodi u supermarketu" i
prikupljena je pomoc¢u Microsoft Kinect uredaja sa
koris¢enjem rezima dubinske mape. Ruski znakovni jezik ima
zvanican status u Rusiji i koristi ga preko 120.000 gluvih
osoba u Rusiji i susednim zemljama. Cilj baze podataka je
stvaranje automatskog sistema za prepoznavanje ruskih

znakovnih jezika.

Rezultati Istrazivanja: Baza podataka moze biti prosirena da
obuhvati viSe leksickih jedinica a eksplicitno je kreirana za
zadatke prepoznavanja ruskih znakovnih jezika. Autori su
formulisali osnovne principe anotacije znakovnih reéi na
osnovu prikupljenih podataka i otkrili sadrzaj prikupljene baze
podataka. Baza pruza nove mogucnosti za leksikografski opis
vokabulara ruskih znakovnih jezika i unapreduje istrazivanja u

oblasti automatskog prepoznavanja gestova.

Tabela 2. Prikaz naucno istraZivackih radova iz oblasti masinskog uc€enja i znakovnih

jezika

Papastratis, I. et al. (2021)

Artificial Intelligence
Technologies for Sign

Language

Opis istrazivanja: U okviru ovog preglednog istrazivanja,
prikazan je pregled velikog broja radova koji se bave
razli¢itim oblastima vezanim za znakovne jezike i masinsko
ucCenje. Kreiranjem bazama podataka znakovnih jezika,
uredajima za snimanje pokreta, razlikama u nacinu
prepoznavanja gestova znakovnih jezika (kontinualno
prepoznavanje gestova ili izolovano prepoznavanje
pojedinacnih gestova), tumacenju i prevodenju gestova u
govorni jezik (modeliranjem gramatike i strukture), vizuelnim
predstavljanjem i prikazivanjem gestova pomocu

trodimenzionalnih avatara, realisticnih ljudskih figura, itd.

Rezultati istrazivanja: Prikazana su reSenja vezana za
razliite znakovne jezike, kao 5to su: Britanski, Indijski,
Korejski, Americki engleski, Greki, Tajlandanski, itd.
Pomenuti su i koriSceni principi i metode za prikupljanje
podataka vezanih za znakovne jezike, na nacin na koji ce
odgovarati za upotrebu u sistemima vestacke inteligencije i
masinskog u¢enja u uzem smislu. Opisani u i metodi i uredaiji
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za prikupljanje informacija pomocu razli¢itih vrsta nosivih
senzora, ali i pomocu racunarskih i kamera na mobilnim
uredajima. Analizirani su i principi razvoja sistema masinskog
ucenja i razli¢iti primenjeni pristupi. Zaklju€eno je i da vecina
sistema koji rade prevodenje i prepoznavanje znakovnih
jezika je zasnovano na neuronskim mrezama i racunarskim
kamerama. Animacije i trodimenzionalni avatari se koriste za
prezentaciju gestova znakovnih jezika, ali se skrec¢e paznja i
na veliki broj izazova sa kojima se istrazivaci suocavaju, a
vezani su za vreme, racunarske performanse i krajnje
rezultate koji imaju svoja ogranicenja. Primetan je i znaCajan
napredak u ovoj oblasti u drugoj polovini 2023 godine.
Prikazan je veliki broj gotovih racunarskih resenja za primenu
u prevodenju, ucenju ili dijagnostici korisnika, a najcesc¢e na

mobilnim uredajima ili racunarima.

Shin, J. et al. (2021)

Alphabet Recognition by
Extracting Features from

Hand Pose Estimation

Opis istrazivanja: Istrazivanje se bavi prepoznavanjem
alfabeta americkog znakovnog jezika koris¢enjem slika ruku
dobijenih preko web kamere. Koristi se algoritam ,MediaPipe
Hands" za procenu poloZaja prstiju i zglobova ruke iz RGB
slika, te se na osnovu tih koordinata generiSu dva tipa
karakteristika: distance izmedu tacaka zglobova i uglovi
izmedu vektora i 3D osa. Za klasifikaciju (grupisanje) gestova
su koris¢ene metode masinskog uéenja: Support Vector
Machine (SVM) i Light Gradient Boosting Machine (GBM).

Rezultati istrazivanja: Rezultati istrazivanja pokazuju visoku
tacnost prepoznavanja znakova, i to: 99.39% za Massey
bazu podataka, 87.60% za ASL Alphabet bazu i 98.45% za
Finger Spelling A podatke. PredloZeni sistem za automatsko
prepoznavanje americkog znakovnog jezika je efikasan,
posto ne zahteva posebne senzore ili dodatne uredaje, dok
pokazuje bolje performanse u poredeniju sa drugim sliénim

radovima.

J. Huang et al. (2019)

Altention-based 3D-CNNs

for large-vocabulary sign

Opis istrazivanja: Istrazivanje se bavi prepoznavanjem
kineskog znakovnog jezika koristeci 3D konvolucijske

neuronske mreze (3D-CNN) zasnovane na mehanizmu
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language recognition

paznje. Tehnika uci prostorno-vremenske karakteristike
direktno iz sirovih video materijala bez ,prethodnog znanja“,
dok koris¢eni mehanizam pomaze u selekciji kljucnih
elemenata. Prostorna paznja (attention) integrisana je u
mreZu za fokusiranje na znaéajne oblasti, a temporalna se

koristi za izbor bitnih pokreta za klasifikaciju.

Rezultati istrazivanja: Rezultati su zasnovani na dve velike
grupe podataka za znakovni jezik. Pokazuju visoku
efikasnost primenjene metode u poredenju sa drugim
savremenim algoritmima. Testiranje i provera rada ove
metode je izvr$ena primenom na dve velike baze kineskog

znakovnog jezika: CSL sa 500 kategorija i ChaLearn14.

Danielle, B. et al.(2019)

Sign Language
Recognition, Generation,
and Translation: An
Interdisciplinary
Perspective

Opis istrazivanja: U ovom radu se autori bave razvojem
sistema za prepoznavanje, generisanje i prevod znakovnog
jezika. Oniinsistiraju na inkluziji ekspertize iz razli¢itih oblasti
poput racdunarske vizije, grafike, obrade prirodnog jezika,
interakcije Covek-racunar, lingvistike i kulture slusno
oStecenih osoba. | pored potrebe za dubokim
interdisciplinarnim znanjem, postojeca istrazivanja su
izolovana u razliCitim disciplinarnim oblastima i bave se
odvojenim delovima ovakvih platformi za prepoznavanje
znakovnog jezika. Cilj ovog rada je da premosti ove razlike i
da odgovori na tri klju¢na pitanja koja se ticu trenutne
situacije u naucnoj oblasti, najvecih izazova s kojima se
oblast suo€ava i poziva na akciju za ljude koji rade u ovoj
oblasti. Za postizanje ovih ciljeva, organizovana je
dvodnevna radionica koja je okupila raznovrsnu grupu
strucnjaka.

Rezultati radionice su prikupljeni i prikazani u ovom radu,
pruzajuci kljuéne informacije koje su éesto zanemarene od
strane racunara i nau¢nika. Prikazan je pregled aktuelnog
stanja tehnike, skup najvecih izazova i poziv na akciju za
istrazivacku zajednicu. Glavni doprinosi ovog rada se
ogledaju u pruzanju orijentacije, informacija i uvida za
istrazivace, isticanje potreba i prilika za interdisciplinarnu
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saradnju kao i dalji smer razvoja zarad prevazilazenja
problema. Posebno se naglasava potreba za ukljucivanjem
gluve zajednice u sve faze istrazivanja i razvoja kako bi se
osiguralo da kreirani sistemi zaista odgovaraju potrebama
korisnika.

Amangeldy, N. et al.
(2022)

Sign Language
Recognition Method
Based on Palm Definition
Model and Multiple

Classification

Opis Istrazivanja: IstraZivanje opisano u radu se fokusira na
prepoznavanje znakovnog jezika koriste¢i model definicije
dlanai linearne modele za prepoznavanje brojeva i slova
kazahstanskog znakovnog jezika. Glavna inovacija
predlozenog algoritma je potpuno prepoznavanje 41 slova od
42 u kazahstanskom znakovnom alfabetu, $to je prethodno
bilo ogranic¢eno samo na ruska slova u kazahstanskom
alfabetu. Integrisana je i unificirana funkcija za podesavanje
moda dubinske mape okvira, sto je poboljsalo performanse
prepoznavanja.

Rezultati Istrazivanja: Rezultati istrazivanja pokazuju
efikasnost predloZzenog metoda sa taénoS¢u prepoznavanja
od oko 97%. Prednost predloZenog algoritma leZi u njegovoj
sposobnosti da prepoznaje i jednorucne i dvoruéne gestove u
realnom vremenu, obezbedujuci pouzdane rezultate. Ovi
rezultati potvrduju izvodijivost pristupa i otvaraju put ka
razvoju efikasnih automatskih sistema za tumacenje
znakovnog jezika, koji mogu podrzati efikasnu interakciju

izmedu ljudi i masina za gluve i nagluve osobe.

Sharma, P.et. al., 2022.

Translating Speech to
Indian Sign Language
Using Natural Language

Processing

Opis Istrazivanja: Istrazivanje se bavi razvojem sistema za
prevod govora u indijski znakovni jezik koristec¢i metode
obrade prirodnog jezika. Cilj je omoguciti osobama s
oStecenjem sluha lakSu komunikaciju sa okolinom tako sto ¢e
govor biti preveden u znakovni jezik u realnom vremenu.
Sistem prihvata audio i tekstualne ulaze, obraduje ih pomocu
alata za obradu prirodnog jezika, a zatim uskladuje sa video
snimcima u bazi podataka koji predstavljaju odgovarajuce

gestove u indijskom znakovnom jeziku.

Rezultati Istrazivanja: Sistem je pokazao visoku efikasnost

u prevodu govora u znakovni jezik, sa sposobnoScu da
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prepozna i pretvari slozene re¢enice u odgovarajuce gestove.
Osim toga, ukljucen je i obmuti prevod iz znakovnog jezika u
govorni jezik, cime se omogucava dvosmerna komunikacija.
Testiranje sistema medu korisnicima pokazalo je visok nivo
upotrebne vrednosti, isticuci potencijal sistema da znatno
poboljsa interakciju izmedu osoba sa ostecenjem sluha i Sire

drustvene zajednice.

Kumari, D. & Anand, R.S.
(2024)

Isolated Video-Based Sign
Language Recognition
Using a Hybrid CNN-
LSTM Framework Based
on Attention Mechanism

Opis Istrazivanja: Istrazivanje je usmereno na
prepoznavanje izolovanih reci znakovnog jezika iz video
zapisa koristeci hibridni okvir koji kombinuje konvolucionu
neuronsku mrezu (CNN) i neuronsku mrezu dugoroéne
kratkorotne memorije (LSTM) zasnovanu na mehanizmu
paznje. Autori su koristili MobileNetV2 kao osnovni model
zbog njegove lagane strukture koja smanjuje kompleksnost
arhitekture modela za izvla¢enje znacajnih karakteristika iz
niza video frejmova. Prostorne karakteristike su obradene
LSTM neuronskom mrezom kako bi se izdvojili gestovi iz

video frejmova.

Rezultati Istrazivanja: PredloZeni metod je zasnovan na
referentnom postoje¢em skupu podataka WLASL sa 100
klasa. Metodologija je postigla proseénu taénost od 84,65%.
Rezultati eksperimenta ilustruju da je model racunski
efikasan u poredenju sa drugim metodama. Ovi rezultati
potvrduju da je ovakav pristup upotrebljiv u praksi i otvara put
ka razvoju efikasnih automatskih sistema za tumadenje

znakovnog jezika.

Teran-Quezada, AA. et
al. (2024)

Sign-to-Text Translation
from Panamanian Sign
Language to Spanish in
Continuous Capture Mode
with Deep Neural
Networks

Opis Istrazivanja: IstraZivanje je fokusirano na razvoj
sistema za prevodenje znakova iz panamskog znakovnog
jezika u Spanski tekst koristec¢i duboke neuronske mreze u
rezimu kontinuiranog snimanja. Glavni cilj rada je da omogudi
efikasnu komunikaciju izmedu osoba sa osteéenjem sluha i
onih koji ne koriste znakovni jezik. Sistem koristi LSTM model
za rad sa dinamickim znakovima kao sekvencijalnim
podacima i uklju¢uje detekciju akcija, §to podrazumeva

preciznu obradu frejmova u kojima se izvodi gest znakovnog
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jezika. Pored trazenja ruku govomika, sistem uzima u obzir i
lice i polozaj tela jer pri komunikaciji znakovnim jezicima,

osim gestova ruku, vazne su i druge vizuelne karakteristike.

Rezultati Istrazivanja: Model je testiran sa precizno$cu od
98,8%, Sto ¢ini ovaj sistem vrednom osnovom za efikasnu
komunikaciju izmedu korisnika panamskog znakovnog jezika
i korisnika Spanskog jezika. Rad pruza unapredenje u odnosu
na trenutno stanje tehnike za prevod PSL-8panskog jezika
koriste¢i moguénosti prevodivih znakova putem dubokog
ucenja. Osim toga, rad istice vaznost interdisciplinarnog
pristupa koji kombinuje duboko uéenje, racunarsku viziju i
lingvistiku za razvoj inovativnih reSenja u oblasti asistivnih
tehnologija.

Gu, Y. et al. (2024)

American Sign Language
Recognition and
Translation Using
Perception Neuron
Wearable Inertial Motion

Capture System

Opis Istrazivanja: Istrazivanje se fokusira na prepoznavanje
i prevod americkog znakovnog jezika (ASL) koristeci nosivi
inercijalni sistem za detekciju pokreta, ,Perception Neuron®.
Cilj rada je bio sakupiti dataset od 300 ¢esto koris¢enih ASL
recenica od tri volontera i realizovati prepoznavanje i prevod
ASL reéenica u tekst, koriste¢i duboke neuronske mreze.
Glavne komponente modela za prepoznavanje ukljucuju
konvolucijsku neuronsku mrezu (CNN), dvosmernu
dugoroénu kratkoroénu memoriju (bi-directional LSTM) i
povezivanje vremenske Klasifikacije (CTC). Za prevod,

korisc¢en je enkoder-dekoder model zasnovan na LSTM.

Rezultati Istrazivanja: Model za prepoznavanje postigac je
tacnost od 99,07% na nivou reci i 97,34% na nivou recenica.
Model za prevod, koristeci globalnu paznju, ostvario je stopu
greske u re¢ima (WER) od 16,63%. Rezultati ukazuju na
visoku efikasnost predloZenih metoda za prepoznavanje i
prevod znakovnog jezika, istiCuci potencijal za razvoj
pouzdanih sistema za interakciju izmedu ljudi i masina za
gluve i nagluve osabe.

Vashisth, H.K. et al.
(2023)

Opis Istrazivanja: IstraZivanje je usmereno na
prepoznavanje gestova ruku u indijskom znakovnom jeziku

koristec¢i duboke neuronske mreze, posebno CNN
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Hand Gesture Recognition | (konvolucijske neuronske mreze). Cilj rada je omoguéiti

in Indian Sign Language komunikaciju izmedu osoba sa o5te¢enjem sluha koje koriste
Using Deep Learning indijski znakovni jezik i onih koji ga ne razumeju, ¢ime se
poboljSava dostupnost i komunikacija za korisnike znakovnog
jezika. Sistem koristi poseban skup podataka generisan za tu
namenu, koji sadrzi 7800 slika, a fokusira se na razvoj
masinskog modela za prepoznavanje znakovnog jezika u
realnom vremenu. Autori su prilagodili model dubokog ucenja
kako bi postigli maksimalne performanse, istrazujuci pritom i

mane modela i nacine njihovog prevazilazenja.

Rezultati Istrazivanja: Model je postigao gubitak od 0,0178 i
tacnost od 99%, Sto ukazuje na visoku efikasnost
predlozenog pristupa u prepoznavanju gestova ruku u
indijskom znakovnom jeziku. Eksperimentisanje s razlicitim
parametrima i razli¢itim racunarima pokazalo je da slike u
HSV formatu daju najbolje rezultate. Ova istraZivanja su
korisna i za buduéa istrazivanja na temu prepoznavanja

znakovnog jezika.

2.3. Motivacija za razvoj modela masinskog uc¢enja u

prepoznavanju srpskog znakovnog jezika

Veliki problemi i ograni¢enja u komunikaciji sa kojima se slusno o$te¢ena zajednica
suotava, spreCavaju ih u obavljanju svakodnevnih aktivnosti i poslovnih delatnosti.
Nedostatak interaktivnih programa i baze podataka za srpski znakovni jezik je
ukazao na potrebu razvoja obimne i kvalitetne baze podataka, kao i programa koji bi
zapoceo proces razvoja i skrenuo paznju tehnitkog dela nautne zajednice na ovaj
problem i potrebu.

Razvijanje alata i usluga koji mogu pomaoc¢i uklju€ivanju osoba sa oste¢enjem
sluha u rad i svakodnevni Zivot moZe doprineti njihovom povecaniju kvaliteta Zivota i
smanjenju prepreka u komunikaciji sa drugima (Kothadiya D. et al., 2022). Prema
podacima Svetske zdravstvene organizacije iz 2020. godine, viSe od 450 miliona ljudi
ima oStec¢enje sluha (World Health Organization, 2020). Ova organizacija predvida
da ¢e do 2050. godine oko 2.5 milijarde ljudi imati neki vid oste¢enja sluha, a da ¢e

za oko 700 miliona osoba biti neophodan neki vid rehabilitacije sluha (World Health
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Organization, 2024). Posledi¢no, veliki broj ljudi Sirom sveta koristi znakovni jezik kao
osnovno sredstvo komunikacije sa drugima. Zbog oteZane komunikacije, osobe sa
oste¢enjem sluha suoCavaju se sa brojnim preprekama kada je re¢ o zapoSljavaniju,
druzenju i uklapanju u Siru drustvenu zajednicu, i kao rezultat toga, Cesto su
iskljucene iz drustva. Zbog toga, kao imperativ druStvene odrzivosti i odgovornosti,
istite se potreba da se ove osobe ukljute u sve segmente drustvenog okruZenja.
Nakon $to je Narodna skupstina Republike Srbije usvojila “"Zakon o upotrebi
znakovnog jezika" 2015. godine (Zakon o upotrebi znakovnog jezika, 2015), nije bilo
dovolino pokuSaja da se adresiraju pitanja koja se ticu jezi¢kih procesa, kao $to su
standardizacija srpskog znakovnog jezika, kreiranje novih udzbenika, rec¢nika,
gramatickih priru¢nika, itd (Baji¢, 2021). |z tog razloga, ukazuje se potreba za
razvijanje velikog broja racunarskih alata i aplikacija - kako bi se prevazisle postojece
prepreke i stvorila osnova za pobolj$anje poloZaja osoba sa ostecenjem sluha u Siroj
drustvenoj zajednici. Prema Markoviéu M. (2014) 2% populacije u Srbiji prijavilo je
probleme sa sluhom bilo kog stepena. Na osnovu najnovijih dostupnih podataka iz
popisa stanovniStva iz 2011. godine, u Srbiji je bilo 144.648 osoba sa oStecenjem
sluha. To predstavlja vise od 25% populacije koja pati od bilo kog oblika invaliditeta.
Prema prethodnim saznanjima, gotovo 30% stanovnika Srbije mladih od 65 godina

spada u grupu osoba sa oStec¢enjem sluha, $to predstavlja ozbiljan drustveni izazov.

3. Kreiranje baze podataka srpskog znakovnog jezika

Prepoznavanje znakovnih jezika koji koriste sluSno oSte¢ene osobe nije
jednostavan zadatak, ¢ak ni za moderne radunarske sisteme koji se oslanjaju na
vestacku inteligenciju i racunarski vid (Fox, 2023). Ovaj problem je u oblasti
raCunarskog vida jedan od najkompleksnijih i zahteva stru¢an i detaljan pristup.
Uzimaju¢i u obzir velike razlike izmedu znakovnih jezika sa razliCitih govornih
podrucja, raznolikost dijalekata u okviru samo jedne regije i drzave, neophodno je da
se svakom znakovnom jeziku posveti posebna paZnja i kreira specijalizovana baza
podataka. Kreirane baze mogu biti zasnovane na razli¢itim osnovama i principima, ali
sve one za cilj imaju prepoznavanje i belezenje gestova znakovnog jezika. Baza
podataka, Cije je kreiranje do detalja predstavlijeno u ovom istrazivanju, predstavija
¢vrstu osnovu za razvoj razli¢itih modela masinskog ucenja. Ovako kreirani modeli
mogu direktno pomo¢i sluSno oste¢enoj zajednici u oblastima edukacije i u

unapredenju opste komunikacije. Predstavljeni postupak nije ograni¢en samo na
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generisanje baze za slova srpske azbuke, ve¢ se moze koristiti i za druge namene.
Moguce je unaprediti ili izmeniti bazu podataka tako da sadrzi veci broj reci ili
gestove nekog drugog jezika.

Daktilologija je vazan deo znakovnog jezika, a bavi se demonstracijom slova
azbuke znakovnog jezika uz pomo¢ ruku (lsakovi¢, L., 2023). U okviru ove teze,
kreirana je baza podataka gestova 30 slova srpskog znakovnog jezika, koji se u
praksi ne koriste direktno za svakodnevni razgovor izmedu sluSno oStec¢enih osoba.
Pojedinacna slova znakovnog jezika se koriste obavezno u situacijama kada je
potrebno pokazati licna imena, prezimena, geografske pojmove i pojmove za koje ne
postoji odredeni gest. Imajucéi u vidu mnoge izazove sa kojima se suoCavaju osobe
sa oStecenjem sluha u socijalnim okruZenjima, ova disertacija pruZa konkretna
uputstva za izgradnju Cvrstog mosta komunikacije izmedu osoba sa oSte¢enjem
sluha i govora i Sire druStvene zajednice (Risti¢ I. et al., 2019). Jedna od kljucnih
prepreka u stvaranju univerzalnih skupova podataka za znakovni jezik jeste
regionalizacija tih jezika. S obzirom na znalajne razlike u prikazivanju razli¢itih jezika,
dijalekata unutar regija, drzava i gradova, vaZnost stvaranja veceg broja regionalno
specificnih skupova podataka za primene znakovnog jezika je izuzetno visoka. U
ovom istraZzivanju detaljno je opisan postupak prikupljanja, kreiranja, pripreme,
obrade i analize jedinstvenog skupa podataka za SSL azbuku, s ciliem unapredenja
drustvenog poloZaja osoba sa o3te¢enjem sluha. Dobijeni skup podataka primenijiv je
na zajednicu koja se prostire na susedne zemlje zbog mnogobrojnih jezickih sli¢nosti.
Sa manjim korekcijama, ovaj skup podataka moZe postati upotrebljiv i u zemljama
koje granice sa Srbijom.

3.1. Metodologija kreiranja baze podataka

U ovom delu disertacije je objasnjena koriS¢ena metodologija kreiranja baze
podataka &ije vrednosti opisuju pokrete koji predstavljaju slova srpskog znakovnog
jezika. Baza je sastavliena od velikog broja fajlova, koji svaki pojedinacno,
predstavlja jedan snimljeni pokret, jednog slova. Svaki fajl u sebi sadrzi niz
numeri¢kih vrednosti koji predstavljaju koordinate kljuénih ta¢aka ruku i tela osobe
koje su uz pomoc¢ sistema racunarskog vida prepoznate za vreme demonstracije
slova ucesnika u eksperimentu. Za prepoznavanje klju¢nih tacaka na telu i rukama je
koriSéena postoje¢a biblioteka masinskog ucenja MediaPipe (Hand Landmarks
Guide, 2015), koja je zasnovana na Python programskom jeziku. Ovaj modul je
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proizvod Google-a, a ukoliko se koristi kao osnova, pruza Sirok spektar moguénosti
nadgradnje u oblasti racunarskog vida (Lugaresi, C., 2019). Obucen je na osnovu
velikog broja podataka, rezultati koje generiSe su visoke pouzdanosti i tacnosti, a
zbog svoje odlicne optimizacije, izuzetno je brz. Na slici Slika 1 je prikazan uop$teni
proces kreiranja modela mas$inskog ucenja. Odmah nakon prikupljanja video
uzoraka, identifikovane su klju¢ne tacke na telu i rukama, potom pretvorene u
numericke vrednosti i konacno, saCuvane u bazu podataka. Nakon toga, validnost
podataka je proverena, a zapisi sa greSkama i ekstremnim vrednostima su
eliminisani. Baza podataka za srpski znakovni jezik (SZJ) je izgradena na osnovu
kratkih video klipova, sacinjenih od 40 uzastopnih fotografija u rezoluciji od 720p
(matrica sadinjena od 720 x 720 tataka). Rezolucija i broj slika potrebnih za razvoj
modela masinskog ufenja mogu biti smanjeni naknadno (po potrebi), ili na drugi
nacin prilagodeni odgovaraju¢em podskupu podataka. Podaci se finalno dele na dva
podskupa, za obuku i testiranje. Tako pripremljeni, mogu se Koristiti za obuku
odgovarajuceg modela masinskog ucenja. Ako su podaci koji su pruzeni modelu
masinskog ucenja relevantni, opisni, raznovrsni i sadrze veliki broj jedinstvenih
zapisa, model masinskog ucenja ¢e moci da bude obucen bolje i rezultati koje on

proizvede Ce imati vec¢u tacnost i pouzdanost.

Priprema za ) ) ) Koriséenje
; Projektovanje i Fino
Prikupljanje y Proverai N upotrebu u S 5> Podetavani R modela
ka fikacii delu = 500 ’ § masinskog
Rodile Kasifikacija s masinskog uéenja parametara
masinskog ucenja utenja

Slika 1. Proces kreiranja modela masinskog ucenja (Radakovi¢c M., et al., 2024)

Koris¢enjem Python programskog jezika (verzija 3.11), razvijen je program za
prikupljanje snimaka, prepoznavanje klju¢nih tadaka i kreiranje baze podataka SZJ.
Za te potrebe je kori§¢en PC ratunar sa Windows operativnim sistemom. Na slici
Slika 2 je prikazan proces konceptualne pripreme koja je stajala iza napisanog

programskog koda.
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Odabir Statiéke fotografije Jednostavan proces, ali nemogude uzeti pokret u obzir
tipa : -
podataka Dinamiéki, fokus narukama Ne prati se odnos ruku u odnosu na telo i lice
&’ Dinamiéki, cela figura BeleZi se relativni odnos ruku u odnosu na telo i pokret
Online internet portal
Racéunari
Hardware/Software Offline ra¢unarski kod (npr. Python program)
Creation/Selection Android operativni sistem
- I Mobilni uredaiji
iPhone (i0S)
Posebni uredaji Arduino, Raspberry Pi, rukavice, naocare, itd.
Srpski Kreiranje instrukcija Standardizovanje procesa snimanja
Znakovni L . ) .
Jezik Definisanje procedure Procedura snimanja video snimaka definisana
Kreiranj; R P
rmra_nje Odabiranje programskog jezika: Python
Algoritma Programiranje
Proces [v/] Definisanje tipa baze podataka i naéina éuvanja
Kreiranja - . -
I Cuvanje video snimaka u pojedinaéne foldere
BAZE Oznaéavanje snimaka
PODATAKA Pretvaranje snimaka u numeri¢ke nizove (NumPy)
Analiza rezultata Pre i nakon validacije i verifikacije podataka
Provera Vizuelna provera snimaka Vizuelno uocavanje nepravilnosti u snimcima
podataka Automatska provera Provera vrednosti i oznacavanje ekstrema
- Alati za proveru podataka Mogucnost koriscenja drugih reSenja za validaciju
Unapredenje postupka Moguca dodatna unapredenja sist provere podatak
Odabir Koridéenje snimka u celosti  za 40 slika po 258 tacaka se dobije 10.320 vrednosti po snimku
dela
Proporcionalno umanjen Moguée je koristiti samo deo vrednosti (svaku trecu npr.)
podataka
Neproporcionalni uzorci Koristiti samo dve slike iz prvih 30% snimka a vedinu iz sredine

Slika 2. Koncept kreiranja baze podataka srpskog znakovnog jezikaSlika 1. Proces

kreiranja modela masinskog ucenja

3.1.1. Izbor strukture i tipa podataka

Na izbor tipa podataka koji ¢e biti koriS¢eni za kreiranje baze SZJ uticao je
pregled postojec¢ih reSenja i uvid u njihove prednosti i mane, kao i specifi€nosti
pokreta koje je potrebno prepoznati. Najvec¢i broj tehni¢kih reSenja vezanih za
prepoznavanje znakovnih jezika se baziraju na prepoznavanju statickih slika.
Takode, postoji i veliki broj reSenja koji se fokusiraju na samo jednu ruku. U sluéaju
dvoru¢nog SZJ, postaji 5 slova koja se ne mogu prikazati stati€nom fotografijom, ve¢
ih opisuje ceo pokret rukama. Slova koja se prikazuju pokretom: J (J), R (P), DZ (L),
C (W) i C (h). Da bi se uhvatio ceo gest i omoguéilo $to preciznije prepoznavanie i
razlikovanje ovih slova, odabrano je koriS¢enje video snimaka za osnovu kreiranja
baze podataka. Pored toga, odlu¢eno je da se u prepoznavanje klju¢nih taCaka
ukljuci lice i deo tela, tako da se u sistem prepoznavanja unese i komponenta
medusobnog poloZaja ruku u odnosu na lice i telo. |z tog razloga nije primenjena

relativizacija polozaja kljuénih tacaka ruku, ve¢ su zadrzane apsolutne vrednosti. Za
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razliku od podataka koji bi bili prikupljeni koris§¢enjem samo fotografija gestova, gde
bi bila uzeta u obzir samo slika poslednje pozicije ruku u pokretu, podaci zasnovani
na video snimcima ¢uvaju ceo tok pokreta slova. Kori§¢enje video snimaka umesto
fotografija unosi veoma bitnu kvalitativnu razliku, koja znacajno utice na preciznost i
pouzdanost buducih modela maSinskog ucenja koji se kreiraju na osnovu tog seta
podataka.

Svi video zapisi se Cuvaju pomoc¢u XVID video kodera-dekodera unutar
univerzalnog AVI kontejnera (Esakki, G., 2021). Python izvorni kod koji sadrZi
postavke vezane za shimanje datoteka, prikazan je na sliciSlika 3. Kadrovi snimka
kamere punog formata od 1280x720 taCaka su smanjeni na 720x720 tataka, time
smanjujuci veli¢inu slike za 43,75%. Pojedinacne slike se tokom snimanja videa
prosleduju modulu MediaPipe za detekciju klju¢nih tataka ruku i tela (Raju A., 2022).
Prepoznate vrednosti se automatski ¢uvaju u numerickoj NumPy datoteci. Za zvaki
pojedinacni snimak se kreira poseban fajl. Video zapisi su saCuvani pored numerickih
skupova podataka za buducu kontrolu podataka, uklanjanje greSaka, klasifikaciju i
moguce promene. Video datoteke su safuvane u *.avi formatu, a numericke
vrednosti NumPy su saduvane u *.npy datotekama sa istim imenima. Imena datoteka

su generisana automatski i zasnovana su na rac¢unarskom satu.

frame_left_margin = 280
frame_right_margin = 1008

targeted_frame_count = 4@
codec = "XVID"
video_codec = cv2.VideoWriter_fourcc(*codec)

cap = cv2.VideoCapture(®, cv2.CAP_DSHOW)

cap.set(cv2.CAP_PROP_FRAME_WIDTH, video_width)
cap.set(cv2.CAP_PROP_FRAME_HEIGHT, video_height)
cap.set(cv2.CAP_PROP_FORMAT, -1)

Slika 3. Programski parametri video snimanja i koriS¢enja kamere

3.1.2. Odabir uredaja za razvoj platforme

Prilikom odlu€ivanja o hardverskoj platformi koja ¢e se koristiti za kreiranje

baze podataka, razmatrani su:
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- mobilni uredaiji (telefoni i tableti),

- personalni desktop racunarii laptopovi,

- Arduino programabilna platforma, Raspberry PI, elektronske rukavice,
nosivi senzori, itd. (Jeon et al, 2022).

Da bi se utvrdilo da li ovakvo reSenje na mobilnim uredajima mozZe da
zadovolji potrebe istrazivanja, razvijena je odgovaraju¢a Android aplikacija ,DR MR*
(Jayatilleke G. et al,, 2018). Razvoju aplikacije, prethodilo je njeno projektovanje
koriséenjem Figma platforme (Figma, 2024). Figma je besplatan internet portal, €ija
je glavna namena za kreiranje, deljenje i testiranje dizajna za internet prezentacije,
mobilnih aplikacija ili drugih digitalnih proizvoda i reSenja. Nekoliko dizajniranih
ekrana za prikaz na mobilnom telefonu je prikazano na slici Slika 4. Korisnik
aplikacije unosi svoje ime, a potom u glavnom meniju (u sredini slike Slika 4.), moze
izabrati prikaz zadataka (,Information®), snimiti traZzene slike i video klipove (,Take
Photos/Videos") ili trajno saCuvati sve na internet lokaciju u oblaku (,Send / Upload
All).

(x) Exit App < Main Menu

DR MR DR MR: Main Menu DR MR: Information
COLLECT PHOTOS AND VIDEOS

Varsion 2023

Email or database upload location

Firebase location string...

Information
Task Table

Ph D 1 Task 1 Photo
Take Photos/Videos j 2 Task 2 Video
COLLECTOR 3 Task3 | Photo
4 Task 4 Photo

0 (Recomrps]

Enter your name
Send [ Upload All
Go use your camera > Exit Save changes

Slika 4. Dizajn Android maobilne aplikacije DR MR
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Izborom pregleda zadataka (na desnoj strani slike Slika 4.), korisniku se
prikazuje lista koja u slu€aju ovog istrazivanja sadrzi sva slova srpske azbuke. Na
ekranu sa informacijama se takode mogu nacdi i detalji za povezivanje na internet
bazu podataka u oblaku, a moze se izmeniti i lista zadataka. Ova lista se moze
korigovati i u administrativnom delu portala u oblaku, $to je prikazano na slici Slika 5.
Firebase pregled postavljenih zadataka

A > Tasks > weAQUVFQVDWT
= (default B Tasks = i B weAQOVIQVDWTZOnuxTMj
+ Start collection + Add document + Start collection
Tasks > 6EjYQYBQxym8dB71Wg + Add field
er SGtb@ENSRtraOgwIxhq description: "Neki primer’
i9tiNShgWuaJz I6KVe name : 'A‘
! weAQBvFOQVDW7ZBnuxTMj » type: ‘image”
xYBXfACGBaTiI21eVFhr

Slika 5. Firebase pregled postavljenih zadataka

Pokretanjem dela programa za snimanje video zapisa ili slikanjem, korisnik
ima mogucnost da ispisani zadatak izvrsi jednom ili viSe puta. Broj kreiranih zapisa je
oznacen na centru donjeg dela ekrana, §to se moze videti na slici Slika 6. Dizajn
funkcionalnog dela Android aplikacije DR MR Tip oCekivanog zapisa (stati¢na slika ili

video zapis) je naznacen pored broja zadatka (Task).
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< Main Menu < Main Menu < Main Menu
DR MR: Use your Camera DR MR: Use your Camera DR MR: Send/Upload

Task 1| PHOTO Task 2| VIDEO | upload_location@gmail.com

@ @ Task Table - STATUS

@ 1 Task 1 Photo [3]
2 Task 2 Video [0]
3 Task 3 Photo [2]
4 Task 4 Photo [1]
h 23 Task 23 | Photo [0]
24 Task 24 | Photo [0]
ol Recording
- happens
User can pres.s : s LGl while holding the
button for taking a the circle in the button -

photo several times. bottom :
All photos will be sent (R HES, 3/ 24 Tasks accomplished
under Task 1/No \ '

< BACK e NEXT > < BACK 0 NEXT > SEND / UPLOAD >

Slika 6. Dizajn funkcionalnog dela Android aplikacije DR MR

Ukupan broj kreiranih zapisa je prikazan u zavrSnoj tabeli (desni deo
slike Slika 6. Dizajn funkcionalnog dela Android aplikacije DR MR), nakon cega
korisnik moze sve podatke poslati u bazu podataka u oblaku. Slanjem ovih zapisa,
svi snimci sa telefona se briSu i oslobada se mesto u memoriji za nove. Primer
podataka koji su poslati u bazu u oblaku je prikazan na slici Slika 7. Baza slika i

snimaka napravljenih mobilnim telefonom

® Firebase DRMR = ¢ 9 F a §
Storage
Fles  Rules  Usage | W Emensior
- = o= -
m]
0 P e 11 07 2023220205
% Extensions ] P vana_Taska_11 07 202
o mw
- ] I Mindenz_A 0508 2023.3317:52j0g
felesse S enier N =] I Miacen,Tasa1_25.06. 2023231248 jpg

Slika 7. Baza slika i snimaka napravljenih mobilnim telefonom
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UoCene prednosti ovakvog prikuplianja snimaka i fotografija su
rasprostranjenost i dostupnost Android mobilnih telefona i uredaja, centralizovano
Cuvanje svih zapisa u oblaku, olak$ano odrzavanje programa i primena izmena, itd.
Mana ovog reSenja je raznolikost mobilnih Android uredaja, Sto Cini tezim
standardizaciju programa i ponavljanje uslova snimanja. Pored toga, ¢uvanje velike
koli¢ine podataka u oblaku donosi dodatne troSkove (srazmerne zauzetom prostoru),

a potrebno je uzeti u obzir i ogranitenja u brzini prenosa podataka.

Kreirana je Android aplikacija ,DR MR* pomoc¢u programa ,Android Studio
Electric Eel | 2022.1.1%. Njenom upotrebom je prikuplieno oko 200 snimaka, za koje
je utvrdeno da nisu odgovarajuceg kvaliteta. Snimci su napravljeni na mobilnom
telefonu, a zatim su otpremljeni u oblak. Neki od glavnih razloga za napustanje ovog
nacina razvoja bili su nekonzistentni zapisi, tehnicka ograni¢enja baze u oblaku,

troSkovi skladistenja i sporost procesa.

Posto su specifikacije kamera ugradenih u laptopove i web kamera za desktop
racunare relativno konstantne tokom godina (rezolucija 720p), a li¢ni racunari su lako
dostupni, kreiranje programa za njih je postalo logi¢an izbor za razvoj programa za
kreiranje baze SZJ. Kao rezultat, odabirom PC platforme, olak3ana je distribucija i
koris¢enje programa. Python, objektno-orijentisani programski jezik, izabran je zbog
svoje univerzalnosti, prilagodljivosti, resursa i Siroke podrSke programerske zajednice
(Python Software Foundation, 2024). On je kompatibilan i moZe se pokretati na

razli¢itim operativnim sistemima, uklju¢ujuci Windows, Linux i macOS.

Za potrebe istraZivanja, prou¢avana je upotreba razli¢itih uredaja kao $to su
Arduino ili Raspberry Pl (Sapkota B. et al., 2018). Oni imaju odredena fizicka i jo§
vaznije, programska ogranienja. Moguce je kreirati ovakav sistem za prepoznavanje
znakovnog jezika i na njima, ali bi to bio mnogo sloZeniji proces (Radakovi¢ M.,
2021). To je bio vazan faktor zbog kojeg ovi uredaiji nisu bili glavni izbor za proces

razvoja SZJ programa.

Uzimaju¢i sve dobre i loSe strane navedenih mogucih tehnickih reSenja i
platformi, odluceno je da se za razvoj koristi standardni PC racunar (laptop) sa
Windows operativnim sistemom. Python programski jezik (verzija 3.11) je odabran za
programiranje, zbog univerzalnosti i velikog broja dostupnih kvalitetnin i za owvu

namenu korisnih modula (Virtanen P., 2018).
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3.2. Prikupljanje i snimanje podataka

Proces prikupljanja skupa podataka SZJ je od sustinskog znacaja za razvoj
modela masinskog u€enja. Veoma je vazno da objekti u skupu prikupljenih podataka
budu odgovarajuceg i primenjivog kvaliteta i broja. Ako je skup podataka previse mali
ili ne odrazava tacno podatke koje prikupljamo, rezultuju¢i model masinskog ucenja
moze biti neefikasan i neprecizan, Cesto proizvodedi pogredne rezultate. Kada je
skup podataka visokog kvaliteta, sa relevantnim podacima, moguce je, na osnovu
njih, generisati model masinskog ucenja izuzetne tanosti. Za zadovoljavajuce i
efikasne rezultate, neophodno je kreirati modele masinskog uéenja na velikim i

deskriptivnim skupovima podataka.

3.2.1. Struktura uéesnika

U postupak snimanja gestova slova srpskog znakovnog jezika je do
objavljivanja ucCestvovala 41 osoba. Svaki akter je snimio po 30 gestova Kkoji
predstavljaju slova u srpskom znakovnom jeziku. UCestvovali su studenti, profesori
fakulteta i nastavnici specijalnog obrazovanja u uzrastu od 19 do 50 godina. Svi su
prethodno bili informisani o detaljima i ciljevima istrazivanja, a svi su potpisali
saglasnost pre pocetka snimanja. Ovo istraZivanje je sprovedeno u skladu sa
Deklaracijom iz Helsinkija (World Medical Association, 2013), a protokol je odobrila
Eticka komisija Fakulteta savremenih umetnosti u Beogradu (Projektni kod: SSL23).
Takode, svim u€esnicima je prikazano i prethodno pripremljeno video uputstvo, u
kome je detalino objasSnjen proces i pravilna procedura snimanja. Ucesnicima je
naglaseno da koriste standardne gestove SZJ prilikom snimanja, kako bi skup

podataka u bazi bio konzistentan i $to bolje opisivao srpsku azbuku.

Kad god se koristi vestacka inteligencija, zbog svoje prirode, razmene i
prikuplianja informacija, kao i interakcije sa ljudima, postavljaju se pitanja o
bezbednosti podataka i etici. Pitanja koja se ti€u privatnosti podataka i saglasnosti
korisnika su validna i treba ih postaviti svaki put kada aktivnosti ukljucuju snimanje i
analizu osetljivin licnih informacija koje se prezentuju gestovima. Rezultat
generisanog, prikazanog i objavljenog skupa podataka SZJ su numericke vrednosti
klju¢nih tacaka, bez mogucnosti identifikacije pojedinaca ili povratka na originalnu
sliku. Skup podataka SZJ, kao i sam proces njegovog kreiranja pratili su i zadovoljili

eticke i standarde bezbednosti podataka. Stvarni video zapisi nisu predmet deljenja,
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objavljivanja ili javnog kori§¢enja. Umesto toga, koriste se samo privremeno, za
generisanje numerickih vrednosti koje predstavljaju klju¢ne tacke pokreta ruku i tela.
Te numericke vrednosti se koriste kao osnova skupa podataka i ne mogu biti
povezane sa video zapisima ili za prepoznavanje ucesnika. One su najveca i stvarna
vrednost objavljenog skupa podataka, jer se mogu koristiti kao osnova za kreiranje
brojnih razli¢itih modela masinskog ucenja. Video zapisi su priviemeno &uvani
lokalno na racunaru i kori§¢eni samo za prepoznavanje kljucnih tataka na rukama i
telu. Takode, video zapisi su koriS¢eni za inicijalnu vizuelnu kontrolu snimljenih

gestova u procesu ¢iS¢enja, kategorizacije i provere podataka.

3.2.2. Priprema okruzenja za snimanje

Za potrebe doktorske disertacije, snimanje gestova je trebalo da obuhvati
subjekte razli¢itih veliCina, pozicija i proporcija kako bi se proizveo upotrebljiv i
znacCajan skup podataka. Kamera se pozicionira na razli¢ite udaljenosti od ucesnika,
pa se siluete i pozicije ruku i tela razlikuju (kako je prikazano na Slici Slika 8. Pozicija,
veli¢ina i udaljenost demonstratora od kamere). U ovom istraZivanju, od subjekata je
otekivano da prikaZzu slova znakovnog jezika razli¢itim brzinama i stilovima,
postavljajuci svoje ruke u kadar na razli¢ite nacine. Veci broj promenljivih vrednosti
prilikom snimanja gestova doprinosi generisanju kvalitetnije baze podataka koja se

moze koristiti za dalju obuku efikasnijih modela maSinskog uéenja.

Sarena i raznobojna pozadina ifli ode¢a ucesnika, mogu imati izuzetno
negativan uticaj na rezultate prepoznavanja klju¢nih tacaka ruku i tela. Utvrdeno je
da jarko obojene pozadine i 3arena odeca na snimljenim subjektima Stete
koris§éenom modelu prepoznavanja MediaPipe. Ako je pozadina i/ili odec¢a bila veoma
Sarena, model je pruZzao manje precizne rezultate. Nasuprot tome, ako je pozadina
i/ili ode¢a bila samo jedne boje, okvir MediaPipe je mnogo preciznije detektovao

kljune tacke.

Slika 8. Pozicija, veli¢ina i udaljenost demonstratora od kamere
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3.2.3. Procedura snhimanja

Pre nego snimanje potne, ucesnik treba da bude pozicioniran u optimalnoj
poziciji ispred kamere (kao na slici Slika 8. Pozicija, veliCina i udaljenost
demonstratora od kamere), bez prikazivanja ruku. Cim ruke udu u scenu (vidno polje
snimanja kamere), one budu prepoznate od strane programa i snimanje automatski
pocinje. Snimanje podrazumeva &uvanje 40 uzastopnih pojedinacnih fotografija i
odgovarajuc¢ih numerickih vrednosti koje predstavljaju prepoznate klju¢ne tacke ruku i
tela. Za vreme snimanja, subjektu se prikazuje crvena traka u levom delu slike, koja
prikazuje protok vremena i broj snimljenih kadrova. Prateci traku, demonstrator moze
uskladiti brzinu svog pokreta sa programom i rasporediti ga ravhomerno od pocetka
do kraja. Ceo pokret ukljuuje ulazak ruku u scenu, prikazivanje samog znaka gesta i
izlazak ruku iz snimljenog kadra. Ukoliko ruke ostanu u sceni duZe od 40 kadrova,
aplikacija ne zapocinje snimanje sledeceg filmskog zapisa sve dok se ruke ne uklone
iz scene. Aplikacija snima tatno 40 uzastopnih kadrova. S obzirom na to da postoji
mogucnost da neke kljuéne tatke na rukama ne budu prepoznate u svim uzastopnim
kadrovima, postavljen je sistem zastite koji bi prepoznao da su ruke sklonjene tek
ukoliko su van scene tokom 5 uzastopnih kadrova. Sledece snimanje moZe poceti

tek nakon sto obe ruke napuste scenu.

Slika Slika 9. Parametri MediaPipe modela i prikazuje deo izvornog koda koji
ilustruje odredene opcije i osnovne postavke MediaPipe biblioteke. Parametar
"holistic" aktivira deo modula koji na osnovu prosledene fotografije, prepoznaje sve

pojedinagne klju¢ne tacke za celokupan polozaj tela, lica i obe ruke.

with mp_holistic_model.Holistic(min_detection_confidence=8.5,
min_tracking_confidence=0.5) as holistic:

while cap.isOpened():
ret, frame = cap.read()
frame = frame[@:video_height, frame_left_margin:frame_right_margin]

results = mediapipe_keypoint_locations(frame, holistic)

Slika 9. Parametri MediaPipe modela i okvir snimanja

Kao rezultat procesa snimanja, aplikacija ¢uva dva fajla: kratak video zapis
(oko 4 sekunde trajanja) i odgovaraju¢i NumPy niz sa numerickim vrednostima
prepoznatih klju¢nih tacaka ruku i tela (tatno 10.320 vrednosti po jednom fajlu).
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NumPy nizovi se koriste kao osnova za razvoj modela masinskog ucenja, dok se
sacuvani video zapisi koriste za vizuelnu analizu i proveru snimaka. Kako snimci
mogu biti generisani greskom ili klasifikovani u pogresnu klasu, datoteke koji sadrze
vizuelne informacije su vazne za kontrolu i obradu podataka. Slike Slika 10. Kadrovi
koji prikazuju gest SZJ slova ,J“ i Slika 11. Prepoznate kljucne tacke na rukama i telu
gestom prikazanog slova ,J* prikazuju osnovnu razliku izmedu dva sacuvana fajla

(standardne slike i prepoznate kljuéne tacke).

Slika 10. Kadrovi koji prikazuju gest SZJ slova ,J* (Radakovi¢ M., et al., 2024)

Na slici Slika 10. Kadrovi koji prikazuju gest SZJ slova ,J* su prikazane samo
neke statiCke slike (od ukupno 40) iz snimljenog video zapisa slova "J". Zbog
dinamicke prirode gesta koji se koristi za pokazivanje slova ,J* vidi se da samo jedna
statiCcka fotografija ne bi bila dovoljna za prepoznavanje znaenja ovog gesta.
Kori§¢enje celokupnih video zapisa za obradu podataka omogucava detekciju
kompleksnijih pokreta i gestova koji u svojoj osnovi imaju i pokret. Kao Sto je
prethodno navedeno, slova koja u svojoj osnovi imaju pokret su: J (J), R (P), DZ (L),
C (U) i € (R). Slika Slika 11. Prepoznate kljudne tatke na rukama i telu gestom
prikazanog slova ,J* prikazuje prepoznate kljuéne tatke na rukama i telu
demonstratora, koje odgovaraju fotografijama na slici Slika 10. Kadrovi koji prikazuju
gest SZJ slova ,J* Vrednosti su prepoznate koriS¢enjem modula MediaPipe, a

Cuvaju se u fajlu NumPy tipa, sa drugim tipom, ali istim imenom kao i Ciste fotografije.




Slika 11. Prepoznate kljucne tacke na rukama i telu gestom prikazanog slova ,,J*

3.2.4. Snimanje gestova 30 slova Azbuke

Cilj kreiranja skupa podataka je da se obezbedi dovoljan broj razli€itih snimaka
svakog od 30 srpskih znakova Azbuke. Skup podataka i izvorni Python kod su javno
dostupni, Sto omogucava nadogradnju postojeceg skupa podataka, razvoj novih
modula i aplikacija, kao i nastavak teorijskih i prakticnih istrazivanja.

Ceo proces kreiranja skupa podataka prikazan je na slici Slika 12. Pre pocetka
procesa snimanja, scena snimanja se priprema prema unapred odredenim
preporukama. Osoba koja snima gestove treba da sedi naspram racunara, drzeci
gornji deo tela u kadru, sa rukama van scene. Za ucesnike u snimanju, pripremljeno
je video uputstvo, sa detaljima procedure snimanja i precizno odredenim ciljevima.
Dobrom pripremom se osigurava kreiranje kvalitetnih video snimaka, sa malim
brojem greSaka. Nakon prikupljanja podataka, prelazi se u fazu evaluacije i ¢iS¢enja
podataka. Kontrola zabeleZenih snimaka se vrSi prvo vizuelnom proverom, a potom i
pomocu automatizovane numericke analize. Veliki broj snimljenih fotografija po slovu
omogucéava smanjivanje dobijenih uzoraka ili njihovu naknadnu obradu radi
pobolj§anja performansi buducih sistema i modela masinskog ucenja. Nakon potvrde
validnosti podataka, oni se razdvajaju u podskupove za testiranje i obuku. Na kraju,
odabrani skup podataka se prosleduje modelu masinskog ucéenja.




Proces . . Kontrola
Postavljanje Priprema Prikupljanje

Pl o s T s I e

podataka snimanje snimanja (snimanije) gresaka. .
Podaci spremni Podela podataka Prilagodavanje : Vizuelna

za upotrebu u na pndskupo‘\.rg ¢ podatakaza K— L

modelima za obucavanjei masinsko ucenje e

) _- verifikacija

masinskog ucenja testiranje

Slika 12. Algoritam kreiranja baze podataka (Radakovi¢ M., et al., 2024)

Tabela Tabela 3 sadrzi 30 slova azbuke za koja se video zapisi kreiraju. Zbog
lakSe obrade podataka u Python-u, umesto dirilicnih slova, programu se prosleduju
odgovarajuce latinicne oznake (kao u tabeli Tabela 3). Originalna slova azbuke SZJ
su prikazana u donjem redu tabele. Srednji red tabele prikazuje Citljivu i raCunarski
prihvatljivu alternativnu formu originalnih srpskih ¢iriliénih slova. Karakteri u srednjem
redu kori§¢eni su u Python programu za SZJ u svrhu organizacije strukture datoteka i
foldera skupa podataka.

Tabela 3. Snimanje 30 slova srpske Azbuke

1 2 3 45 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28
A BVGDD EZHZ I J] K LLIMMNOUPRS TCCU F H CCH
A B BI' I B E X3 MU JKIOJBBMHBOIIPCTHY®X Y

3.3. Rezultati snimanja

Konacni skup podataka srpskog znakovnog jezika ukljuCuje 8.346 video
zapisa i pratece datoteke koje sadrze numeri¢ke vrednosti prepoznatih kljuénih
tacaka tela i ruku. Kao $to se vidi na slici Slika 13, svako slovo je prose¢no snimlieno
278 puta. Kreirana baza podataka ima pribliznu veli¢inu od 4,15 GB i sadrzi ukupno
16.740 datoteka. Sa prosecnim trajanjem od 4 sekunde za svaki video zapis, ukupno
vreme provedeno samo tokom kreiranja skupa podataka, bez priprema ili pauza,
iznosi priblizno 33.384 sekundi ili 9,3 sata.

Slika 13. Broj snimljenih video zapisa SZJ
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Slika 14 prikazuje strukturu foldera za svih 30 slova Azbuke koje uklju€uju i

ispravne i neispravne zapise. Svi kreirani neprihvatljivi snimci su premesteni u

odgovarajuce foldere za obrisane datoteke radi naknadne evaluacije i statistiCke

obrade. Za dalja unapredenja i prosirenja baze podataka, sve datoteke i folderi baze

SZJ, kao i odgovarajuci Python izvorni kod, koji moZe biti koris¢en za kreiranje novih

snimaka, su postavljeni na internet i javno su dostupni.
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Slika 14. Struktura fajlova i foldera

3.3.1. Snimljeni video zapisi

Crvena traka u levom delu slike Slika 15, prikazuje tacan broj snimljenih slika

od pocetka snimanja video snimka, Sto odgovara proteklom vremenu. U trenutku

kada snimanje poc¢ne, crvena traka je potpuno popunjena, S$to ukazuje da je

preostalo svih 40 slika za snimanje. Crvena traka se smanjuje kako snimanje

napreduje, a u prikazanom primeru prikazuje status nakon snimljene 3 slike. Aktivni

prikaz protoka vremena pomaZze ucesniku da proceni trajanje snimanja gesta, pa mu

time pomaze da ga ravnomerno raspodeli u snimku i odrzi standardan ritam

snimanja.
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[ 4.89610672e-01 2.43797094e-01 -B.54460557¢-01 9.99941766e-01
5.14191151e-01 2.06677631e-01 -7.97592163e-01 9.99924004e-01
5.304803256-01 2. 01-7. 01 9. a1
Body pose key points: [s323425e-01 2.09940508e.01-7.577285380-01 9,599252430-01

33 x 4 = 132 |4651746450.01 2.074261310.01.7 836650550.01 5.59908030e-01
4.49580759e-01 2.10569173e-01 -7.83464313-01 9.99911129-01
4.33092833¢-01 2.13638142¢-01 -7.83955574¢-01 9.99890625-01

5 66792905601 2. 01 -4. o1 9, o
s s . |#1azs0129e-00 2447 -3 9,
nght hand ke)' pﬂlnts- 4.586406358-01 ..., 2.945178150-01-6932649610-01
21 X 3 = B3 |169006493¢-02 3.69996995e-01 3.57742339e-01 185304412400
3 01 1. 03 5. 01 1.

6.54707930+-02 4,96791967«-04 3.85615230e-01 1.95040619¢+00
7.04664513e-02 1.44356804e-03 4.03488427e-01 B.46204758e-01 -
Left hand key points: |s.70402660e-08 3.63475323e-01 7.99214542¢-01 -119017353e-02
21 x 3 = 63 3.00768673«-01 7,753403269«-01 -3.36377695e-02 2 47888356e-01
B.09046388¢-01 -5.23293912e-02 2.27105051e-01 B51231575-01
7.151147726-02 3.63864720e-01 7.75094628e-01 -6.95968419-02
319268286001 s 831777930001 3.710843320-01
8.63255501«-01 -7.84463435e-02 2.75915831«-01 B 72435093e-01
9.09228250e-02 3.06302011e-01 8.92527103e-01 -8.0713599%-02
1 Total key points/frame: il;:q:ccue.01 5o08a7862-01-7.477167950.07 2.256468830-01
H 132 + 63 + 63 = 258 {|7.07387090e-01 6.09129586e-07 2.48659194e-01 6.67560518e-01 -
2.830714550-02 2.767428882-01 6.40831411e-01 -6.23453744e-02
3.089687230-01 6.37302399¢-01-9.26417708e-02 3.248647150-01
1 -1.2: 2. G y
For 4@ frames: ||576939297¢.02 265770912601 6.41298711e-01 6.445645886-01 -
6.87859952¢-01 -L.0B630858e-01 3.00474286e-01 1.00752003e-01
258 x 40 = 10.320 3|, pp01062001 ... 747564435601 .1.11969657e-01
3.12924683¢-01 7.36633062¢-01-9,68728140¢-02 3.12326461s-01
7.30232716e-01 -8.63977596e-02]

Slika 15. Prikaz gesta slova ,[1“ (D) sa vrednostima klju¢nih tacaka na slici broj 3 od
40

Na desnoj strani prikazane slike, prikazani su neke od stvarnih numerickih
vrednosti koje €ine osnovu skupa podataka. Kao sto je prikazano na slici Slika 15, za
jednu snimljenu sliku belezi se 258 numeri¢kih vrednosti. Crvene, zelene i ljubicaste
linije sa centra slike pokazuju na klju¢ne tacke tela i ruku gde su ove numericke
vrednosti kreirane. Kao rezultat procesa prepoznavanja klju¢nih tacaka, program
generiSe matrice koje se naknadno pretvaraju u jednodimenzionalni numericki niz od
ukupno 10.320 vrednosti za svaki pojedinacni video zapis.

Ukoliko MediaPipe okvir ne prepozna neku kljuénu tacku na ruci, licu ili telu, za
nju se upisuje vrednost 0 u rezultujuci niz. U slu€aju video zapisa sa slike Slika 15,
na kojoj je prikazana samo 3. slika, sve kljucne tacke su prepoznate, pa se tako za
nju ne pojavljuje nijedna vrednost nula. Neprepoznate klju¢ne tacke su najceSce
prisutne u prvoj i poslednjoj slici, kada ruke ulaze i izlaze iz scene snimanja.

Primer video zapisa sa nultim vrednostima klju¢nih ta¢aka u nekim od 40 slika,
prikazan je na slici Slika 16. Dijagram prikazuje da je od pocetka snimanja subjekt
imao jednu ruku u sceni (63 kljucne tacke oznacavaju kljuéne tacke za jednu ruku), a
druga ruka je usla u scenu u trecoj slici. Pocevsi od slike 3, i leva i desna ruka, kao i
sve kljutne tacke polozaja tela i lica, bile su prepoznate i zabeleZzene (nije bilo
nijedne nulte vrednosti). Sve klju¢ne tacke su prepoznate i zabelezene od slike 3 do
slike 33. Jedna ruka izlazi iz scene snimanja u slici 34 (63 nultih vrednosti), dok je
druga napusta u slici 38 (126 nultih vrednosti).
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index
| .

Handedness = Iscore
hand
gde je:
Handedness — matrica sa vrednostima koje pokazuju koja je ruka
prepoznata

index — parametar koji oznatava redni broj jedne od viSe prepoznatih

ruku
score — je verovatnoca tacnosti predvidanja da li je prepoznata leva ili
desna ruka
hand - sadrzi detaljne informacije o prepoznatoj ruci
x1 x2 x3 ... x21
Landmarks = |y1 y2 y3 .. y21l (3)
z1 z2 z3 ... z21
gde je:
Landmarks — matrica sa koordinatnim vrednostima klju¢nih tacaka
x1, y1, z1 — koordinatne vrednosti jedne klju¢ne tacke
ax1 ax2 ax3 ... ax21
WorldLandmarks = |ay1 ay2 ay3 ... ay2‘|l
azl az2 az3 ... az21
(4)
gde je:

WorldLandmarks — matrica sa apsolutnim koordinatnim vrednostima
tacaka

ax1, ay1, az1 — apsolutne koordinatne vrednosti jedne kljucne tacke

x1 ax1
HandKeyPoint1 = E1l ApsHandKeyPoint1 = [ay1l
1 az1

(%)
gde je:
HandKeyPoint1 - matrica sa apsolutnim koordinatnim vrednostima 1

tacke
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x1, y1, z1 — koordinatne vrednosti jedne klju¢ne tacke

ApsHandKeyPoint1 - matrica sa apsolutnim koordinatnim vrednostima 1

tacke
ax1, ay1, azt — apsolutne koordinatne vrednosti jedne klju¢ne tacke

Matrice koje prikazuju prepoznate relativhe koordinatne vrednosti kljuénih

taCaka leve i desne ruke se mogu prikazati kao u jednacini (6).

rhx1 rhx2 rhx3 ... rhx21 Ihx1 1hx2 1hx3 ... I|hx21
rh= [rhy1l rhy2 rhy3 ... rhy21l lh= llhy1 lhy2 Ihy3 ... Ihy21
rhz1 rhz2 rhz3 ... rhz21 Ihz1 1hz2 1hz3 ... I|hz21
(6)
gde je:

rh — matrica sa koordinatnim vrednostima tacaka za desnu ruku
lh — matrica sa koordinatnim vrednostima tacaka za levu ruku

Za razliku od vrednosti koje opisuju polozZaj kljuénih taCaka leve i desne ruke,
matrica koja sadrzi informacije o kljucnim tackama lica i tela pored tri koordinate,
sadrZi i Cetvrtu veli¢inu. Ta dodatna promenljiva nosi informaciju o vidljivosti svake
pojedinacne tacke. Matrica koja sadrZi sve rezultate prepoznavanja klju¢nih tataka

na telu i licu je prikazana u jednacini (7).
PoseLandmarkerResult = [[Landmarks]| [WorldLandmarks]] (7)
gde je:

PoselLandmarkerResult — matrica sa rezultatima prepoznavanja tela i
lica sa slike

Landmarks — matrica sa koordinatnim vrednostima klju¢nih tacaka

WorldLandmarks — matrica sa apsolutnim koordinatnim vrednostima

taCaka
px1 px2 px3 px4 ... px32 px33
tanamarks = |} 00 W3 bed L pesz s ®
pvl pv2 pvd pvd ... pv32 pv33
gde je:

PXi, pY, pzi— koordinatne vrednosti jedne klju€ne tacke sa lica ili tela
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pvi— velidina koja pokazuje u kojoj meri je prepoznata tacka vidljiva

Za potrebe ovog istrazivanja, trodimenzionalne vrednosti prepoznatih tacaka
se transformiSu u jednodimenzionalni niz. Na slici Slika 17 je prikazana metodologija
transformacije podataka od znacaja iz dobijenih matrica u jednodimenzionalni niz
(Radakovi¢ M., et al., 2024).

Sif 'jﬂ;} thxl] [hx2 a3 .. a2 rhad .. et
poseLandmarks ”2 ”';‘i:‘i th= Jlhyll lhy2 Ihy3 .. rhy2 rhy3 .. |rhy2l
pv2 o33 lhz1| Ihz2 1hz3 .. rhz2 Thz3 .. |rhz21

———— - - e ) ; ]
recognize_keypoints = [Ii’ Ij | | I* ” ‘ | ”

recognize_keypoints = [px1,py1,pz1,pvl,...pv33,..,lhx1,lhy1,lhz1,..., hx21,1hy21,1hz21, rhx1,rhy1,hz],..., vhx21,rhy21,rhz21]

Slika 17. Prikaz transformacije podataka iz matrica u jednodimenzionalni niz
Rezultujuéi jednodimenzionalni niz sadrzi 258 veli¢ina koje opisuju poziciju i
vidljivost klju¢nih tataka na rukama, licu i telu, a odnosi se na samo jednu sliku iz
snimljenog video zapisa. Prora¢un broja numerickih vrednosti po slici je prikazan u
jednacini (9).
broj_vrednosti_po_slici =pose +lh+rh =33 x4 +21 x3 +21 x 3 =258 (9)
gde je:
broj_vrednosti_po_slici — ukupan broj rezultuju¢ih numeri¢kih vrednosti
pose — broj vrednosti klju¢nih tacaka na telu i licu
Ih — broj vrednosti kljuénih tagaka na levoj ruci

rh — broj vrednosti klju¢nih tataka na desnoj ruci

Izvorni Python kod, koji transformiSe matrice od interesa za istraZivanje u
jednodimenzionalni niz je predstavljen na slici Slika 18. KoriS§¢ena je ugradena
funkcija flatten(), koja na osnovu ulaznih viSedimenzionalnih podataka, vraca

jednodimenzionalni niz (kao na slici Slika 17).

def recognize_keypoints(results):
right_hand_keypoints = np.array([[result.x, result.y, result.z] for result in
results.right_hand_landmarks.landmark]).flatten() \
if results.right_hand_landmarks else np.zeros(21*3)

left_hand_keypoints = np.array([[result.x, result.y, result.z] for result in
results.left_hand_landmarks.landmark]).flatten() \
if results.left_hand_landmarks else np.zeros(21*3)
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body keypoints = np.array([[result.x, result.y, result.z, result.visibility]
for result in results.pose_landmarks.landmark]).flatten() \
if results.pose_landmarks else np.zeros(33*4)

return np.concatenate([body_keypoints, left_hand_keypoints,
right_hand_keypoints])

Slika 18. Funkcija za konverziju vrednosti kljuénih tataka u jednodimenzionalni niz

Kao 5to je u metodologiji i proceduri snimanja baze pomenuto, svaki snimak
pojedinacnog slova Azbuke sadrZi 40 slika. To znaci da je za ¢uvanje informacija o
kretanju kljucnih tacaka na samo jednom snimku, jednog slova, neophodno
pomnoZziti 40 slika sa 258 numerickih vrednosti. Jedan zapis, na osnovu toga, sadrZi
ta€no 10.320 brojeva. Ovako velika koli¢ina informacija o kretanju kljunih taaka na
snimku(109) svakog slova, pri svakom pokretu, predstavlja dobru osnovu za dalju

obradu i potencijalnu optimizaciju ili izmene.

3.3.3. Zapisivanje kljuénih tacaka sa video snimaka u bazu podataka

Video zapisi dobijeni snimanjem demonstratora pomocu kamere ugradene u
raCunar se koriste samo kao osnova za dobijanje fajlova koji sadrZze koordinatne
vrednosti klju¢nih tacaka na rukama, licu i telu. Rezultat prepoznavanja jedne od
slika u video zapisu je prikazan na slici Slika 15, dok je raCunarski kod koji moze

naknadno da ucita i koristi fajl sa vrednostima prikazan na slici Slika 19.

import numpy as np
import os
import time

def konvertuj_npy fajl_u_csv(file_name):

numpy_niz = np.load(file_name)

ELEMENATA_U_JEDNOM_FREJMU = 33%4 + 21%3 + 21%3

broj_frejma = @

svi_frejmovi = []

for j in range(int(len(numpy_niz)/(ELEMENATA_U_JEDNOM_FREJMU))):
broj_frejma += 1
jedan_red_podataka = []
for i in range(ELEMENATA_U_JEDNOM_FREJIMU):

jedan_red_podataka.append(numpy_niz[i+j*ELEMENATA_U_JEDNOM_FREJIMU])

svi_frejmovi.append(jedan_red_podataka)

print(svi_frejmovi)

try:
np.savetxt(f"{file_name}.csv", svi_frejmovi, delimiter=",")
print(f"Successfully saved {file_name}.csv file.")

except:
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print("Snimanje nije uspelo!")
return

if __name__ == "__main__":
naziv_fajla_za_konverziju = "..\\S5L Program\\D\\170839342851960452-XVID.npy"
konvertuj_npy_fajl u_csv(naziv_fajla_za_konverziju)

Slika 19. Python izvorni kod za &itanje snimljenog NumPy zapisa iz baze podataka

U zavisnosti od namene, konacni skup podataka se moZe prilagoditi
potrebama. Broj od 40 slika u svakom od video zapisa moZe biti umanjen, rezolucija
od 720 x 720 taCaka po slici takode moze biti smanjena, a sve sa ciliem brze obrade
podataka i zbog manje troSenja vremena u modelima masinskog ucenja koju ¢e ovu
bazu koristiti za obu¢avanje. Pomenute vrednosti su za kreiranje inicijalnih video
zapisa koriS¢ene sa namenom da mogu zadovoljiti i potencijalno zahtevnije modele
(Siebert J. Et al., 2021).

Nakon kreiranja finalnog skupa podataka sa velikim brojem datoteka sa
podacima, podela skupa na podskupove za obucavanije i testiranje je vazan korak u
procesu kreiranja kvalitethnog modela masinskog ucenja. Podskupovi se kreiraju za
obuku, testiranje i proveru. Strategija podela podataka koja ce se koristiti odreduje se
na osnovu karakteristika skupa podataka, problema koji se reSava i ciljeva planiranog
projekta maSinskog ucenja. Bitno je paZljivo odabrati strategiju podele kako bi se
osigurala buduca pouzdanocst i preciznost modela, kao i performanse nad

nepoznatim ulaznim podacima.

3.3.4. Kontrola i provera podataka

Kontrola i provera skupa generisanih vrednosti predstavija klju¢ni korak u
procesu pripreme podataka za bilo koji projekat masinskog ucenja. Ovo osigurava
ta€nost, pouzdanost i prikladnost podataka koriS¢enih za obuku i testiranje modela
za Zelieni zadatak. Tehnika generisanja baze podataka SZJ nije dozvoljavala
stvaranje duplih zapisa zbog svog nacina belezenja jedinstvenih video iseCaka. U
proizvedenom skupu podataka takode nije bilo praznih podataka ili informacija koje je

bilo potrebno dodatno popuniti.

Razlozi za odbacivanje i uklanjanje video zapisa iz finalnog skupa podataka
mogu biti:

e Zapisi su napravljeni nenamerno, ukoliko su ruke u$le u kadar;
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e Snimci su zabeleZeni dok se osoba pripremala za snimanje;

e Zapisi su unapred klasifikovani kao neodgovarajuce slovo (snimanje pogresnog
slova);

e Predstavljeni znak gesta koji odgovara SZJ standardu (pogreSna ruka je
koris¢ena ili gest);

e Brzina kretanja gesta nije odgovarala video isecku od 40 slika (prebrzo ili
presporo izveden pokret).

Metodi provere, CiS¢enja i klasifikacije skupa podataka koriS¢eni u procesu
kreiranja SSL baze podataka bili su sledeci:

e Vizuelna provera i klasifikacija podataka na osnovu video ise¢aka,;
e Numericka provera i klasifikacija na osnovu podataka generisanih namenski
generisanim Python kodom.

Vizuelna provera video zapisa za skup podataka je koris¢ena kao prvi korak u
procesu provere ispravnosti podataka. Ovo uklju€uje pregledanje filmova kako bi se
osiguralo da odgovaraju Zeljenim standardima i kriterijumima. Svi neadekvatno
snimljeni video isecci su uklonjeni i smesSteni u posebne fascikle za obrisana slova.
Na slici Slika 20 je prikazana kolekcija nepravilno snimljenih video isecaka.
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Slika 20. Neispravno snimljeni video zapisi

Postoje razli¢iti gotovi raéunarski programi i moduli koji su specijalizovani za

automatizovanje kontrole i ¢iS¢enja podataka. Alati koji se u te svrhe koriste zavise
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od tipa podataka i specifi¢nosti zadatka. Posto je programski jezik Python odabran
kao glavna programska platforma za ovaj projekat, u okviru njega je kreiran modul
koji pomaZe u prepoznavanju neadekvatnih snimaka. Na slici Slika 21 je prikazan
deo racunarskog koda koji prebrojava broj neprepoznatih kljuénih tacaka na svakom
snimku i predstavlja rezultate u preglednoj tabeli. Na taj nacin, program ukazuje na

snimke koji sadrZe ekstremne vrednosti i predlaZe njihovo uklanjanje iz baze.

def prebroj_nulte vrednosti(naziv_fajla):
numpy_niz = np.load(naziv_fajla)
ukupno_vrednosti = len(numpy_niz)
ELEMENATA_U_JEDNOM_FREJMU = 33*%4 + 21%3 + 21%*3
brojac = @
broj_frejma = @
svi_frejmovi = []
ukupan_broj_nula = @
for j in range(int(len(numpy_niz)/(ELEMENATA_U_JEDNOM_FREJMU))):
frejm_sa_nulom = @
broj_frejma += 1
data_row = []
for i in range(ELEMENATA_U_JEDNOM_FREJIMU):

if numpy_niz[brojac] ==
frejm_sa_nulom += 1
ukupan_broj_nula += 1
brojac += 1
svi_frejmovi.append(data_row)
#time.sleep(@.5)
#print("Frame number: ", frame_number, "Frame Zeros: ", frame_zeros)

[T

np.savetxt("jedan_klip.csv", numpy_niz, delimiter=",")
return(ukupno_vrednosti, ukupan_broj_nula)
if __name__ == "__main__":
prebroj_snimke_po_slovima()
prebroj_obrisane_snimke_po_slovima()
fajl_za_snimanje = input("Enter name for the destination .csv file: ")
fajl_za_snimanje += ".csv"
file = open(fajl_za_snimanje, "w")
write = csv.writer(file, delimiter=",")

for key, value in sign_dict.items():
zadato_slovo = key
lista = list_of_files_for_a_letter(zadato_slovo)
lista_nula = [zadato_slovo]
for fajlovi_u_listi in lista:
ukupan_broj_vrednosti, broj_nula =
prebroj_nulte_vrednosti(project_folder + zadato_slovo +
"\\" + fajlovi_u_listi)
lista_nula.append(broj_nula/ukupan_broj_vrednosti*1ee)

lista.insert(@, zadato_slovo)
write.writerows([lista])
write.writerows([lista_nula])
lista = []

file.close()




Slika 21. Funkcija za pronalaZenje neispravnih video zapisa

Rezultat rada funkcije ,prebroj _nulte_vrednosti(naziv_fajla)’ prikazanoj u slici
Slika 21, je generisana datoteka ,sva_slova.csv'. Sadrzaj rezultuju¢e datoteke je
prikazan na slici Slika 22. Za svako slovo Azbuke i svaki pojedinacni snimak je
izracunato procentualno uceSée neprepoznatih kljuénih tacaka koji su prikazani u
kolonama koje pocinju brojem 1. ,Ruke" kolona oznacava broj ruku koji je potreban
da bi se gest prikazao (jedna ili dve ruke). ,AVG" polje prikazuje prose¢nu vrednost
procenata neprepoznatih kljuénih tac¢aka. Polja ,MIN‘ i ,MAX' sadrze ekstremne
vrednosti za zadato slovo. Polja koja sadrze vrednosti su automatski obojena, zbog
lakse identifikacije ekstrema, pa tamnija polja sadrze visoke vrednosti, dok svetla
polja prikazuju niske vrednosti.

Na primer, za slovo A i snimak u koloni broj 13, procenat neprepoznatih
kljugnih tacaka je 93%, Sto podrazumeva da je snimak kreiran greskom i da je
prepoznata jedna ruka u kadru samo u kratkom vremenskom periodu. Taj rezultat
podrazumeva uklanjanje tog snimka iz baze. Na primeru slova X (ZH), vidno
odstupaju vrednosti snimaka pod rednim brojevima 10 i 19. Uklanjanje ekstremnih
vrednosti iz konacne baze podataka je neophodno sprovesti, posto znacajno pomaze
unapredenju kvaliteta i homogenosti podataka koji ¢e se kasnije koristiti u kreiranju
modela maSinskog ucenja. ZadrZzavanjem nepravilno snimljenih podataka u okviru
baze, budu¢i modeli bi bili pogre$no obuceni, S$to bi rezultiralo vecoj nepreciznosti i

nepouzdanosti.
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Slovo [Ruke - |AVG-|MIN-IMAX -|Broj-| 1 [ 2 | 3 |4 (5| 6|7|8(9[10/11/12/13|14(15(16/17(18|19|20
A=A 170{1701170{170[170170{170{170{170{170[170(170{170/1170{170170{170[170{170170]
A=A 2 |16.26/ 0.00 |92.99| 335 [ 35| 48| 26| 41| 21| 1| 13| 48| 19| 25| 14| 17 52| 47] 59| 48| 47| 34| 36
B= 170{1701170{170[170[170{170{170{170/170{170(170{170/170|170170{170[170{170/170]
B= 2 1145|000 )82.76| 243 [10] 4| 4| 3| 7| 8| 8 3| 4| 7|37 4/23| 6] 7| 6| 2| 2[15| 5
V= 170{1701170{170[1701701170{170{170/170{170[170{170/1170{1701170{170[170{17 0|1 70f
V= 2 11334/ 0.00|89.83| 245 [ 21] 5| 4| 20| 20| 22| 24{ 16| 10| 23] 18 4| 5| 2] 6] 7| 8] 4] 6| 5
G=l 17011701170{170{1701701170{170{1701170(170(170{1 701170117011 70{170{170{17 0 170§
G=T 1 131.88|23.81189.272 | 233 | 73| 40| 29| 26| 25| 26| 29| 41| 24| 27| 26| 28| 48| 48| 48[ 42| 28| 31| 29| 24
D=0 17011701170{170{1701701170{170{1701170(170[170{1 701170{1 701 70{170{170{1 70 170§
D=4 2 113.74/000)94.27| 231 [64] 26| 4| 7| 2| 5/10{ 4] 5| 8] 7[29]13|21) 14| 10| 18| 17| 24| 26
DJ=% 17011701170{170{1701701170{170{1701170(170[170{1 701170{170170{170{170{17 0 170f
DI=h| 1 [27.74/183|91.72| 242 [ 44| 76| 26| 28| 26| 28| 28( 29| 30| 24| 27| 25| 37| 36| 29| 35| 37| 36/ 34| 37
E=E 17011701170(1701170170117011 7017011701 70[170{1 701170117011 70{170{170{1 70 170§
E=E 1 |28.78|15.26|87.88| 247 | 73| 42| 26| 27| 26| 24| 25| 26| 25| 26| 24| 24| 24| 30| 28| 31| 32 36/ 32| 29
|ZH=3H| 17011701170{170{1701701170{170{1701170(170[170{1 701170{17011 70{170{170[17 01 70f
ZH=M| 2 [13.84|/061|94.27| 240 [10]12|11] 9] 6] 9|/ 10[ 6] 7| 34{12] 12| 11| 16| 13| 15| 14| 14| 23| 3
Z=3 170{1701170{170[1701701170{170[170/170{170(170{170)170{170170{170[170{170)170]
Z=3 2 |14.97| 0.00 |96.22 | 238 10 16 9[18] 9] 8| 7|11} 13] 9| 39] 38| 20| 26| 20| 25| 16| 11| 10
=W 170{1701170{170[170[170{170{170[170/170{170(170{170/170|170170{170[170{170|170]
1= 1 [31.00{23.20|91.72| 253 [ 50| 34| 26| 25| 26| 26| 24| 32| 25| 24| 25| 44| 35| 32| 35| 38| 38| 34| 24| 27
J=) 170{1701170{170[1701701170{170{1701170{170{170{1701170|170170{170[170{17 01 70f
J=) 1 130.36(20.76|78.92 | 260 [ 43| 24| 23| 23| 24| 24| 26( 27| 27| 28| 23| 31| 27| 25| 30| 28| 29| 29| 26| 27
K=K 17011701170{1701701701170{170{1701170(170(170{1 701170|1701170{170{170{17 0 170f
K=K 2 11425/000|75.09| 261 [ 48] 40| 1[42] 1| 1| 0[41]| 21| 47| 48 25| 47| 16| 44| 39| 45| 34| 47| 46
L=N 17011701170{17011701701170{170{1701170{170[170{1 701170{1 7011 70{170{170{1 70 1 70f
L=n 1 2691|061 )95.55] 475 [ 26] 26| 26| 26| 23| 24| 24 24| 27| 24| 26| 25| 26| 23| 25| 25| 51| 52| 24| 29
U=/b 170{1701170{170{1701701170{170{1701170{170[170{1701170{170170{170{170{17 0 170f
U=/b| 2 |10.07|/0.00|68.69| 215 [14]| 37|48\ 48| 6 1| 0Of 1] 1| 1| 0f 1| 1| 4] 37| 45| 46| 19| 31| 27
M=M 17011701170{17011701701170{170{1701170{170[170{1 701170{1701170{170{170{1 70 170§
M=M| 2 |11.64|0.00)89.16] 248 | 15| 0{12| 1 2 43|12| 2{10| 2| 4| 5/36| 2| 89(48|13[ 12| 7| 6
N=H 17011701170(17011701701170{1 7017011701 70[170{1 701170117011 70{170{170{1 7D 1 70f
N=H 2 9.58 | 0.00|52.06| 233 | 40| 5| 1| 4] 5 4| 2] 3] 3] 1| 4] 3| 2| 2] 2] 1| 0Of 2| 2|14
Ni=H 170{1701170{170{170[170{170{170{170/170{170(170{170/170|170/170{170[170{170|170]
Ni=tb| 2 9.771000|89.83[227 | 47| O] 1| 2| 2) 1] 1] 0| 1] 1] 2] 6/ 0] 0/42[34] O] 4] 5| 4
0=0 170{1701170{170170170{170{170[170{170{170{170{170/1170{170170{170[170{170170]
O=0| 1 [28.29|6.10[94.27| 428 | 47| 34| 8| 27| 56| 29| 24| 44| 24| 24| 25| 27| 30| 29| 26| 25| 27| 24| 27| 42
P=0 170{1701170{170[170[170(170{170{170/170{170[170{170/170{170170{170[170{170/170]
P=0 2 [11.17{0.00]95.55] 384 | 45] 4 4] 4l 21 2 4] 3] 4] 2] 2| 3] 3] 79] 23] 13| 13[ 12] 13] 38
R=P 17011701170{170(1701701170{1 7017011701 70(170{1 701170117011 70{170{170{1 70 1 70f
R=P 1 |2856[9.16|91.72| 308 [ 35] 21| 30| 30| 27| 26| 18[ 23| 9| 31| 14| 29| 31| 32| 37| 27| 26| 25| 26| 27
5=C 17011701170{170{1701701170{170{1701170{170[170{1701170{170170{170{170{17 011 70f
5=C 1 |28.26(10.38)96.83 | 315 [ 48] 24| 25| 24| 24| 25| 25| 24| 24| 24| 24| 26| 24| 24| 42| 29| 24| 24| 27| 24
T=T 17011701170{170{1701701170{170{1701170(170[170{1 701170{1 7011 70{170{170{1 70 170§
=T 2 942 100019044317 | 3| 2| 2| 4 4 2| 1| 1| 1| 2| 0] 1{19] 5/ 27[ 10| 7| 4] 7| 6
CC=h 170{1701170{170{1701701170{170{1701170{170[170{1701170{170170{170{170{17 0170}
CC=h| 1 |[30.55{10.99|80.87| 319 [ 45) 45| 44| 33| 33| 29| 31/ 32) 31| 35| 32| 31| 28| 38| 46| 47| 47| 48| 29| 31
U=y 170{1701170{170[1701701170{170{170/170{170(170{170/170{170170{170[170{17 011 70f
U= 2 |1431/000|84.83| 221 (48] 6/ 10| 4| 4] 2|10{12] 5| 5] 7| 9| 16| 20| 11| 56| 29| 26| 25| 27
F=g 170{1701170{170[170[170{170{170[170/170{170(170{170/170|170170{170[170{170|170]
F=g 2 |13.70( 061 |94.94 | 203 | 24| 13| 12| 27| 24| 29| 26| 26| 23| 24| 21| 16| 31| 8] 5| 10| 7| 13| 11| 16
H=X 170{1701170{170[1701701170{170{170/170{170[170{170/170{1701170{170[170{17 0 170f
H=X 2 11035/ 000]9555| 322 (48] 46| O] 1| O] 1| 1/48] 1] 2{ 3[ 9] 4] 2] 6 1| 4] 2| 0] 2
C=L 17011701170{170{1701701170{170{170{170(170[170{1701170|170170{170{170{17 0170}
C=Ll 1 [30.19]|23.81191.72| 299 | 47| 26| 24| 24| 27 24| 27| 31| 25| 27| 24| 27| 84| 35| 31| 78| 32| 26| 27| 32
CH=4 17011701170{1701701701170{170{1701170(170[170{1 701170{1 7011 70{170{170{1 70 170§
CH=M| 2 [1491/000)|8988| 283 | 3| O 7| 1] 1| 1| 4{ 2] 0] 3| 62(45] 8] 3| 7| 2| 4| 4 4| 8
DZ=L1 17011701170{170{1701701170{170{1701170(170(170{1 701170{1701170{170{170{17 0| 170f
DZ=l)| 2 [13.27/000|71.60] 273 [45] 1| 4| 5] 1| 5| 2{ 5] 5| 2| 8[56] 7| 4] 4] 3| 3| 3 2
SH=1l 17011701170(1701701701170{170{1701170(170[170{1 701170117011 70{170{170{1 70 1 70f
SH=WIl 2 110.22|0.00186.60] 268 | 13| 5] 6| of 1 8 6| 7| 7| 1| 0] Of 87 23[21/20] 5/ 6| 8[17

Slika 22. Procenat neprepoznatih kljuénih taaka po slovu, po snimku

Primetna je razlika u broju neprepoznatih klju¢nih tacaka izmedu gestova koji

se prikazuju jednom ili sa dve ruke. Veci broj neprepoznatih tacaka sadrze gestovi

koji se izvode samo sa jednom rukom, pos$to je jedna ruka uvek van kadra za

snimanje. Prosek od oko 9.6% nultih vrednosti za gestove koji se izvode pomocu dve

ruke je znac¢ajno manji od jednorucnih gestova koji imaju prosek od oko 27.8% nula

po video snimku.
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Slika 23 prikazuje prosecan procenat nultih vrednosti po slovu, pre uklanjanja
nepraviino snimljenih video snimaka i nakon uklanjanja. Crvena linija prikazuje
maksimalne procente po slovu, pre &iS¢enja baze, dok plava predstavlja maksimume
nakon cCiscenja. Znacajno umanjenje ekstremnih vrednosti obezbeduje kvalitetniju
finalnu bazu podataka. Zuta linija prikazuje prose¢ne procentualne nulte vrednosti

pre €iS¢enja, dok zelena uzima vrednosti nakon ¢is¢enja.

Dataset statistics [2ero values) before and after data cleanup, validation and proper classification
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Slika 23. Prikaz broja video snimaka pre provere i nakon brisanja neprihvatljivih

snimaka

Na slici Slika 24 je prikazana promena u kvalitetu podataka preuzetih za bazu
podataka dvoru€nih znakovnih gestova nakon uklanjanja neodgovarajucih. Primetan
je znacajan pad u svakom od slova Azbuke u procentu koji pokazuje neprepoznate
kljutne tacke u video zapisima.
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Statistika dvoruénih gestova (nulte vrednosti) pre i nakon verifikacije podataka
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Slika 24. Pre i nakon CiS¢enja za dvoruéne gestove

Slika 25 pokazuje pad u procentu snimaka sa nultim vrednostima u
jednoruc¢nim gestovima srpskog znakovnog jezika. Zavrdni procenti su veéi od
gestova za dvorucne, posto je jedna ruka uvek van kadra, pa sa nje kljucne tacke
nikada nisu prepoznate, pa se beleze nule.
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Statistika dvoruénih gestova (nulte vrednosti) pre i nakon verifikacije podataka
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Slika 25. Pre i nakon ¢iSc¢enja za jednorucne gestove

3.3.5. Konacni oblik i veli¢ina baze podataka

Broj snimaka koji ne zadovoljavaju uslove su uklonjeni iz konacne baze
podataka, a na slici Slika 26 su prikazani crvenom bojom. Ispravni fajlovi, koji
zadovoljavaju kriterijume, a zadrZzani su za kona¢nu bazu, su obojeni plavom bojom
(Radakovi¢ M. et al, 2024).
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Slika 26. Broj odbac¢enih snimaka i konacni broj usvojenih snimaka za bazu podataka

Ukupan broj snimljenih video klipova je 8.346, od kojih je uklonjeno i obrisano
neodgovarajucih i greSkom snimljenih 621, sto je podrazumeva da je u finalnoj bazi
podataka saCuvano 7.725 fajlova. U proseku, svako slovo je prikazano i raCunarski

obradeno oko 257 puta.

3.4. Diskusija rezultata snimanja gestova koji predstavljaju slova
azbuke srpskog znakovnog jezika

Skup podataka razvijen i prikazan u okviru ove disertacije se bazira na
gestovima SZJ i moze se koristiti za izgradnju razlicitih modela masinskog ucenja.
Klju¢ne tacke koje opisuju prikazane gestove su izdvojene iz video klipova i
saCuvane u numerickim NumPy fajlovima (Sapre A., Vartak S., 2020). Snimljeni
video zapisi se mogu koristiti i naknadno, kao osnova za drugaciju obradu podataka
koris¢enjem drugih tehnika radunarske vizije. Za potrebe ovog istraZivanja, kori§¢ena
je MediaPipe platforma za prepoznavanje koordinata kljuénih tac¢aka koje odreduju
pokrete demonstratora.

Snimci su prikupljeni od 41 pojedinca i to u u€ionicama, kancelarijama ili kod
kuce - koristeci obican laptop racunar. Na ovaj metod prikupljanja podataka ne uticu
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negativno spoljni uslovi i moze se replicirati u razli¢itim okruzenjima. U¢esnik u
snimanje sedi na stolici, u prirodnom polozaju, dok se raunar nalazi na stolu, ispred
njega. Sa ovakvom postavkom, moguce je naknadno proSiriti skup podataka, posto
se lako mogu ustanoviti slicni radni uslovi. Dodatno, prilikom koris¢enja modela
masinskog uenja baziranog na ovakvom skupu podataka za prepoznavanje gestova
SZJ, korisnici ¢e biti u slichom, skoro istom, polozaju kao prilikom procesa
prikuplianja podataka. Zbog toga ¢e model biti pouzdaniji i proizvoditi preciznije

rezultate.

Da bi se postigli kvalitetniji rezultati i smanjila koli¢ina beskorisnih i greskom
snimljenih video zapisa, pripremlijen je instruktivni video, koji je prikazan svim
uCesnicima pre ucestvovanja u istraZzivanju. Standardizacija gestova, dinamika
pokreta i standardizacija postupka snimanja u celosti - rezultirali su generisanjem

efikasnijeg skupa podataka SZJ sa malim procentom greSaka.

Prose¢no trajanje snimanja sastojalo se od oko 20% vremena u kojem ruke
ulaze u kadar, 60% vremena snimka je sadrzalo sam pokret znakovnog jezika
rukama i 20% vremena su ucesnici koristili da uklone ruke iz kadra. PoSto se svaki
snimak sastoji od 40 pojedinacnih slika, buduci kreatori modela ML mogu da
prilagode parametre i kvalitet baze pre koriS¢enja u svojim projektima, prema svojim
potrebama. KoriS¢enjem tehnika ratunarske vizije, trenutak kada se jedna od ruku
pojavi u kadru, snimanje od 40 slika pocinje automatski, Cime se proces generisanja

baze ubrzava i ¢ini efikasnijim.

Kako su razli¢iti uéesnici snimanja ulazili i izlazili iz kadra, primecene su i
greske prilikom snimanja. Konacan broj od 621 video klipova uklonjen je od ukupno
8.436. Zajedno sa snimcima koji nisu bili u skladu sa kriterijumima SZJ (pogresna
ruka, nepravilan pokret, itd.), samo 7.44% snimaka napravljeno je greSkom, Sto je

vrlo dobar rezultat.

Pouzdana mera kvaliteta zapisanih podataka je broj nula vrednosti u
identifikovanim slikama kljuénih taCaka ruku i tela. Jedan koristan nacin za
identifikaciju snimaka koji nisu u skladu sa oCekivanim kvalitetom zapisa jeste obrada
svih rezultujucih datoteka i identifikacija onih koji imaju veci procenat nula vrednosti ili
znacajno odstupaju od proseka. Vizuelna kontrola video datoteka koriS¢ena je kao

dodatna mera, kako bi se obezbedilo uklanjanje snimaka iz konac¢nog skupa
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podataka, nakon numericke evaluacije i oznacavanja datoteka sa ekstremnim
vrednostima.

Poredenje baze SZJ sa drugim sli€nim bazama podataka je prikazano na slici
Slika 27. Broj u¢esnika i broj snimaka po obradenom gestu je u vrhu svih pronadenih

baza, koje su prikazane i obradene u poglavlju koje se bavi pregledom literature.
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Slika 27. Poredenje kreirane baze podataka SZJ sa drugim bazama

Rezultat angazmana demonstratora gestova SZJ je sveobuhvatna, kvalitetna i
obimna baza podataka slova srpske Azbuke, koja je prekontrolisana, ociscena,
obradena i pripremljena za korid¢enje u budu¢im razli¢itim modelima masinskog
uenja. Ona se moZe koristiti u izvornom obliku, izmeniti, prilagoditi, a takode se
moze raditi i na njenom prosirivanju i unapredenju. Zbog toga Sto je omogucéeno da
bude javno dostupna, ofekuje se njena kontinuirana dalja dorada, unapredenje i
uvecanje. Takode se oCekuje i veliki broj razlicitih modela masinskog uéenja kreiranih

na osnovu nje, za razli¢ite namene.
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4. Kreiranje modela masinskog uéenja

Termini ,vestatka inteligencija“, ,maSinsko ucenje” i ,duboko ucenje* se
koriste Cesto, naizmenicno i nasumicno, ali medu njima postoje jasne razlike (slika
Slika 28). Termin ,veStacka inteligencija“ je prikladan za situacije kada se govori o
masinama koje imitiraju ljudske moguc¢nosti za reSavanje problema ili donoSenja
odluka. Vestacka inteligencija je uop3teni termin, koji u svom okviru sadrzi masinsko i
duboko ulenje. Masinsko uenje predstavlja poseban deo vestacke inteligencije koji
je specijalizovan za koriSéenje razli¢itih algoritama sposobnih za samostalno u€enje,
za proizvodnju znanja generisanog iz podataka, radi predvidanja rezultata. Duboko
ucenje predstavlja poseban podskup masinskog u€enja, najéesce znacajno uvecanih
parametara i neuronskih slojeva, koji funkcioniSe bez potrebe za ljudskom
intervencijom, a u cilju grupisanja podataka i uoavanja ljudskom oku teSko uocljivih
zakonitosti u rezultatima (Kaiming H. et al., 2016). Da bi se model masinskog ucenja
tretirao kao model dubokog ucenja, podrazumeva se da mu je broj neuronskih
slojeva veci od tri, kao i da je u pitanju nenadgledano ucenje.

i NADGLEDANO UCENJE 3:, g ;

: e o A :

: ) 520 5

i NENADGLEDANO UCENJE ;

STac . DUBOKO i
VESTACKA | MASINSKO  \;ceNuE Uz PODSTICAE UGENJE |
INTELIGENCIJA | UCENJE 5

Slika 28. Odnos izmedu vestacke inteligencije, masinskog ucenja i dubokog ucenja

4.1. Teorijska osnova masinskog u¢enja

Masinsko ucenje (MU), kao podskup vestacke inteligencije, moze se podeliti
na tri osnovne grupe (Batta M., 2018). Kao $to je prikazano na slici Slika 29, MU se
deli na nadgledano ucenje (supervised learning), nenadgledano ucenje
(unsupervised learning) i uCenje uz podsticaje (reinforced learning).
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« Klasifikacija

» Regresija

« Grupisanje podataka

\ « Smanjenje dimenzionalnosti
MASINSKO :::::Z:::ZZIZZ:Z::I:IZ:I:IZ:::Z::Z:::Z::ZII
UCENJE |

» Nagrade za agenta
\ » Kazne za agenta

e

Slika 29. Klasifikacija masinskog ucenja

Nadgledano ulenje podrazumeva da su podaci pre koriS¢enja za kreiranje
modela masinskog ucenja oznaceni, imenovani ili klasifikovani na nacin na koji se
precizno opisuju karakteristike podataka. Oznacavanje i klasifikacija podataka moze
biti jednostavno ili moZe da sadrzi i kompleksne atribute, ali je vazno da na potreban

nacin podatke opise (Nhangumbe M., 2023).

Nenadgledano uenje se koristi za otkrivanje skrivenih zakonitosti ili grupa
podataka u velikom broju informacija, bez potrebe za ljudskom intervencijom ili
pomoci. Podaci koji se koriste prethodno ni na koji nacin nisu oznaceni, prepoznati ili
unapred grupisani. Kao i nadgledano ucenje, tehnike za nenadgledano ucenje se
takode mogu podeliti na dve: grupisanje podataka (clustering) i smanjenje
dimenzionalnosti (dimensionality reduction). Grupisanje podataka se odnosi na
proces organizovanja objekata u grupe, na osnovu sli¢nosti izmedu njih. Cilj ove
tehnike je da se postigne da objekti unutar iste grupe (klastera) budu sto slicniji jedni
drugima, a da objekti iz razliCitih grupa budu Sto razliitiji je moguce. Smanjenje
dimenzionalnosti se odnosi na tehniku koja se koristi za smanjenje broja atributa ili
karakteristika u skupu podataka. Cilj je da se smanji broj redundantnih i nevaznih
informacija, Sto ubrzava i olakSava analizu podataka, a za posledicu ima poboljSanje

performansi modela.

UCenje uz podsticaje predstavlja vid delimi¢no nadgledanog ucenja, u kome
automatizovani agent (racunarski program), koji funkcionise u tacno definisanom
okruZenju, na osnovu generisanih rezultata, dobija nagrade ili kazne od tog
okruZenja (Ding Z., 2020). Da li ¢e agent da dobije nagradu ili kaznu, zavisi od

preciznosti generisanih rezultata. Na osnovu velikog broja ovih povratnih informacija,
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agent ¢e vremenom korigovati svoj rad i ,nauciti“ da preciznije i pouzdanije ispunjava
postavljeni zadatak.

4.1.1. Arhitektura modela

Prvi korak u eksperimentisanju sa modelom je uklju€ivao prilagodavanje opste
arhitekture modela obliku izvornih podataka. Varijacije u broju i konfiguraciji LSTM
slojeva, uklju€ujuéi broj jedinica unutar svakog sloja, zna¢ajno uti€u na sposobnost
modela da ,naudi“ sloZzene zavisnosti unutar podataka. Eksperimentisano je i sa
uvodenjem dvosmernih Bidirectional LTSM slojeva, kako bi se omogucilo modelu da
bolie ,razume” kontekst, tako $to prolazi kroz sekvencijalne podatke u oba smera —

unapred i unazad.

4.1.2. Sprecavanje prevelikog prilagodavanja modela podacima

Za potrebe kreiranja modela iz ove disertacije, uzete su u obzir i tehnike
regularizacije. Regularizacija je jedna od vaznih komponenti u oblasti masinskog
ucenja, koja se koristi za spre¢avanje prevelikog prilagodavanja modela podacima
koji su obezbedeni za obufavanje. Do prevelikog prilagodavanja dolazi kada kreirani
model postane previse kompleksan i naudi detalje i Sumove u setu podataka za
obucavanje do te mere da mu se smanjuje sposobnost rada na novim, prethodno
nikad videnim podacima (Caruana R., 2000). Tehnike regularizacije efikasno
ograni¢avaju sloZenost generisanog modela i osiguravaju da se univerzalnije obudi i
pruzi bolje performanse u radu. Tehnike koje spadaju u oblast regularizacije su L1
(Lasso), L2 (Ridge), elastitna mreza (Elastic Net), proredivanje podataka (Dropout),
rano zaustavljanje obucavanja (Early Stopping). Primena regularizacije zahteva
pazljiv izbor hiper-parametara, kao Sto su intenzitet regularizacije za L1 i L2,
verovatnoca isklju€ivanja za proredivanje podataka i kriterijlumi za rano zaustavljanje.
Optimalni hiper-parametri u modelu ¢esto zavise od specificnog skupa podataka i
problema, te se obiéno naknadno odreduju i prilagodavaju kroz proces provere sa

posebno odvojenim podskupom podataka za tu namenu.

4.1.3. Optimizovanje hiper-parametara modela

Optimizacija hiper-parametara, ukljucujuci stopu ucenja, veliCinu serije (baich
size) i broj epoha (jedan prolaz modela kroz ceo skup podataka), klju¢na je za finu

kalibraciju procesa obuke. Tehnike kao $to su ,nasumiéna pretraga (Random
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Search) i Bajesova optimizacija (Bayesian Optimization) mogu se Kkoristiti za
sistematsku analizu hiper-parametara i identifikovanje optimalnih konfiguracija
(Feurer M., Hutter F., 2019

Nasumicna pretraga je tehnika optimizacije hiper-parametara koja uklju€uje
nasumiéno odabiranje vrednosti za hiper-parametre iz unapred definisanih opsega ili
raspodela. Ovaj pristup se Cesto koristi zbog svoje jednostavnosti i sposobnosti da
otkrije dobra resenja u velikim i sloZzenim modelima. lako nasumi¢na pretraga moze
biti manje efikasna od drugih metoda optimizacije, jer ne koristi informacije iz
prethodnih evaluacija, njegova glavna prednost leZi u sposobnosti da brzo pokrije
Sirok spektar mogucih vrednosti.

Bajesova optimizacija je napredna tehnika za optimizaciju hiper-parametara
koja koristi Bajesovu statistiku da bi iterativno izgradila model prostora hiper-
parametara i efikasnije pretrazila njihove najbolje vrednosti. Ova metoda se oslanja
na minimalizovanje funkcije gubitaka (loss function), kako bi procenila koje vrednosti
hiper-parametara bi mogle dovesti do najbolje performanse modela. Ova tehnika je
efikasna u pronalazenju optimalnih vrednosti hiper-parametara sa malim brojem
evaluacija, posto koristi prethodno dobijene rezultate, $to je Cini pogodnom za velike
skupove podataka i kompleksne modele. Ona zbog toga zahteva sloZenije

matematicke i statisticke metode u odnosu na optimizaciju nasumicne pretrage.

4.1.4. Metode naprednih tehnika

Napredne tehnike u masinskom uéenju obuhvataju Sirok spektar metoda,
dizajniranih da pobolj$aju performanse, efikasnost i funkcionalnost modela. Zasnivaju
se na primeni postojeCeg znanja steenog na jednom zadatku za poboljSanje
performansi na drugom, generisanju novih uzoraka iz postojecih, fokusiranju na
ograni¢ene delove podataka, kombinovanju tehnika predvidanja iz razlicitih modela i
sli¢no. Veliki broj trenutno dostupnih i razvijenih metoda ovog tipa pomaZzu reSavanju
sloZenih problema u masinskom ucenju, neprestano se razvijaju i adaptiraju za nove

izazove i zadatke.

4.1.5. Procena rada modela

Evaluacija modela je klju¢an korak u procesu razvoja masinskog ucenja, koji
omogucava ocenjivanje performansi modela i njegovo poredenje sa drugim
modelima. Za potrebe ovog istrazivanja i disertacije, kreiran je veliki broj razlicitih
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modela koji su bili viSe ili manje uspesni. Ovaj proces u zavisnosti od vrste modela
moze da ukljuci koriSc¢enje specifi¢nih merila, prikazanih u tabeli Tabela 4.

Tabela 4. Procena rada modela

Klasifikacioni zadaci Regresioni zadaci
- tacnost (accuracy) - srednja kvadratna greSka (mean squared error)
- preciznost (precision) | - srednja apsolutna greska (mean absolute error)

- 0dziv (recall)

- F1 rezultat

Vazno je primeniti evaluaciju na odvojenom skupu podataka koji nije koriséen
tokom obuke, kako bi se osigurala objektivnost ocene. Unakrsna provera, posebno
tehnika ,k-fold cross validation®, €esto se koristi za dobijanje pouzdanije ocene
performansi modela. Ova tehnika evaluacije modela masinskog ucenja osigurava
bolie iskoriS¢enje podataka podelom celokupnog skupa podataka na k manjih
podskupova. Proces se odvija tako $to se model obu€ava na k-1 podskupova, dok se
preostali podskup koristi kao skup za procenu performansi modela. Ovaj postupak se
ponavlja k puta, pri €emu se svaki podskup jednom Koristi kao podskup za testiranje.
Na kraju se uzima prosecna vrednost rezultata evaluacije iz svih k iteracija, kako bi
se dobila sveobuhvatna ocena performansi modela. Cest izbor za k je 10, iako se ta

vrednost moze prilagodavati u zavisnosti od veli€ine i prirode skupa podataka.

Evaluacija modela ne samo da pomaze u odredivanju koliko je model dobar u
predvidanjima, ve¢ pruza i uvid u njegove moguce slabosti, vodeéi ka daljem finom
podesSavaniju i poboljSanju. Procena rada modela kroz rigorozno testiranje, ukljucujuci
upotrebu odvojenih skupova podataka za obucavanje, proveru i testiranje,
omogucava i detaljnu analizu performansi. Upotreba pomenutih merila, pruza uvid u

sposobnosti modela i podruéja koja zahtevaju dalje pobolj$anje.

4.1.6. Uporedna analiza razli¢itih modela

Uporedna analiza modela masinskog ucenja predstavija proces evaluacije i
poredenja performansi razliitih modela da bi se identifikovao onaj koji najbolje
reSava odredeni problem. Ovaj proces obuhvata upotrebu jedinstvenih skupova
podataka za obuku i testiranje, kao i istih mera evaluacije, poput tacnosti, preciznosti,
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odziva, F1 rezultata ili srednje kvadratne greSke, kako bi se osigurala objektivnost i
pravednost u poredenju. Uporedna analiza moze ukljuciti razliCite tipove modela,
hiper-parametre, tehnike obrade podataka i strategije obucavanja modela, Sto
omogucava dublje razumevanje prednosti i slabosti svakog modela u kontekstu
specificnog problema. Osim toga, uporedna analiza mozZe pruZiti uvide u sloZenost
modela, vreme obuke i izvrSavanja, kao i njihovu sposobnost generalizacije na
nikada pre videnim podacima. Ovaj pristup je klju€an za donoS$enje informisanih

odluka prilikom odabira optimalnog modela za implementaciju u realnim aplikacijama.

Kroz sistematsko eksperimentisanje i primenu razli€itih strategija izrade
modela masinskog uc€enja, ovaj rad tezi ka razvoju funkcionalnog i preciznog modela
za Kklasifikacijju znakovnog jezika, sa naglaskom na optimizaciju performansi i
prilagodljivosti. Kontinuirani napredak i iterativno poboljSanje, uz upotrebu
najsavremenijih tehnika i pristupa, su klfjuni za postizanje visokog nivoa
upotrebljivosti generisanog modela. U poglaviju 4.2. je predstavljeno poredenje
modela sa kojima je eksperimentisano, a kao glavni pokazatelj je koriS¢ena

preciznost predvidanja (Accuracy).

4.1.7. Principi poredenja performansi kreiranih modela

Kao 5to je prikazano na slici Slika 17 i u jednacini 9, baza podataka koja se
koristi za kreiranje modela masinskog u¢enja sadrzi oko 300 snimaka po znakovnom
gestu, dok se svaki od snimaka sastoji od 10.320 numeriCkin vrednosti. Ove
numericke vrednosti su safuvane u pojedinacnim datotekama u obliku
jednodimenzionalnih NumPy nizova, zbog lak3e manipulacije i koriS¢enja. Svaki
pojedinacni fajl sadrzi 258 numeri¢kih koordinatnih vrednosti kljuénih tacaka za po 40
pojedinacnih slika, $to ukupno €ini 10.320 numerika. Uzimajuci u obzir strukturu,
veli€inu i tip podataka, izvedeno je istraZivanje razli¢itih pristupa i tehnika koje se
mogu koristiti za kreiranje odgovaraju¢eg modela masinskog ucenja za ovakav tip
podataka. Model za prepoznavanje gestova znakovnog jezika je potrebno bazirati na
osnovu sekvencijalnih, vremenski povezanih podataka dobijenih iz serija slika
(pokreti ruku i tela). Pored vremenske komponente, podaci sadrze i numericke
vrednosti, koje predstavljaju prostorne veliCine (koordinate kljucnih tataka). Zbog
prisutne vremenske komponente u podacima, u ovom radu su koris¢ene tehnike
zasnovane na rekurentnim neuronskim mrezama (RNN), sa posebnim fokusom na

LSTM (Long Short-Term Memory) mreze, a u cilju poboljSanja rezultata klasifikacije.
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Eksperimentisano je sa velikim brojem razli¢itih tehnika i kombinacija modela, a u

cilju pronalazenja sistema koji proizvodi najbolje rezultate (Desai R. J., 2020).

U kontekstu obrade i analize jednodimenzionalnih nizova koji sadrze kljuéne
taCke prstiju i tela, specifiCan izazov predstavlja ekstrakcija relevantnih karakteristika i
njihova dalja interpretacija. Ovaj skup podataka, iako bogat informacijama, zahteva
koris¢enje pazljivo odabranih metoda masinskog ucenja koje mogu efikasno da

obrade i analiziraju takav skup podataka.

Pri odabiru arhitekture modela, posebno broja slojeva, potrebno je uzeti u
obzir sloZenost i prirodu podataka. Modeli sa vec¢im brojem slojeva, imaju sposobnost
da ue sloZenije obrasce, ali sa povecanim rizikom od prevelikog prilagodavanja
podacima. To je posebno uodlivo kod baza sa ograni¢enim skupovima podataka.
Zbog toga, modeli kreirani u pocetku projektovanja, obuhvataju upotrebu manjeg
broja slojeva, sa postepenim poveéanjem tokom procesa eksperimentisanja, sve dok
se ne postigne optimalna ravnoteZa izmedu sposobnosti funkcionisanja i tacnosti
modela.

Za obradu jednodimenzionalnih nizova numerickih vrednosti koji predstavljaju
kljucne tacke, slojevi koji mogu efikasno modelovati odnose izmedu susednih i
udaljenih tacaka unutar niza su od sustinskog znacaja. Slojevi poput 1D
konvolucionih slojeva (Convi1D) mogu biti posebno korisni u ovom kontekstu, jer
omogucavaju modelu da nauci hijerarhijske karakteristike iz sekvencijalnih podataka.
Osim toga, slojevi za smanjenje dimenzionalnosti, kao $to su slojevi za grupisanje
(pooling layers), mogu se koristiti za smanjenje broja parametara i poboljSanje
efikasnosti modela, dok istovremeno Cuvaju vazne karakteristike.

Dubina modela, broj i vrsta neuronskih slojeva treba da budu uskladeni sa
sloZzenoS¢u i tipom podataka, kao i sa ciljevima analize, uz neprestano pracenje
rizika od prevelikog prilagodavanja. Eksperimentisanje i iterativni pristup, uz osvrt na

postojeca istrazivanja i nauénu praksu, klju€ni su za postizanje optimalnih rezultata.

KoriS¢ena je ista programska struktura za sve kreirane modele maSinskog
ucenja, kao na slici Slika 30. Akcenat u procesu programiranja je stavljen na
funkcionalnost i krajnji cilj aplikacije, dok se manje paznje posvecivalo samoj estetici i

strukturi kdda. Prikazani racunarski kéd moze biti unapreden dodavanjem funkcija za

70




automatsko prepoznavanje gre$aka, omoguéiti unos proizvoljnih promenljivih

parametara, unaprediti i obogatiti graficki interfejs, itd.

import os

import numpy as np

import tensorflow as tf

from tensorflow import keras

from keras import layers

from datetime import datetime

from sklearn.model selection import train_test_split

sign dict = {"A B" 5 5 : "E":"E",
"ZH" K", "ZU: 5 : 5 : S : S : "L]!
"MTMT, O UNYIUHY, UNDTITRM, MOM: 5 : 5 : , "s": B
TUtTT, “CCtitmt, "utityn, : 5 : 5 gty MCHUiTYY,
"DzZ":"Y", "SH":"W"}

# Pretvaranje kljuca u numericke vredngsti, prikladne za ML model

sign dict_to_int = {"A":@, "B":1, "V":2, :3, "D":4, "DJ":5, "E":6, "ZH":7,
"z":8, "I1":9, "J":10, "K":11, "L":12, "LJ":13, "M":14,
"N":15, "NJ":16, "0":17, "P":18, "R":19, "S":28, "T":21,
"Cc":22, "U":23, "F":24, "H":25, "C":26, "CH":27,
"DZ":28, "SH":29}

def sacuvaj_sve_podatke(fajl_za_snimanje):
print("# Uc¢itavanje svih podataka u jedan veliki fajl - data.csv,
a nazivi su u fajlu - labels.csv")
print("Naziv fajla: ", fajl _za_snimanje)
data = []
labels = []
vreme_pocetno = datetime.now()
counter = @
for sign_label, value in sign_dict.items():
polder_path = f"./{sign_label}/"
tor file_name in os.listdir(folder_path):
if file_name.endswith(".npy"):
file _path = os.path.join(folder path, file name)
array = np.load(file path)
data.append(array)
# U labels s
# a ne n ( I )
labels.append(sign_dict_to_int[sign_label])
counter += 1
print(f"{counter}. Pridruzujem bazi sve fajlove iz\
foldera slova [{sign_label}]")

vreme_nakon_ubacivanja_podataka = datetime.now()

print(f"Pocetno vreme: {vreme_pocetno}")

print(f"Vreme nakon ubacivanja podataka: {vreme_nakon_ubacivanja_podataka}")
print(f"Proteklo vreme: {vreme_nakon_ubacivanja_podataka-vreme_pocetno}")

13ilnt("Pretvori liste u NumPy nizove")

data = np.array(data)
labels = np.array(labels)




print("Podaci se snimaju u fajlove...")
np.savetxt(fajl_za_snimanje + "_label.csv", labels, delimiter=',")
print(f"Snimljene su oznake slova u: {fajl_za_snimanje}_label.csv")
np.savetxt(fajl_za_snimanje + "_data.csv", data, delimiter=',"')
print(f"Snimljeni su podaci u: {fajl_za_snimanje}_data.csv")

except:
print("Doslo je do gredke tokom snimanja fajla. Fajl nije kreiran.")

return data, labels

ucitaj_sve_podatke(fajl_za_ucitavanije):

data = []
labels = []

try:
print("U¢itavanje podataka je u toku...")
labels = np.loadtxt(fajl_za_ucitavanje + "_label.csv", delimiter=","')
print(f"Utitane su oznake slova iz: {fajl_za_ucitavanje}_(labels).csv")
data = np.loadtxt(fajl_za_ucitavanje + "_data.csv", delimiter=',")
print(f"Ucitani su podaci iz: {fajl_za_ ucitavanje}_data.csv")

except Exception as e:
print(f"Doslo je do greske pri ucitavanju:{e}. Podaci nisu ucitani!")

return data, labels

Slika 30. Programska oshova za kreiranje eksperimentalnih modela

Pocletni deo programa prikazanog na slici Slika 30 prikazuje module koju su
kori§¢eni u programu. Predstavljeni su i recnici kojima su definisana slova Azbuke i
nacin na koji ¢e ih program koristiti i tumaciti. Takode, prikazan je i re€nik koji slova
predstavlja u numerike koji se mogu koristiti u modelima masinskog udenja za

potrebe klasifikacije.

Drugi deo racunarskog programa prikazuje funkciju ,snimi_sve_podatke", koja
za cilj ima da procita podatke iz unapred pripremljenih NumPy fajlova iz svih foldera i
sacCuva ih zajedno u jedan veliki fajl. Ovako kreirani fajl sa svim podacima ¢e se
kasnije koristiti za obu€avanje modela. Sam proces ¢itanja svih pojedinaénih NumPy
datoteka moZe da potraje za 7752 fajla oko 4 minuta, $to ukoliko bi se ponavljalo za
svaki eksperiment i probu modela bi zna&ajno usporilo proces istrazivanja. Cuvanjem
svih podataka u jedan fajl i naknadnim ¢itanjem iz njega, proces se desetostruko
ubrzava i smanjuje se potrebno vreme za isprobavanje razliCitih vrsta modela na
ukupno oko 34 sekunde. Na slici Slika 31 su prikazane veli¢ine i nazivi dva kreirana

fajla pomocu ove funkcije.
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B svi_podaci_label.csv (-] 3/17/2024 22:55 ficrosoft Excel Comma Separated Values File 97 KB

B svi_podaci_data.csv [-] 1 ficrosoft Exc m epara Va File

Slika 31. Kreirane datoteke sa svim grupisanim podacima i nazivima

Trec¢i deo ra¢unarskog programa sadrzi Python funkciju ,ucitaj_sve_podatke"
koja za cilj ima da ucita unapred pripremljen i snimljen fajl tipa ,csv' (comma
separated values) sa podacima i pripadajucim oznakama za te podatke (prikazani na
slici Slika 31). Funkcionisanje programa pri uCitavanju sveobuhvatne baze je

prikazano na slici Slika 32.

Da 1i Zelite da koristite ranije snimljene podatke ili da ponovo kreirate bazu iz
svih foldera:

[S]nimi sve u novi fajl sa svim podacima / [U]¢itaj sve iz fajla sa svim podacima:
u

Ucitavanje podataka je u toku...

Ucitane su oznake slova iz: svi_podaci_(labels).csv

Ucéitani su podaci iz: svi_podaci_data.csv

data.shape: (7752, 1@320)

labels.shape: (7752,)

Podeli podatke u podskupove za obucavanje i testiranje

X_train.shape: (6201, 18328)

X_test.shape: (1551, 10320)

y_train.shape: (6281,)

y_test.shape: (1551,)

X_train_reshaped.shape: (6201, 48, 258)

X_test_reshaped.shape: (1551, 48, 258)

Slika 32. U&itavanje prethodno generisanog fajla sa svim podacima

U centralnom delu programa za kreiranje modela maSinskog ucenja,
prikazano je koriS¢enje prethodno kreiranih funkcija za grupisanje, snimanje i
utitavanje podataka, preoblikovanje podataka iz jednodimenzionalnog niza u
dvodimenzionalnu matricu, kao i sam postupak projektovanja modela, njegovog
kreiranja i testiranja. Na slici Slika 33 je pocetni deo koda, koji prikazuje mogucénost
korisnika da ucita unapred pripremljeni jedinstveni fajl sa podacima ili kreira novi.
Novi fajl je neophodno kreirati samo ukoliko je doSlo do izmena u samoj bazi
podataka. Ove izmene se mogu odnositi na povecanje broja snimljenih gestova ili
njihovo smanjivanje, u slucaju izbacivanja fajlova koji se svojim kvalitetom ne
uklapaju medu ostale. Nakon ucitavanja iz postojeceg jedinstvenog fajla ili uitavanja
iz postojecih, podaci se dele u dva podskupa. Jedan od njih se koristi za obucavanje
modela (80%), dok se preostali podaci (20%) ne koriste i ¢uvaju se za naknadno
testiranje performansi modela. Uzorak koji se Cuva za testiranje se ne ubacuje u
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model sa namerom da nakon $to je model kreiran, oni sluZe za ispitivanje preciznosti
prognoziranja modela (Tan J., 2021). Podela podataka na podskupove za
obucavanije i naknadno testiranje modela se u prikazanom kédu vrsi pomocu funkcije
otrain_test_split', koja je deo modula ,Scikit-learn® (Pedregosa, F. etal, 2011).
Promenljiva ,test_size"* definiSe procenat podataka koji ¢e biti sacuvan za testiranje,
dok se promenljiva ,random_state" koristi u generisanju pseudo-slucajnih brojeva.
Ovaj parametar se Cesto koristi u masSinskom ucenju i analizi podataka kako bi se
osiguralo da se eksperimenti mogu ponoviti na isti nacin, tj. kako bi se osiguralo da
se isti rezultati dobiju svaki put kada se isti kdd pokrene. Kada se postavi
.random_state" promenljiva na odredenu vrednost (kao npr. "42" u prikazanom
programu), to znaci da ¢e se svaki put kada se funkcija pozove s tim istim
parametrom, generisati isti pseudo-sluéajni raspored podataka. Ovo je korisno za
ponovljivost eksperimenata i rezultata, sto je kljuéno u nau€nim istraZivanjima kako bi

se potvrdila pouzdanost rezultata i omoguéila provera rada modela.

if __name__ == "__main__":

print("Da 1i zelite da koristite ranije snimljene podatke
ili da ponovo kreirate bazu iz svih foldera:")
if input("[S]nimi sve u novi fajl sa svim podacima /
[U]éitaj sve iz fajla sa svim podacima: ").capitalize() == "S":
data, labels = sacuvaj_sve_podatke("svi_podaci")
else:
data, labels = ucitaj_sve_podatke("svi_podaci")

24
print("data.shape:", data.shape)

print("labels.shape: ", labels.shape)

ghint("# Split the data into training and testing sets")

X_train, X test, y_train, y test = train_test_split(data, labels,
test_size=0.2,
random_state=42)

6

print

("X_train.shape:
print(

(

(

'X_test.shape:
'y_train.shape:
"y_test.shape:

, X_train.shape)
, X_test.shape)
", y_train.shape)
, y_test.shape)

print(’
print

?_train_reshaped = X_train.reshape((y_train.size, 40, 258))

3
X_test_reshaped = X test.reshape((y_test.size, 48, 258))

Slika 33. Centralni deo programa za kreiranje modela masinskog u€enja
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Eksperimenti su vrSeni sa jednodimenzionalnim i dvodimenzionalnim
vrednostima, pa je deo programskog koda za izmenu oblika podataka koris¢en samo
u situaciji kada su se radila ispitivanja na dvodimenzionalnim matricama.

U delu programa prikazanom na slici Slika 34, inisan je sekvencijalni
modela masinskog ucenja, kori§¢enjem Python biblioteke Keras (Chollet, F. et. al,
2015), koja je deo TensorFlow-a (Abadi, M. et. al, 2015), jedne od najpopularnijih

biblioteka za duboko uéenje.

q4int("Definisanje sekvencijalnog modela masinskog ucenja")
model = keras.models.Sequential([
layers.LSTM(128, activation='relu', input_shape=(48, 258),
return_sequences=True),

layers.LSTM(64, activation='relu'),

layers.Dense(3@, activation='softmax') # 30 izlaznih kategorija

n

Slika 34. Primer jednog od projektovanih modela masinskog ucenja

Linijja koda u kojoj se poziva modul Keras, inicijalizuje sekvencijalni model.
Sekvencijalni model u Keras-u omogucava kreiranje modela sloj po sloj, $to je
odgovarajuci pristup za vecinu problema. To znaci da se svaki sloj dodaje jedan za

drugim, pri éemu svaki sloj ima ta¢no jedan ulazni ,tenzor” i jedan izlazni ,tenzor".

Tenzor je matemati¢ki objekat koji se mozZe posmatrati kao generalizacija
skalara, vektora i matrica (Panagakis Y., 2021). U kontekstu maSinskog ucenja,
tenzori su osnovne strukture podataka koje se koriste za predstavljanje i

manipulisanje podacima. Tenzori mogu imati razliCite dimenzije:

- Tenzor nultog reda je skalar (pojedinacna vrednost — broj)
- Tenzor prvog reda je vektor (niz brojeva)
- Tenzor drugog reda je matrica (dvodimenzionalni niz brojeva)

- Tenzori viSih redova

U okviru TensorFlow-a, Google-ove biblioteke otvorenog koda za masSinsko
ucenje, tenzori su osnovni elementi. Svi podaci koji prolaze kroz TensorFlow su
predstavljeni kao tenzori. Ova biblioteka koristi tenzore kao standardne jedinice
podataka, omogucavajuci visoku efikasnost i fleksibilnost prilikom izrade i treniranja
modela masinskog u¢enja. Tenzori u TensorFlow-u u sebi ne sadrZze samo podatke
(vrednosti), vec¢ i informacije o tipu i obliku podataka (dimenzijama). Ovo omoguc¢ava
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precizno definisanje operacija nad podacima i efikasno izvrSavanje na razli€itim
fizickim platformama.

Graficki, model iz primera na slici Slika 34, sa nazivima i tipovima slojeva, kao
i sa Sematski predstavljenim tenzorima (kao vezama izmedu slojeva), ilustrovan je na
slici Slika 35.

I N S S

I input_shape=(40, 258) I
I return_sequences=True |

I aktivacija="softmax’ l

Slika 35. Graficki prikaz modela neuronske mreze

Primer koris¢enja sekvencijalnog modela moze ukljucivati razliCite vrste
slojeva, u zavisnosti od specificnih potreba projekta i vrste podataka. Kroz ovakav
pristup, sekvencijalni model omogucava efikasnu i sistemati¢nu konstrukciju modela,
Cineci proces eksperimentisanja brzim i lakSim (Natarajan B., 2022). Neki od slojeva
koji najviSe odgovaraju tipu i obimu podataka u bazi slova srpskog znakovnog jezika
su prikazani na slici Slika 36.
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Slika 36. Struktura modela: Simple RNN, LSTM, GRU, Bi-LSTM (Apaydin et al.,
2020)

Na slici Slika 36 su prikazane arhitekture cCetiri razli¢ita tipa rekurentnih
neuronskih mreza koji su koriS¢eni u eksperimentu koji je deo ovog nau¢nog rada.
Sva Cetiri tipa mreza spadaju u rekurentne neuronske mreze (Recurrent Neural
Networks - RNN) (Shiri F. M. et al., 2023).

»Simple RNN* je osnovni oblik RNN-a koji koristi “tanh™ aktivacionu funkciju
za obradu ulaznih podataka x: i prethodnog skrivenog stanja ht.1 da bi dobio izlaz ot i
novo skriveno stanje ht. Primarni problem ove arhitekture je Sto se tesko nosi s
dugoro¢nim zavisnostima zbog pojave problema nestajuceg gradijenta. Gradijenti
predstavljaju vektore koji pokazuju pravac u kom treba aZurirati teZinske koeficijente
modela, kako bi se minimizovala funkcija gubitka, $to doprinosi poboljSanju opste

funkcije modela.

»LSTM* (dugorocna kratkoro€na memorija) je slozeniji oblik RNN-a, koji ima
mehanizme vrata (gates) - zaboravljanja fi, ulaza i, i izlaza ot, kao i ¢elijsko stanje Ct,
koje omogucava mrezi da bolje zadrzi dugorocne informacije i efikasnije reSava
problem nestaju¢eg gradijenta (Yang S., 2020).
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»GRU“ (Gated Recurrent Unit — jedinica sa kontrolisanim protokom) je sli¢na
kao LSTM, ali sa pojednostavljenom strukturom. GRU koristi izmenljiva z: i resetujuca
vrata rt za kontrolu protoka informacija, §to ga €ini efikasnim u mnogim zadacima, pri
¢emu je racunski manje zahtevan od LSTM-a.

»Bidirectional LSTM* (dvosmerni LSTM) predstavlja pod-varijantu LSTM-a,
koja prolazi kroz podatke u oba smera - i "napred" i "nazad". To modelu omoguc¢ava
da ima u vidu informacije iz pro$lih i buduéih tacaka sekvence. Ovo Cesto rezultira
pobolj§anim performansama na zadacima gde kontekst sa obe strane trenutne tacke
podataka moze pruZiti korisne informacije za predvidanje rezultata.

»Dense“ sloj je poznat i kao ,potpuno povezanﬁoj“ i ne pripada grupi RNN
(rekurentnih slojeva). Oni imaju karakteristiku da je svaki neuron u nekom sloju
povezan sa svim neuronima iz prethodnog sloja. Za razliku od rekurentnih
neuronskih mreza (RNN, LSTM, GRU), koje imaju povratne veze i mogucnost
obradivanja sekvencijalnih podataka zadrzavajuci informacije kroz vreme, gusti
ﬁjevi ne poseduju ovu temporalnu komponentu. U kontekstu sekvencijalnih modela,
kao Sto su ovi prikazani na slici Slika 36, Dense sloj se obigno koristi na kraju modela
nakon rekurentnih slojeva. Rekurentni slojevi (Simple RNN, LSTM, GRU,
Bidirekcionalni LSTM) obraduju sekvencijalne podatke i izlaz svakog koraka (ili samo
poslednjeg koraka, zavisno od konfiguracije) i Salju ih dalje niz neuronsku mrezu.
Nakon $to rekurentni slojevi obave svoju obradu, izlaz se €esto 3alje u jedan ili vise
gustih slojeva, koji sluze za dalju obradu i za dono3enje konacne odluke, kao $to je
klasifikacija ili regresija. Fotografija generisana pomoc¢u alata vestacke inteligencije,
sa zadatkom da predstavi masinski model iz prethodnog primera, prikazana je na
slici Slika 37.
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Slika 37. Imaginarna ilustracija proizvoljnog modela masinskog u€enja generisana

pomocu vestacke inteligencije

Vazno je napomenuti da iako sekvencijalni modeli pruZaju veliku udobnost i
jednostavnost za mnoge tipicne zadatke, oni imaju svoja ograni¢enja, posebno kad je
re€ o modelima koji zahtevaju sloZenije arhitekture, kao §to su modeli sa vi§estrukim
ulazima i izlazima ili modeli koji zahtevaju slojeve koji dele informacije na
nestandardne nadine. Za kompleksnije slucajeve, koristi se ,funkcionalni model®, koji

je takode deo Keras modula.

Nakon projektovanja modela masSinskog ucenja, neophodno je kompaijlirati,
obuciti, testirati i na kraju, sacuvati model. Python programski kod za kompajliranje
modela je prikazan na slici Slika 38. Kompaijliranje predstavlja proces pretvaranja
raCunarskog koda iz ljudima ¢itljive forme u formu koja se moze izvrsiti na platformi
na kojoj se program pokrece. U procesu kompajliranja, detaljno se konfiguriS§e model
za trening. U okviru funkcije ,model.compile’, moze da se definiS8e veliki broj
parametara, a u kodu prikazanom na slici Slika 38, definisani su optimizator, funkcija
za prora¢un gubitka i merne veliine koju Zelimo da pratimo (accuracy — preciznost).
U kontekstu masinskog ucenja i dubokog ucenja, "kompajliranje” modela je proces u
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kojem konfiguriSemo model za trening. U okviru ve¢ pomenute biblioteke Keras,
funkcija ,model.compile* se koristi za definisanje viSe parametara, kao na primer:
takozvanog ,optimizatora“, funkcije gubitka (loss function), merila koje Zelimo da

pratimo, itd.

g'int(“Kompajliranje modela")
model.compile(optimizer="adam’',

loss="'sparse_categorical_crossentropy’,
metrics=["'accuracy'])

Slika 38. Kompajliranje generisanog modela mas8inskog u¢enja

Optimizator koriscen u prikazanom primeru ,optimizer="adam* je jedan od
najceSce korisc¢enih i najpopularnijih. Optimizator 'Adam' je algoritam za optimizaciju
stohastitkog gradijenta koji se koristi za aZuriranje teZinskih faktora u neuronskoj
mrezi. Tezinski faktori direktno uti¢u na rad modela i sluZe za njegovo prilagodavanje
podacima i buducoj funkcionalnosti. Adam je popularan zato $to kombinuje prednosti
dva druga algoritma optimizacije i to ,AdaGrad" i ,ARMSProp". To je razlog zbog ¢ega
se smatra efikasnim u razli¢itim uslovima i za razliCite vrste podataka. Poredenje

nekih od najéesc¢e kori§éenih optimizatora je prikazano u tabeli Tabela 5.

Tabela 5. NajceSce koriS¢eni optimizatori za sekvencijalne modele (Chollet, F. et.al,
2015)

Adam (Adaptive Moment Estimation) kombinuje dobre osobine AdaGrad i
RMSProp optimizatora. Koristi procene prvog optimizatora (srednje vrednosti) i

drugog, kako bi dinamicki prilagodio brzinu u¢enja za svaki parametar.

AdaGrad (Adaptive Gradient Algorithm) prilagodava stopu ulenja za svaki
pojedinaéni parametar, tako Sto prilagodava stopu uéenja obrnuto proporcionalno
sa kvadratnim korenom svih prethodnih kvadrata gradijenata. Pogodan je za
sekvencijalne modele gde odredene karakteristike mogu imati razliCite frekvencije

pojavijivanija.

RMSProp (Root Mean Square Propagation) je optimizator koji je dizajniran da ubrza
SGD u kontekstu optimizacije njegovih funkcija. Ovo omogucava da se brzina
ucenja (obucavanja) prilagodi za svaki parametar, ¢ine¢i ga manjim za parametre

sa velikim gradijentima i ve¢im za parameftre sa malim gradijentima.
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SDG (Stochastic Gradient Descent) je vrsta optimizatora koji za svoje
funkcionisanje uzima male, nasumitno odabrane, podskupove podataka. Obi¢no
zahteva manuelno podeSavanje stope uenja, Sto doprinosi ubrzanju

konvergencije i smanjenju oscilacija procesa ucenja.

Adamax (Adam Max) je varijanta Adam optimizatora, a naziv "Adamax" proizilazi iz
kombinacije reci "Adam" i "max". Umesto standardnih parametara, ovaj optimizator
koristi maksimum normu, a zbog posebnog pristupa za prilagodavanje stope
ufenja za svaki parametar, povecava se stabilnost i efikasnost optimizacije u

nekim scenarijima.

Nadam (Nesterov-accelerated Adaptive Moment Estimation) kombinuje Adam
optimizaciju sa Nesterovim momentom, ¢ime se poboljSava opsta performansa
modela. Nesterov moment ima prednosti u prac¢enju kretanja gradijenata, $to dolazi
do brzeg pronalaZenja reSenja. Ovo je posebno izrazeno u sekvencijalnim
modelima gde je dinamika podataka kompleksnija.

Adadelta (Adagrad extension) je algoritam za optimizaciju koji unapreduje neke
karakteristike Adagrad algoritma. Glavna inovacija ovog algoritma lezi u tome $to
se za prilagodavanje stope ucenja koristi samo deo ogranicene veli¢ine prethodno

koris¢enih gradijenata, umesto svih prethodnih gradijenata, kao u Adagradu.

AdamW optimizator predstavija varijantu Adam optimizatora, gde "W" oznacava
deo koji se odnosi na "Weight Decay", $to bi u kontekstu optimizacije teZinskih
faktora moglo biti protumaceno kao "umanjivanje tezinskih faktora". Glavna
inovacija AdamW optimizatora u odnosu na klasiéni Adam optimizator je
razdvajanje mehanizma za regulaciju teZinskih faktora od mehanizma za adaptivne
stope ulenja. Ovaj pristup spretava prekomerno prilagodavanje podacima
(overfitting), $to €ini AdamW pogodnijim za neke primene u dubokom i masinskom

ucenju.

Pored optimizatora koji se najcesce koriste za sekvencijalne modele, kao sto
su rekurentne neuronske mreze (RNN) i LSTM mreze, Keras modul nudi i druge
optimizatore koji su pogodniji za druge namene. Neki od njih su prikazani u tabeli
Tabela 6.
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Tabela 6. Optimizatori koji su manje pogodni za primenu u sekvencijalnim modelima

FTRL (Foliow The Regularized Leader) optimizator za osnovnu ideju ima
kombinovanje prednosti Online uenja sa sposobnosc¢u da upravlja velikim i retkim

skupovima podataka.

LION optimizator je inovativan pristup u optimizaciji za treniranje dubokih
neuronskih mreza. Otkriven je putem simbolicke pretrage programa i odlikuje se
vecom efikasnoséu u koriSéenju memorije u poredenju sa vecinom adaptivnih

optimizatora

Loss Scale Optimizer nije klasi¢ni optimizator, ve¢ samo tehnika optimizacije koja
se koristi prilikom treniranja dubokih neuronskih mreza. Za cilj ima da pobolj$a
stabilnost i performanse procesa freniranja, posebno kada se koristi niska
preciznost (na primer, 16-bitni brojevi sa pokretnim zarezom) za racunanje
gradijenata. Ova metoda radi tako 5to prilagodava "skalu gubitka" (loss scale) kako
bi se izbegli problemi sa gradijentima, Sto je Cesta pojava pri treniranju
kompleksnih modela dubokog ucenja.

Funkcija gubitka, poznata i kao funkcija troSka, kljuéni je koncept u oblasti
masinskog ucenja i vestalke inteligencije. Ona meri razliku izmedu stvarnih izlaznih
vrednosti i onih prognoziranih od strane modela. Cilj optimizacije modela jeste
smanijivanje funkcije gubitka na 8to je mogucée manju vrednost, $to dovodi do
povecanja tacnosti modela. U zavisnosti od tipa problema i modela, mogu se koristiti
razlicite funkcije gubitka.

U zavisnosti od tipa problema i modela, mogu se koristiti razlicite funkcije
gubitka. Za regresione probleme se najCesce koristi standardna devijacija (MSE -
Mean Squared Error), koja pokazuje koliko u proseku elementi uzorka odstupaju od
aritmetiCke sredine uzorka. Za probleme klasifikacije se najceSce koristi unakrsna
entropija, koja je koriS¢ena i u prikazanom primeru. Funkcija gubitka
loss='sparse_categorical_crossentropy' se Kkoristi kada podaci sadrze vise klasa i
kada su nazivi za klase iskazane kao celi brojevi. Ova funkcija gubitka racuna
unakrsnu entropiju "crossentropy" izmedu pravih naziva klasa i prognoziranih, sto je

standardni nacin za merenje performansi klasifikacionog modela. Izbor funkcije koja
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odgovara tipu podataka je klju¢an za uspesnost obuavanja modela i njegovoj
buducoj funkcionalnosti. Keras modul obezbeduje 33 razli¢itih funkcija za proracun
gubitaka, grupisanih u tri celine.

Metrike su funkcije koje koristimo za ocenjivanje performansi modela
masinskog ucenja. U primeru koji je analiziran, kori8¢ena je funkcija
.metrics='accuracyF', gde ‘accuracy' oznaava metriku za ,tacnost’ (Zhou J. Et al.,
2021). Ona racuna udeo pravilno predvidenih naziva kategorija u odnosu na ukupan
broj kategorija. Tatnost je najteS¢a metrika za klasifikacione probleme i daje
intuitivan uvid u to koliko je ¢esto model ispravno klasifikovao ulazne podatke. Za
potrebe ove procene, koristi se podskup podataka koji je unapred odvojen i uklonjen
iz procesa obucavanja. U okviru Keras modela, postoji veliki broj mogucih metrika
koji se mogu koristiti u svrhu procenjivanja performansi rada modela (Chollet, F. et.al,
2015):

e accuracy - preciznost

e binary_accuracy — binarna preciznost

e categorical_accuracy — kategoric¢ka preciznost

e sparse_categorical_accuracy — retka kategoricka tacnost

e top_k_categorical_accuracy — top K kategoritka preciznost

+ sparse_top_k_categorical_accuracy — retka top K kategoricka tanost
e cosine_proximity — kosinusna sli¢nost

¢ clone_metric — kloniranje metrike

Na analiziranom primeru sa slike Slika 38, kada uklju¢imo ove tri komponente
u funkciju kompajliranja ,compile" modela, model je konfigurisan da koristi ,Adam"
optimizator za aZuriranje tezinskih faktora tokom obugavanja, da minimizira nivo
greske koriS¢enjem 'sparse_categorical_crossentropy’, kao meru koliko su
predvidanja modela taéna u odnosu na taénu klasifikaciju, kao i da prati tacnost

.accuracy" kao glavnu metriku performansi tokom obuéavanja.

Obucavanje modela masinskog uéenja, na odredenom skupu podataka,
podrazumeva korisScenje Python metode ,fit'. Model je prethodno projektovan i
kompajliran, kao u primeru na slici Slika 38. U datom primeru koda, na slici Slika 39,
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.model.fit' se poziva sa nizom parametara koji definiSu kako i koliko dugo ¢e model

biti obucavan.

print("Obucavanje modela")

model.fit(X_train_reshaped, y_train, epochs=3@, batch_size=32,
validation_data=(X_test_reshaped, y_test))

Slika 39. Programski kod za obu¢avanje modela mas8inskog u€enja

.X_train_reshaped® promenljiva predstavlja ulazni skup podataka za
obucavanje, koji je prethodno prilagoden kako bi odgovarao ocekivanoj ulaznoj formi

modela.

.y_train“ promenljiva u sebi nosi stvarne (taCne) izlazne vrednosti za
prosledeni skup podataka za obucéavanje, koje model pokuSava podeSavanjem svojih

unutradnjih parametara da predvidi $to preciznije.

.epochs=30" parametar odreduje broj prolaza obucavanja (tzv. epoha). On
definiSe koliko ¢e se puta pro¢i kroz ceo skup podataka za obuavanje. U

prikazanom primeru, model ¢e biti obu€avan kroz 30 epoha.

.oatch_size=32“ parametar odreduje veliCinu grupe uzoraka koje ce se
obradivati zajedno. U ovom slu¢aju, model ¢e obraditi 32 uzorka odjednom pre nego
Sto aZzurira unutradnje parametre. Veli€ina grupe ima znacajan uticaj na proces
obu€avanja modela. Vece grupe zahtevaju viSe racunarske radne memorije,
stabilnije su pri azuriranju gradijenata i efikasnije koriste hardver. Koris¢enjem manje
grupe podataka mogu se poboljSati moguénosti modela da prepozna i predvidi tacne
rezultate za Siri spektar podataka. Kori§¢enje manjih grupa podataka moZe produZiti

vreme obucavanja, alii ostvariti vec¢u efikasnost i preciznost modela (Xu H., 2020).

Lvalidation_data=(X_test_reshaped, y_test)' omogucava evaluaciju modela na
posebnom, unapred pripremljenom, podskupu podataka. Ova procena performanse i
preciznosti se izvr8ava nakon svakog ciklusa obugavanja modela (epoha). Ovaj
parametar omogucava pracenje rezultata predvidanja modela koris¢enjem prethodno
nevidenih podataka. Rezultati procene performansi i preciznosti su prikazani na slici
Slika 40.

] - 15s 58ms/step - loss: 2.8957 -

accuracy: ©.1263 - val_loss: 2.5921 - val_accuracy: ©.2085
Epoch 2/30
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194/194 [ ] - 18s 53ms/step - loss:
accuracy: ©.2419 T 2. val_accuracy: ©.3295
Epoch 3/30

194/194 [ ] - 18s 53ms/step - loss:
accuracy: ©.3735 - val_loss: 1.495 val_accuracy: ©.4662

Epoch 28/30
194/194 [= =] - 14s 72ms/step -
accuracy: 0.9044 _ 1 0.345 val_accuracy: 6.8730
Epoch 29/38@

] - 14s 71ms/step -
accuracy: ©.8971 : 0. val_accuracy: ©.8756
Epoch 3@/30
194/194 [ ] - 14s 71ms/step -
accuracy: ©.8978 _ : 0. val_accuracy: ©.8794

Slika 40. Procena performansi modela u 30 zadatih prolaza (epoha)

Evaluacija performansi kreiranog i konacno obucenog modela se ostvaruje
koris¢enjem Keras metode ,evaluate’. Ova procena performansi se izvrSava na
samom kraju obucavanja modela, koriS¢enjem podskupa podataka za testiranje.

Programski kod je prikazan na slici Slika 41.

print("Evaluacija modela")
test_loss, test_accuracy = model.evaluate(X_test_reshaped, y test)
print(f"Preciznost testa: {test_accuracy}")

Slika 41. Programski kod za procenu performansi potpuno obucenog modela

Rezultat procene modela, kori§¢enjem podskupa za testiranje je prikazan na slici
Slika 42. Funkcija prikazuje gubitak i preciznost predvidanja. Sto je veéa preciznost i
manji gubitak, utoliko je obu€eni model kvalitetniji, funkcionalniji i precizniji u buduc¢im

predvidanjima.

Evaluacija modela
] - 1s 20ms/step - loss: ©.3333 - accuracy:

Preciznost testa: ©.8794326186180115

Slika 42. Rezultat evaluacije kreiranog modela iz primera

Cuvanje (snimanje) modela je preporuéeno ukoliko je kreirani model
zadovoljavajuceg kvaliteta i performansi. Ovako sacuvani model se iz prethodno
snimljene datoteke moZe brzo ucitati i koristiti za razlicite primene. Postupak cuvanja

gotovog, obutenog modela je prikazan na slici Slika 43.
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model_name = "model_3.keras"
print(f"Snimanje modela u toku: {model_name}")
try:

model. save(model_name)
print(f"Model: {model_name} je sacuvan.")
except:
print("Doslo je do greske pri cuvanju modela. Model nije sacuvan!")

Slika 43. Snimanje modela za naknadno koris¢enje

4.2. Sprovodenje eksperimenta koriS¢enjem razli€¢itih modela
masinskog uéenja

Za potrebe disertacije i pronalazenja najbolieg tehniCkog reSenja za
prepoznavanje gestova srpskog znakovnog jezika, izvr8eni su eksperimenti sa
razli¢itim eksperimentalnim modelima. Prva grupa podataka koja je koriS¢ena za
obucavanje modela je jednodimenzionalna, pri ¢emu svaki video snimak gesta
znakovnog jezika sadrzi 10.320 numerickih vrednosti. Svaka od ovih vrednosti
oznacava jednu koordinatu iz skupa prepoznatih kljucnih tacaka na rukama, licu i telu
demonstratora. Na slici 44 prikazana je osnovna struktura radunarskog koda za
generisanje modela masinskog ucenja, dok su u tabelama 7 i 8 prikazane analize

ta€nosti kada se taj kod koristi.

model = keras.models.Sequential([
{STRUKTURA MODELA}
1)

Slika 44. Struktura racunarskog koda za generisanje modela masinskog ucenja

Tabela 7 se odnosi na modele za koje se koristi jednodimenzionalni set
podataka, dok za modele u tabeli Tabela 8 osnovu ¢ini dvodimenzionalni skup
podataka. Empirijskom metodom, doSlo se do zaklju¢ka da se najbolji rezultati vecine
modela dobijaju sa oko 30 iteracija (epochs), pa je taj broj uzet za poredenje
osnovnih rezultata preciznosti testa (Javid A.M., 2021).

Tabela 7. Poredenje performansi kreiranih modela za jednodimenzionalni skup
podataka

{STRUKTURA MODELA} masSinskog ucenja Preciznost testa

layers.Dense(128, activation='relu', input_shape=(10320,)),
8.78143131732940

layers.Dense(64, activation='relu'),
cca 78.1%

layers.Dense(3@, activation='softmax')
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layers.

Dense(4@, activation='relu', input_shape=(1€320,)),

layers.Dense(64, activation='relu'), 0.12701483070850
layers.Dense(38, activation='softmax') cca 12.7%
layers.Dense(258, activation='relu', input_shape=(10320
Y (258, » nput_shape=( 20 0.83494520187377
layers.Dense(172, activation='relu'),
cca 83.5%
layers.Dense(114, activation="relu'),
layers.Dense(3@, activation='softmax')
layers.Dense(512, activation='relu', input_shape=(10320,)),
layers.Dropout(®.5),
layers.Dense(256, activation='relu'), 0.11992263048887
layers.Dropout(®.5), cca 12%
layers.Dense(128, activation='relu'),
layers.Dense(38, activation='softmax"')
layers.Dense(258, activation="relu', input_shape=(10329,)),
layers.Dense(172, activation="relu'),
9.84332686662673
layers.Dense(114, activation="relu'),
cca 84.3%
layers.Dense(76, activation='relu'),
layers.Dense(3@, activation='softmax")
layers.Dense(258, activation="relu', input_shape=(10326,)),
layers.BatchNormalization(),
layers.Dense(172, activation='relu'),
layers.BatchNormalization(),
8.55125725269317
layers.Dense(114, activation='relu'),
. . cca 55.1%
layers.BatchNormalization(),
layers.Dense(76, activation='relu'),
layers.BatchNormalization(),
layers.Dense(3@, activation='softmax')
layers.ConviD(64, 3, activation='relu', input_shape=(1@328,
1)),
layers.MaxPoolinglD(2), 8.23404255509376
layers.ConviD(128, 3, activation='relu'), cca 23.4%
layers.GlobalAveragePoolinglD(),
layers.Dense(3@, activation='softmax')
layers.Dense(128, activation='relu', input_shape=(10329,)),
. . 9.80077368021011
layers.Dense(64, activation='relu'),
cca 80.1%
layers.Dense(38, activation='softmax')
layers.Dense(256, activation='relu', input_shape=(10320
Y (256, o » input_shape-=( 2 0.81108963489532
layers.Dense(128, activation="relu'),
cca 81.1%
layers.Dense(38, activation='softmax')
layers.Dense(256, activation="relu', input_shape=(10320,)), 0.65183752775192
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layers.Dense(128, activation='relu'), cca 65.2%
layers.Dense(64, activation='relu'),

layers.Dense(3@, activation='softmax')

layers.Dense(512, activation='relu', input_shape=(10320,)),

(
layers.Dense(256, activation="relu'),
. . 8.806576430879757
layers.Dense(128, activation='relu'),
(
(

layers.Dense(64, activation='relu'), cca 80.7%
layers.Dense(38, activation='softmax')
layers.Dense(258, activation='relu', input_shape=(10329,)),
layers.Dense(128, activation="relu'), 8.93036752939224
layers.Dense(64, activation='relu'), cca 93%

(

layers.Dense(38, activation='softmax')

Druga grupa podataka je preoblikovana u dvodimenzionalnu matricu, gde su
podaci podeljeni u grupe koje predstavljaju pojedina¢ne slike koje zajedno &ine video
snimak. Ukupan broj od 10.320 podataka je predstavljen u formi od 258 vrednosti u
po 40 grupa. Rezultati modela kreiranih na dvodimenzionalnom skupu podataka su

prikazani u tabeli Tabela 8.

Tabela 8. Poredenje performansi kreiranih modela za dvodimenzionalni skup
podataka

{STRUKTURA MODELA} masinskog ucenja Preciznost testa
layers.LSTM(64, activation='relu', input_shape=(4@, 258)), 0.83752417564392
layers.Dense(38, activation='softmax') cca 83.7%

layers.LSTM(128, activation='relu', input_shape=(4@, 258)),
©.79342342343444

layers.LSTM(64, activation='relu'),
cca 79.3%

layers.Dense(38, activation='softmax')

layers.LSTM(128, activation='relu', input_shape=(4@, 258)),
©.85544809624552
layers.Dense(64, activation='relu'),

cca 5.5%
layers.Dense(3@, activation='softmax')
layers.LSTM(256, activation='relu', input_shape=(4@, 258)),
layers.Dense(128, activation='relu'), 0.085544809624552
layers.Dense(64, activation='relu'), cca 5.5%

layers.Dense(3@, activation='softmax")

layers.LSTM(1@@, activation='relu', input_shape=(4@6, 258), | @.77111542224884
return_sequences=True), cca 77.1%

layers.LSTM(64, activation='relu'),

layers.Dense(3@, activation='softmax')

layers.LSTM(128, activation='relu', input_shape=(48, 258), | ©.90457767248153
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return_sequences=True), cca 90.5%
layers.LSTM(64, activation='relu'),

layers.Dense(3@, activation='softmax')

layers.LSTM(258, activation='relu', input_shape=(4@, 258),
return_sequences=True),

layers.LSTM(128, activation='relu'), @.28820115327835

layers.Dense(68, activation='relu'), cca 28.8%
layers.Dense(38, activation='softmax"')

layers.LSTM(258, activation='relu', input_shape=(4@, 258),
return_sequences=True),

layers.LSTM(128, activation='relu'), 0.685093488097190
layers.Dense(8@, activation='relu'), cca 50.9%

layers.Dense(48, activation='softmax'),

layers.Dense(3@, activation='softmax')

layers.SimpleRNN(64, activation='relu', input_shape=(4@, 258)), | ©.59123146533966

layers.Dense(38, activation='softmax') cca 59.1%
iggigs.51mpleRNN(128, activation='relu', input_shape=(48, 0.58929723501205
3

layers.Dense(64, activation='relu'), cca 58.9%

layers.Dense(38, activation='softmax')

layers.SimpleRNN(256, activation='relu’, input_shape=(48,
258)),

layers.Dense(128, activation='relu'), 6.53578335046768

layers.Dense(64, activation='relu'), cca 53.6%
layers.Dense(38, activation='softmax')

layers.GRU(64, activation='relu', input_shape=(4@, 258)), 0.87105895386505
layers.Dense(3@, activation='softmax") cca 87.1%

layers.GRU(128, activation='relu', input_shape=(4@, 258)),

layers.Dense(64, activation='relu'),

©.88201159238815

. . cca 88.2%
layers.Dense(3@, activation='softmax")

Poredenjem rezultata rada vise razlicitih eksperimentalnih modela masSinskog
ucenja koji koriste jednodimenzionalne i dvodimenzionalne skupove podataka za
daliu analizu su odabrana najbolija dva. Ti modeli imaju najvecu verovatnocu

preciznog prognoziranja rezultata.

4.3. Analiza dva reprezentativha modela zasnovana na
jednodimenzionalnim i dvodimenzionalnim podacima
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Sprovodenjem eksperimentalnih analiza nad razli€itim modelima, koriS¢enjem
iste baze podataka, preoblikovane u jednodimenzionalni i dvodimenzionalni skup
podataka, odabran je model koji daje najpreciznije rezultate predvidanja
predstavljene u tabeli Tabela 8. Ova analiza se bavi detaljnim pregledom performansi
modela masinskog uc€enja tokom procesa obucavanja, koji je obuhvatao 100 iteracija
(tzv. epoha). Svaka iteracija predstavlja jedan prolaz kroz celokupan skup podataka

koji je pripremljen i odvojen za obutavanje modela. Analiziraju se sledeci parametri:

Parametri koji se proradunavaju na osnovu skupa podataka koji su odvojeni za
obucavanje modela:

e Parametar ,loss“ (gubitak) pokazuje koliko je predvidanje modela udalieno
od stvarnih vrednosti. Manji gubitak ukazuje na bolju preciznost modela. Sto
je maniji gubitak, to je kvalitetniji model (Wang Q., 2020).

e Preciznost modela je oznacena veliCinom ,accuracy” (preciznost), koja
pokazuje koliko ¢esto su predvidanja modela taéna. Vi§a preciznost ukazuje
na bolje performanse modela. Najvisi cilj je kreiranje modela koji pokazuje
najvisu preciznost u radu (0 je minimum, 1 je maksimum), 8to se najbolje
moze pratiti ovom veliCinom. Ova preciznost se prorac¢unava na bazi
podataka koji su koris¢eni za samo obucavanje modela i po pravilu je visa od
reprezentativnije preciznosti (koja se zasniva na podacima odvojenim za
testiranje modela) (Gupta S., 2022).

Parametri koji se proratunavaju na osnovu skupa podataka koji su odvojeni za

proveru rada modela (skup za validaciju modela):

* Gubitak na skupu podataka za proveru rada modela se oznacava
promenljivom ,val_loss” (gubitak 2). Sli¢no kao i gubitak, ova veliina se
meri na setu podataka koji model nije video tokom obucavanja (tzv. skup za
validaciju). Pored ostalih, ova promenljiva takode bitho pomazZe u proceni
kako ¢e model raditi na potpuno novim podacima. Na dijagramima koji
prikazuju promenu vrednosti tokom kreiranja modela, ova promenljiva je
oznacéena sa ,gubitak 2°.

¢ Preciznost izracunata na skupu podataka za validaciju (proveru) rada modela
se izrazava pomocu promenljive ,val accuracy’ (preciznost 2). Ona
pokazuje koliko je model tacan kada se koristi na skupu podataka odvojenom
za testiranje modela. Ova veliCina je u tabelama Tabela 7 i Tabela 8
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kori§¢ena za inicijalnu procenu rada modela. Na dijagramima koji prikazuju
promenu vrednosti tokom kreiranja modela, ova promenljiva je oznacena sa

.preciznost 2,
4.3.1. Analiza parametara pri obucavanju modela koji se bazira na
jednodimenzionalnima podacima

Model koji proizvodi najbolje rezultate predvidanja, a generisan je na osnovu

jednodimenzionalnog skupa podataka je prikazan na slici Slika 45:

.Dense(258, activation='relu', input_shape=(18328,)),
.Dense(128, activation='relu'),

.Dense(64, activation='relu'),
.Dense(308, activation='softmax')

Slika 45. Najprecizniji model zasnovan na jednodimenzionalnim podacima 1-D
(10.320)

Na slici Slika 46 je grafikon koji prikazuje promenu parametara tokom

obucavanja modela koji koristi jednodimenzionalne (1-D) podatke.

Promena vrednosti parametara tokom kreiranja modela masinskog u¢enja na 1-D podacima
35 1

2 loss (gubitak) :val_loss (gubitak) i
0.5

- accuracy (preciznost) ‘val_accuracy (preciznost)
' 04
" 0.3

05

1:4 7 10;13 16 19 22 25 28 31 134 37 40 43 46 49 52 55 58 61 64 67 70 73 76 79 82 85 88 91 94 97 100

Slika 46. Promena vrednosti parametara tokom kreiranja 1-D modela maSinskog
ucenja
Za potrebe analize toka obufavanja eksperimentalnog modela maSinskog

uéenja, grafikon prikazan na slici Slika 46 je podeljen u pet segmenata. Iz dobijenih
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rezultata, koji prikazuju taénost i gubitke na skupovima podataka za obucavanje
(loss, accuracy) i validaciju (val_loss, val_accuracy) imaju sli¢an trend, ali su razlike
medu njima izuzetno vazan pokazatelj pravog stanja i sposobnosti modela da radi sa
nepoznatim podacima.

I 1. Segment | - Predstavlja poetnu fazu obu¢avanja modela. Model se brzo
unapreduje, $to se vidi iz oStrog pada u gubitku i znadajnog povecanja preciznosti

predvidanja rezultata. U ovoj fazi, model ,u&i“ osnovne obrasce podataka.

I 2. Segment | - Model nastavlja da se brzo poboljSava, ali su za nijansu manja
od onih u prvom segmentu. Preciznost postaje veca, gubici su sve manji, $to znaci
da model pocinje da uopStava nauCene obrasce na podatke koje model nije

prethodno ,video" tokom treninga.

I 3. Segment | - U ovoj fazi je primetno malo, ali stabilno unapredenje rada
modela. Preciznost blago raste, dok se gubici smanjuju. Ovakvo ponaSanje moze
ukazivati na pocetak konvergencije, gde dodatne iteracije (epohe) u obucavanju

donose sve manje poboljSanje.

| 4. Segment | - U ovoj zoni, primetan je nagli i znacajan skok nivoa greske i
nagli pad preciznosti modela. Na grafikonu se primecuje i moguénost pocetka
prevelikog prilagodavanja modela obezbedenom skupu podataka. Ukoliko preciznost
na validacionom skupu ne prati opS$tu preciznost modela, vrlo je izvesno da je doslo

do ,prevelikog prilagodavanja“.

I 5. Segment | - Model pokazuje zrelost u u€enju, sa veoma malim promenama
u gubitku i blagim povecanjem preciznosti. Velika je verovatno¢a da je model blizu
svoje najbolie mogucée performanse na trenutno obezbedenom skupu podataka.
Neke iteracije pokazuju neocekivane skokove u gubitku ili padu preciznosti, Sto
oznacava overfitting (preterano prilagodavanje). Na taj nacin, model gubi sposobnost
.generalizacije”, tj. rada sa novim podacima. U toku ove faze, ili ¢ak i u toku
prethodne, potrebno je i moguce razmotriti uvodenje tehnika koje bi prekinule
obu€avanje modela ili uvela druga fina podeSavanja. Cilj je da konacno izradeni

model zadrzi funkciju uopstenog rada na nevidenim podacima.
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4.3.2. Analiza parametara pri obucavanju modela koji se bazira na

jednodimenzionalnima podacima

Model koji generiSe najbolje rezultate predvidanja, a baziran je na osnovu

dvodimenzionalnog (2-D) skupa podataka je prikazan na slici Slika 47:

layers.GRU(128, activation='relu', input_shape=(48, 258)),

layers.Dense(64, activation="relu'),
layers.Dense(3@, activation='softmax"')

Slika 47. Najprecizniji model zasnovan na dvodimenzionalnim podacima 2-D
(258x40)

Na slici Slika 48 je grafikon koji prikazuje promenu parametara tokom
obucavanja modela koji koristi dvodimenzionalne podatke. VaZan pokazatel]
performansi modela predstavljaju razlike izmedu rezultata generisanih na

podskupovima za obucavanje i za validaciju (testiranje).

Promena vrednosti parametara tokom kreiranja modela masinskog uéenja na 2-D podacima
3 1
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Slika 48. Promena vrednosti parametara tokom kreiranja 2-D modela maSinskog
ucenja
I 1. Segment | - Model zapocCinje s relativno visokim gubitkom i niskom
precizno$c¢u, $to je uobitajeno na pocetku obufavanja. Odmah se primecuje
znacajno poboljSanje na oba skupa podataka, 5to pokazuje da model dobro uci iz

oba skupa obezbedenih podataka (i za validaciju i za obu€avanije).
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| 2. Segment | - Kako obu¢avanje napreduje, uodljivo je kontinuirano
pobolj$anje u obe metrike - gubitku i preciznosti, kako na skupu za obucavanje tako i
na validacionom skupu podataka. Ovo pokazuje da model uspe$no uci obrasce iz
podataka i da je sposoban da generalizuje ono $to je nauCio na novim podacima.
.Generalizacija® oznatava mogucnost da kvalitetno, precizno i sa malim gubicima

radi sa podacima koje nikada pre nije ,video®.

I 3. Segment | - Uofava se znalajan skok u preciznosti na oba skupa
podataka, $to moze ukazivati na to da je model ,otkrio” neke kljuéne karakteristike u
podacima koje mu omogucavaju efikasnije predvidanje rezultata.

I 4. Segment | - Model nastavlja da postize napredak, sporije i sa manjim
stepenom poboljSanja. To moze ukazivati na pocetak ,konvergencije®, gde dodatne

iteracije u procesu obucavanja donose manje dobitke u performansama.

I 5. Segment | - PrimecCuje se iznenadni porast gubitka i pad preciznosti na
validacionom setu, $to moZe ukazivati na tzv. ,preveliko prilagodavanje® (overfitting).
Najverovatnije model previSe uli specifiCnosti trening seta, umesto da uopstava

obrasce rada i parametre.

| 6. Segment | - Model zavr§8ava sa visokom preciznoscu i relativno niskim
gubitkom, $to ukazuje na uspesno treniranje.

Iz prikazanog dijagrama, tokom 100 iteracija obu€avanja (epoha) i analize
promena parametara u toku obuéavanja, zakljuuje se da je optimalan broj iteracija
za obulavanje ovog modela oko 30, maksimalan cko 40, a da se ne ostvaruje
nikakav benefit sa iteracijama koje prelaze ovaj broj. Prevelikim brojem iteracija
(epoha), model se previse prilagodava dostupnim podacima, pa se opsta sposobnost
modela da radi sa nepoznatim podacima znacajno umanjuje. Rezultati ukazuju da
ovaj model ima znacCajan potencijal predvidanja rezultata i da je adekvatno

prilagoden problemu koji re$ava.
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5. Prakti¢na primena kreiranog modela masinskog uéenja

Izbor modela za koriS¢enje u eksperimentu sveden je na samo dva najbolja —
jedan je kreiran na osnovu jednodimenzionalnih podataka, a drugi na bazi
dvodimenzionalnih podataka. Poredenjem odabranih performansi oba modela,
prikazan je postupak odabira samo jednog modela na kome ¢e se razvijati prakticno i
primenljivo softversko reSenje za prepoznavanje gestova slova srpskog znakovnog

jezika.

5.1. Izbor modela za sprovodenje eksperimenta

Da bismo odredili koji ¢e model biti koriS¢en u eksperimentu
(jednodimenzionalni ili dvodimenzionalni), odlu¢eno je da se uporede performanse

oba modela na osnovu dva kljuéna pokazatelja:

1. gubitka na validacionom setu (val_loss) i

2. tacnosti na validacionom setu (val_accuracy).

Maniji gubitak i veéa tacnost su najbolji pokazatelji bolje performanse modela.
Na temelju ovih podataka, izracunava se:

1. prosecni gubitak (Prose&na vrednost val_loss) i

2. proselna tacnost (Prosecna vrednost val_accuracy),

za oba modela. Razmatranjem srednje vrednosti 1-D i 2-D validacionog
gubitka (val_loss) i srednje vrednosti taCnosti (val_accuracy) kroz sve iteracije
(epohe) obucavanja modela. Nakon toga, razmatraju se i drugi faktori, kao 5to su
varijabilnost performansi i tendencije poboljSanja tokom vremena. Takode, vazno je
razmotriti kontekst u kojem su modeli trenirani, kao i slozenost modela, jer sloZeniji
modeli mogu imati veéi kapacitet za ucCenje ali i veci rizik od prevelikog

prilagodavanja (overfitting).

Izracunavanje prosecnih vrednosti za ,validacionu® preciznost i gubitak,

prikazano je u formulama (10) i (11).

L, val_loss;

Prosecna vrednost val loss = 5

(10)

5 _ L val_accuracy,
Prose¢na vrednost val_accuracy = —= A (11)

gde je:
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val_lossi — vrednost gubitka na validacionom skupu i-te iteracije (epoha)

val_accuracy: — vrednost preciznosti na validacionom skupu i-te iteracije

(epoha)

n — ukupan broj iteracija (epoha)

Poredenjem proseénog gubitka izmerenog na validacionom skupu podataka

(val_loss) za model izgradenog na dvodimenzionalnom setu podataka pokazuje

primetno bolji rezultat od modela izgradenog na jednodimenzionalnim podacima

(Tabela 9). Poredenje rezultata je prikazano za svakih 10 iteracija (epoha), a u

proseku, na uzorku od 100 iteracija, su greSke pri primeni dvodimenzionalnog

modela manje za 9.17%.

Tabela 9. Numeri¢ko poredenje gubitaka dva modela

A val_loss (1D- A [%]
Iteracija 1-D val_loss 2-D val_loss 2D)
10 1.2862 1.0676 0.2186 20.48%
20 0.8919 0.7246 0.1673 18.76%
30 0.7074 0.5804 0.1270 17.96%
40 0.6083 0.4994 0.1088 17.89%
50 0.5470 0.4509 0.0961 17.58%
60 0.5142 0.4127 0.1015 19.74%
70 0.4855 0.3882 0.0974 20.05%
80 0.4577 0.3643 0.0934 20.41%
90 0.4447 0.3453 0.0995 22.36%
100 0.4260 0.3342 0.0917 21.53%

Graficki prikaz poredenja gubitaka iz tabele Tabela 9, predstavljen je na slici

Slika  49.

Uocljivo

je

da

funkcija  gubitaka

modela

izgradenom na

jednodimenzionalnim podacima u svakoj iteraciji pokazuje vece (loSije) vrednosti.
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Poredenje gubitka 1-Di 2D modela

® 1D val_loss w 2D val_loss

0.4260
0.4447
0.4577
0.4855
0.5142
0.5470
0.6083
0.7074
0.8919
1.2862

Slika 49. Poredenje funkcije gubitka za 1-D i 2-D model

Prosecna tacnost na validacionom setu (val_accuracy) je ve¢a za 2-D model

sa 89.46% u poredenju sa 87.53% za 1-D model. Tacnost je u proseku veca za

1.93% u korist modela kreiranog nad dvodimenzionalnim podacima (Tabela 10).

Tabela 10. Numeri¢ko poredenje preciznosti dva modela

1-D 2-D A [%]
Iteracija val_accuracy val_accuracy A val_accuracy
10 0.5628 0.6182 -0.0554 5.54%
20 0.6997 0.7427 -0.0431 4.31%
30 0.7647 0.7953 -0.0306 3.06%
40 0.8003 0.8268 -0.0265 2.65%
50 0.8235 0.8460 -0.0225 2.25%
60 0.8378 0.8617 -0.0239 2.39%
70 0.8496 0.8719 -0.0223 2.23%
80 0.8606 0.8814 -0.0207 2.07%
90 0.8682 0.8893 -0.0211 2.11%
100 0.8753 0.8946 -0.0193 1.93%
Na osnovu prikazanih rezultata, 2-D model ima neznatno bolju proseénu

tacnost, dok je gubitak znacajno maniji. Krajnji izbor modela pored tacnosti i greske,

zavisi i od specificnih ciljeva i uslova primene, a po svim parametrima, 2-D model

pokazuje bolju prilagodenost bazi podataka srpskog znakovnog jezika. Graficki
prikaz vrednosti iz tabele Tabela 10 je predstavljen na slici Slika 50. Primetno je da
su neznatno bolje vrednosti na strani modela zasnovanog na 1-D podskupu

podataka.
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Poredenje preciznosti 1-D i 2D modela
1D val_accuracy m 2D val_accuracy

08753
03682
08606
i
0.8378 0.8617
0.8235 0.8460
03003
0.6997 0.7427
os628

Slika 50. Poredenje funkcije preciznosti za 1-D i 2-D maodel

Razlike u preciznosti i gubicima izmedu 1-D i 2-D modela su graficki prikazane
na slici Slika 51. Primetan je veci stepen greSaka 1-D modela (plave, pozitivne
vrednosti), a takode i manji stepen ta¢nosti u odnosu na 2-D model (zelene,
negativne vrednosti).

0.7

Razlika preciznosti i gubitaka izmedu modela baziranim na 1-D i 2-D podacima

A val_loss 4 val_accuracy
—2 per. Mov. Avg. (A val_loss) —2 per. Mov. Avg. (A val_accuracy)

Slika 51. Poredenje preciznosti i greSaka izmedu modela zasnovanih na

jednodimenzionalnim i dvodimenzionalnim podacima

Pored analize dva najvaznija parametra (preciznosti modela i gubitaka), pri

izboru najboljeg modela, vazno je uzeti u obzir i promenu performansi modela tokom
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vremena. Ako neki model pokazuje znakove prevelikog prilagodavanja (overfitting) u
kasnijim iteracijama (epohama), ili ako se performanse modela stabilizuju, to su vazni
faktori koji bi takode trebali biti razmatrani prilikom dono&enja konacne odluke.

Na slici Slika 52, grafiCki je prikazano poredenje preciznosti i gubitaka za
modele koji se porede. Model kreiran nad dvodimenzionalnim podacima (oznaen
plavom bojom), u manjem broju iteracija dostiZze viSu preciznost. U isto vreme, gubici
koje model generi$e su manji od jednodimenzionalnog modela. Vaznu razliku
predstavlja i veca prikazana konzistentnost u rezultatima, Sto potvrduje da je model
zasnovan na dvodimenzionalnim podacima bolji izbor za dalje eksperimentisanije.

Poredenje modela za jednodimenzionalne i dvodimenzionalne podatke
25 1.2
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Slika 52. Poredenje tacnosti i gubitaka modela za 1-D i 2-D podatke

Uzimanjem u obzir svih analiziranih parametara i performansi dva modela,
blagu prednost u izboru je ostvario 2-D model (neznatno viSa preciznost, a znacajno
maniji gubici). |z tog razloga, za dalje sprovodenje eksperimenata i primenu u praksi
je odabran model masinskog ucenja zasnovan na dvodimenzionalnim
podacima.
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5.2. Izbor parametara za obucavanje odabranog

dvodimenzionalnog modela masinskog ucenja

Za proces obulavanja modela, dva parametra koja definiSu pokretanje
procesa su epochs (broj iteracija) i batch_size (veli€ina paketa podataka koji se
odjednom prosleduje modelu). Navedeni parametri su direktno povezani sa brzinom i
efikasnoS¢u ucenja, kao i sa sposobnoS¢u generalizacije obucenog modela.
Izmenom i analizom uticaja ovih parametara na rezultate obucavanja se mozZe doci

do boljeg razumevanja kako razliiti uslovi obucavanja uticu na performanse modela.

5.2.1. Broj iteracija (epochs)

Parametar ,epochs" defini§e ukupan broj kompletnih prolazaka kroz celokupan
skup podataka za obucavanje koji ¢e se izvrSiti tokom samog procesa. Jedna
.epoha“ tj. prolaz, podrazumeva da je svaki uzorak u skupu podataka prosledenom
modelu za obucavanije koriS¢en tatno jednom za azuriranje tezinskih faktora modela.

Obzirom na rezultate odabranog dvodimenzionalnog modela, prikazane na
slici Slika 53, mozZe se izvesti zaklju¢ak da je optimalan broj iteracija (epochs) za
njegovo obucavanje oko 40. Primetan je skok gubitaka i pad preciznosti u koraku 43,
Sto pokazuje da model najverovatnije ulazi u fazu prevelike prilagodenosti koriséenoj
bazi podataka. Do koraka 40, model je ostvario preciznost od 96.36% koriScenjem
podataka za obuku, odnosno 95.16% sa podskupom podataka odvojenim za
validaciju (testiranje).
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Slika 53. Razlike u funkcijama gubitka i preciznosti modela zasnovanog na

dvodimenzionalnom skupu podataka

Za potrebe eksperimenta i nastavka kreiranja funkcionalnog modela za
prepoznavanje gestova srpskog znakovnog jezika, odluteno je da za konacno
obuc¢avanje modela bude koriséeno 40 prolaza (epochs).

5.2.2. Velicina paketa podataka (batch_size)

Parametar ,batch_size" definiSe broj uzoraka koji ¢e se Kkoristiti u jednoj
iteraciji obu€avanja modela. Veli¢ina serije moze varirati u zavisnosti od problema i
skupa podataka, a optimalan batch_size se Cesto odreduje eksperimentisanjem i

prilagodavanjem prema konkretnim potrebama i ograni¢enjima.

Analiziranjem podataka iz tabele Tabela 11Tabela 1, kao i sa grafikona
prikazanim na slikama Slika 54 i Slika 55, dolazi se do zakljutka da je optimalna

veliCina za parametar batch_size = 32.

Tabela 11. Promene rezultata obucavanja modela u zavisnosti od veli¢ine
.batch_size"

anja modela: 40 iteracija (epochs) — 2D model: (40, 258

vreme
> vreme ob. po
batch_siz | accurac val_los | val_accurac | val_accurac | obucavanja | iteracij
e y loss S Yy y [%] [s] i[s]
0.944
4 0.1664 4 0.2130 0.9407 94.1% 1045 26.13
8 0.1331 | 0.954 | 0.2254 0.9375 93.8% 576 14.40
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2

0.965

12 0.1048 2 0.4213 0.8549 85.5% 406 10.15
0.956

16 0.1183 9 0.2731 0.9104 91.0% 339 8.48
0.957

20 0.1242 6 0.1662 0.9504 95.0% 305 7.63
0.957

24 0.1117 7 0.2128 0.9304 93.0% 282 7.05
0.956

28 0.1209 9 0.3906 0.8865 88.7% 264 6.60
0.955

32 0.1235 8 0.2338 0.9329 93.3% 254 6.35
0.953

36 0.1349 7 0.2333 0.9284 92.8% 241 6.03
0.962

40 0.1110 3 0.2322 0.9375 93.8% 228 5.70
0.971

44 0.0901 0 0.1369 0.9594 95.9% 210 5.25
0.956

48 0.1339 1 0.1969 0.9323 93.2% 205 5.13
0.961

52 0.1141 6 0.2076 0.9297 93.0% 195 4.88
0.966

56 0.1001 0 0.1942 0.9329 93.3% 180 4.50
0.952

60 0.1271 4 0.2366 0.9349 93.5% 161 4.03
0.948

64 0.1508 7 0.3125 0.8930 89.3% 160 4.00

Funkcija preciznosti modela prikazana na slici Slika 54 oslikava kontinualni
blagi porast pri povec¢anju veli€ine ,batch_size", dok se u isto vreme, potrebno vreme
za obu¢avanje smanjuje. Zakljucuje se da je dobar odnos vremena potrebnog za
obuCavanje i ostvarene preciznosti postignuto oko vrednosti 32 za batch_size

parametar.
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Slika 54. Preciznost modela u funkciji batch_size parametra

Sliéno kao i za funkciju preciznosti, funkcija koja pokazuje gubitak ostvaruje

optimalan rezultat u procesu obucavanja modela kada je batch_size vrednost

izmedu 30 i 35. Odnos funkcije gubitka, vremena potrebnog za obu¢avanje modela

u odnosu na batch_size parametar je prikazana na slici Slika 55.

0.450
0.400
0.350
0.300
0.250
0.200
0.150
0.100
0.050
0.000

Funkcija gubitka i potrebno vreme za obucavanje u funkciji 'batch_size'

0 5 10 15 20 25 30 35 40 45 50 55

val_loss ===vreme ob. po iteraciji [s]

60

65

30.00

25.00

20.00

15.00

10.00

5.00

0.00

Slika 55. Gubitak modela u funkciji batch_size parametra

103




5.3. Potencijalne implementacije modela masinskog ucenja

Kreirani modeli masinskog u€enja se u zavisnosti od vrste podataka, namene,
karakteristika i zahtevnosti mogu primeniti na velikom broju fizickih uredaja (hardver),
kreirati na razlicitim programskim platformama (softver), mogu se postaviti na razlicite
lokacije i koristiti za razlicite namene.

5.3.1. Hardver za model maSinskog uc€enja

Uzimajuci u obzir veliku preciznost i nizak stepen gubitka odabranog modela,
a bez velikih hardverskih zahteva, model je prilagodljiv za rad na razli¢itim uredajima.
Obzirom na koris¢enje MediaPipe platforme za prepoznavanje kljuénih tataka na
rukama, licu i telu demonstratora, za primenu u realnom vremenu, bez kasnjenja u
obradi podataka, za optimalne performanse, preporucene su sledeci uredaji:

- Laptop ili Desktop rac¢unar, sa modernim procesorima (i5, i7, Ryzen 5,
Ryzen 7), sa preporu¢enim minimumom radne memorije od 8GB. Poseban
grafiCki procesor moze pomoci brzoj obradi slika i video zapisa, posto je
moguca raspodela zadataka izmedu centralnog i grafickog procesora.

- Tablet ili Mobilni telefon srednje ili visoke kategorije, sa kvalitetnim
kamerama i velikom procesorskom snagom bi bili sposobni da bez
kaSnjenja i u realnom vremenu koriste pripremljeni model i prepoznaju

gestove srpskog znakovnog jezika.

5.3.2. Softver za model masinskog ucéenja

Za razvoj aplikacija na osnovu generisanog Keras modela, mogu se koristiti
razli¢ite softverske platforme, jezici i alati. U zavisnosti od primene, uredaja za koji se
program pravi, mogu se Kkoristiti razli¢ita reSenja:

- Za desktop ili laptop aplikacije najceS¢e se koriste razvojna okruzenja
kao Sto su Visual Studio, PyCharm, Eclipse i sli¢no. Sa odgovaraju¢im
dodacima za Python i Keras, aplikacije se mogu praviti koriS§¢enjem
postojeéih modula za kreiranje grafickin interfejsa Tkinter ili PyQt.

- Za mobilne aplikacije, u zavisnosti od toga da li se prave za Android ili
iOS, mogu se koristiti Android Studio ili Xcode respektivno. Pre primene,
Keras model se moze konvertovati u format kompatibilan sa TensorFlow
Lite koji efikasnije radi na mobilnim platformama.
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- Za internet platforme i druge internet lokacije se model moze upotrebiti
koriS¢enjem TensorFlow.js JavaScript biblioteke. Ova biblioteka je
specijalno namenjena za koriS¢enje modela na klijentskoj strani bez

potrebe za serverom.

5.3.3. Lokacije za postavljanje modela

U skladu sa svojom namenom, aplikacije koje se kreiraju za unapred
generisane modele masinskog u€enja se mogu postaviti i pokretati na razli€itim

lokacijama:

- Lokalno pokretanje aplikacija, na uredaju za koji je program namenjen je
najcesc¢i i najbolji nacin za zahtevne sisteme koji zahtevaju rezultate u
realnom vremenu. Video igre ili edukativni materijal se najceS¢e prave sa
namerom da se izvrSavaju lokalno, na uredaju za koji su pravljene.

- ,Cloud” platforme (nedefinisane internet lokacije ,u oblaku“) kao &to su
Amazon AWS, Google Cloud ili Microsoft Azure nude mogucnost
postavljanja na njih modela u obliku APl (Application Programming
Interface). Postavljanjem modela na internet, omoguceno je centralizovano
azuriranje i odrzavanje aplikacija za koje je to potrebno.

- ,Edge Computing”“ podrazumeva distribuirani racunarski model Kkoji
pribliZava aplikacije izvorima podataka sa ciljiem da se korisnik postavi
fizicki blize serveru. Za razliku od podataka koji su na serverima u oblaku,
ovi podaci su blizu korisnika, pa su i kaSnjenja signala (fatency) manja a
performanse bolje. Primer za ovakvu postavku su loT uredaji i lokalni
serveri. Na uredaje Cisco Webex Video Codec (Kit, Pro, EQ, ...), Microsoft
Kinect ili druge, postavljanje modela direktno na uredaj, obezbeduje
lokalnu obradu bez kasnjenja koja su prisutna u komunikaciji sa serverima

lociranim na internetu.

5.3.4. Moguce aplikativne primene

Modeli maSinskog ucenja mogu se primenjivati u Sirokom spektru aplikacija i
programa, prozimajuci razliite industrije i discipline. Namena projektovanog i
kreiranog modela je prepoznavanje gestova srpskog znakovnog jezika, pa se u tom

kontekstu, mogu praviti razlicita softverska reSenja, zasnovanih na tom modelu:
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Edukativni interaktivni materijali i aplikacije za trening i obuku koji
koriste kameru i snimanje gestova korisnika, mogu biti koriS¢eni za pomo¢
u uéenju srpskog znakovnog jezika za osobe sa oste¢enjem sluha.

Video igre za racunare ili mobilne uredaje se takode mogu kreirati na
osnovu generisanog modela, sa ciliem da se najmladoj populaciji priblizi
srpski znakovni jezik i omoguci interaktivno u€enje uz zabavu.
Komunikacione platforme poput email klijenata, razlicitih aplikacija za
instant poruke ili video konferencijskih sistema moze omoguciti automatsko
prepoznavanje i prevod gestova srpskog znakovnog jezika u realnom
vremenu, olakSavaju¢i komunikaciju sa gluvim ili sluSno oStecenim
osobama.

Korisnicka podrska u koju spadaju chatbot-ovi i drugi virtuelni asistenti
moze omoguciti interakciju sa korisnicima koji koriste znakovni jezik, ime
se povecava inkluzivnost i dostupnost usluga.

Interaktivni kiosci i samousluzni terminali mogu omoguciti korisnicima
sa oStecenjem sluha da u trznim centrima, bankama ili drugim javnim
mestima iskaZzu svoje potrebe koriS¢enjem znakovnog jezika i dobiju
potrebne informacije.

Integrativne aplikacije za postoje¢a hardverska reSenja kao Sto su
Microsoft Kinect, Cisco Codec, Polycom itd., mogu omoguciti korisnicima
komunikaciju sa udaljenim partnerima upotrebom gestova znakovnog

jezika. Gestovi se mogu prepoznavati, prevoditi i titlovati za sagovornika.
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5.4. Python kod za koriséenje modela masinskog ucenja pri

prepoznavanju gestova slova srpskog znakovnog jezika

Za potrebe ove disertacije, kreiran je funkcionalan primer, u Python
programskom jeziku, koji koristi prethodno pripremlienu bazu podataka sa
dvodimenzionalnim vrednostima gestova srpskog znakovnog jezika. Detalji o
koris¢enoj Python verziji i pripadajuc¢ih uvezenih modula su prikazani u Prilogu A.

Aplikacija koja koristi unapred pripremljen model je kreirana (Slika 56):

- Za desktop/laptop racunar (preporu€enih karakteristika procesora i5, i7 i
radne memorije od 8GB, sa web kamerom)

- Koris¢enjem Python (3.10 verzije) programskog jezika

- Program je instaliran lokalno, bez potrebe za internet konekcijom

- Namena aplikacije je za demonstraciju i ufenje gestova srpskog
znakovnog jezika

def ucitaj_model(model_name):
szj_model = load_model(model name)
print(f"Model: {model_name} loaded.")
return szj_model

if __name__ == "__main__":
odstampaj_zaglavlije()
szj_model = ucitaj_model("model_3.keras")
szj_prepoznavanje_gestova(szj_model)

Slika 56. Pocetak programa za prepoznavanje srpskog znakovnog jezika

Kao Sto je prikazano u izvornom kodu, unapred kreiran Keras model
(,model_3.keras") se prvo ucitava, a nakon toga poziva funkcija za prepoznavanje
gestova srpskog znakovnog jezika (,szj_prepoznavanje_gestova(szj_model)*).
Funkcija za prepoznavanje gestova snimljenih web kamerom racunara je prikazana
na slici Slika 57.

def szj_prepoznavanje_gestova(ssl_model):
frame_count = @
recording_in_progress = False
ruke_u_kadru_nisu_bile_count = 5

ruke_u_kadru_bile = False
ruke_u_kadru_pauza = 1@ # PAUZA u frame-ovima izmedju snimanja klipova

frame left margin = 288

107




frame_right_margin = 10ee

t Detalji za CODEC i snimanj
targeted_frame_count = 48 # L

cap = cv2.VideoCapture(@, cv2.CAP DSHOH)
cap.set(cv2.CAP_PROP_FRAME_WIDTH, video_width)
cap.set(cv2.CAP_PROP_FRAME HEIGHT. video helght)
cap.set(cv2.CAP_PROP_FORMAT, -1) # Preuzimanije v
predvidjanjel = ""
predvidjanje2 =
predvidjanje3 =
slovol = " "
slovo2 =
slovo3 =

w1th mp_holistic_model. Hollstlc(mln detection_confidence=0.5,
min_tracking_confidence=0.5) as holistic:
while cap.isOpened():
ret, frame = cap.read() # VIDEO uzi sa web kamere
frame = frame[@:video helght frame_left_margin:frame_right_margin]
#crop frame to middle 3/5 of total video width

1je kljuénih tacaka
image, results = medi e_keypoint_locations(frame, holistic)

cv2.rectangle(image, (@,0), (video_width,30), (144,144,188), -1)
cv2.putText(image, f"{predvidjanjel}¥% {slovol}
| {predvidjanje2}% {slovo2}

| {predvidjanje3}% {slovo3}", (2ee, 23),
cv2.FONT_HERSHEY_SIMPLEX, ©.8, (©,0,08), 2, cv2.LINE_AA)

¢ SN A JEDNOG KADRA ¢im se primeti ruka u kadru
ruke_u_kadru = (results.right_hand_landmarks) or
(results.left_hand_landmarks)
if ruke_u_kadru:
ruke_u_kadru_bile = True
ruke_u_kadru_nisu_bile_count = ©
else:
ruke_u_kadru_bile = False
ruke_u_kadru_nisu_bile_count += 1

_IM SE RUKA DETEKTUJE U KADRU, KRECE SNI JE I |
if (ruke_u_kadru) and (not Pecordlng in progress):
print("Detektovana ruka u kadru!")

all_keypoints = []
frame_count = @
recording_in_progress = True

# U TOKU SNIM (ADR Promena status bar-a
if (recording_in_progress) and (frame_count < targeted_frame_count):
recording_progress_bar = int(video_height -
frame_count/targeted_frame_count*video_height)
cv2.putText(image, "Snimanije u toku!", (256, 700),
cv2.FONT_HERSHEY SIMPLEX, 1, (11,11,255),
2, cv2.LINE_AA)
cv2.line(image, (20,video_height-recording_progress_bar),
(20,video_height), (©,8,255), 40)
frame_count += 1
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# PREPOZ E kljuénih tacaka
one_frame_keypoints = recognize_keypoints(results)
all_keypoints = np.append(all_keypoints, one_frame_keypoints)

# I na kraju snimanja kadra, da ne krene ako je ruka jos u kadru
elif (frame_count »>= targeted_frame_count) and
(ruke_u_kadru_nisu_bile_count < ruke_u_kadru_pauza):
cv2.putText(image, "Sklonite ruke iz kadra...", (2@, 7@@),
cv2.FONT_HERSHEY_SIMPLEX, 1,
(255,255,255), 2, cv2.LINE_AA)

elif (frame_count »>= targeted_frame_count):
recording_in_progress = False
frame_count = @
print("Prepoznavanje slova uz pomo¢ modela masinskog ucenja:")
prepoznaj_ovo = all_keypoints.reshape((1, 4@, 258))
# Pros vanje n za pre avanje i dobijanje rezi
result j_model.predict(prepoznaj_ovo))

L )-dimenziona
: dji L n
numpy niz_rezultata = result.flatten()
predvidjanjel = round(max(numpy _niz_rezultata)*1ee)
slovol = sign_dict_keys_list[np.argmax(numpy_niz_rezultata)]
print(f"Verovatnoca: {predvidjanjel}% | Redni broj slova:
{np.argmax(numpy_niz_rezultata)}
| Prepoznato slovo: {slovol}")
numpy _niz_rezultata[np.argmax(numpy niz_rezultata)] = @
predvidjanje2 = round(max(numpy niz_rezultata)*1ee)
slovo2 = sign_dict_keys_list[np.argmax(numpy_niz_rezultata)]
print(f"Verovatnoca: {predvidjanje2}% | Redni broj slova:
{np.argmax(numpy_niz_rezultata)} |
Prepoznato slovo: {slovo2}")
numpy _niz_rezultata[np.argmax(numpy _niz_rezultata)] = @
predvidjanje3 = round(max(numpy niz_rezultata)*1ee)
slovo3 = sign_dict_keys_list[np.argmax(numpy_niz_rezultata)]
print(f"Verovatnoca: {predvidjanje3}% | Redni broj slova:
{np.argmax(numpy_niz_rezultata)}
| Prepoznato slovo: {slovo3}")

# Prikazi na ekranu u pr ru sa slikom
cv2.imshow('Serbian Sign Language | AZBUKA <Esc> to Exit', image)
7 Izlaz iz pt ama pritiskom na <Esc>
1f cv2.waitKey(10) & @xFF == 27:
break
cap.release()
cv2.destroyAllWindows()

Slika 57. Funkcija za prepoznavanje gestova srpskog znakovnog jezika

U prvom delu funkcije postavljaju se parametri vazni za koriS¢enje web
kamere i prosledivanje slika i snimka za dalju obradu (,Detalji za CODEC i
snimanje“). Pored parametara vezanih za OpenCV (Bradski, G., 2008) Python
modul, definiSu se i neophodne promenljive koje ¢e se koristiti za prikazivanje
rezultata prepoznavanja srpskog znakovnog jezika.
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U kodu koji sledi, postavljaju se parametri za funkcije iz MediaPipe modula.
Koristi se ,holistic* model, koji omogucava istovremenu detekciju lica, Saka i poza u
realnom vremenu. Koris¢eni MediaPipe ,holistic* model integriSe nekoliko prethodno
razvijenih modela, kao Sto su MediaPipe Hands (ruke), MediaPipe Pose (telo) i
MediaPipe Face Mesh (lice) u jedan efikasan funkcionalni proces (pipeline).
KoriS¢enjem samo jednog modula umesto tri, smanjuje se neophodna potrebna
procesorska snaga i kompleksnost koja bi bila potrebna za integraciju viSe modela.
Ovaj pristup omogucava aplikacijama da dobiju sveobuhvatne informacije o polozaju
snimljenog subjekta u vidu polozaja i pokreta ruku, lica i tela, a to sve koriste¢i samo

jedan model.

Snimak sa web kamere (oznacen komentarom ,VIDEO uZivo sa web kamere*)
se prosleduje funkciji oznatenoj komentarom ,Detektovanje kljutnih tacaka®“, a
ukoliko se u rezultatima (resulfs) prepozna prisustvo bar jedne Sake, zapocinje se
Cuvanje narednih 40 slika u privremenu, radnu memoriju. Vrednosti prepoznatih
kljutnih tacaka sa zabelezenih 40 snimaka se dalje prosleduju funkciji unapred
generisanog modela za  prepoznavanje  srpskog  znakovnog  jezika
»$Zj_model.predict(prepoznaj_ovo)*, koja vraca 30 vrednosti sa prognoziranim
verovatno¢ama (od 0 do 1). Najvecéa vrednost predstavlja prognozu modela koje je
slovo subjekt prikazao ispred web kamere. Program prikazuje tri najvec¢e vrednosti,
sa procentima verovatnoce koju model generiSe.

5.5. Praktiéna upotreba i rezultati rada aplikacije za

prepoznavanje gestova srpskog znakovnog jezika

KorisniCki interfejs razvijene aplikacije za prepoznavanje gestova srpskog
znakovnog jezika je prikazan na slici Slika 58. Kamera bez prekida snima i u trenutku
kada prepozna ruku koja je uSla u kadar, narednih 40 slika uzima kao video koji ¢e
se analizirati i na osnovu koga ce se vrSiti predvidanje. U levoj strani prozora se
nalazi traka crvene boje, koja se vremenom smanjuje i pomaZe demonstratoru da
proceni brzinu kojom treba da prikaze gest. Kao standard za eksperiment u ovoj
disertaciji, uzima se 40 slika, za ¢iju obradu se vreme razlikuje u zavisnosti od
performansi racunara. Ovo vreme se nece bitno razlikovati, tako da je potrebno
prilagodavanje osobe koja prikazuje gestove minimalno. U centralnom delu ekrana

se prikazuje sam gest — u vidu pokreta. Neki gestovi zahtevaju velike pokrete
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rukama, dok su drugi stati¢ni, ali se za sve njih i baza podataka i sam postupak

prepoznavanja zasniva na snimanju i ¢uvanju video klipova.

U vrhu prozora aplikacije, prikazani su rezultati predvidanja prethodnog
snimljenog gesta. Rezultati ostaju prikazani sve dok se ne zavrSi snimanje i

prepoznavanje narednog gesta.

U donjem delu prozora, prikazane su informacije o toku snimanja, pa korisnik
moZe biti upozoren da je ,Snimanje u toku® ili da je neophodno da ,Pomeri ruke iz

kadra“ u slucaju da je 40 slika ve¢ zapamceno, a ruke su i dalje u kadru.
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Slika 58. Korisnicki interfejs programa za prepoznavanje gestova srpskog znakovnog

jezika
Slika 59 prikazuje (u skracenom obliku) proces prognoziranja aplikacije i
predvidanja slova koje je pokazao demonstrator svojim pokretom. Vidi se i protok
vremena koji je prikazan smanjivanjem crvene linije u levom delu prozora aplikacije i
na samom kraju predvidanja je prikazan rezultat. Model je u ovom slucaju
prognozirao da je prikazano slovo M sa 82% tacnosti, slovo N sa 18% tacnosti a 0%

taénosti daje slovu S i svim ostalim slovima azbuke.
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Slika 59. Prepoznavanije gesta za slovo ,M" sa 82% pouzdanosti

Slika 60 prikazuje gest slova ,J* koji se prikazuje samo jednom rukom, ali je
neophodno da se pokaze ceo gest, posto je za njega obavezan pokret. Za sve
gestove za koje je obavezan i pokret, rezultati su malo loSiji od stati¢kih gestova, Sto
se moze videti u Tabeli
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Tabela 12.

Slika 60. Prepoznavanje gesta za slovo ,J* sa 82% pouzdanosti

Slika 61 takode prikazuje rad aplikacije pri obradi video zapisa dinamickog
slova ,C (L)“. Model je u prikazanom slucaju prognozirao da je u pitanju slovo C sa
verovatnocom od 100%. Rezultati se razlikuju, a zavise kako od nacina i brzine
prikazanog pokreta, tako i od boje i kolorita odeée i snimljene pozadine. Sarena
pozadina i boja odece demonstratora mogu primetno smanijiti kvalitet i preciznost

prepoznavanja kljuénih tadaka na rukama, licu i telu u€esnika u eksperimentu.

Slika 61. Prepoznavanje gesta za slovo ,C (L})“ sa 100% pouzdanosti

Slika 62 pokazuje rezultat prepoznavanja statickog slova ,U“ za koje je
potrebno koristiti obe ruke. U prikazanom slu¢aju, model je izuzetno uspesno
prepoznao slovo, sa pouzdano$¢u od 98%. Model daje 2% verovatnoce slovu ,P*.
Slicnost izmedu dva slova se nalazi u dva vertikalno postavljena prsta.

i

Slika 62. Prepoznavanje gesta za slovo ,U (¥)" sa 98% pouzdanosti
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Slika 63 oslikava rad aplikacije u slu¢aju prikazivanja statickog slova ,K*, za
koje je potrebno koristiti obe ruke. Prikazani rezultat sa 67% ta¢no prepoznaje
predstavljeni gest. Program je procenio da je prikazani gest slovo ,V* sa 22%
verovatnoce, najverovatnije zbog slicnosti postavke prstiju.

Slika 63. Prepoznavanje gesta za slovo ,K* sa 67% pouzdanosti

Prepoznavanje slova ,E“, koje se pokazuje sa samo jednom rukom, bez
potrebe za pokretom, prikazano je na slici Slika 64. Rezultat sa prikazanog primera
od 94% je izuzetno visok, a sli¢nost sa slovom ,L* je o€igledna, pa ga je zbog toga

model sa 5% predlozio kao drugi izbor.

Slika 64. Prepoznavanje gesta za slovo ,E* sa 94% pouzdanosti

Slika 65 prikazuje rad programa pri prepoznavanju slova Lj (J/b). Rezultat od
99% verovatnoce demonstrira izuzetno visoku preciznost na prikazanom slucaju. Za
prikazivanje slova Lj su potrebne dve ruke, ali nije potreban pokret.

Slika 65. Prepoznavanje gesta za slovo ,Lj = Jb" sa 99% pouzdanosti
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Prakti¢na primena programa za prepoznavanje pokreta koji opisuju slova azbuke
srpskog znakovnog jezika donosi rezultate prikazane u tabeli
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Tabela 12. Svaki od pokreta je prikazan po 20 puta, a u tabelu je uneta
srednja vrednost prognoziranih rezultata. ZakljuCuje se da su rezultati loSiji za slova
azbuke za koja je potreban pokret, za koje je potrebno komplikovanije postavijanje

prstiju i koja imaju sli€nu postavku ruku.
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Tabela 12. Eksperimentalno izmeren procenat uspesnog prepoznavanja slova
srpskog znakovnog jezika na osnovu prikazanih gestova (na uzorku od 20 snimaka

po slovu).
Broj Obavezan Procenat uspesnosti predvidanja
Slovo  ruku pokret slova na osnovu prikazanog pokreta
r 1 HE 92% I |
b 1 HE 89% I |
E 1 HE 88% NG |
" 1 HE 93% I
J 1 OA 7% NN 00
n 1 HE 94% INEENENEEEEEEREEEEE
o 1 HE 85% NN |
P 1 OA 79% NN 0
c 1 HE 77% I |
h 1 DA 87% NN
u 1 OA 85% NN
A 2 HE 82% NN
B 2 HE 90% GG |
B 2 HE 81% NN
il 2 HE | 83% NG |
X 2 HE 91% NN
3 2 HE 92% NN
K 2 HE 80% I
b 2 HE 68% NN 000
M 2 HE 84% ININENEEEEEEEENEE
H 2 HE 82% NN |
b 2 HE 7% NN 0
n 2 HE 73% NN |
T 2 HE 78% NN
y 2 HE 86% NN
® 2 HE 72% INEEEEEEEEEEEE 00
X 2 HE 78% NN |
4 2 HE 73% NN 0 |
| 2 DA | 79% IS
w 2 HE 82% NN
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6. Zakljucak

Celokupno istrazivanje koje je direktno dovelo do rezultata prikazanih u ovoj
disertaciji je trajalo oko godinu i po dana. Ono je obuhvatilo prikupljanje video
snimaka za bazu sa gestovima, kreiranje modela masinskog ucenja na osnovu
prikuplienin podataka i programiranje aplikacije koja koristi taj model. Rezultat je
funkcionalni program baziranog na modelu masSinskog ucenja koji je sposoban da
samostalno prepozna prikazane gestove slova iz azbuke sprskog znakovnog jezika.
Pored programa i modela masinskog uéenja, razvijena je obimna i kvalitetha baza
podataka koja u sebi sadrzi informacije o snimljenim kljuénim tackama ruku, lica i
tela, za vreme prikazivanja gestova slova srpskog znakovnog jezika. Ova baza
podataka je dostupna i omogucen je pristup istoj od strane naucne zajednice, sa
ciljem njenog daljeg razvoja, ali i za implementaciju u realizaciji buducih projekata
koji za cilj imaju razvoj ove oblasti. Kreirani i predstavljeni funkcionalni program i
model masinskog ucenja, predstavljeni su detalino kroz ovu disertaciju, ¢ime su
postignuti nauéni doprinosi koji ujedno potvrduju prethodno postavljene hipoteze.

6.1. Hipoteze

Opsta hipoteza koja Cini osnovu istrazivanja u disertaciji je potvrdena:
.kori8¢enjem alata baziranim na ve$tackoj inteligenciji mozZe se unaprediti i olak3ati
komunikacija ljudi oSte¢enog sluha“. Na osnovu obimne i kvalitetne baze podataka
srpskog znakovnog jezika kreirana je i detalino objasnjena finalna funkcionalna
aplikacija. Kori§¢enjem kreirane baze, kojoj se moze pristupiti preko interneta, mogu
se kreirati razli¢iti modeli masinskog ucenja, a nakon toga i alati koji unapreduju i
olak8avaju komunikaciju ljudi ostec¢enog sluha. Ove aplikacije, zbog principa na
kome rade, su interaktivni, pa se informacije za razliku od postojecih resenja,
prosleduju dvosmerno — od Coveka ka raCunaru i od racunara ka CcCoveku.
Prepoznavanje gestova srpskog znakovnog jezika upotrebom generisanog modela
masinskog ucenja, omogucava implementaciju ovakvog sistema u razliCite aplikacije i
uredaje. Model se moze inkorporirati u komunikacione programe i platforme, kao Sto
su Viber, WhatsApp, Teams, Webex, FaceTime, Telegram, itd. Pored navedenih
programa i platformi, ovakve aplikacije i modeli se mogu iskoristiti za potrebe
transkripcije znakovnog jezika i u drugim komunikacionim i video-konferencijskim

uredajima proizvodaca Cisco, Polycom, Logitech, itd. Zbog svoje dostupnosti,
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mogucnosti proSirenja i Siroke primenljivosti, osnovna baza podataka se moze
iskoristiti i kao osnova za potpuno nova programska reSenja, edukativnog,
komunikacionog, poslovnog ili drugog tipa. Takode je moguce da se kreirani program

iskoristi i za proSirenje prepoznavanja drugih gestova ili jezika.
Posebna hipoteza koja proizilazi iz opste hipoteze je takode potvrdena:

.modeli masinskog u€enja mogu znacajno da pomognu u razvoju algoritama za
prepoznavanje  znakovnog  jezika“.  Sprovodenjem  eksperimenata  sa
jednodimenzionalnim, dvodimenzionalnim ili drugim oblicima podataka, menjanjem
parametara modela i merenjem dobijenih rezultata, ostvaruje se napredak u radu
modela u kontekstu razumevanja neophodnih izmena, kako bi se unapredili rezultati i
povecala njegova funkcionalnost. Napredak u razvoju modela je primetan u pracenim
i predstavljenim rezultatima njihovog funkcionisanja. Vecina modela koristi statiCke
slike za kreiranje modela i samo prepoznavanje pokreta. RazliCite platforme pomocu
kojih istrazivaci pronalaze kljutne tacke na telu demonstratora takode mogu da
prouzrokuju razlike u generisanim rezultatma. Vecina aplikacija i modela je
zasnovana samo na statiCkim slikama, ograni€avajuéi svoje mogucnosti na samo
deo gestova. Razmatranjem razli€itih potencijalnih reSenja, modela i algoritama, u
ovoj disertaciji je projektovano, kreirano i usvojeno redenje koje koristi dinamicke
video zapise za tu namenu. Na taj nacin se omogucava prepoznavanje slova koje u
svom prikazivanju sadrze pokret, $to se smatra znacCajnim napretkom u odnosu na
modele koji su bazirani na prepoznavaniju statickih slika.

Pojedinacna hipoteza 1: ,Smanjuje se mogucnost greske u komunikaciji sa
slusno oste¢enim osobama“ je u potpunosti potvrdena. Komunikacija sa slusno
oste¢enim osobama nosi svoje izazove, probleme i ograni€enja. Kori§¢enjem
sistema slicnih ovom koji je prikazan u disertaciji, moZze se u velikoj meri pomodi
slusno ostecenim osobama da koriste znakovni jezik sa vec¢im stepenom tacnosti.
Takode, omogucava se celokupnoj slusno ostecenoj zajednici da kroz funkcionalni
program koji omoguc¢ava prepoznavanje slova azbuke kroz pokret, nauci i usavrsi
razumevanje i prikazivanje obradenih gestova.

Zasnovan na obimnoj bazi podataka koja opisuje pokrete slova azbuke,
razvijeni model masinskog u€enja testiran je nakon obu€avanja i dobijeni rezultati

indikuju 93% tacnosti prognoziranja ishoda. Ovako visoka ta¢nost rezultata potvrduje
kvalitet i preciznost modela, ali moZe da upozori i na znacajan nivo prilagodenosti
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postojeéim podacima. Povecan nivo prilagodenosti setu podataka za obucavanije se
u odredenim okolnostima moze tumaciti kao potencijalno ograni€enje. Testiranje
generisanog modela koriS¢enjem skupa podataka za testiranje, samo delimic¢no
moze da ukaze na performanse modela. Kako bi se utvrdilo koliko je model zaista
precizan i u kojoj meri je upotrebljiv u praksi, vrSi se testiranje u realnom vremenu, uz
pomo¢ demonstratora koji prikazuju gestove ispred kamere. Dva demonstratora su
pokazivala svako slovo srpskog znakovnog jezika po 10 puta, pri ¢emu su belezZeni i
izlazni rezultati modela (
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Tabela 12). Proseéna preciznost predvidanja programa u realnim okolnostima
je 82%, Sto se moze smatrati sa visokim stepenom preciznosti. Zbog visoke
preciznosti kreirane aplikacije i prikazanim mogucnostima u realnoj upotrebi, smatra
se da je i ova hipoteza takode potvrdena.

Pojedinacna hipoteza 2: ,,Unapreduje se polozaj slusno oStecenih osoba u
drustvu“. Kreirana aplikacija i model masinskog uéenja omogucuju osobama
ostecenog sluha da lakSe komuniciraju i koriste poslovne i svakodnevne usluge i
aplikaciie na gotovo identiCan nacin kao i ostali korisnici. Automatizacija
prepoznavanja i transkripcije slova srpskog znakovnog jezika, koju ovakvi sistemi
donose, moze smanijiti potrebu za tumacima znakovnog jezika, Sto moze biti korisno
u situacijama kada ga nije moguce obezbediti. Moguca je implementacija modela za
prepoznavanje gestova znakovnog jezika u Siroko rasprostranjenim programima i

uredajima:

- Viber

- WhatsApp

- Microsoft Teams

- Cisco Webex

- Cisco Codecs (Pro, Kit, EQ, itd.)

- Microsoft Kinect uredaj

- Polycom video conferencing sistem
- Logitech web kamera

- Ostalim Windows, Linux ili MacOS aplikacijama, itd.

Mogucnost slusno ostecene zajednice da koriste za njih prilagodene, Siroko
rasprostranjene sisteme i programe, zajedno sa ostalom populacijom, obezbeduje
njenim pripadnicima ravnopravniji polozaj u drustvu. Na ovaj nacin je i ova hipoteza

objasnjena, potvrdena i dokazana.

Pojedinacna hipoteza 3: ,,ProSiruje se spektar delatnosti u kojima se mogu
efikasno angazovati ljudi oste¢enog sluha“. Ova hipoteza je dokazana, direkino se
nadovezuje na prethodnu, a vezana je za spektar delatnosti koje implementirani i
kreirani alati, sistemi i programi omogucavaju. Implementacijom modela masinskog

ucenja u razli¢ite sisteme, slusno oStecena zajednica moze da:
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- Ucestvuje u video-konferencijskim sastancima tako $to pokazuje gestove
srpskog jezika

- Komunicira gestovima u okviru komunikacionih programa: Viber,
WhatsApp, itd.

- PruZi i dobije informacije sa informacionih panela na javnim mestima

- Ucestvuje u razlicitim kanalima poslovne i privatne komunikacije, itd.

Mogucénosti koje sludno oStec¢ena zajednica dobija kori&¢enjem ovakvih
sistema dodatno opremljenim modulima za prepoznavanje gestova, znac¢ajno utice
na proSirenje spektra delatnosti u kojima se njeni pripadnici mogu efikasno
angazZovati i ravnopravno ucestvovati. Sve pomenute Cinjenice obezbeduju potvrdu
da je i tre¢a posebna hipoteza potvrdena.

6.2. Kompleksnost istrazivackog procesa: mogucénosti,

ogranic€enja, rizici, prednosti i nedostaci

Mogucnosti sistema za prepoznavanje znakovnog jezika su razliCite i zavise
od nacina njegove primene i implementacije. Glavni cilj je da ovi sistemi omoguce
komunikaciju izmedu osoba o$tec¢enog sluha koji koriste znakovni jezik sa osobama
koje ga ne koriste. Oni se mogu prilagoditi tako da prepoznaju rukopis (pracenjem
pokreta olovke), ekspresiju lica, budu u mogucnosti da razumeju opsti kontekst
razgovora, konvertuju gestove u pisani ili govorni jezik, itd. Sposobnost sistema da
omoguci dvosmernu, interaktivnu komunikaciju je izuzetno znadajno za socijalno
osnazivanje sludno oSte¢ene zajednice u smislu unapredenja njihove interakcije u
savremeno poslovno okruZenje ali i svakodnevne aktivnosti. Moguénost da se ovakvi
sistemi aktiviraju na razliCitim fizickim platformama je takode od velikog znacaja.
Mogu se koristiti na mobilnim telefonima, laptop ili desktop racunarima, tabletima, itd.

Ogranicenja ovakvih sistema su brojna. Izmedu ostalih, ogledaju se u velikoj
raznolikosti znakovnih jezika. Vidne su regionalne i lokalne razlike i u okviru gestova i
pokreta samo jednog jezika, $to predstavlja veliki izazov za razvoj jedinstvenog i
univerzalnog sistema. Mnogi znakovi zahtevaju precizne pokrete i poloZaje prstiju,
kao i specificne ekspresije lica ili orjentaciju tela. Precizno prepoznavanje takvih
detalja pomoéu modela masinskog uéenja i aplikacija koje ih koriste je sloZzen
zadatak. Netacnost i nepreciznost predvidanja modela zavisi i od nacina na koji su
demonstratori prikazivali znakove. Od velike je vaznosti da ucesnici koji pokazuju
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gestove koji ¢e se koristiti za obuéavanje modela budu struéni i da na precizan i
jasan nacin prikaZzu sva slova znakovnog jezika, kako bi model bio ispravno obucen.
Ovo podrazumeva ozbiljnu kontrolu snimljenih video zapisa, posto je neophodno da
se oni neodgovarajuceg obavezno moraju ukloniti iz baze. Ukoliko ostanu u bazi,
poremeti¢e proces obu€avanja i model ¢e u primeni pokazivati pogreSno prikazane
gestove kao ispravne, a dobro prikazane kao neispravne. Od najvece je vaznosti da

baza podataka bude velika, precizna, stru¢no napravljena i raznolika.

Rizici koje sistemi za prevodenje gestova znakovnog jezika u pisani ili aktivni
govor mogu dovesti do nesporazuma, nejasno¢a i greSaka u komunikaciji. U
medicinskim, pravnim ili hitnim slu¢ajevima, greSske u komunikaciji mogu imati
ozbiline posledice. Posledice nesporazuma mogu direktno negativno uticati na
zdravlje, dovesti do nepovoljnih pravnih posledica ili drugih problema. Pored gresaka,
zbog koriS¢enja kamere ili drugih senzora, Cesto se postavlja pitanje o tome na koji
se nacin prikupljaju, €uvaju i koriste osetljivi podaci korisnika. Prekomerna zavisnost
od tehnolodkih reSenja mozZe potencijalno ograni€iti i smanijiti broj osoba koje
razvijaju licne vestine komunikacije i osloniti se samo na racunar. | pored Siroke
dostupnosti tehnologije, postoji rizik da ovakvi sistemi ne budu dostupni svim
korisnicima, pa osobe u manje razvijenim podru¢jima i zajednicama ne budu u

mogucnosti da koriste ovakve sisteme.

Prednosti koriS¢enja racunarskih sistema za prepoznavanje znakovnog jezika
su brojne, a odnose se kako na osobe koje koriste znakovni jezik, tako i na Siru
zajednicu. Omogucavaju lakSu komunikaciju izmedu sluSno ostecenih i onih koji
koriste znakovni jezik sa osobama koje ne znaju znakovni jezik. Smanjuje se jezicka
barijera i poboljSava se socijalna inkluzija. Ovakvi racunarski sistemi se mogu koristiti
kao obrazovni alati i platforme za u€enje znakovnog jezika, a takode i za pruzanje
obrazovnog interaktivnog materijala na znakovnom jeziku. Sistemi za prepoznavanje
znakovnog jezika povecavaju samostalnost i nezavisnost osoba sa oSte¢enjem
sluha, omogucavajuci im komunikaciju u razli¢itim svakodnevnim, inace izazovnim,
situacijama. Olak$ana im je komunikacija u posetama lekarima, kupovini, bankarskim
poslovi, itd. Siroka i sveobuhvatna dostupnost ovakvih sistema omogucava trenutnu
komunikaciju bez potrebe za ljudskim tumacem, Sto je posebno korisno u hitnim ili
neoCekivanim situacijama. Moguénost snimanja i arhiviranja komunikacije na

znakovnom jeziku moZe takode biti korisna za obrazovne, pravne ili medicinske
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svrhe. Mogu da predstavljaju izuzetno vrednu podrsku pri u€enju znakovnog jezika,
Cime se promoviSe vece razumevanje, prihvatanje, tolerancija i inkluzija medu

razli¢itim zajednicama.

Nedostaci ovakvih sistema spreavaju i usporavaju Siroku primenu u
programima, na internet platformama i u specijalizovanim uredajima. Najveci izazov
predstavlja postizanje visoke tanosti prepoznavanja u realnoj upotrebi, posebno u
sloZenim ili promenljivim uslovima osvetljenja, raznobojnoj boji odece i pozadine, kao
i stilova i brzine izvodenja gestova. Znakovni jezici i pored velikog napora za
standardizaciju su i dalje puni nijansi i razli¢itosti i ne ukljuéuju samo pokrete ruku,
veC i izraze lica, polozaj tela i druge neverbalne aspekte komunikacije. Ove
karakteristike znakovnih jezika takode dovode do nepotpunog ili netacnog
prevodenja. Razvijanje univerzalnog sistema za prepoznavanje razli¢itih znakovnih
jezika iz navedenog razloga takode nije moguce. Efikasno prepoznavanje gestova
znakovnih jezika esto zahteva naprednu tehnologiju, kao 8to su kvalitetne kamere i
brzi procesori, $to moze biti skupo i nepraktiéno za korisnike u zemljama u razvoju.
Bez razumevanja celokupnog konteksta reCenice znakovnog jezika, posmatrajuci
svaki gest kao nezavistan, moZe generisati pogreSno predvidanje rezultata. lako se
brzina i efikasnost rada ovakvih sistema stalno unapreduju, postizanje tecne i
prirodne komunikacije u realnom vremenu je i dalje izazov. Koris¢enje kamera,
senzora za snimanje i Cuvanje ovakvih podataka dovodi do zabrinutosti u pogledu
privatnosti i eti¢kih pitanja, posebno u javnim, poslovnim, Skolskim, zdravstvenim ili
drugim zajedni¢kim prostorima. Svaki korisnik demonstrira znakovni jezik na svoj
nacin, tako da sistemi moraju da budu sposobni da se prilagode individualnim
varijacijama u izvodenju znakova. Ovakva generalizacija i uopS$tenost u smislu

prepoznavanja li€nih posebnih pokreta moze biti teSka za implementaciju.

Pravci buducih istrazivanja

Nastavak istraZivanja vezanih za razvoj sistema za prepoznavanje gestova
sprskog i drugih znakovnih jezika je kljuan za unapredenje komunikacije izmedu
osoba koje znakovni jezik koriste i onih koji ga ne koriste. Pravce buducih istrazivanja

je moguce grupisati u:

a) Teorijska nautna istrazivanja

b) Prakti¢na naucna istrazivanja
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Teorijska naucna istrazivanja se mogu zasnovati na izmenama postojecih
modela i racunarskog koda, kao i ispitivanju na tim podacima dobijenih, novih
rezultata. Promenom parametara, funkcija, oblika i forme podataka, aktivacionih
funkcija za obucCavanje modela masinskog ucenja i drugih promenljivih, moguce je
generisati viSe razliCitih grupa rezultata i analizirati kako izmene uticu na

performanse.

Prakticna naucéna istrazivanja se zasnivaju na konkretnim izmenama,
dodacima i korekcijama modela masinskog ucenja i aplikacije koja se na tom modelu
zasniva. Moguce su viSestruke izmene i unapredenja postojeceg istraZivanja, kao i
razvoj novih, alternativnih programa i modela, zasnovanih na ovom:

- Promena u obliku, rezoluciji, broju slika i formi prikupljanja video klipova

- lzmene u nadinu obrade slika i video zapisa, kao i njihovom kvalitetu

- Promena platforme koja ¢e biti kori§¢ena za prepoznavanje kljuénih taéaka
na Sakama, licu i telu

- Eksperimentisanje sa razliitim alatima i platformama za razvoj i kreiranje
modela masinskog ucenja

- Ispitivanje mogucnosti i postavki modela sa cijem da se obucavanje
modela dovede na najviSi moguci nivo pouzdanosti i preciznosti

- Eksperimentisanje sa parametrima novih modela ma8inskog ucenja

- Postavljanje programa i modela na razliCite platforme i prilagodavanje radu
na razli¢itim uredajima

- Moguce je korid¢enje aplikacije i modela predstavljene u ovoj disertaciji za
druge gestove, redii jezike

- Spajanje viSe pojedinacnih postojec¢ih racunarskih modula u jedan
sveobuhvatni programski sistem

- Postavljanje celokupnog sistema na neku od ,Cloud* platformi

- Razvoj u razli¢itim programskim jezicima

- Unapredenje kvaliteta i obima baze podataka

6.3. Strukturni aspekti naué¢nog istrazivanja: Deskripcija,
Klasifikacija, Otkrice i Objasnjenje
U okviru nivoa nauéne deskripcije za potrebe ove disertacije, opisane su
karakteristike srpskog znakovnog jezika, kao i pokreti ruku, lica i tela koji oznacavaju
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slova azbuke srpskog znakovnog jezika. Obuhvacen je i pregled dosadasnjih
naucnih istrazivanja, tehnoloskih reSenja i metodologija za prepoznavanje razliitih
znakovnih jezika, sa posebnim fokusom na one koji su ve¢ u primeni i dokazani su
praksi. Disertacija se takode bavi detalinom analizom i unapredenjem usvojenih
reSenja, funkcija, modela i aplikacije.

Na nivou nauéne klasifikacije, u okviru doktorata posvecenog aplikacijama i
modelima za prepoznavanje srpskog znakovnog jezika, vazno je bilo razviti i
primeniti sistemati€an pristup za kategorizaciju slova srpskog znakovnog jezika.
Posebna paZnja je posvecena analizi podataka, kao i brisanju video zapisa koji ne

zadovoljavaju uspostavljen nivo kvaliteta ili su snimljeni greSkom, nenamerno.

Koris¢eni metod nauéne deskripcije obuhvatio je pregled i prikaz kori§¢ene
tehnologije koja se koristi u procesu prepoznavanja, ukljuéuju¢i hardver (kamera) i
softver (algoritmi za obradu slika i tehnike masinskog ucenja). Svaki od
predstavljenih elemenata u disertaciji doprinosi i utife na unapredenje opstih
performansi, preciznosti i efikasnosti sistema prepoznavanja slova.

U ovom radu je nivo nau€énog otkri¢a prikazan kroz analizu i identifikaciju
novih pristupa, tehnika i algoritama koji poboljSavaju tanost, brzinu i efikasnost
prepoznavanja gestova za slova srpskog znakovnog jezika. Otkrica na ovom nivou
su podrzana eksperimentalnim testiranjem i validacijom, dokazujuéi prakti¢nu

primenljivost i doprinos u oblasti prepoznavanja gestova srpskog znakovnog jezika.

Nauc¢no objasnjenje prikazano u ovoj disertaciji se fokusira na razradi
teorijskih osnova i principa koji stoje iza metoda i principa algoritama koris¢enih u
sistemu prepoznavanja. Diskutovano je o razliCitm metodama i njihovim
ograni¢enjima, kao i mogué¢im buduéim unapredenjima i daliem smeru razvoja

ovakvih i sli¢nih sistema, programa i platformi.
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Prilozi

Prilog A. Verzije instaliranih Python modula u kreiranoj aplikaciji

Python 3.1@.11

PS H:\OneDriv

absl-py==1.3.0
altgraph==0.17.4
appdirs==1.4.4
astunparse==1.6.3
attrs==22.2.0
audioread==3.0.0
beautifulsoupd==4.11.1
cachetools==5.2.0
certifi==2022.12.7
cffi==1.15.1
charset-normalizer==2.1.1
contourpy==1.0.6
cycler==0.11.0
decorator==5.1.1
distlib==0.3.7
filelock==3.13.1
flatbuffers==23.5.26
fonttools==4.38.0
gast==0.4.0
google-auth==2.15.0
google-auth-oauthlib==1.2.0
google-pasta==0.2.0
grpcio==1.51.1
h5py==3.7.0
idna==3.4
joblib==1.2.0
keras==2.15.0@
kiwisolver==1.4.4
libclang==14.0.6
librosa==0.9.2
llvmlite==08.39.1
Markdown==3.4.1
MarkupSafe 1.1
matplotlib==3.6.2
mediapipe==0.9.0.1
ml-dtypes==0.2.0
numba==0.56.4
numpy==1.23.5
oauthlib==3.2.2
opencv-contrib-python==4.7.0.68
opt-einsum==3.3.0
packaging==22.0
pandas==1.5.2
pefile==20823.2.7
Pillow==9.3.0
platformdirs==4.0.0
pooch==1.6.0
protobuf==3.20.3
pyasnl==0.4.8
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pyasnl-modules==0.2.8
PyAudio==0.2.13
pycparser==2.21
pyinstaller==6.3.0
pyinstaller-hooks-contrib==2024.0
pyparsing==3.0.9
python-dateutil==2.8.2
pytz==2022.7
pywin32-ctypes==0.2.2
requests==2.28.1
requests-oauthlib==1.3.1
resampy==0.4.2

rsa==4.9
scikit-learn==1.2.0
scipy==1.9.3

six==1.16.0
sklearn==0.0.postl
soundfile==0.11.0

soupsieve==2.3.2.postl
SpeechRecognition==3.9.0
tensorboard==2.15.1

tensorboard-data-server==0.7.2
tensorboard-plugin-wit==1.8.1
tensorflow==2.15.8
tensorflow-estimator==2.15.0
tensorflow-intel==2.15.8
tensorflow-io-gcs-filesystem==0.29.0
termcolor==2.1.1
threadpoolctl==3.1.0
typing_extensions==4.4.0
urllib3==1.26.13
virtualenv==208.24.7
Werkzeug==2.2.2

wrapt==1.14.1

Spisak akronima

Al (Artificial Intelligence) — vestacka inteligencija

ML (Machine Leaerning) - masinsko ucenje

Adam (Adaptive Moment Estimation) -

AdaGrad (Adaptive Gradient Algorithm) —

RMSProp (Root Mean Square Propagation) -

SDG (Stochastic Gradient Descent) —

Adamax (Adam Max) — Optimizator koji se zasniva na Adam optimizatoru

Adadelta (Ada Delta) — Zasnovan na optimizatoru AdaGrad, sa drugacijim parametrima

Nadam (Nesterov-accelerated Adaptive Moment Estimation) -
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RNN (Recurrent Neural Network) — Rekurentna neuronska mreza
CNN (Convolutional Neural Network) — Konvolucijska neuronska mreza

Simple RNN (Simple Recurrent Neural Networks) — jednostavne rekurentne neuronske

mreze

LSTM (Long Short-Term Memory) - dugoro¢na kratkoro¢na memorija (tip RNN-a)
Bidirectional LSTM (Bidirectional Long Short-Term Memory) — vrsta LSTM

GRU (Gated Recurrent Unit) - jedinica sa kontrolisanim protokom

Dense — potpuno povezani neuronski sloj

MSE - Mean Squared Error — standardna devijacija

FTRL (Follow The Regularized Leader) — funkcija optimizatora koja prati regularizovanog

lidera
val_loss (validation loss) — Matematicki ,gubitak” na skupu podataka za proveru rada modela

overfitting — preveliko prilagodavanje modela masinskog ucenja obezbedenog skupu

podataka

APl (Application programming interface) — programski interfejs aplikacije (omogucava
komunikaciju izmedu razli¢itih sofverskih resenja).

Spisak slika

Slika 1. Proces kreiranja modela mas8inskog ucenja (Radakovi¢ M., et al., 2024).....33
Slika 2. Koncept kreiranja baze podataka srpskog znakovnog jezika ...........ccccoeeee 34
Slika 3. Programski parametri video snimanja i koriS¢enja kamere...............cccccc....e. 35
Slika 4. Dizajn Android mobilne aplikacije DR MR ... 36
Slika 5. Firebase pregled postavljenih zadataka .............cccoceniiiiiii 37
Slika 6. Dizajn funkcionalnog dela Android aplikacie DR MR ............cocciiiin 37
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Slika 8. Pozicija, veli¢ina i udaljenost demonstratora od kamere .................ccoeeeene. 4
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