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Rudarenje Podataka
Sazetak:

Svako preduzece ili bilo kakva organizacija prikuplja velike kolicine podataka
potrebnih za svoje poslovanje. Medutim, nas zanima, postoje li jo§ nekakve dodatne
informacije u tim ve¢ prikupljenim i poznatim podacima koje mogu biti korisne za
poslovanje nekog preduzeca. Mozemo li iz postojecih podatka pronacéi joS korisnih
informacija?

Danas se koristi dosta alata razli¢itih proizvodaca za rudarenje podataka. Ali kako su
zahtevi krajnjih korisnika zahtevniji, tako se vremenom isticu odredene korporacije ili
mining alati se koriste rasprostranjeno da bi se resili realni problemi u inzenjerstvu,
nauci, poslu, itd. Kako se broj prodavaca alata za data mining povecava, tako je veci
izazov odrediti koji alati su najbolje prilagodeni za odredene vrste poslova, metoda i
potreba. Ilustrovaéemo razli¢ite alate uz nekakvu Klasifikaciju i globalnu analizu
postojecih resenja.

Drugi deo ovog rada ¢e se pozabaviti jednim konkretnim alatom koji ¢emo
prikazati kroz nekoliko pokaznih primera.
Kljuéne re¢i — data mining, metode data mining, koris¢enje data mining, alati za
rudarenje podataka, softver za rudarenje podataka, WEKA, SPSS, WEKA, SPSS,
Intelligent Miner, OLPARS

Data Mining
Abstract:

Any company or any organization collects a large amount of data needed for their
business. However, we are concerned, there are still some additional information in those
already known and collected data that may be useful for the operation of any enterprise.
Can we find from existing data more useful information ?

Today it is used a lot of tools from various vendors for data mining. But how are
the end users are demanding users, so over time highlight certain corporations or open-
source programs that are more affordable and more flexible for end-users. Data mining
tools are used widely to solve real problems in engineering, science, business, etc. As the
number of vendors of tools for data mining is increasing, so is more challenging to
determine which tools are best adapted for certain kinds of tasks, methods and
requirements. We will represent different tools with some sort of classification and global
analysis of existing solutions.

The second part of this paper deals with one specific tool that will show through
several demonstrative examples.

Key words: data mining, methods of data mining, where we use data mining, data
mining tools, data mining software, WEKA, SPSS, Intelligent Miner, OLPARS
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1. Metodologija istrazivackog rada

1.1 Uvodne napomene

Istrazivanje sprovedeno tokom pisanja ovoga rada je pokazalo da je rudarenje
podataka vazan analiticki korak u otkrivanju znanja koris¢enjem baza podataka. Moderne
racunarske komponente dozvoljavaju da u danasnje vreme kompletan proces rudarenja
dosta brze i jednostavnije funkcioniSe. U ovom radu su detaljno analizirane neke metode
rudarenja, radi sagledavanja njihovog moguceg koris¢enja na razliCitim sluCajevima
potreba.

Rad moze da koristi manje stru¢nim korisnicima racunara, ali i naprednijim
korisnicima kao skraceni prikaz nacina rudarenja.

1.2 Predmet istrazivanja

Predmet istrazivanja je analiza i potpuno sagledavanje metodike upotrebe
rudarenja podataka u danasnjem poslovnom i privatnom sektoru. Prezentovanje osnovnih
metoda kroz prakti¢ne primere. U toku ovog istrazivanja prikaza¢emo klasifikaciju i
globalnu analizu postojec¢ih reSenja. A zatim kroz konkretan alat, njegov prikaz i u njemu
obradeni odredeni primeri.

1.3 Hipoteticki okvir

Generalna ili opsta hipoteza: Priroda rudarenja podataka je evoluirala
masinskog ucenja, vestacke inteligencije, preko baze podataka do danasnjih softvera koji
se sve vise unapreduju, ¢ime se tezi da rudarenje postane dostupno i krajnjim
korisnicima.

Posebna ili radna hipoteza: Dosta istrazivanja i statistickih podataka ukazuju na
ogromne koli¢ine podataka koji se ne koriste. U tom obilju podataka postoje skriveni
podaci koji treba da budu otkriveni i funkcionalno iskoriS¢eni

Pojedina¢na hipoteza: Informacije u savremenom drustvu predstavljaju veoma
cenjen resurs za kojim se povecava potraznja. Velike mega kompanije su to ve¢ odavno
uvidele, 1 ve¢ uveliko traje utrkivanje ko ¢e proizvesti bolji software za obradu
informacija koji ¢e biti dostupan svakome.

1.4 Ciljevi istrazivanja
Naucni cilj ovog istrazivanja je analiza i potpuno razumevanje prirode i
funkcionalnosti data mining-a radi uspeSne analize podataka i stvaranja novih
informacija.
Konkretan cilj ovog istrazivanja je pronalazenje odgovora na sledeca pitanja:
* Kaoje se razli¢ite metode rudarenja koriste i za koje slu¢ajeve najcesce ?

» Kojim tehnikama se sluze ,,rudari* da bi dosli do informacija ?
» Kaoji su procesi u rudarenju podataka ?



1.5. Metode istraZivanja i tok istrazivackog procesa

Osnovne metode: Za potrebe istrazivanja, izvrSena je analiza metoda rudarenja
podataka. Pomoc¢u nekoliko kompetentnih izvora strucne literature, izvrSena je podela
metoda rudarenja, s ciljem da se rasvetli njihov znacaj i njihova prakti¢na primena na
odredenim tipovima podataka koji se analiziraju.

Statisticke metode: Koris¢eni su aktuelni statisticki podaci vodeéih svetskih
kompanija koje se bave proizvodnjom i implementaciom softvera za rudarenje. Tokom
rada je predstavljeno i nekoliko studija slucajeva odabranih primeraka metoda rudarenja.

Eksperiment: U cilju potpunog razumevanja strukture data mining-a bice
prikazani odredeni alati i njihova primena.

Tok istrazivackog procesa: Najpre je sprovedena analiza metoda rudarenja
podataka koje se danas koriste. Pro tome su objaSnjene njihove Kkarakteristike i
obrazlozeno je za koje tipove podataka se koriste i u kojim slucajevima. Potom je
izvrSena i obimna analiza postoje¢ih programskih resenja dostupnih na danasnjem trzistu.
U slede¢em delu su obradeni procesi od kojih se sastoji jedno rudarenje podataka. Na
kraju rada je dat pregled koris¢ene literature i strucnih izvora na kojima je deo
istrazivanja i osnovan.



2. Uvod

2.1  Sta je Data Mining?

Rudarenje podataka je proces pronalazenja novog i potencijalno korisnog znanja
iz podataka, odnosno kao otkrivanje ili “rudarenje” znanja iz velike koli¢ine podataka.
Bolji bi izraz mozda bio “rudarenje znanja iz podataka”, gde se rudarenje odnosi na ono
Sto se pronalazi kao rezultat tog procesa.

Data Mining je prirodna evolucija tehnologije, a koja upotrebljava koncepte,
metode 1 tehnike razli¢itih disciplina kao S§to su baze podataka, statistika i veStacka
inteligencija. Tehnologija baza podataka se razvila iz primitivnih u sofisticirane i mo¢ne
sisiteme baza podataka kakve danas poznajemo. Taj razvoj omoguéio je belezenje i
sakupljanje ogromnih koli¢ina podataka $to je neizbezno dovelo i do potrebe obrade i
analize tih podataka, a sve u svrhu dobijanja korisnih informacija i znanja. Danasnja
informaciona tehnologija omogucéila nam je belezenje svake aktivnosti u obliku digitalnih
podataka, a koli¢ina sakupljenih podataka u mnogim bazama meri se u terabajtima, a
jedan terabajt iznosi hiljadu gigabajta ili 1 099 511 627 776 bajta. Ogromne baze
podataka bogate su podacima, ali i siromaSne informacijama koje su skrivene u
sacuvanim podacima. Upravo je Data Mining taj koji pomaze da otkrijemo vaZne
informacije i znanje utkano u podatke, poslovanju i nauci. Data Miningom se takode
otkrivaju odnosi, logi¢nost, pravilnost te bilo kakve strukture medu podacima. Rudarenje
podrazumeva organizaciju baza ¢is¢enjem podataka kako bi se pristupilo znanju i sticanju
istog na temelju postoje¢ih podataka u bazama. Razvoj tehnologije, raCunara i interneta
bitno doprinosi laksoj organizaciji podataka, no da bi oni postali korisni, potrebno je
njihovo pretvaranje u informacije i znanje.

Termin rudarenja Cesto se izjednaCuje sa dva razliCita procesa: otkrivanje i
predvidanje znanja. Proces otkrivanja znanja implicira korisnikovo razumevanje
izrecenih informacija za koje je bitno da su u ¢itljivom obliku. Predvidanje se odnosi na
budu¢e dogadaje i u nekim pristupima moze biti Citljivo i providno dok u drugim
neprovidno.

Data Mining ne predstavlja Data Warehousing, SQL / Ad Hoc Queries / Reporting,
Software Agents, Online Analytical Processing (OLAP), niti Data Visualization



3. Poreklo data Mining-a (Istrazivanje podataka)

3.1 Poreklo

Poreklo samog pojma data mining poti¢e od prvih stvari koje su se pojavile sa
pojavom racunara. To su:

1. Masinsko ucenje - kao oblast vestacke inteligencije predstavlja skup
paradigmi, algoritama, teorijskih rezultata i primena iz razli¢itih oblasti
vestacke inteligencije i evolucionih modela (u smislu pretrazivanja) ali i1
drugih oblasti: statistike 1 verovatnoce (Bajesov klasifikator, raspodele i
testovi) i drugih oblasti matematike, teorije izracunljivosti (mora postojati
svest o sloZenosti problema i ograni¢enjima koja proisti€u iz toga), teorije
(adaptivnog) upravljanja, informacione teorije, psihlogije i neurobiologije
(neuronske mreze), filozofije, kognitivnih i drugih nauka.

2. Vestacka inteligencija - predstavlja meSavinu konvencionalne nauke,
fiziologije i psihologije, sve u cilju da se napravi masSina koja bi se, po
ljudskim merilima, mogla smatrati "inteligentnom".

3. Baze podataka — predstavlja kolekciju podataka organizovanih za brzo
pretrazivanje 1 pristup, koja zajedno sa sistemom za administraciju,
organizovanje 1 memorisanje tih podataka, ¢ini sistem baze podataka. 1z ugla
korisnika, podaci su na neki nacin logicki na¢in povezani.

4. prepoznavnaje oblika (paterni)

3.2 Tradicionalne tehnike su neefikasne

Zbog koli¢ine podataka koje treba analizirati da bi se doSlo do rezultata. Takode
zbog same dimenzionalnosti podataka. Raznosvrsnosti podataka i samom nacinu
distribucije podataka.

3.3 lzazovi u procesu IP-a

Interakcija sa ¢ovekom (preko interfejsa), ¢ime Covek kao zivo bi¢e moze da
doraduje sam proces. Uklapanje u odredeni model.

Elementi van granica modela (eng. outliers), sto predstavlja nesto ne izra¢unljivo
samom ¢oveku.

Interpretacija rezultata, Vizuelizacija rezultata, Skalabilnost (ne velike datoteke),
Dimenzionalnost (veliki broj atributa), Slozeni i heterogeni podaci (npr.
multimedija,...), Kvalitet podataka (nedostajuci i irelevantni podaci).



4. Data mining

4.1

“Klju¢ uspeha je da znas nesto Sto niko drugi ne zna.

Upotreba Data Mininga

»l

U poslovanju Data Mining se najviSe koristi na podru¢ju marketinga, koji je

usmeren sve vise pojedinaénom kupcu — upravljanje odnosima s kupcima (eng. Customer
Relationship Management — CRM) koje je usmereno stvaranju, odrzavanju ili
poboljsavanju odnosa s kupcima. Cilj ove pojedinacne usmerenosti na kupca jeste
pridobijanje novih kupaca i zadrzavanje starih kupaca. CRM pokuSava uvideti zelje i
potrebe kupaca, razumeti njihovo ponaSanje te predvideti budu¢e ponasanje. Na ovom
podru¢ju Data Mining je posebno uspesno, naravno uz dovoljnu koli¢inu kvalitetnih
podataka o kupcu.

w

U marketingu, Data Mining se najviSe upotrebljava za:

direktni marketing — npr., katalozi i ponude razli¢itih artikala se Salju kupcima za
koje postoji najveca verovatnoca odaziva; pozivi upuceni starijim generacijama
(ugl. penzionerima) na prezentacije od 10-ak ljudi gde trgovacki putnici prodaju
razli¢ite proizvode po "tvornickoj ceni samo za njih veceras". Npr. prodaju
proizvode od merino vune, proizvode koje ne Stete naSem zdravlju.

izradu profila kupaca — utvrduje se uzorak ponasanja kupaca da bi mu se kasnije
poslala prilagodena ponuda.

segmentaciju — utvrdivanje grupa kupaca jednakih karakteristika.
istrazivanje povezanosti prodaje razli¢itih proizvoda — analiza kupovine se moze
upotrebiti za rasporedivanje artikala na policama.

stimulacija kupovine drugih artikala istog preduzeca, odnosno vecée koli¢ine istih
artikala, Sto moze nadoknaditi pridobijanje novih kupaca.

Kako ¢emo ovo posti¢i? Na§ primer bi bio uz dva kupljena laptop racunara
dobijate na poklon laserski Stampac koji je stigao kao gratis u to preduzece (ali
kupci to naravno ne znaju).

zadrzavanje kupaca — ovo je puno jeftinije od pridobijanja novih kupaca.

Osim na podru¢ju marketinga, Data Mining se koristi na podrucju bankarstva

(prognoze losih platiSa kreditnih rata, prognoze vrednost deonica) i osiguranju
(prognoze broja i vrednosti naknada za Stetu, prognoze zloupotreba).

! Aristotle Onassis



Koris¢enje DATA Mining-a u poslovnim sistemima (Slika 4.1):

e

s kupca

Zivotni

Slika 4.1 Upotreba data mining-a

Takode razvijaju se rudarenja Weba (analiza podataka o poseti Web stranica i
analiza puteva kojim posetioci dolaze do portala s podacima) i rudarenje tekstova
(analiziraju se tekstovi i unutar njih traze uzorci i pravila koji se koriste pri kategorizaciji
¢lanaka po podruc¢jima, otkrivanju autorstva i sl.)

Masovnu upotrebu Data Mininga je omguéio razvoj IT industrije, jer je
omasovljavanjem doslo do pada cena IT opreme koja je bitna za Data Minig, a tu spadaju
tvrdi diskovi, operativha memorija i procesori. Sve je to omogucilo da obrada podatak
bude brza, efektivnija, a samim tim i jeftinija.



4.2  Metode rudarenja podataka

“Razumeti zna¢i uoditi Sablone.” — Sir Isaiah Berlin

Rudarenje podataka

Predvidive Opisne metode

Klasifikacija Regresija Vl‘emt?pske Predvidanje Klasterovanje Sumarizacija Pravila Nizovi
Serye Pridruzivanja Otkri¢a

Slika 4.2 Metode rudarenja podataka

U rudarenju podataka koriste se metode ve¢ poznate iz statistike, matematike i
racunovodstva. Narocito treba istaci povezanost Data Mininga 1 statistike, treba znati da
Data Mining ne zamenjuje statistiku, ve¢ sluzi kao njena nadogradnja.

4.3  Najcesce koris¢ene metode:

43.1 Kilasifikacija (Classification)- omogucava automatsku klasificiju dokumenata npr.
kada citalac pronade neki zanimljiv ¢lanak, pomocu ove metode moze pronadi i
druge sli¢ne ¢lanke.

I.  Slogovi (vektori obelezja) koji se istrazuju sadrze atribute(obelezja);

Il.  Trazi se model za klase — funkcija koja preslikava atribute u neku od klasa
1. Kilasifikacija preslikava podatke u predefinisane grupe tj. klase (kategorije)
IVV.  Cilj: prethodno neklasifikovane slogove dodeliti nekoj klasi §to je moguce tacnije
V.  Zatestiranje tacnosti koriste se test podaci

VI. Naziva se i uCenje sa nadgledanjem (sa uciteljem) jer su klase odredene pre
ispitivanja podataka (postoje prethodno klasifikovani uzorci)
VII.  Prepoznavanje oblika — ulaz se klasifikuje na osnovu sli¢nosti sa predefinisanim
klasama
VIIl.  Razli¢ito od predvidanja jer se ovde radi o trenutnom a ne o budu¢em stanju



Klasifikacija (primeri)

1. Direktni marketing
Cilj: smanjiti troskove slanja reklama odredivanjem ciljne grupe potrosaca koji zele da
kupe nov proizvod
Pristup:

a. Kkoriste se sli¢ni podaci sa prethodnih akcija istog tipa

b. zna se koji kupci su kupili a koji ne — klase su: (kupio, nije kupio)

c. 0 svakom potencijalnom kupcu se prikupljaju socijalni, demografski, ....

podaci
d. Ove inforamcije se koriste kao ulaz u model

2. Otkrivanje prevara
Cilj: preduprediti moguce prevare kreditnim karticama
Pristup:
a. atributi iz (proslih) transakcija kreditnim karticama i informacija o vlasnicima
(kada, koliko, frekvencija kupovanja, ...)
b. Klase — prevara, regularna transakcija
c. Napraviti model za klase u transakcijama
d. Na osnovu modela otkriti prevare nadzorom transakcija

3. Otkrivanje terorista
Cilj: otkriti moguce teroriste na aerodromima
Pristup:
vizuelna kontrola pri ulasku na aerodrom
biometrijska kontrola putnika
pregled prtljaga skenerom
pregled ru¢nog prtljaga
pregled putnika skenerom
pokazivanje prtljaga pri ulasku u avion

o o0 o

4. Odliv-priliv kupaca
Cilj: otkriti da li ¢e mozda kupac oti¢i kod konkurencije

5. Katalogiziranje nebeskih tela
Cilj: predvideti klasu zvezde ili galaksije na osnovu slika napravljenih telskopima

6. Odredivanje stetnosti virusa
Cilj: otkriti na¢in delovanja virusa na ¢oveka (zive organizme)

7. Podela kandidata pri upisu na fakultet
Cilj: upisati “prave” kandidate na odredenu studijsku grupu
Regresija (Regression) - na osnovu vrednosti nekih promenljivih se predvida
vrednost promenljive ¢iji je domen skup realnih brojeva. Izmedu promenljivih ¢ije su
vrednosti poznate i promenljive cija se vrednost predvida postoje linearne ili

nelinearne zavisnosti



4.3.2

Regresija (primeri)

1. Predvida se koli¢ina prodaje novog artikla na osnovu utrosenih sredstava u
reklamnoj kampanji
2. Predvida se brzina vetra kao funkcija temeprature, vlaznosti, vazdusnog
pritiska, koli¢ine oblaka
3. Predvida se cena akcija na berzi u zavisnosti od vremenskog perioda i opstih
ekonomskih prilika na trzistu

4.3.3

Analiza vremenskih serija (Time Series Analysis) - Istrazuju se promene vrednosti

atributa kroz vreme

Primer: odrediti u ¢ije akcije bi investirali (Slika 4.3)

Cena akcija za period 1991-2004.
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450 =
400 ==
£ 350 — 1 T S ZLXL
£ 250 1 / — ——ZLZN
= /‘(\
T 200 — — 7178
T 150
N Z —ZLZCG
N 100 e T
0 = 1 — > —
1991 1992 1993 1994 1995 1996 1997 1998 1999 2000 2001 2002 2003 2004
FoauHa
Slika 4.3 Vremenska serija
4.3.4  Predvidanje (Prediction)- Vid klasifikacije kod koga se predvidaju buduca

stanja na osnovu proslih i trenutnih stanja podataka. Ne spada u metode
predvidanja. Razlika je u tome $to metode predvidanja predvidaju trenutno a
ne buduce stanje. Obuhvata pristupe koji ne spadaju u analizu vremenskih

serija ili regresiju.

Predvidanje (primeri)

1. Predvidanje ponasanja glasackog tela na izborima

Cilj: raspisati izbore u "pogodnom™ momentu

Pristup:

istorija glasanja u nekoj oblasti
obrazovno-socijalna struktura stanovnistva
podela teritorije na "pogodne™ okruge
promena sistema glasanja

o oo




2. Predvidanje poplava
Cilj: predvideti na vreme poplave da bi se umanjile posledice
Pristup:

a. merenje vodostaja
b. merenje koli¢ine padavina
c. vremenska prognoza?

4.3.5 Grupisanje-Grupisanje (Klastering) - je razvrstavanje jedinki u grupe u kojima je
postignuta njihova najveca sli¢nost.

Sli¢ni podaci (u odnosu na odgovarajuce atribute) se grupiSu zajedno u klastere.
Klasteri nisu unapred odredeni. Obi¢no je potrebno znanje eksperta da bi
protumacio znacenje formiranih klastera. Naziva se i1 ucenje bez nadzora jer su
klasteri nisu odredeni pre ispitivanja podataka. Segmentacija — pojam koji se
cesce koristi kod baza podataka. Oznacava podelu podataka u disjunktne grupe
(Slika 4.4).

| llustracija klasterovanja

Klasterovanje u 3-D sa euklidovim rastojanjem.

Rastojanja unutar klastera Rastojanja izmedju klastera
se minimiziraju se maksimiziraju

Slika 4.4 Klasterovanje

Klasterovanje (primeri)

1. Upravljanje marketingom

Cilj: smanjiti troSkove Stampe kataloga u robnim kuéama. Katalozi su
namenjeni demografskim grupama u zavisnosti od atributa (zarada,
lokacija, nivo obrazovanja, fizicke karakteristike - visina, tezina, ...)
potencijalnih kupaca
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Pristup:

a.

koristi se klasterovanje potencijalnih  kupaca na osnovu
odredivanja vrednosti atributa

Na osnovu izlaza se formiraju posebni katalozi za odredene grupe
kupaca

2. Otkrivanje prevara

T T

Cilj: preduprediti moguce prevare kreditnim karticama

Pristup:

a. registrovanje transakcija svih vlasnika kartica zajedno sa
informacijama o godiSnjem prihodu, kreditnoj sposobnosti,
godinama zivota, ...

b. Broj prevara sa karticama je relativno mali u odnosu na broj
transakcija primenom tehnika za otkrivanje anomalija se formira
profil vazece transakcije za korisnika.

c. Svaka nova transakcija se poredi sa profilom korisnika

d. U slucaju velike razlike transakcija se oznaCava kao moguce
rizi¢na, odn. potencijalna prevara

K-Means Metod Klasterovanja

[ \ 1

L : A

b ; I\ /1T

B = T ==

ot SR 1\ I“{ ‘ l\ %\

3 . N Afuriranje | '\ pi /
Dodela | | N . ; AN
svako i o 1 ~ )

. 2 : klastera | s
723456_£37:0b]ekta 0 1 2 3 4 5 6 7 B 9 10 misli 0 1 2 3 4 5 6 T 8 3 1M
najsli¢nijem ponovno ponovno
x centru T dodeljivanje l dodeljivanje
L [ - \
e ; a1
Proii;foli];a}nk(t)dabir ! { L’T } . — | g 1
(;{;: 2 : ) J>_/<}, jl AZuriranje PR H
pocetni klaster " prvog
L klastera | .
i a 1 H 3 4 5_-6 7 5 £ 10 miSli : a % z 3 4 5 L] 7 8 L) 10

Slika 4.5 K-Means model
11



4.3.6  Sumarizacija (Summarization) - Preslikava podatke u podskupove sa pridruzenim
(jednostavnim) opisima. lzdvaja ili izvodi reprezentativne informacije iz baze.
Naziva se i karakterizacija ili generalizacija. 1z podataka mogu da se izvedu i
razli¢iti sumarni prikazi (npr. numericki).

Sumarizacija (primer)
Nacini poredena kvaliteta razli¢itih univerziteta:

1. broj dobitnika Nobelove nagrade koji su studirali na tom univerzitetu
2. broj predstavnika u najvisoj drzavnoj vlasti koji su studirali na tom univerzitetu

Sumarizacija (primeri)

Bioinformatika: nalazenje grupe gena koja ima sli¢ne funkcionalnosti
Identifikacija Veb stranica kojima se pristupa zajedno

Razumevanije uticaja faktora na klimu

Rasporedivanje robe u supermarketima

Odredivanje potrebne koli¢ine rezervnih delova u auto servisima (robe u
magacinu prodavnica, ...)

6. Analiza potroSacke korpe

SARE R A

Cilj: Povecati prodaju kroz “promocije”

Pristup: uoci se zavisnost pri prodaji artikala, npr.

a. Hleb, keks, mleko

b. Pivo, hleb

c. Pivo, sok, pelene, mleko

d. Pivo, hleb, pelene, mleko

e. Sok, pelene, mleko
Zavisnosti:

{Pelene, Mleko} => {Pivo}, {Mleko } => {Sok}.
{Pelene, ... } => {Pivo}

Pivo je posledica => moze da se odredi $ta treba preduzeti da bi se povecala
njegova prodaja

Pelene su uzrok => odreduje proizvod na koji utiCe nedostatak pelena u
prodaji

Pelene su uzrok i pivo je posledica => odreduje proizvode koji treba da se
prodaju uz pelene da bi se povecala prodaja piva

Kod snizenja cene pelena ne snizavati cenu piva
7. Preuredivanje sadrzaja polica u supermarketima

Cilj: identifikovati proizove koji su zajedno kupovani od strane veéeg broja
kupaca

12



Pristup: uvesti bar-kod citace na kasama da bi se prikupili podaci na osnovu kojih
mogu da se uoce zavisnosti

Klasi¢no pravilo
Ako kupac kupuje pelene i mleko, vrlo verovatno ¢e kupiti i pivo

Posledica: blizu pored pelena staviti pakete sa pivom

4.3.7  PridruZivanje (Association Rules) - su pravila oblika AKO-TADA. Pokazuje
verovatnost da jedan dogadaj veze uz sebe drugi dogadaj. Analiza pridruzivanja
(analiza veza, analiza afiniteta) oznacava otkrivanje obrazaca koji opisuju
medusobno Cvrsto povezane osobine podataka. Obi¢no se predstavljaju preko
implikacije ili osobina podskupova. Kako prostor Kkoji se pretraZzuje raste
eksponencijalno, cilj je izdvojiti najinteresantnije obrasce na najefikasniji nacin.

4.4 Nove izvedene metode rudarenja podataka

4.4.1 Stabla odluke - su serije pravila pomocu kojih se izdvajaju odredene klase ili
vrednosti. Mogu se podeliti kandidati za kredit na ,,dobre” ili ,loSe“. Prva
komponenta u stablu odluke jeste koren stabla koji sustinski predstavlja test koji
treba uraditi. Sustina tog testa je grananje stabla na podstabla od kojih svako
predstavlja jedan od moguéih odgovora. Zavisno od algoritma svaki nod stabla
moze imati dva ili viSe podstabla. Svako podstablo vodi do noda koji predstavlja
novu tacku odluke i tako se ide do dna stabla — do nodova koji se nazivaju listovi,
koji predstavljaju zavrSnu klasifikaciju i predstavljaju odgovor na postavljeno
pitanje.
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o000
o000
s
Stabla Odluke :
kratka, plava = B {dugacka, plava = A} kratka, plava = A
dugacka, plava = B dugacka, braon = B
kratka, braon = B
Stablo odluke je kompletno zato Sto:
1. Svih 8 slucajeva se pojavljuju u stablu @
2. Kod svake grane, svi slu¢ajevi su u plave braon
istoj klasi (A or B)
[ kratka= A ’ dugacka = B}
dugacka = A { kratka = B

26

Slika 4.6 Primer stabla odluke

4.4.2 Neuronske mreze - deluju slicno ljudskom mozgu. One se upotrebljavaju u
analizi rizika 1 prognoziranju npr. vrednosti deonica. Rudarenje podataka
temeljeno na ovoj metodi pocinje «ucenjem» mreze pomocu podataka za koje je
poznata vrednost koju zelimo prognozirati. Nakon toga nauceno znanje se
proverava. Postupak ucenja i provere ponavlja se sve dok rezultati provere ne
budu zadovoljavajuéi. Problem neuronske mreze je to Sto ona funkcionise kao
crna kutija, pa tako ona daje odgovore, ali ne daje objaSnjenja, pa korisnik ne
mora strogo da veruje metodu neuronske mreze. Za upotrebu neuronskih mreza,
potrebna je intenzivna obuka, jer se ona razlikuje od klasi¢nih statistickih metoda.
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Slika 4.7 Primer neuronske mreze

Primer: Napraviti neuronsku mreZu koja izra¢unava rizik davanja kredita:
1) Ulazi: Primanja, veliina kredita, period kredita
2) lzlaz: Verovatnoca da klijent nece vratiti kredit [0,1]
3) Trening skup: Podaci o proslim musterijama sa poznatim rezultatima
Procene su inicijalne vrednosti tezina. Nezavisne promenljive za prvi zapis se
ubace na ulazne ¢vorove 1 i 2. Izlaz se uporedi i izraCuna greska. Procene tezina se

azuriraju prema odgovarajuc¢em algoritmu (Back-propagation).

Ponavalj se sa slede¢im trening zapisom, dok model ne konvergira (nema vise
znacajnih promena tezina).

Dobre strane neuronskih mreza:
1) Siroke su primene, daju dobre rezultate u veliokom broju komplikovanih problem.

Lose strane neuronskih mreza:
1) Neuronske mreze ne pomazu razumevanju podataka

2) Ulazne i izlazne vrednosti najc¢e$¢e moraju biti normalizovane u odgovarajuce
intervale
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443 Genetski algoritmi - su temeljeni na ideji imitiranja pravila bioloskog razvoja.
Koriste se za optimizaciju i masinsko ucenje pri resavanju problema. Primena
genetskih algoritama je moguca u slucajevima kada problem moZemo opisati kao
pretrazivanje ili optimizaciju proizvoljnih podataka, te poznajemo na¢in moguéeg
merenja uspesnosti svakog pojedinog resenja.

Karakteristike algoritma:
e model
e davanje prednosti nekom kriterijumu radi izbora najboljeg modela
e tehnike za pretrazivanje podataka

444  Tekst rudarstvo (Text Mining) - ponekad naizmeni¢no nazivaju tekst data
mining, odnosi se na proces izvodenja kvalitetnih informacija iz teksta. Kvalitetne
informacioje obi¢no se izvode kroz osmisljavanje uzoraka i trendova putem
sredstava kao Sto su statisticki uzorak za ucenje. Tekst rudarstvo obi¢no ukljucuje
proces strukturiranja unosa teksta (obi¢no raSclanjivanjem, uz dodatak nekih
izvedenih jezi¢nih karakteristika i uklanjanje drugih, I kasnije ubacivanje u bazu
podataka), iz Cega proistiCu uzorci unutar strukturiranih podataka, te kona¢no
procenu I tumacenje izlaza.

5. Procesi

5.1 Proces rudarenja podataka

Proces Data Mininga sastoji se od viSe faza koje jedna osoba samostalno ne moze
izvrsiti. Te faze, odnosno zadatke, mozemo posmatrati iz tri perspektive. Prva je
problemska perspektiva koja je vazna na samom pocetku i kraju Data Mininga. Sastoji se
od odabira problema, njegovog definisanja, procene i primene znanja. Osoba koja obavlja
ove zadatke moze se jednostavno nazvati korisnik. Druga perspektiva je perspektiva
podataka i obuhvata sve zadatke vezane za pripremu podataka za njihovo rudarenje, a
obavlja je informaticar. Metodoloska perspektiva, kao treca i poslednja, sastoji se od svih
zadataka vezanih za analizu podataka, metode selekcije, implementacije, prezentacije i
interpretacije rezultata. Osoba zaduzena za te zadatke je stru¢njak Data Mininga.

1. KORAK: Definisanje problema

Ovo je prvi korak kod Data Mininga. Znaci treba se definisati problem koji se zeli
reSiti. Ako se problem loSe definise, ne moze se ocekivati da ¢e Data Mining u
poslovnom smislu biti uspesan, iako rezultati analize mogu biti adekvatni.

Primer dobrog definisanja problema je primer banke s velikim brojem klijenata
koji kasne s otplatama rata hipotekarnih kredita. Ovde banka zeli ustanoviti da li je
moguce od podataka o zaduzenicima predvideti ho¢e li on kasniti s otplatama ili ne.
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2. KORAK: Prikupljanje i priprema podataka

Iskustva iz prakse pokazuju da je najve¢i trud u procesu Data Mininga potrebno
uloziti u ovaj korak. Zavisno o kvalitetu i organizovanosti podataka u organizaciji,
ulozeni rad u ovoj fazi kre¢e se od 50-80% celokupnog truda u procesu Data Mininga.
Izbor i priprema podataka su kriti¢ne aktivnosti za kona¢ni uspeh projekta. Ovaj korak
obuhvata izbor izvora podataka, integraciju podataka iz razli¢itih baza podataka, njihovo
¢iS¢enje 1 dodatno sakupljanje podataka koji su potrebni, a nisu trenutno raspoloZzivi.

3. KORAK: Odabir metode Data Mininga

U ovom koraku se ne moze znati najbolja metoda, jer sve zavisi od prirode
problema. Npr. neuronske mreze su najbolje obrazlozenje neke pojave npr. vrednost kuce,
a metoda stabla odlucivanja je pogodna za npr. analizu odobravanja kredita. Znaci
potrebno je viSe metoda rudarenja prvo eksperimentisati pa onda izabrati onu najbolju
koja daje rezultate.

4. KORAK: Ucenje

Ovde metoda uc¢i na podacima. Ovde postoji opasnost da se uz previse ucenja
dobiju rezultati koji odli¢no odgovaraju podacima na kojima je algoritam ucio i izgradio
model, a loSe budu¢im podacima. A cilj modela je da se dobro ponaSa na budu¢im
podacima.

5. KORAK: Interpretacija rezultata

U ovom koraku analiti¢ar na kraju odlucuje da li pravilo zanimljivo, relevantno i
upotrebljivo za organizaciju.

5.2 Ko su u€esnici u procesu Data Mininga?

U procesu Data Mininga pozeljno je da saradjuju:

informaticar — on brine o pripremi podataka

2. analitiCar podataka — to je npr. statisticar. On brine o izboru metode 1
metodoloskoj interpretaciji rezultata rudarenja

3. stru¢njak — on mora biti poznavalac poslovnog podruéja, koji definiSe poslovni
problem, odabirea relevantne podatke, interpretira rezultate i predlaze aktivnosti
na temelju rezultata rudarenja

4. menadzer projekta - on planira i organizovano vodi projekat Data Mininga.

=
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5.3 Ko trazi stru¢njake u Data Miningu?

Istrazivanja su pokazala da vecina firmi koje traze stru¢njaka Data Mininga
dolaze iz IT sektora (43%), marketinga (19%), kao i iz bankarskog sektora i osiguranja
(17%).

Polozaj u preduzecu na koji se zaposljavaju nije jedinstven, no najcesce je to
menadzer (20%), stru¢njak za Data Mining (16%), statistiCar i/ili izvrSni istrazivac
(12%), marketinski analiticar (10%) te softverski inzinjer/arhitekt (10%).

Podjednaki broj firmi Zeli zaposliti osobe sa diplomom (40%) i magisterijem
(40%). Prili¢no veliki broj poslodavaca trazi i doktorat (20%). Vezano uz godine radnog
iskustva rezultati pokazuju da su jednako traZeni oni sa manje od 5 godina iskustva i oni
sa 5 do 10 godina iskustva. Samo u 3% slucajeva zahteva se vise od 10 godina iskustva.

Zadaci unutar procesa Data Mininga koji se ofekuju od zaposlenih su najcesce
prezentacija rezultata (29%), izgradnja novih modela (15%) i priprema podataka (13%).
Znanje Klasifikacijske metode rudarenja podataka je najtraZenije (18%). Metode
predvidanja i statisticke tehnike su jednako zastupljene sa po 8%.

Znanje softvera koje je potrebno imati najvise odlazi na SQL (44%) i SAS (42%).
Zanimljivo je spomenuti da specificni softver za Data Mining se vrlo retko spominje.
Dodatne vestine su analitiCke vestine (42%), konsalting (19%), projektni menadZment
(16%), profilisanje korisnika (15%) i iskustvo u podrucju (15%).

Aplikacije za rudarenje podataka

Prodaja/Marketing

Zadrzavanje
musterija
Navike Kupca
Cena/Upotreba
Kontrola kvaliteta
Ostale prodaje

Inventar

Prevara

Slika 5.1 Upotreba data mining-a
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6. Primeri rudarenja podataka
Data mining se koristi joS i u:

1) Politici: Data Mining je metoda kojom je U.S. Army uspela identifikovati vodu
napada na Twin Towers, 11.9.2001.; a tom se metodom takode koriste CIA i
Canadian Security Intelligence Service.

2) Igrama: ve¢ od 60-ih godina u nekim kombinatornim igrama poput Saha.

3) Poslovanju: pomaze u brzem donosSenju poslovnih odluka zbog kontakata samo
onih klijenata za koje postoji visoka verovatnost da ¢e odgovoriti.

Jedna savremena informaciona tehnologija izaziva jaku asocijaciju na poimanje
informacije kao resursa, jednako kao Sto su to sirovine i energenti do kojih se dolazi
rudarenjem u rudnicima, bilo uglja, zelezne rude i sl. Re¢ je o rudarenju podataka.

Savremeni racunari imaju velike mogucnosti, uz pojeftinjenje racunarske opreme
od kojih su za Data Mining najbitniji tvrdi disk, radna memorija i procesor. Osnovno
poimanje racunara vezano je uz podatke, ali uz podatke oni Cuvaju i znanje, a iz tog
znanja mogu proizvoditi nova znanja. Poznata izreka koja kaze da ko ima informaciju
ima mo¢ danas vise nije adekvatna. Informacija nije dovoljna, nuzno je znanje Sto uciniti
s tim informacijama. Znanje je snaga, pa se kaze da ¢e samo ona privreda biti uspesna u
ovom veku koja ¢e znati koristiti sadasnje i1 proizvesti novo znanje. To znanje je ve¢ u
racunarskim memorijama i bazama podataka ali je gotovo nevidljivo, jer je rasuto poput
mrvica u moru brojeva i re¢i.

Koriste¢i dostignu¢a vestacke inteligencije, Data Mining oblikovalo se u
tehnoloski pokret i biznis. Data Mining je mnogo vise od kopanja, nije cilj kopati, ve¢
odvojiti korisno od nekorisnog. Kod Data Mininga iz mase podataka treba izdvojiti male
delove koji predstavljaju znanje, a onda dodatnom obradom stvoriti novo znanje, pa do¢i
1 do novih tehnoloskih otkri¢a. U pojmovnom razlikovanju znanja od podataka, znanje se
sastoji od Cinjenica, pretpostavki i verovanja, ali posebno vazno i od nacina kako ih
upotrebiti.

Rudarenje podataka je znaci automatizovano trazenje informacija u mnostvu
podataka. Cilj ove metode jest pronalazenje pravila, odnosno uzoraka koji omoguéuju
pronalaZenje veza izmedu uzroka i posledica.

Ogromne baze podataka bogate su podacima, ali i siromasne informacijama koje
su skrivene u pohranjenim podacima. Upravo je Data Mining to koje pomaze otkriti
vazne informacije i znanje utkano u podatke, doprinose¢i donosenju odluka, poslovanju i
nauci.

19



Proces Data Mininga ne moze izvrSiti samo jedna osoba, jer se on sastoji od vise
faza, 1. Problemska faza odnosno odabir i definisanje problema, procena zadnjeg i
primena znanja. 2. Podatkovna faza: sve vezano za pripremu podataka za Data Mining;
obavlja je informaticar 3. MetodoloSka faza: sve od analize, selekcije, prezentacije do
interpretacije rezultata. Stru¢njak za Data Mining je osoba zaduZena za zadatke koji
obuhvataju trecu i poslednju fazu procesa rudarenja.

Ova metoda zahteva visok nivo stru¢nog znanja o metodama. JoS uvek se razvijaju alati
koji ¢e omoguciti koriStenje Data Mininga menadzerima i bez specijaliziranog stru¢nog
znanja, te se radi na edukaciji korisnika ove metode.

7. Alati za rudarenje podataka

7.1 Poznati alati za rudarenje podataka

TrziSte alata za rudarenje podataka je poslednjih godina postalo sve vise popunjeno,

sa viSe od 50 komercijalnih alata, mnogi od njih su izlistani na sajtu KDNuggets
(http://www.kdnuggets.com/software/index.html).
Prema istrazivanjima iz maja 2009. godine koje je wuradeno na sajtu
www.KDnuggets.com®. Alat koji je najvide korigéen u period od decembra 2008. Godine
do maja 2009. godine bio je IBM-ov alat SPSS PASW Modeler (nekadasnji Clementine),
drugi je bio Rapid Miner, tre¢i SAS, Cetvrti Excel, peti SAS Enterprise Miner.

Data Mining Proizvodi

Dats: mMiIND
— Intelligent .
GainSMARTS I Minet Th\
PP )y fordaa “

wModelQuest

B Md11 _ £ hcOLPARS nterprise” |
CARE wwl [ o) Notrodhell)

TooLs THAT BuiLD BusiNgss® : y S O S ee 5

Slika 7.1 Popularni alati za rudarenje podataka

aop

2 Sajt koji se predstavlja zajednicu koja se bavi Data Mining-om, Analitékim alatima, kursevima i dr.
Vezano za Data Mining
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8. Poredenje alata za rudarenje podataka

Opste prihvaéeno misljenje je da svi programi za Data Mining trebaju biti “open
source” ali tako ne misle i proizvodaci programa, jer bi time konkurencija imala uvid u

odredene prednosti nekog programa. Kao

i u svakoj drugoj sferi programa tako i u Data

Mining-u imamo licencirane i ne licencirane (open source) programe. Clementine je
licencirani, dok je recimo Weka ne licencirani program.

Integral Solutions, Ltd.
Thinking Machines, Corp.
DataMind

SAS Institute

Urban Science

IBM

Silicon Graphics, Inc.

Clementine
Darwin
DataCruncher
Enterprise Miner
GainSmarts
Intelligent Miner
Model 1
ModelQuest
PRW

Group 1/Unica Technologies
AbTech Corp.
Unica Technologies, Inc.

CART
NeuroShell
OLPARS

Sees
S 15
WizWhy

Salford Systems

Ward Systems Group, Inc.
PAR Government Systems
Cognos

RuleQuest Research
MathSoft

WizSoft

Slika 8.1

8.1 Poredenje alata za rudarenje po

http://www.isl.co.uk/clem.html
http://www.think.com/html/products/products.htm

http://www.datamindcorp.com

http://www.sas.com/software/components/miner.html

http://www.urbanscience.com/main/gainpage.htm
http://www.software.ibm.com/data/iminer/
http://www.sgi.com/Products/software/MineSet/
http://www.unica-usa.com/modell.htm
http://www.abtech.com
http://www.unica-usa.com/prodinfo.htm
http://www.salford-systems.com
http://www.wardsystems.com/neuroshe.htm
mailto://olpars@partech.com
htip://www.cognos.com/busintell/products/index.html
http://www.rulequest.com/seeS-info.html
http://www.mathsoft.com/splus/

http://www.wizsoft.com/why.html

Neki alati i njihovi proizvodaci

izradi odredenih algoritama

Na slici br. 11prikazano je poredenje alata po tome koliko opcija nude prilikom

ulaznih i izlaznih parametara.

Ulaz podataka & [Automats
Izlazni Modeli

Clementine
Darwin
DataCruncher
Enterprise Miner
GainSmaris
Intelligent Miner

MineSet
Model 1
ModelQuest

NeuroShell
OLPARS

Slika 8.2

Ugradeni
k."l'%frmm drajveri | Pregled L.Ijl;zog
Pf::l:taallfa IzveStaja (- o Le genda
prazno loge
V- normalno
y dobro
Y+ odlicno
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Na slici 8.3 prikazano je poredenje alata po tome kakve su
prilikom izrade analitickih algoritama.

Algoritmi

Clementine
Darwin
Datamind
Enterprise Miner
GainSmarts
Intelligent Miner
MineSer

Model 1
ModelQuest
PRW

CART
Cognos
NeuroShell
OLPARS
Seed

SPlus

Wiz Why

Slika 8.3
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Performanse prilikom izrade algoritama

Na slici 8.4 prikazano je poredenje alata po tome kakve su im performanse

prilikom izrade stabla odluke.
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Stablo
Odluke

B IS A = B -, -

"(:ART"
BT o= R

Clementine
Darwin
Enterprise Miner
GainSmarts
Intelligent Miner
MineSet

Model 1
ModelQuest
CART

Scenario

S-Plus

Sees

CE o
-d__ 4__4__ B o e [T sy b G B e R

22 22l e 22 2]s 2

Slika 8.4 Izrada stabla odluke

Na slici 8.5 prikazano je poredenje alata po tome koliko su upotrebljivi za krajnje
korisnike.
e Uditavanje i
IIpon E‘bl_] Ivost Obrada Izrada Modela
Alata podataka

Razumevanje Tehnicka
Modela Podrska Eupno

Clementiine Vi Vi

Darwin A v

DataCruncher Vi

Enterprise Miner B

GainSmaris Vi

Intelligent Miner

MineSet

Model 1

ModelQuest Enterprise

PRW

CART

Scenario
NeuroShell
OLPARS
See5
S-Plus
WizWhy

Slika 8.5 Generalna upotrebljivost alata
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Ispod mozete videti interfejs nekoliko razli¢itih alata za rudarenje podataka.

Intelligent Miner: “Explorer” Interfejs MineSet: Interfejs

@ Mining base Contents of folder: Data

|88 (0) Discretization
1) (0) Mining

) (0) Name Mapping
3 (0) Processing
(0 Results

58 (0) Sequence
6120 (0) Statistics

-8 () Twonomy X
1.2) (0) Value Mapping 4] | B

Slika8.6  lzgled alata Intelligent Miner

OLPAR Interfejs Slikag.8  lzgled alata
MineSet

M. pcOLPARS HEER
Dataset Projections Features Classifiers NewalNets Help
| & pcOLPARS
Classes Features Al| Ilunul
A ALFA 55 i' ¥ 1: band1 2| | Data tree file: nasadatatre
v CLOV 62 g
C CORN 61 2 band2 Number of Features: 12
0 DATS 64 ¥ 3: band3 Eore s o
R RYE 61 ures Selected:
S sOY 61 7 4: bandd
W WEAT 60 ¥ 5: band5
[¥ 6: band6
¥ 7: band? Network Layout
¥ 8: band8

¥ 9: bandg tivation Fssciion Number of Hidden Lagers  [2_|
I henall Input Layes Connoction|Linar_____v]]| | Nodes in Hidden Layer 1

- =] banatt e Nodes in Hidden Layer 2

" Radial Basis Function

oK | Revert Cancel |

Slika8.7  lzgled alata Olpar
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9. IBM alat za rudarenje podataka SPSS Clementine

SPSS Clementine je alat za rudarenje podataka, ¢ije okruzenje omogucava da brzo
razvijate prediktivne modele koriste¢i ste€eno znanje. Vrlo lako moZete implementirati u
poslovne operacije da bi poboljSali donoSenje odluka. Modeler podrzava kompletan
proces data mining-a, od samih podataka do boljih poslovnih rezultata. Aplikacija
Clementine ukljucuje segmentaciju potrosaca/ profilisanje za kompanije, detekciju

prevara, kreditna bodovanja prognozu optereéenja za komunalne firme i predvidanje
profita za preprodavce.

9.1 Izgled Clementine ekrana

" drugeluster Base® - Clementine 111 —— T el il i e sse She = S e e . o | e

File Edit Insert View Tools SuperMode Window Help

OO A2F %0500 38 »8 sl A44Q

@ —@~
n Na_to_K Ns:am Fields Definet Types KeMeans
-

> &,

@ K-Mgans Show Clusters
K-Means M'a

CRISP-DM | Classes
5 & (unsaved projech
Busin

AADAALD A

nnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnn

S [ St o | Sverne | 8o | cer I

<

1 Server Local Serer | [

Slika 9.1 Clementine ekrana
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PovrsSina u sredini je takozvana (Stream canvas) slika br.16. To je glavni deo
aplikacije koji se koristi za sam rad u Clementine.

OOH &F %% 5 02 1 % »® 1 H &8 8

~Q—@—@~-@
DRUGIn Na_to_K \iscard Fields Define' Types K-Means
& e

@ K-I\Vans Show Clusters

2 @-®-@

cluster-1 cluster-1 type cluster-1

Slika 9.2 Stream canvas

Vecina alata za unos podataka i modelovanje se nalazi u paletama(slika br. 17). U
donjem delu se nalaze palete. Svaka paleta sadrzi delove koji graficki prikazuju data
mining procese, kao Sto su pristup i filtriranje podataka, izrada grafikona I modela.

Da bi ste dodali neki ¢vor na radnu povrsinu (Canvas) samo uradite ,,drag and
drop“ ili ,,double ckick* na odredeni node® iz palete. Zatim ih moZete povezati i napraviti
stream. Stream predstavlja protok podataka.

Tako pod karticom “Sources” imate tipove podataka koji mogu da budu uvezeni u
process rudarenja, kao $to su: SQL Database”, Var. File®, SPSS File, Excel.

Rekord Ops paleta predstavlja operacije na data snimcima, kao Sto su
selektovanje, integrisanje i dodavanje.

Field Ops nodovi vrSe operacije nad poljima podataka, kao Sto su filtriranje,

® Predstavlja operaciju koja ¢e biti uradjena na podacima
* Vrsta baze podataka
® Predstavlja mogucnost uvoza podataka iz bilo kog tekstualnog fajla
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izvlaci nova polja, i odreduje tipove podataka za data polja.

Graphs predstavlja graficke prikaze podataka pre 1 posle modeliranja. Grafici
ukljucuju plotove, histograme i Web nodove.

Modeling nod predstavlja algoritme za modelovanje dostupne u aplikaciji, kao Sto
su Neuronske mreze, Stabla odluke i Klasterovanje.

Output nodovi predstavljaju razli¢ite vrste izlaza, grafikone i rezultate koji mogu
biti pregledani u klementinu ili izvedeni direktno u neku drugu aplikaciju, kao Sto su
SPSS ili Excel.

ﬁ Favorites @ Sources | @ Record Ops @ Field Ops | A Graphs @ Modeling | W Output [ | Expun_

OO @BRO AN LA GGG E® EHEE

Database War. File Select Sample Aggregate Derive vpe Filter Plot  Distribution Histogram | Neural Net Kohonen C50  C&R Tre. Table FlatFile Databas

Slika 9.3 Izgled paleta

Clementine box gde se nalaze skradenice za brZi i jednostavniji proces data
mining-a Slika 9.3.

l_L| Napraviti novi Stream E—f Otvoriti strim

H Snimiti Stream 3 Odstampati trenutni strim

@ Otvoriti Clementine §ablon 1:&‘ Iseéi 1 premestiti u clipboard
Iy Kopiranje u clipboard > Prilepiti selektovano

i£) Vratiti jedan korak u nazad C Jedan korak Unapred

|£| Editovanje opcije strima = Izvrsiti strim

(‘i‘ Izvrsiti selektovani strim a Zaustaviti izvr§avanje strima
'f::' Dodati super nod @g Zumirati (samo Super nodovi)
'&. Odzumirati (samo Super nodovi)

Slika 9.4 ToolBox
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U gornjm desnom uglu se nalazi output i object menadzer. Ovi jezicci se koriste
da bi videli i manipulisali raznim Clementine objektima.
Streams jeziCak zadrzi sve strimove koriS¢ene u trenutnoj sesiji. Mogu se dodati zatvoriti
1 snimiti, kao i dodati u postojeci projekat.

Streams | Qutputs i Models l

-] Btream1

Slika 9.5 Streams

Output jezi¢ak sadrzi razlicite fajlove proizvedene u toku operacija u klementinu.
Mozete ih prikazati, preimenovati, zatvoriti jeziakele, grafikone i izveStaje izlistane

ovde.
C‘E ine-
Streams Outputs | Models I

Slika 9.6 Output

Models jezicak je mocan alat koji sadrzi sve generisane modele (modeli koji su
napravljeni u klementinu) za odredenu sesiju.
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@ Clementine

Slika 9.7 Models

U donjem desnom uglu se nalazi project jezicak, koji se koristi da mi kreirali I
manipulisali projektima.

Postoje dva nacina da vidite projekte koje ste napravili u Klementinu. Klasni
prikaz | CRISP-DM prikaz.

Slika 9.8 Project prikaz Klasni prikaz
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CRISP-DM prikaz nudi mogucénost organizovanja projekata prema Cross-Industry
Standard Process for Data Mining.

CRISP-DM predstavalja procesni model rudarenja podataka koji opisuje Cesto
koriscéene pristupe od strane eksperta za reSavanje problema. Anketa sprovedena 2002,
2004 i 2007 godine pokazuje da je do vodeéa metodoligija koriSéena od strane data
majnera.

Za one koji su strucni i one koji se prvi put bave rudarenjem, CRISP-DM |je alat
koji ée vam pomodi da bolje organizujete svoj trud.

Klasni prikaz nudi mogucdnost da organizujete svoj posao u Clementine-u
kategoricki. Po tipovima objekata koje ste kreirali. Ovaj prikaz je znacajan kada radite
popis podataka, strimova ili modela, itd.

9.2 Primer koris¢enja alata Clementine

Ovaj primer se bavi fiktivnim podacima objasnjavajuéi artikle potrosacke korpe koji
se kupuju obi¢no zajedno, kao i licne podatke kupaca, na primer ID kupovne kartice.

Cilj je da se nadu grupe kupaca koji kupuju sline proizvode i koji mogu biti
demografski karakterizovani po starosti, primanjima, itd.

Ovaj primer prikazuje dve faze rudarenja:

1. C5.0 (Predstavlja model Stabla odluke) uvodi profile kupaca identifikovanih
grupa proizvoda.
2. Asocijacija i web display i prikazuje veze izmedu kupljenih proizvoda.

9.3 Proces pravljenja C5.0 algoritma

1. 1z Source palete ubacite Excel u Canvas (Slika 9.9).

Sadrzaj Excel kolona koji sam napravio kao primer:1D kupca(Brojevi), Vrednost cele
kupovne korpe(Brojevi), nagin plaéanja (Sek,kes kartica), Pol (m,z°),
VlasnikStana (da,ne), prihodi, starost, je¢am(Ta&no,Netaéno’), puter(Tatno,Netatno),
sir(Tac¢no,Netacno), grasak(Tacno,Netacno), tresnja(Tacno,Netacno), paradajz
sok(Tac¢no,Netacno), pljeskavica(Tac¢no,Netacno), slatki$(Tac¢no,Neta¢no),
kokakola(Ta¢no,Netacno), kukuruz(Tacno,Netacno), cokolada(Tacno,Netacno).

® 7 je u alatu predstavljeno kao F (Female)
" Netacno je u alatu predstavljeno kao F (False)
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€} Favorites | @ Sources | ® Record Ops | @ Field Ops | A Graphs | @ Modelin

.=|=|=|=| E

Enterprise Wiew [atabase “ar. File Fixed File SFS5S File Dimensions. SA%5 File Excel Uszer Input

Slika 9.9 Biranje Excela iz palete Source

2. Desni klik na ikonicu, pa edit (Ovo mozZe biti uradeno i double klik na nod),
kliknite na dugme pored file box-a da nadete zeljeni fajl.

-

o -
« Priprema za Clementine.xls M
~~ | [2]Refresh [@[@]

EIES

Cllsers\iDZ0MDesktopiMagistarski radiClementinelPriprema za Clementine xls

Impaort file: |C:‘LUsersIDZOOlDeskmp‘LMagistarski radiClementinelPriprema za Clementine xls |®

[ | Use Mamed Range
| ==
Wirksheet: () Index Ij@

() ame | ||:|

Data range: (2 First non-hlank row Blank rows: | Stop reading -

() Explicit range i ii |

First rowe contains field names

; Ciata | Filter i Types | Annotationgs |

OK i Cancel | Anply ” Eeset

Slika 9.10  Biranje Excel Zeljenog fajla

3. Kliknite na Types tab, zatim Clear All Values, zatim Read Values (Slika 9.11).
Kao Sto mozete vitedi na slici, postoje vise tipova podataka kao Sto su (Range, Set, Flag,
itd.)
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4, Tip polja starost promenite u tip polja Set, Apply, zatim Ok (Slika 25).

[E| @E| | B Readvalues I ClearValues I Clear All Values

Field | Type | Yalues |
# Idkartice & Range [1.0,20.0]
& vradnost &¥ Range [1489.0,6516.0]
@ MacifPlacanja 69;;. Set cek karica kes
[A] Pal @5 Set F .M
[a] ViashikMekretnine O® Flag TIF
4 MesecniPrihodi @ Range [22000.0,65223...
<#3 Starnst @5 Set 18.0,21.022.0,..
[A] Hieh o® Flag TIF
|a] Puter om Flag TIF
[a] Sir om Flag TIF

Slika 9.11  Ucitavanje podataka iz Excel fajla

5. Iz palete Output ubacite Table nod, konektujte ga sa Excel nodom (Desni klik na
Excel nod, connect, levi klik na Table nod).

6. Desni klik na Table nod, Execute, da bi ste videli sadzaj podataka (Slika 26).

Teble (18 ields, 20 records) e e T T
[ZlEile 7 Edit ¢ Generate |@§|§I@

\dkamcel Vrednnstl Nacn’FIacama‘ Fn\l VIasmkNekretnme‘ MesecmPrlhnm‘ Etarnstl H\eh‘ Futerl Blrl Grasakl Tresn]e‘ ParadanSnkl Pljeskawca‘ E\atk\sl KnkaKn\al Kukuruzl Cokalada
1 1.000 1500.000 kartica M T 24000.000 22.000 F T T |F F F F: F F F:
2 2.000 3500.000 kes F T 35000.000 25.000 F T F |F F F F F F F T
3 3.000 5500.000 kartica M T 45000.000 35.000 F F F[F F T T F F T F
4 4.000 4000.000 kes M F 22000.000 45.000F E T |F F F F T F F F
it 6.000 4500000 cek M F 30000.000 45.000T F F |F F F E: F F E: F
[ 6.000 4300.000 cek F_F 51000.000 45.000 F T E ik F F F id F I F
T 7.000 2600.000 cek F T 45000.000 B5.000T F F |F F F E: F T E: F
8 8.000 3000.000 kartica F _F 35000.000 25.000 T F E Ik F T I F F F F
k] 9.000 3540.000 cek M T 35446.000 18.000 T F F [E F F E: F F E: F
10 10.000 1488.000 kes F T 64112.000 35.000 T F T [T F F F F T T F
1 11.000 B516.000 kartica M F 65223.000 27.000F T F |F T F F: T T T F
12 12.000 4861.000 cek F F 61112.000 25.000 F F T~ |F F T F: F T T F
13 13.000 6414.000 cek M T 25300.000 25.000F F F_|F F F F F F T F
14 14.000 1561.000 cek F F 34100.000 24.000 F F T |F F T E: F F T F
15 15.000 6511.000 kes M F 25530.000 26.000F E F [T F F T F F F F
16 16.000 3584.000 kes F T 62130.000 21.000T F F |F F F E: F F T F
17 17.000 3851.000 kartica F T 35300.000 21.000 T F E ilE F T F F F T T
12 12.000 1561.000 cek F T 30200.000 21.000F F F[F F F T T F T F
149 19.000 2588.000 kes F_F 32010.000 22.000F F E Ik F F F F F F T
20 20,000 4536.000 kes F F 42550.000 22.000T F. E [F E F F F F I8 F
Slika 9.12  Ucitavanje podataka iz Excel fajla
7. Iz palete sa grafikonima ubacite WEB, konektujte source fajl sa Web grafikonom,

desni klik na Web Node i edit. Web node predstavlja graficki prikaz asocijacije izmedu
dva proizvoda. Predstavlja jacinu povezanosti izmedu 2 ili vise polja. Dok debljine linija
na grafikonu predstavljaju jacinu tih medusobnih veza.
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CELE
Tohle

Friprema za Clementi..

~ 12 Fields

Threshold walues are: Absolute, Strong links are heavier

(=1 ¥eh () Directed weh

Fields: om Hleh

O® Puter

O® Sir

@ Grasak

om Tresnje

O® ParadajzsSok

o® Plieskavica

4]

Show true flags only

Line values are:|Absolute bl

Strong links are heavier

J Wealk links are heavier

PN el | oA amEe el BTN L il

ak “ P Execute H Cancel |

apply || Reset

Slika 9.13  Web nod

8. Sa gornje desne strane vam se nalazi ikonica |§| obelezite sve proizvode koji su
u kupovnim korpama, samo polja ¢iji su tipovi Set I Flag mogu biti prikazani u Web

plotu, kliknite OK (Slika 9.13).

9. Stiklirajte Show true flags

10.

only (Slika 9.13).

Klik na Options tab, promenite Weak links below i Strong links above po tome

kako zelite da vam se grafikon pokaze. Prvi broj predstavlja osnovu iz koje se govori
alatu da su slabe veze sve ispod vrednosti br. 3, strong links predstavlja sve vrednosti
iznad zadatog broja. Ja sam stavio da mi Weak links bude 3, Strong links 3. To znaci da
¢e mi na grafikonu viSe podebljane biti konekcije izmedu proizvoda ¢ije su veze jace od 3

(Slika 9.14).

-

-

Weak links helow: 3|
Link Size:

() Link size varies continuousky

Strong links ahove:
Weh Display:

(%) Circle lavout

F's

312

() Metwork layout

(%) Link size shows stronginormaliweak categories () Directed layout () Grid layout

Slika 9.14

Opcije Web Noda
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11. Kliknite na radio dugme, Link size shows strong/normal/weak categories, da bi
ste videli 3 razli¢ite jaCine veza izmedu proizvoda (Slika 9.14). Zatim Execute da bi ste
videli grafikon (Slika 9.15).

E& Web of 11 Fields : Absolute #31 o - |

Slele = Edit O Generate of View given =Link |Rgle)| 2% [#]

KokaKola Hleb
e Hieh = t, Kukury=—+- =8
ST SE Generate Select Mode Faor Link

Generate Derive Node Far Link
. S o oreCokolada

-'-'-"-':'.Tresnje
Sir Slatkis
@ Colkolada @ Grasak @ Hleb @ Kokakola
O kukuruz @ ParadajzSck @ Plieskavica O Puter
@ sir O slatkis @ Tresnje

r 1 ] 1 1 I ] 1 | 1 ] 1 | 1 ] 1 ] 1 ] 1 ] 1 ] 1 ] 1 | 1 ] 1
1

1.2 14 16 18 2 22 2 ES EE 3 T2y -3 236 38 L)

Graph | Annotations

Coc]

Slika 9.15  Web grafikon

12. Mozemo primetiti da se izdvajaju dve grupe Kkorisnika na osnovu toga koje
proizvode kupuju, oni koji kupuju Paradajz sok i Kukuruz, oni koji kupuju hleb i kukuruz
(Slika 29).

13. Verovatno bi zeleli da vidimo koji to korisnici kupuju ove vrste proizvoda. To je
demografski profil. Ovo mozemo uraditi tako Sto svakog korisnika koji kupuje odredeni
proizvod oznaliti sa ,zastavicom®, za svaku grupu posebno. Zatim ¢emo pomocu
algoritma C5.0 napraviti profile bazirane na pravilima ovih ,,zastavica®.

14.  Ajde da nademo kupce koji kupuju kukuruz i hleb. Desni klik na podebljanu liniju
izmedu dva kukuruza i hleba, zatim Generate Derive Node for Link (Slika 29). Ovo ¢e
napraviti novi nod na radnoj povrSini u kome ¢e biti proizvodi koje smo oznacili sa
zastavicom.
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15. Desni klik na source nod, connect sa izvedenim nodom (Mozete povezivati
nodove, tako sto obelezite nod sa kog pocinje veza drzimo Alt + drzanje levog klika).

16. Edit izvedeni nod, promenite Derive field u kukuruz i hleb (umesto T_T).
17. Iz Output palete postavite Table nod na radnu povrSinu. Povezite ga sa
kukuruzom i hlebom. Desni klik pa Execute, kao poslednja kolona pojavice se prikaz T

za svakoga ko je kupio u prodavnici Kukuruz i Hleb zajedno (Slika 9.16).

i Hleb| Puterl Sir! Grasakl Tresnjei Paradasznk| F'Ijeska\fica| Slatkisi KDkaKDIa! Kukuru;{| annlada! Kukuruz'EiHleh

fn e B B T e s e e e 5 R B B R B B e B s B |
b B W e s TR e s e AR s e e e B s s R |
b e B W e e s e e s e Bl e e B e B s B o |
b B B e B s e e e B s et e e B e B s s s |
b e s B B B e e B R R Bt B e Bt B e it B B |
e T B B B e e e B B e Mt Ml Bl B e B B s s |
e T e T e o e e e e e s e e s e e e s & B R
B s s s T R R - M e ¢ B B 5 TR s W 2 e W M e W 5 e s 5

Slika 9.16  Web grafikon

18. Iz palete Field Ops dodajemo Type nod i povezujemo ga sa nodom
Kukuruz&Hleb.

19. Edit na type nod, za polje ID i polja svih proizvoda stavite NONE, za novo
dobijeno polje Kukuruz&Hleb stavite Out (Slika 9.17).
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20.

w Type @
el

|§| @E} ‘ P Read Yalues l Clear Values l Clear All Values ‘

Field | Type | Values | Missing Check ‘ Direction

@ Idkartice & Range [1.0,20.0] Mone © Mone
3 wrednost & Range [1489.0,6516.0] Maone g lh
[A] MacifPlacanja @b Set cek kartica kes MHone  n
[a] Pal @b Set F 1t Mane ~y In
@ “lasnikMekretnine db Set FT Mone N In

B MesecniPrinodi & Range [22000.0,65223.0] MNone N In
@3 Starost 4 Range [18.0,65.0] Maone o lh

[A] Hieh o® Flag TIF Mone @ None
[A] Puter om Flag TIF Mone @ Mone
[a] sir o® Flag TIF Mane & Mone
[4] Grasak o® Flag TIF Mane & Mone
[A] Tresnje om Flag TiF Mane @ Mone
[A] ParadajzSok o® Flag TiF Mone @ None
[A] Pligskavica om Flag TIF Mone @ Mone
[&] Slatkis o® Flag TIF Mone © MNaone
[&] Kakakola o® Flag TIF Mane & Mone
[A] Kukuruz o® Flag TIF Mone @ None
[A] Cokolada o® Flag TIF Mone @ MNone
|§| Kukuruz&Hleh o® Flag TIF Mone @ Cut

(&) view currentfields (O view unused field settings
_'I'_y_pes__; Format ' Annotatiuns__i

| oK J

apply || Ressl

Slika 9.17  Edit Type Nod

Dodajte iz Modeling palete, C5.0 nod (Algoritam za Klasifikaciju ) i povezite ga

sa Type nodom. Desni klik na C5.0 nod/Edit, kliknite na Rule set / Execute.
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Starost‘i‘E- T R —m, 5 rE)

Vlasnik
Nekretnine

¥ T Y T
oo o1 o2 o3 os 0s 06

Slika 9.18 Browse C5.0

21. Model je stvoren u gornjem desnom uglu pod karticom models i zove se
Kukuruz&Hleb. Desnim klikom na model/browse, dobijamo jasne demografske profile
kupaca koji su kupili kukuruz i hleb (Slika 9.18) .

9.4 Proces pravljenja GRI modela

Sada ajde da nademo vezu izmedu kupljenih i potencijalno kupljenih proizvoda od
strane kupaca koriste¢i GRI® (Generalized Rule Induction). GRI pronalazi asocijacije u
podacima. Na primer, kupci koji kupe Gillete i after shave obi¢no vole da kupe i kremu
koja se koristi posle brijanja.

a) Dodajte Type nod | povezite sa source nodom.

b) Desni klik/edit, postavite tako da sva polja koja se ti¢u proizvoda budu
Both, svi ostali None (Slika 9.19).

¢) Dodajte iz modeling palete GRI nod | povezite sa type nod.

& Model Asocijacije
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w Type

)

[N\-] BBles] [ » Resuvaues | ciearvaes | clearanvales |

ellel

Field | Tipe ‘ Walues | Missing | Check ‘ Direction
@ Idkartice Range [1.0,20.0 MNaone © Hone
P Wrednost & Range [1488.0,6516.0] None © None
[&] NaciPlacanja &) Set cek katica kes MNane © None
(4] Pal @b Set Fm Mone © Mone
[A] ViasnikMNekretnine O® Flag TIF Mone © Mone
<& MesechiPrinodl ¢ Range [22000 0,652 Maone © Mona
&> Starost &b Set 18.0,21.0,22.0.. None © None
[a] Hieb oO® Flag TIF Mone W) Eoth
[&] Puter O Flag TIF Mone %) Both
(4] sir O® Flag TIF Mone W) Both
|a] Grasak O® Flag TIF Mone W) Eoth
[&] Tresnje o® Flag TiF Mone %) Both
|§| ParadajzSok O Flag TIF Mone '@ Both
[a] Plisskavica o® Flag TIF MNane @ Enth
[A] Slatkiz @ Flag TF MNaone %) Both
[A] Kokakola o® Flag TIF MNane '@ Eoth
[a] Kukuruz O® Flag TIF Mone W) Eoth
[A] Cokolada O® Flag TIF Mone W) Both

(%) view currentfields () View unused field setings

Types | Format | Annotations |

Ok I Cancel

Apply Reset

Slika 9.19  Type nod

d) Desni klik/edit na GRI nod, u tabu Model stavite da Maximum number
od antecedents (prednost) bude 2/ Execute model.

e) Rezultat ¢e biti model koji sadrzi pravila asocijacije (Slika 9.20).

R — —— = — e
E [©
b el Sl s e

Consequent Antecedent Support % Confidence % |

siatis Puter 100 1000 B
Kukuruz

rasak Plieskavica o -
Kukuruz

Tresnie Siatkis 0 1000
KokaKola

Tresnie Puter 50 1000
KokaKola

Cokolada Puter 50 1000
sir

Kokakola Tresnie 50 1000

KokaKola sir 50 1000
Grasak

KokaKola Puter 50 1000
Tresnie

KokaKola Hieh 50 1000
Grasak

KokaKola High 50 1000
sir

siatkis Tresnie 50 1000

siatiis Puter 50 1000 u
KokaKola

siatis Puter 50 1000
Tresnie

Grasak Hiey 50 1000
sir

Puter Statkis a0 1000
KokaKola

Futer Tresnie 50 1000

Puter sir 50 1000
Cokolada

Paradajzsok Kukuruz [ —
Cokolada

Paradaizsok Hish 50 1000
Cokolada

Paradaizaok Hieh 50 1000
Plieskavica

i Paradaizsok 50 1000
KokaKola

sir Grasak 50 1000
KokaKola

sir Hish 50 1000
Grasak

Kukuruz sir 100 100.0
KokaKola

Kukuruz sir 100 100.0 =]

wovel | summary | annotations |

Slika 9.20
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Iz grafikona (slika 34) mozemo videti primer kupaca hleba, koji su dosledni da
kupe 1 kukuruz. Ako postavimo kukuruz pored hleba poveéa¢emo prodaju kukuza za 40
procenata. Ova informacija je 50% istinita.

10. Primena Clementine alata nad realnim podacima

U ovoj studiji slu¢aja ¢emo Kkoristiti realne podatke koji su izvedeni iz hemijske
analize vina. Prvi vlansik ovih podataka je  Forina, M. et al, PARVUS -
An Extendible Package for Data Exploration, Classification and Correlation.
Institute of Pharmaceutical and Food Analysis and Technologies, Via Brigata Salerno,
16147 Genoa, Italy. Podaci su uzeti sa web adrese: http://archive.ics.uci.edu/ml/machine-
learning-databases/wine/ .

10.1 Ulazni podaci i njihov pregled

Na radnoj povrsini je napravljen VVar.Node, i u njega importovan fajl sa podacima.
Da bi ste pregledali podatke koriS¢en je table nod iz palete output.

Prilikom importovanja podataka obracena je paznja na format u kome se nalaze
podaci. Naime svi podaci su izvornom fajlu podeljeni ne po standardu sa (,), nego sa (;).
Na slici koja sledi mozete primetiti da je u okviru grupe Delimiters, Stiklirano polje u
okviru grupe other i pored njega upisan u text box znak (;). Ovim smo stavili do znanja
alatu da je u izvornom fajlu na¢in odvajanja pojedinac¢nih podataka gore pomenuti znak.

w Wwinequality-red.csv M‘
|2 Retresn @@

CiUsers\DZOoMmDesktiopiMagistarski radiUCwine-gualibiwinequalit-red. sy

File: |C:‘tUsersIDZOOIDesktumr-nagistarski radil Clwing-gualitiwinegualit-red cey H_l

7.4:0.7:0;1.9:0.076;11:54;0.9975:5.51;0.56:9.4;:5
T.6;0.88:0:2.6;0.095:25;:67;0.5908;3.2;0.65;:59.6:5
7.8;0.76;0.04;2.3;0.092;15:54;:0.997:3.26;0.65;9.8;5 |~
4] i |P|

[¥] Read field names from file [] Specify number of fields |

Skip header characters: il El: ECQL comment charactars:

Strip lead and trail spaces: (3) Naone () Left () Right () Baoth

T
"fixed acidity™;"wolatile acidity™;"citric acid”:"residual sugar”:"chlorides"|§

Invalid characters: () Discard () Replace with
~=\Encading: |Stream default « |Decima| symbal; |Stream default v|
Delimit L : E
\\,‘ elimiters Lines to scan for type: =
winequaligered.csvi ||| ] Space  [] Comma [ Tab Quotes

i [] Newline 4 Other |:| Single quates: |Discard '|

[ Man-printing characters Double quotes: | Discard v|

] Allawe multiple blank delimiters

= File | Data | Fiter | Types | Anmotations |
Table ok | [ cance ] | appy || Reset

Slika 10.1  U¢itavanje podataka iz fajla
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T . S . S5 .. W

) Generate |£|

D & A @<k @
FC-quality
Hode 0
Category %
3.000 0628
W4 pop 3315
W5 ppp 42 589
™5 pop 38.900
7.000 12.445
B.000 1128
LER1i] 0.000
Tatal 100.000
|
DlH
& 3| 280 » 3.:230
Mode 16
n Category % n
2z 3.000 ns?1 8
1o W 4000 4679 43
308 LER1) 40588 373
148 000 43437 300
100 7.000 10773 99
1z B.000 0653 1]
o Hooop 0.000 o
GE0 Total 57473 19
[ El [ =
pH pH
3= 3‘.240 <= 3470 > 3‘470
Hode 2 Hode 17 Hode 22
Category % n n Category % n Category % n
3.000 0.191 1 1 3.000 0.565 4 3.000 1.896 4
™ 4000 1.336 7 = W 4000 4.096 M ™ 4000 6635 14|
5000 44.375 332 5000 a8 76 L ER11) 30689 331 5 000 43602 92
G000 37405 196 G000 33333 82 WG 000 43027 3N G000 a4 TR
7.000 14.504 76 7.000 15.385 4 7.000 11.299 20 7.000 9.005 19
£.000 2.390 12 £.000 0.000 ) £.000 0.424 3 £.000 1.422 3
o 0000 0.000 0 o 0000 0.000 0 ®a.0o0 0.000 o o 0. 000 0.000 o
Total 32770 534 Total 0.756 156 Total 44.378 708 Total 12196 211
‘ = =
P‘H pH
4= 3.200 ¥ 3.200 4= 3.460 i 1}|48I]
Hode 3 Hode 12 Hode 1% Hode 21
Category % n Category % n Category % n Category % n
3.000 0.258 1 F.000 0.000 o F.000 0.582 4 3.000 0.000 o
LEN1i] 1.548 ] 4000 0.735 1 4000 4231 I8 LEN 1] 0.000 o
LER1i) 45907 132 5000 36765 50 5000 40330 277 L ER1i) 10.04% 4
=00 35867 138 B 5000 4z647 68 W 5.000 42086 206 =00 T1429 15
7.000 14175 455 F.000 15.441 21 F.000 11.354 78 7.000 9524 z
£.000 1.545 1] £.000 4412 1] £.000 0.437 3 8.000 0.000 o
®ooop 0.000 o Bo.000 0.000 o Ba000 0.000 o Hooop 0.000 o
Total 24268 388 Total 2505 136 Total 42084 6ET Total 1312 21
= T = =
le pH pH
= 2:.900 > 2800 = 3220 > 3i220 <= 3460 > 3.450
Hode 4 Hode § Hode 13 Hode 14 Hode 19 Hode 20
Category % n Category % n Category % n Category % n Category % n Category % n
3.000 0.000 o 3.000 0.265 1 3.000 0.000 1} 3.000 0.000 0 3.000 0602 4| 3.000 0.000 o
W 4000 10.000 1 ™ 4000 1.323 5 W 4000 0.000 0 = 4000 1639 1 W 4000 4361 29 4000 0.000 o
LESlI] 30,000 3 5000 47 354 179 W5 000 33.000 24| (W5000 43 623 16 LER1) 30308 62 LER11) 62182 15
G000 50,000 £ G000 35185 133 ™ g.000 53323 40 ®g.000 0508 18 000 43,750 291 G000 2727 5
7.000 0.000 o 7000 14550 55 7.000 12.000 ) 7.000 19672 12 7.000 1478 77 7.000 4.545 1
£.000 10.000 1 2000 1323 5 B.000 2667 2 B.000 G557 4 8.000 0301 z £.000 4.545 1
LR 0.000 0 W 0000 0.000 0 ®ooop 0.000 0 = oop 0.000 0 ®ooop 0.000 0 ®a.000 0.000 o
Total 0.625 10 Total 23640 378 Total 4690 75 Total 3815 61 Total 41 588 665 Total 1.376 22
| =
PlH
= 3: 020 »3.020
Hode § Hode 9
Category % n Category % n
3.000 0.000 o 3.000 0.294 1
4000 0.000 o LEN 1] 1471 5
LEF] 47368 18 LER1i] 47,3583 161
G000 13684 9 ™ g.000 36471 124
F.000 26316 10 7.000 13238 46
F.000 EE3Z 1 £.000 1178 4
™ 0000 0.000 o W oop 0.000 1]
Total 2376 3% Total 21263 340
[ = [ =
pH pH
A 3‘.000 > 3.‘000 > 3|IZD
Hode 7
Category % n Category % n
0.000 o 0.000 o
0.000 o 1.739 2
56.000 4 40.870 47
2,000 & 46057 54
12.000 7 10,435 12
4,000 o F.000 0.000 o
0.000 o o
1.563 13 Total 7492 15 14.071 225
Model | Wiewer | Summary | Annotations

Slika 10.2 Kompletan izgled klasifikacije kroz Stablo odluke
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10.2 Klasifikacija podataka

Da bi uradili klasifikaciju po bilo kome kriterijumu, potrebno je da na
radnu povrsinu ,,ubacimo® nod C5.0 iz modeling palete, koji predstavlja decision

tree klasifikacije.

Klasifikacija je uradena tako Sto je kao cilj klasifikacije postavljen kvalitet
vina, a kao ulazni parametar u algoritam Ph vrednost. Ovime smo dobili rezultat
takav da je u svakom kvadratu pokazan broj vina odredenog kvaliteta koji ima >

ili < Ph vrednost od odredene vrednosti (Slika 10.2).

|
<= 3.280

|
Mode 1
Category % n
2.000 0.294 2
= 4000 1471 10
N5 000 45294 308
B 5000 36471 248
r.ooo 14706 100
2.000 1.7656 12
B o non 0.000 i
Total 42 527 G20
| =]
le
<= 3|.24[I ¥ 3.|24[I
Mode 2 Mode 15
Category % n Category % n
2.000 o.191 1 2.000 0.6 1
B 4000 1.336 T B 4000 1.923 3
u 5 pon 44376 23z| |™s.000 42718 TG
H 5000 ardos 196| |®E.000 33333 A2
T.000 14.504 76 r.ooo 165.385 24
2.000 2290 12 2.000 0.ooo 1]
B non 0.0o0 1] B oon 0.000 i
Taotal 32770 &524 Taotal Q756 186
| =
Slika 10.3  lzgled klasifikacije

Na slici 10.3 mozemo videti da postoji 196 vina, kvaliteta 6 koja imaju manju ili

jednalu Ph vrednost broju 3,24.
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10.3 Neuronske mreze

Da bi saznali koji je od poznatih atributa ,,najvazniji“ da bi kvalitet vina bio
odredenog nivoa. Upotrebili smo iz palete modeling Neural Net nod. Preciznost ovog
reSenja je dovedena na vrednost od 56,86 %. Na slici 10.4 mozemo videti kako
raCunar uz pomo¢ algoritama pokuSava da nade Sto idealnije rezultate

(grafikon).
" et e T == Lia 2k B

100

Best Predicted Accuracy — F1.81%
Current Predicted AcCuracy | == 56.30%

« Execution Feedback

Node State Progress Message

Q Meural Met  Running 50% Creating et

guality

W\HEWE“N-TEU-M
N

Slika 10.4  Proces formiranja neuronske mreze

Po rezultatima algoritma neuronsih mreza mozemo sa sigurno$¢u od 56,86%
zakljuciti da od svih ponudenih atributa, na kvalitet vina najvise uti¢e koli¢ina
alkohola u njemu, zatim po vaznosti slede isparljive kiseline (Slika 10.5).
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= E' Analysis
~Egtimated accuracy: 56.86
te|nput Laver: 11 neurans
tHidden Laver 1: 3 neurans
'-----Output Layer: ¥ neurans

[E' Relative Importance of Inputs

alcohal

volatile acidity
total sulfur dioxide
sulphates

fixed acidity

2 chlorides

citric acid

pH

density

free sulfur dioxide
residual sugar

0242426
0150772
01499445
013996
00991214
0.0925282
0.09145186
0.0351085
0.0325437
0.0253051
0.022763

Bl Fields
"'l [E'Target

@ quality

[E' Inputs

¢ alcohol
% Ghloniges
g citric acid
g fixed acidity
g free sulfur dioxide
g residual sugar
g sulphates
g total sulfur dioxide
S volatile acidity

=- E' Build Settings

Slika 10.5

~ge paditioned data: false

Uticaj atributa na kvalitet vina
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11. Zakljucéak

U danasnje vreme se nalazi mnogo informacija za koje ni ne znamo da postoje tu
pored nas. Imajuci u vidu da je informacija danas najbitnija, moramo pronaci nacin da je
nademo I razumemo. Data mining je jedna oblast koja nam pruza da iz naizgled ne bitnih
I nepotrebnih informacija saznamo neke nove informacije koje su nama veoma vredne.

U tome nam ima veliki udeo veoma brz razvoj danasnjih tehnologija (procesori, tvrdi
diskovi, internet | telekomunikacije).

Rudarenje podataka je znaCi automatizovano traZenje informacija u mnostvu
podataka. Cilj ove metode jeste pronalazenje pravila, odnosno uzoraka koji omogucéuju
pronalaZenje veza izmedu uzroka i posledica.

Proces Data Mininga ne moze izvrSiti samo 1 osoba jer se on sastoji od viSe faza,
tacnije tri.

Prva faza, tzv. problemska faza odnosno odabir i definisanje problema.

Druga faza pripremna faza: sve vezano uz pripremu podataka za Data Mining;
obavlja je informaticar.

Tre¢a faza, metodoloSka faza: sve od analize, selekcije, prezentacije do
interpretacije rezultata. Stru¢njak za Data Mining (eng.Data Miner) je osoba zaduzena za
zadatke koji obuhvataju tre¢u i zadnju fazu procesa rudarenja.

Ova metoda zahteva visok nivo stru¢nog znanja o metodama. Jo$ uvek se
razvijaju alati koji ¢e omogudéiti koris¢enje Data Mininga menadzerima i bez
specijalizovanog stru¢nog znanja, te se takode radi na edukaciji korisnika ove metode.

Clementine kao alat za Data Mining se pokazao u praksi kao jedan od najboljih alata
sa velikim brojem funkcija koje su od neprocenjivog znacaja za data mining.. Alati kao
Sto su Rapid Miner, Weka i dr. Imaju takode izuzetne karakteristike, ali nisu toliko u
upotrebi kao naslednik Clementine alata (SPSS data modeler). SPSS PASW Modeler
(ranije nazivan Clementine) ima prednost kao trenutni lider na trziStu, sa jakom
distribucijom i podrskom za alat.

Neki alati imaju funkcije koji drugi nemaju ili bolje izraduju odredene modele, ali
vazi i obratno.

Sto se ti¢e alata za data mining, stru¢njak bi morao da zna vise razli¢itih alata, u
zavisnosti od slucaja, a takode bi morao da isproba rad svakog ozbiljnijeg alata da bi se
uverio koje su mu prednosti a koje mane. Jer u zavisnosti od sluc¢aja do slucaja moraju se
birati alati koji najvise pogoduju za datom slucaju radi $to temeljnije analize podataka i
dobijanje Sto preciznijih informacija.

Clementine je alat koji nudi mno$tvo funkcija koje su u pozadini odli¢no
uskladene sa samim algoritmima tih funkcija, veoma je korisnicki opredeljen i lak za
upotrebu, uz veliku preglednost samog toga rada. Videli smo neke osnovne funkcije u
samom alatu koje mozemo koristiti na mnostvo sluc¢ajeva rudarenja podataka.

Moja preporuka je Clementine, u svakom slucaju kada se moze primeniti.
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